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ANEXO A  


 


DEFINIÇÕES DA APLICAÇÃO 


 


Barriletes: representa o processo de união de fluxos. Pode ser uma tubulação 
coletora, um vaso ou um conjunto de instalações. 


Bombeamento Multifásico: bombeamento do gás em baixa pressão, juntamente com 
o óleo e /ou água através de bombas especiais, projetadas especificamente para este tipo de 
condição. 


Campo de Petróleo ou de Gás Natural: área produtora de petróleo ou gás natural, a 
partir de um reservatório contínuo ou de mais de um reservatório, a profundidades 
variáveis, abrangendo instalações e equipamentos destinados à produção. 


Cogeração: são sistemas em que se faz simultaneamente, e de forma seqüenciada, a 
geração de energia elétrica e térmica a partir de um combustível, tais como os derivados de 
petróleo, o gás natural, o carvão ou biomassa. 


Comercialização do gás natural – ato ligado à transferência de titularidade de um 
volume de gás natural para uma determinada utilização ou aplicação. 


Consumo de Gás: volume de gás utilizado na plataforma, com objetivo de gerar 
energia elétrica, combustível para operar turbo e motocompressores, gás combustível em 
baixa pressão para fornos, fornalhas, gas stripper, etc. 


Distribuição: atividade de comercialização por atacado com a rede varejista ou com 
grandes consumidoras de combustíveis, lubrificantes, asfaltos e gás liquefeito envasado, 
exercida por empresas especializadas, na forma das leis e regulamentos aplicáveis. 


Estocagem de Gás Natural: armazenamento de gás natural em reservatórios 
próprios, formações naturais ou artificiais.  


Fluxo Multifásico: quando ocorre o fluxo no mesmo duto ou equipamento de mais 
de uma fase, ou seja, no caso, trata-se de escoamento de óleo, gás e água no mesmo duto. 


Função Objetivo: função que pretendemos minimizar ou maximizar. Por exemplo, 
no nosso estudo estamos interessados em maximizar o lucro e minimizar os custos.  A 
maioria dos problemas tem somente uma função objetivo. 


Gás associado: gás natural produzido de jazida onde é encontrado dissolvido no 
petróleo ou em contato com o petróleo subjacente saturado de gás. Este gás pode ter preços 
diferenciados de venda em função do seu poder calorífico.  


Gás de Alta: Gás em alta pressão, após ser comprimido por moto ou 
turbocompressores, com pressão suficiente para ser transferido para o ponto final de 
escoamento através de gasodutos, consumido em alta pressão ou utilização para gas lift.    


Gás de Baixa: é o gás antes de ser comprimido pelos motocompressores ou 
turbocompressores com pressão insuficiente para ser transferido para o ponto final de 
escoamento através de gasodutos, ou utilização em alta pressão.  


Gás Disponível para venda: parcela do volume de gás produzido e comprimido em 
alta pressão, que for enviado para o ponto final de venda ou distribuição. 
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Gas Lift: gás comprimido a alta pressão que é injetado na coluna de produção em 
uma determinada profundidade para elevação artificial, isto é, para diminuir o gradiente de 
pressão da coluna de óleo. O gas lift aumenta a produção de óleo, o que contribui para o 
aumento da receita do sistema de compressão. 


Gás não associado: gás natural que é produzido de jazida de gás seco ou de jazida de 
gás e condensado. É aquele que, no reservatório, está livre ou tem quantidades muito 
pequenas de óleo. 


Gás não utilizado ou queimado: parcela do volume de gás associado produzido que 
não for utilizado para consumo, injeção ou disponibilizado para venda. Este destino do gás 
é o mais indesejável de todos para o sistema, excluindo a parcela do volume de gás 
queimado para a manutenção do piloto do flare aceso, que deve ser mantido na plataforma 
por motivo de segurança operacional. A queima de gás contribui para a diminuição da 
quantidade de gás disponibilizada para venda e, conseqüentemente, a sua receita. A queima 
é geralmente proveniente de restrições do sistema de compressão, malha de escoamento e 
falta de demanda. 


Gás Natural:  mistura de hidrocarbonetos leves que permanece no estado gasoso, 
sendo encontrado em rochas porosas no subsolo, freqüentemente acompanhado de 
petróleo. A composição do gás natural pode variar bastante. Basicamente, ele é composto 
de metano, etano, propano e, em menores proporções de outros hidrocarbonetos de maior 
peso molecular. Normalmente, apresenta baixos teores de contaminantes, como nitrogênio, 
dióxido de carbono, água e compostos de enxofre. Por existir no estado gasoso, não precisa 
ser atomizado para queimar, proporcionando uma combustão limpa, com reduzida emissão 
de poluentes e melhor rendimento térmico. Depois de tratado e processado, o gás natural é 
largamente utilizado em residências,  indústrias e veículos. 


Gasodutos: dutos que permitem o transporte de gás natural de um ponto a outro. 
Índice de Confiabilidade de Compressores: percentual do tempo em que o 


compressor efetivamente esteve em operação normal, acrescido do tempo de manutenção 
programada durante o período de tempo analisado. 


Índice de Disponibilidade de Compressores: índice que mede o percentual do 
tempo que o compressor esteve em operação normal, em relação ao período total 
analisado. 


Indústria do Petróleo: conjunto de atividades econômicas relacionadas com a 
exploração, desenvolvimento, produção, refino, processamento, transporte, importação e 
exportação de petróleo, gás natural, outros hidrocarbonetos fluidos e seus derivados; 


Injeção de Gás: dependendo do sistema de injeção de gás, poderemos ter dois tipos 
diferentes. O primeiro para armazenamento, com o objetivo de injetar o gás excedente, em 
função de alguma limitação do sistema de compressão ou escoamento de gás, como por 
exemplo, limitação da capacidade de compressão, capacidade dos gasodutos, demanda de 
gás, etc. Quando houver demanda de gás acima do volume disponibilizado para venda, o 
gás acumulado injetado poderá ser produzido, de forma a maximizar a receita e lucro do 
gás movimentado. O outro sistema de injeção refere-se ao sistema de injeção de gás para 
recuperação secundária, que consiste na injeção de gás na capa para manutenção da 
pressão do reservatório, com o objetivo de maximizar a recuperação final de óleo do 
reservatório. Neste caso, o ganho econômico, em função da recuperação adicional de óleo, 
deverá ser estimado. 


Motocompressores: equipamentos responsáveis por elevar a pressão do gás, 
principalmente para o de baixa pressão para permitir a sua sucção através dos 
turbocompressores. 
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 Petróleo: todo e qualquer hidrocarboneto líquido em seu estado natural, a exemplo 
do óleo cru e do condensado; 


Planejamento da movimentação de gás: processo de análise da curva de produção 
de gás associado, gás não associado, gas lift, malha de escoamento de gás e características 
do sistema de compressão para antever o destino deste gás em cada ponto da malha, bem 
como o seu destino final, com o objetivo de verificar futuros pontos de ineficiência de 
escoamento e compressão do gás produzido.  Outro objetivo é o de maximizar o lucro final 
da movimentação de gás em cada período analisado. Temos que analisar a previsão 
integrada de movimentação de gás das plataformas, muitas vezes, até o fim de sua 
produção, para detectar previsões de queimas elevadas futuramente, e desenvolver projetos 
e ações em tempo hábil para minimizá-las ou eliminá-las. Outra utilidade deste 
planejamento é para valoração de ações da empresa nas Bolsas de Valores, cujo objetivo é 
de se calcular o volume de gás aproveitado durante toda a vida do campo de produção, o 
que contribuirá para aumentar a receita. 


Poder Calorífico: medida da quantidade de energia que pode ser obtida pela 
combustão completa do gás e indica a conveniência de uso de um gás puro ou uma mistura 
como combustível. O poder calorífico é dito superior (PCS) quando considera que toda a 
água formada na reação é condensada em líquido; e inferior (PCI) quando considera que a 
água formada permanece no estado de vapor. 


Inferior 
CH4 + 2 O2 ---------------- CO2 + 2 H20 (g) + calor (PCI) 
Superior 
CH4 + 2 O2 ---------------- CO2 + 2 H20 (l) + calor (PCS) 
Para uso como combustível, gases de fontes e composições diferentes podem ser 


comparados com base no seu poder calorífico, que, portanto, é usado como parâmetro na 
determinação do preço do gás. 


Precisão: regra heurística de parada de busca durante a execução do método de 
Branch-and-Bound. 


Função objetivo da melhor solução inteira obtida         >  precisão 
Função objetivo da melhor solução dos nós de espera 
Quando isto acontecer, a busca é interrompida e a melhor solução inteira obtida é 


considerada solução ótima dentro da precisão especificada. 
Produção: conjunto de operações coordenadas de extração de petróleo ou gás natural 


de uma jazida e de preparo para sua movimentação; 
Queima histórica: volume de queima de gás natural ou ventilado para o meio 


ambiente, em função de motivos associados à característica do sistema de compressão, na 
qual terá uma grande probabilidade de realização, mesmo que não haja falhas ou paradas 
de compressores. Este volume é determinado em função de análise do histórico de queima 
da plataforma. 


Reservatório ou Depósito: configuração geológica dotada de propriedades 
específicas, armazenadora de petróleo ou gás, associados ou não. 


Restrições: características que permitem que as variáveis e incógnitas possam 
assumir determinados valores mas excluem outros. 


Softwares de otimização: inclui solvers ou códigos para encontrar o ótimo (ou no 
mínimo muito bom) para valores de variáveis de decisão, assim como os sistemas de 
modelagem que auxiliam na preparação de problemas para solvers e para relacionar as 
soluções que os solvers retornam. 
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Os solvers são especializados para muitos tipos diferentes de problemas matemáticos, 
e os sistemas de modelagem são desenhados para certa categoria de problemas. 


Take or pay: menor volume de gás que deverá ser entregue para venda, definida em 
contrato entre as partes vendedoras e consumidoras. Caso este volume não seja atendido, 
haverá uma penalização sobre este não atendimento para a empresa responsável pela oferta 
do gás. 


Teor de gás sulfídrico e dióxido de carbono: a presença de H2S e CO2  num gás 
natural desprovido de umidade não representa riscos de corrosão no sistema. Todavia na 
presença de umidade, teores elevados de H2S e CO2  podem provocar corrosão, em caso de 
condensação aquosa. O limite máximo do teor de H2S usualmente aceito para escoamento 
de gasodutos de alta pressão é de 20 ppm em volume, (para evitar a corrosão sob tensão 
por  H2S em pressões de até 105 kgf/cm2  absoluta), e para o CO2 é de 2% em volume. Para 
comercialização no país, o teor de enxofre total (H2S + mercaptans) é especificado em 80 
mg/m³; o de H2S de 20 mg/m³ (equivalente a 14 ppm); e, o CO2 de 2% em volume. Neste 
limite para o teor de H2S não ocorrem problemas de toxidez para o gás natural ou para os 
produtos de sua combustão. Existem vários processos disponíveis para remoção de H2S e 
CO2  do gás natural. No entanto, os processos que utilizam soluções de aminas são os mais 
empregados. Nesses processos, é utilizada, normalmente, a monoetanolamina  - MEA ou a 
dietanolamina – DEA. 


Tratamento ou Processamento de Gás Natural: conjunto de operações destinadas 
a permitir o seu transporte, distribuição e utilização. 


Turbocompressores: equipamentos responsáveis por elevar a pressão do gás para 
permitir a injeção, transporte através de gasodutos, gas lift e consumo de gás em alta 
pressão. 


Utilização do gás natural: é qualquer uso do gás natural nas atividades industrial, 
comercial, institucional, residencial ou automotiva. Na indústria, é utilizado como 
combustível para fornecimento de calor, geração de energia elétrica e de força motriz, 
como matéria-prima nos setores químicos, petroquímicos e de fertilizantes, e como redutor 
siderúrgico na fabricação do aço. Na área de transportes, substitui o óleo diesel, a gasolina 
e o álcool em ônibus e automóveis. No futuro, terá uma utilização bem maior no setor 
elétrico brasileiro, que espera um substancial crescimento da geração termelétrica, 
parcialmente atendida com o gás natural. Há ainda a expectativa de que, com o avanço da 
tecnologia de compressão para uso automotivo e com a aplicação da tecnologia de 
liquefação, transporte e regaseificação, surjam novas oportunidades para o gás natural, que 
deve ter uma participação cada vez maior na matriz energética brasileira. 
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ANEXO B  


 


MODELO DO SISTEMA DE PLANEJAMENTO DA 


MOVIMENTAÇÃO DE GÁS DA PETROBRAS 


 


A) VARIÁVEIS 
 
As variáveis de carga/vazão utilizadas nos elementos são: 
• Carga de gás no elemento; 
• Vazão do gasoduto; 
• Carga de injeção de gás no elemento armazenamento; 
• Carga de produção de gás no elemento armazenamento. 
• Variáveis de desvio em relação a limites estabelecidos: 
• Desvio negativo em relação ao mínimo mensal contratual (take or pay). 
• Variáveis de produção de condensado nos moto e turbo compressores. 
• Variáveis de carga de compressão por máquina nas baterias de moto e turbo 


compressores. 
• Variáveis inteiras (0-1) que definem a operação de máquinas nas baterias de moto 


e turbo compressores. 
• Variáveis de pressão: 
• Pressão de entrada de elemento; 
• Pressão de saída do elemento; 
• Pressão de sucção de turbo e moto compressores; 
• Pressão de descarga de turbo e moto compressores; 
• Pressão à montante do gasoduto; 
• Pressão à jusante do gasoduto. 
 
B) ELEMENTOS DO SISTEMA DE GÁS. 
 
VENDAS 
• Entrada de fluxo: totaliza na variável, os fluxos de gás que chegam ao ponto de 


venda. 
• Limitação da carga de transferência: determina o valor máximo e mínimo 


admitido para a entrega de gás no ponto de venda, em função dos valores máximo e 
mínimo contratuais e dos desvios admitidos. 


• Pressão de entrega. 
• Função Objetivo: Lucro (Receita da Venda do gás  - Multa Take or pay). 
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CONSUMO FIXO 
• Entrada de fluxo: totaliza na variável, os fluxos de gás que chegam ao ponto 


de consumo, a partir dos elementos. 
• Limitação de carga:  fixa o consumo em um valor pré-definido. 
• Pressão do consumo: limite. 
• Função Objetivo: - penalização de desvio. 


 
QUEIMA 


• Entrada de fluxo: totaliza na variável os fluxos de gás que chegam ao ponto 
de queima 


• Queima mínima por plataforma: envolve piloto do flare e queima devido a 
parada  de compressores. 


• Pressão de chegada. 
• Custo da queima por plataforma: valor a ser calculado em função do poder 


calorífico do gás produzido na plataforma. 
• Função Objetivo: - custo da queima por plataforma * carga 


 
BARRILETES 


• Entrada de fluxo: totaliza na variável os fluxos de gás que chegam ao barrilete 
(vaso ou entroncamento). 


• Saída de fluxo: distribui, a partir da variável, os fluxos de gás que saem do 
barrilete. 


• Equalização de pressões: pressão de entrada do barrilete = pressão de saída do 
barrilete. 


• Limitação de pressões. 
 
MANIFOLDS E CONEXÕES 


• Entrada de fluxo: totaliza na variável os fluxos de gás que chegam ao 
manifold ou conexão, a partir dos gasodutos. 


• Saída de fluxo: distribui, a partir da variável, os fluxos de gás que saem do 
manifold ou conexão para o gasoduto. 


• Equalização de pressões:  Pressão de entrada do manifold = pressão de saída 
do manifold. 


• Limitação de pressões 
 
GASODUTOS 


• Entrada de fluxo: totaliza na variável os fluxos de gás que chegam ao 
gasoduto a partir dos elementos; 


• Saída de fluxo: distribui a partir da variável, os fluxos de gás que saem dos 
gasodutos para os elementos. 


• Limitação de carga: limita a vazão do gasoduto no período. 
• Carga dos gasodutos alternativos: Escolhe o modo de operação do gasoduto 


para o  período em pauta. Esta operação vale para gasodutos de duplo 







 7 


sentido, bem como para gasodutos que podem processar gás doce ou gás 
ácido. Também utiliza  variável inteira para definir o sentido do fluxo. 


• Equação de perda de carga: Determina a viabilidade de fluxo no gasoduto 
através de comparação entre a pressão à montante e a pressão à jusante. 


• Função objetivo: Lucro (-Custo de transporte). 
 
MOTO / TURBO COMPRESSORES 


• Entrada de fluxo: totaliza na variável os fluxos de gás que chegam ao moto / 
turbo compressor a partir dos elementos. 


• Saída de fluxo: totaliza na variável os fluxos de gás que saem do moto / turbo 
compressor para os elementos. 


• Limitação da carga por máquina da bateria: limita a carga do moto / turbo 
compressor da bateria entre os valores máximo e mínimo de projeto. 


• Consumo de gás da bateria: Calculado a partir das variáveis inteiras binárias, 
que indicam se cada moto / turbo compressor está ou não ligado no período 
multiplicado pelo seu consumo unitário. 


• Carga de gás total da bateria (limitação do sistema).. 
• Produção de condensado: somente para moto / turbo compressores de alta 


pressão. 
• Limitação da pressão de sucção (mínima). 
• Limitação da pressão de descarga (máxima). 


 
GAS LIFT 


• Entrada de fluxo: totaliza os fluxos de gás que chegam ao ponto de gas lift, a 
partir dos elementos. 


• Carga: Fixa a necessidade de gas lift no período. 
• Limitação de pressão no gas lift. 
• Função Objetivo: Receita unitária do gas lift * carga. 


 
GÁS ASSOCIADO 


• Saída de fluxo: distribui a produção de gás associado pelos fluxos de gás que 
vão para os separadores de produção e para o separador atmosférico. 


• Limitação de pressão do gás associado. 
• Carga: Fixa a produção do período. 
• Função Objetivo: -Custo de produção * Carga. 


 
GÁS NÃO ASSOCIADO 


• Cada poço de gás não associado poderá ter duas condições de produção: uma 
em alta pressão e outra em baixa pressão. Cada poço poderá ter somente uma 
condição para cada período. 


• Saída de fluxo em alta pressão e baixa pressão: distribui a produção de gás 
não associado em alta pressão e baixa pressão, a partir da variável, pelos 
fluxos de gás que saem do ponto de produção, para os elementos. 
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• Carga: Limita a produção do gás não associado superiormente. O potencial de 
 produção de cada período deverá ser calculado, entre as otimizações de um 
período  para outro, a partir das curvas de produção (steps) alimentados no 
cenário para cada poço. 


• Limitação de pressão do gás não associado. 
• Função Objetivo: Lucro (Preço de venda * carga – custo de produção) 


 
INJEÇÃO EM RESERVATÓRIOS 


• Entrada de fluxo: totaliza na variável, os fluxos de gás que chegam ao ponto 
de injeção a partir dos elementos. 


• Carga: fixa os valores máximo e mínimo de injeção de gás necessária para os 
períodos em operação. 


• Limitação de pressão na injeção. 
• Função objetivo: = ∑(Receita unitária X  Carga de injeção no período). 


 
INJEÇÃO/PRODUÇÃO PARA ARMAZENAMENTO 


• INJEÇÃO: 
• ENTRADA DE FLUXO: Totaliza, na variável, os fluxos de gás que chegam 


ao ponto de injeção para armazenamento a partir dos elementos. 
• Carga: limita superiormente o valor a ser injetado em cada período. 
• Limitação de pressão para injeção de armazenamento. 
• Função objetivo: -∑ (custo unitário injeção * carga) 
• Limitação do volume de gás possível de ser estocado no reservatório. 


 
PRODUÇÃO: 


• Saída de fluxo: distribui a produção de gás do estoque, a partir da variável, 
pelos fluxos de gás que saem do ponto de produção do reservatório de 
armazenamento, para os elementos. 


• Carga de armazenamento: limita o volume de gás ao nível de gás estocado 
mais a quantidade injetada no período. 


• Estoque inicial: Define o volume de gás atualmente presente no reservatório 
para o início de um certo período.  


• Estoque final:  Define o volume de gás presente no reservatório para o final 
de cada  período. Este volume será o estoque inicial do período adjacente. 


• Carga de produção: limita a vazão máxima de produção. 
• O nível atual de gás armazenado em cada reservatório no fim de um certo mês 


deverá ser calculado, entre duas corridas com o modelo, levando-se em conta 
o gás armazenado no final do período anterior mais o que foi injetado e 
subtraindo o que foi produzido pelo modelo no período em pauta. 


• Dias do período injetando ou produzindo: Limita superiormente a soma de 
dias produzindo com o número de dias injetando ao número de dias 
disponíveis no período. 


• Limitação de pressão. 
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• Função objetivo: ∑(Receita da venda do gás produzido – custos de injeção e 
produção). 


 
UNIDADES DE TRATAMENTO DE GÁS ÁCIDO 


• MEA – MONOETANOLAMINA: Sistema que remove a acidez do gás para 
evitar corrosão em equipamentos e gasodutos. 


• Entrada de fluxo: totaliza na variável, os fluxos de gás que chegam à unidade, 
a partir dos elementos. 


• Saída de fluxo: distribui o resultado do tratamento da unidade, a partir da 
variável, pelos fluxos de gás que saem da unidade para os elementos. 


• Eficiência operacional do sistema. 
• Carga: Limita a carga máxima do período. 
• Equalização de pressões. 
• Limitação de pressões. 
• Função objetivo: custo operacional unitário * carga. 
• SEQÜESTRANTE DE H2S: Produto químico injetado na linha de gas lift , 


com objetivo de neutralizar a acidez do gás. 
• Entrada de fluxo: Totaliza na variável, os fluxos de gás a serem tratados pelo 


seqüestrante. 
• Saída de fluxo: distribui o gás tratado pelos fluxos de saída. 
• Carga: limita o total de gás a ser tratado pela soma da produção de gás ácido 


no período juntamente com o retorno de gas lift . 
• Equalização de pressões. 
• Função Objetivo: -∑ (custo operacional unitário * carga). 


 
BOMBA MULTIFÁSICA 


• Permite o bombeamento do gás em baixa pressão de uma plataforma para ser 
comprimido em outra plataforma juntamente com o óleo. 


• Entrada de fluxo:Totaliza na variável, os fluxos de gás que chegam à bomba 
multifásica, a partir dos elementos. 


• Saída de fluxo: Distribui a carga de gás da bomba multifásica para os 
elementos. 


• Carga: limita a carga no período da bomba multifásica ao produto da razão 
gás/líquido pela carga máxima diária e pelo número de dias de operação. 


• Equalização de pressões. 
• Limitação de pressão. 
• Função objetivo: -∑ (custo operacional unitário * carga). 
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ANEXO C 


 


LINEARIZAÇÃO DA EQUAÇÃO DE PERDA DE 


CARGA 


 


Para se analisar as restrições em função da perda de carga através de gasodutos, 
utilizando técnicas de programação linear, foi necessário efetuar uma aproximação linear 
da equação de Weymouth, que é a equação básica utilizada para o cálculo de perda de 
carga em gasodutos: 
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Para se linearizar esta equação, vamos aproximá-la pela equação de seu plano 


tangente, em um ponto típico de operação: ( )jm p,p,Q . 


Esta equação pode ser representada vetorialmente por: 0nPPo =• , onde n  é vetor 
normal ao plano no ponto de tangência, ou seja o gradiente da função neste ponto.  
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Derivadas Parciais: 
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com isso a equação do plano fica: 
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onde 


mp : é a pressão a montante (de saída) típica do gasoduto (em kg/cm2) 
jp : é a pressão a jusante (de chegada) típica do gasoduto (em kg/cm2) 
wk : é a constante para a Fórmula de Weymouth para o gasoduto, dada por: 


   


3/8


g
w D.


Z.T.L.d


1
.E.927,5k =


 
 


E: eficiência do gasoduto ; gd : densidade do gás 
L: comprimento do gasoduto (em km) ; T: temperatura de fluxo (em °K = °C + 273) 
Z: fator de compressibilidade ; D: diâmetro interno (em polegadas)  
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RESUMO 


 


Este trabalho tem como principal objetivo o desenvolvimento de abordagens 


para gestão da incerteza em problemas de programação linear multi-objetivo, 


considerando que todos os coeficientes do modelo matemático podem ser incertos. Os 


modelos baseados em coeficientes intervalares são um compromisso interessante para a 


representação e o tratamento da incerteza, tendo em vista a integração de técnicas neles 


baseadas em utensílios computacionais de apoio à decisão, tendo em conta a 


aplicabilidade em situações práticas. Os requisitos situam-se apenas no reconhecimento 


que não é possível estimar com precisão um dado valor, mas é possível fixar uma gama 


de variação plausível onde ele se encontra, sem necessidade de estabelecer distribuições 


de qualquer tipo (“possibilísticas” ou probabilísticas).  


O desenvolvimento de abordagens para a gestão da incerteza em modelos de 


programação linear multi-objetivo com coeficientes intervalares envolveu técnicas 


baseadas quer em pontos de referência, quer na decomposição do diagrama paramétrico, 


sempre tendo em vista a sua utilização interativa no quadro de processos de apoio à 


tomada de decisões. 


Como um instrumento adicional para avaliar a robustez das soluções face à 


variação dos coeficientes do modelo dentro dos seus intervalos, foram analisados e 


desenvolvidos indicadores de robustez quantitativos. 


Embora com algumas limitações de acesso a dados e de divulgação de 


resultados, foi feita uma aplicação a um caso real de planejamento da produção e 


movimentação de gás natural da Bacia de Campos que é realizado pela Petrobrás, a 


maior empresa brasileira. 


 







 


 


RESUMO 


 


This work aims at developing approaches for uncertainty management in multi-


objective linear programming problems, considering that all the mathematical model 


coefficients can be uncertain. The models based on interval coefficients are an 


interesting compromise for the representation and management of uncertainty, having in 


mind their integration in computer tools for decision support, namely regarding their 


applicability in practical situations. The requirements are just recognizing that it is not 


possible to estimate a given value with precision, but it is possible to establish a 


plausible range in which it lies, without the need to establish any type of distributions 


(either “possibilistic” or probabilistic). 


The development of approaches for uncertainty management in multi-objective 


linear programming models with interval coefficients involved techniques based on 


reference points and also based on the decomposition of the parametric diagram, taking 


into account their interactive usage in the framework of decision support processes. 


As an additional tool to assess the robustness of solution with respect to the 


changes of the mathematical model coefficients within their intervals, quantitative 


robustness indicators have analyzed and developed.  


Although with some limitations regarding data access and confidentiality of 


results, an application has been made concerning a case study of planning the 


production and transportation of natural gas in the Campos Bassin, which is carried out 


by Petrobras, the biggest Brazilian company. 
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Capítulo I 


Introdução 


 
A construção e exploração dos resultados de modelos matemáticos tem sido 


utilizada como uma valiosa ferramenta de apoio à tomada de decisões em problemas de 


engenharia e de gestão. Os modelos devem abstrair sob a forma de entidades matemáticas 


as componentes do problema real relevantes para a pesquisa de soluções que melhorem o 


desempenho do sistema em estudo. Estas entidades são normalmente as variáveis de 


decisão, que representam as componentes controláveis do sistema, as restrições, que 


colocam limitações à gama de valores que essas variáveis podem assumir, e a função 


objetivo, que identifica a medida de desempenho do sistema que se pretende melhorar. 


De uma forma geral, o principal argumento para justificar a necessidade da 


consideração de modelos e métodos para apoio à decisão contemplando explicitamente 


múltiplos aspectos de avaliação, operacionalizados através de funções objetivo em 


modelos de programação matemática multi-objetivo, é do tipo “realista” (i.e., os problemas 


do mundo real possuem inerentemente múltiplos eixos de avaliação e é necessário que os 


modelos traduzam o mais fielmente possível a realidade). Assim, os modelos matemáticos 


para apoio à decisão tornam-se mais representativos da situação de decisão real, ao 


formular explicitamente múltiplas funções objetivo, em geral conflitantes e 


incomensuráveis, em vez de agregar aspectos de natureza distinta numa única função, 


tipicamente um indicador econômico, através da transformação em unidades monetárias 


dos impactos de aspectos de avaliação de outra natureza. No entanto, a relevância da 


abordagem multi-objetivo vai para além deste argumento “realista” e possui um valor 


acrescentado intrínseco quer na etapa de construção do modelo matemático, quer na fase 


de análise de resultados apoiando a reflexão e a criatividade face a um universo mais lato 


de soluções potenciais (Roy, 1990; Bouyssou, 1993; Antunes et al., 2002). 
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Os modelos e métodos multi-objetivo permitem aos Agentes de Decisão (ADs)1 


racionalizar as comparações entre as potenciais soluções alternativas, fornecendo-lhes uma 


melhor percepção dos aspectos conflitantes sob avaliação e a capacidade de compreender a 


natureza dos compromissos que devem ser feitos para a escolha de uma solução. Neste 


quadro, as preferências do AD assumem particular relevância, entendidas como a entidade 


na qual se apóia para avaliar e selecionar uma solução de compromisso satisfatória. Assim, 


na busca de aperfeiçoar o entendimento dos problemas em estudo e apresentar soluções 


que possam espelhar melhor a realidade e ser melhor aceite pelos ADs, tem se enfatizado o 


estudo dos problemas com múltiplos objetivos. O problema da formação de um critério de 


otimização único a partir de critérios não comparáveis primeiro surgiu nos trabalhos de 


Pareto (1896) (Zeleny,1974). 


Os problemas multi-critério subdividem-se normalmente em dois grandes grupos, 


aos quais estão associadas as respectivas abordagens metodológicas: os problemas multi-


atributo e os problemas multi-objetivo. 


Na análise multi-atributo as alternativas admissíveis são explicitamente conhecidas 


e em número finito. Neste contexto, podem distinguir-se as problemáticas de seleção, 


ordenação ou caracterização (Roy, 1990). 


Na programação multi-objetivo, o conjunto das soluções admissíveis forma um 


contínuo, sendo definido implicitamente por um conjunto de restrições. O conjunto das 


alternativas viáveis, no espaço das variáveis de decisão, é mapeado no espaço das funções 


objetivo, de modo a que a cada alternativa está associado um vetor cujas componentes são 


os valores das funções objetivo correspondentes a essa alternativa (Steuer, 1986; Cohon, 


1978). 


Nos problemas multi-objetivo não existe, em geral, uma alternativa que optimize 


simultaneamente todas as funções objetivo, ou seja, o paradigma da optimalidade, o qual 


postula a completa comparabilidade entre pares de alternativas viáveis e a transitividade 


dessas comparações, é posto em causa. A noção da solução ótima (em geral única), que nos 


problemas com objetivo único corresponde a alternativa admissível com melhor valor para 


a função objetivo considerada, cede lugar à noção de solução não dominada. Uma solução 


                                                
1 Considera-se o AD como a entidade (eventualmente uma única pessoa ou um grupo que atua 


consensualmente) que toma a decisão final, no sentido de escolher uma solução ou um conjunto de soluções 
para posterior análise mais detalhada. Em geral, o AD é alguém com experiência e conhecimento sobre o 
contexto de decisão, mas não familiarizado com modelos matemáticos, métodos ou sistemas computacionais 
de apoio à decisão. Assim, pode existir outra entidade, designada por analista, cuja tarefa é mediar a 
comunicação entre o AD e a aplicação computacional, ajudando-o na interpretação dos resultados, no 
significado da informação de preferências, etc.  
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não dominada caracteriza-se por não existir outra solução admissível que melhore 


simultaneamente todos os objetivos. A melhoria num dos objetivos só pode ser alcançada 


pela degradação do valor de, pelo menos, um dos outros objetivos. 


A consideração de múltiplas funções objetivo e a resultante existência de mais do 


que uma solução não dominada, conduz assim à necessidade de estabelecer uma troca de 


informação (diálogo) entre a componente metodológica e o AD. De acordo com o instante 


e o tipo de interferência que é requerida ao AD, podem distinguir-se três categorias de 


métodos multi-objetivo (Hwang e Masud, 1979; Clímaco et al., 2003): os métodos 


geradores, onde não existe articulação de preferências do AD ou, como alguns autores 


preferem, esta é feita “a posteriori”; os métodos em que é feita uma articulação “a priori” 


das preferências do AD; e os métodos interativos, onde existe uma articulação progressiva 


das preferências do AD. 


A tomada de decisão num ambiente complexo, caracterizada pela existência de 


múltiplos critérios conflituosos, é influenciada:  


- por fatores de incerteza associados aos dados de entrada, que são muitas vezes 


imprecisos, incompletos, sujeitos a variações ou dependentes do tempo, sendo então 


importante existir a possibilidade de estes serem de algum modo criticados e revistos.  


- Pela fase de modelagem, dado que um modelo matemático é sempre uma 


abstração do problema real, sendo a detecção de erros de modelagem um problema tratado 


implicitamente dado que os julgamentos críticos identificados podem apontar para 


possíveis imperfeições, erros ou omissões do modelo matemático. A eventual robustez do 


modelo e a capacidade de o reformular interativamente aumentam a confiança que o AD 


nele deposita, e permitem a análise de cenários com diversas "nuances" (Antunes, 1991). 


- Pelo caráter evolutivo da estrutura de preferências do AD durante o processo 


interativo de apoio à tomada de decisão (há informação recolhida que contribui para 


fortalecer ou enfraquecer determinadas preferências). A percepção das implicações e 


possíveis incoerências na expressão das suas preferências por parte do AD deve levar à 


identificação das que mais influentes se revelem na condução do processo de decisão e na 


determinação de uma escolha final, no sentido de as rever mais cuidadosamente. 


Num ambiente com estas características, torna-se fundamental dispor de 


ferramentas que possam avaliar o comportamento das soluções face à incerteza, 


proveniente de várias fontes, subjacente ao processo decisão, como um meio de auxiliar o 


AD a explorar não apenas o problema, mas também a sua própria estrutura de preferências. 
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Na literatura científica, o significado dos termos incerteza e risco nem sempre é 


usado de forma consistente por todos os autores (Antunes, 1991; Borges, 2005). A 


incerteza está relacionada com fenômenos que não podem ser repetidos de todo, ou se 


repetem apenas ocasionalmente de tal modo que é difícil retirar alguma informação a partir 


de sucessivas observações. Ou seja, casos onde não será possível associar qualquer medida 


de freqüência ou de credibilidade de ocorrência a cada elemento do seu domínio. O termo 


risco está relacionado com fenômenos que podem ser caracterizados pela existência de 


alguma distribuição de probabilidade, conhecida e mensurável, mesmo se o tempo 


específico ou a seqüência espacial de ocorrência dos acontecimentos não puder ser 


determinada. 


O tratamento das questões relacionadas com a incerteza e o risco em modelos de 


programação matemática pode ser efetuado através de diferentes abordagens 


metodológicas, dependendo estas, essencialmente, do tipo de informação disponível, da 


informação que o AD está interessado em obter e do modo como apreende a imprecisão 


inerente ao modelo e aos dados (Borges, 2005).  


A otimização estocástica requer a existência de dados suficientes que forneçam 


informação sobre as funções de distribuição de probabilidade das variáveis aleatórias do 


modelo matemático (ou o uso de probabilidades subjetivas, quando este tipo de informação 


não exista). Esta abordagem é uma das mais usadas para o tratamento do risco, segundo a 


terminologia anterior. 


A otimização robusta tem sido apresentada por alguns autores como possuindo 


vantagens em relação às abordagens baseadas em otimização estocástica, embora ambas 


possam também ser combinadas. A vantagem mais óbvia, sobretudo tendo em vista a sua 


aplicação prática, é que a otimização robusta não necessita de assunções (muitas vezes 


pouco realistas) sobre distribuições de probabilidade. Na sua forma mais simples e, 


portanto, impondo um menor esforço na fase de recolha e/ou estimativa dos dados iniciais 


para alimentar o modelo matemático, requer apenas a especificação de gamas de variação 


ou de cenários plausíveis, informação esta que, na maioria dos casos, não é difícil de 


estimar, mesmo que com alguma subjetividade. Assim, uma solução robusta é a que se 


mantém admissível, ou mesmo ótima, para uma gama alargada de perturbações dos dados 


ou de variação dos cenários. 


A aplicação dos conjuntos difusos no domínio dos métodos de apoio à decisão, 


inicialmente efetuada por Bellman e Zadeh (1970),  possibilitava o enfraquecimento das 


relações matemáticas intervenientes no modelo, ou seja, pretendia tornar menos rígidas as 
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noções de restrição e de otimização das funções objetivo. Posteriormente, o caráter difuso 


estendeu-se também à solução final obtida, assim como aos coeficientes intervenientes no 


modelo matemático. 


A análise de sensibilidade (ou análise pós-otimal) em programação linear mono-


objetivo tem como principal intenção a determinação dos intervalos de variação dos 


parâmetros do modelo de tal modo que não haja alteração na solução (base) ótima 


inicialmente encontrada. Em problemas multi-objetivo, dado o número geralmente grande 


de soluções não dominadas, esta definição torna-se difícil de operacionalizar, não sendo 


tratada de maneira uniforme na literatura. No entanto, todas as abordagens têm como 


finalidade a avaliação do impacto da variação dos coeficientes ou do próprio modelo, na(s) 


solução(ões) de compromisso considerada(s) satisfatória(s) pelo AD, sem necessidade de 


reformulação do problema desde o início. 


Na programação intervalar admite-se que os coeficientes presentes nos modelos 


matemáticos não são especificados com precisão, mas definidos como intervalos de 


números reais (Hansen, 1992). Ou seja, os coeficientes não são conhecidos, nem as suas 


eventuais distribuições de probabilidade, mas admite-se que variam dentro de gamas que 


podem ser avançadas com segurança (“unknown but bounded”).  


Esta tese tem por objetivos principais caracterizar e precisar alguns conceitos no 


quadro do tratamento da incerteza em processos de apoio à decisão baseados em modelos 


multi-objetivo, e desenvolver abordagens metodológicas de natureza interativa que 


permitam lidar, de forma explícita, com a incerteza, proveniente de diversas fontes, que 


influencia a obtenção de conclusões robustas. Será dado particular destaque aos modelos 


de programação linear multi-objetivo com coeficientes intervalares, quer no que diz 


respeito à incerteza associada aos dados de entrada, quer relativamente à incerteza 


associada à representação das preferências do AD (devida à sua própria evolução à medida 


que há aprendizagem ao longo do processo interativo de apoio à decisão ou à dificuldade 


em as tornar explícitas). 


A programação intervalar é uma abordagem interessante para o tratamento da 


incerteza por não requerer a definição de uma distribuição probabilística (como na 


programação estocástica) ou uma distribuição “possibilística” (como em programação 


difusa). A programação intervalar assume que o AD tem informação sobre a amplitude da 


variação de alguns (ou todos) os parâmetros com a qual pode especificar um modelo com 


os coeficientes em intervalos (Oliveira e Antunes, 2007). 
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Essa abordagem tem sido utilizada para resolver problemas específicos em 


programação linear. Foram desenvolvidos algoritmos para resolver problemas com 


incerteza nos coeficientes das funções objetivo, nas restrições e em todos os parâmetros do 


modelo. 


A seguir, faremos uma breve citação dos principais trabalhos publicados na 


literatura científica, que categorizamos em três grupos. 


• Algoritmos para resolver problemas com incerteza nos coeficientes da 


função objetivo  


Bitran (1980) deu início à área que hoje conhecemos como Programação Intervalar 


Multiobjetivo. Neste trabalho, foi inicialmente considerado um subproblema para testar se 


um ponto admissível extremo é eficiente. A seguir, foi desenvolvido um algoritmo do tipo 


“Branch and Bound” para resolver o subproblema e foram discutidas algumas extensões.  


Em Chanas e Kuchta (1996) são generalizados conceitos de solução de problemas 


de programação linear com os coeficientes da função objetivo em intervalos baseado nas 


relações de preferências entre intervalos. 


Inuiguchi e Sakawa (1997) também tratam de problemas de programação linear 


com a função objetivo intervalar. Do ponto de vista das taxas de realização (“achievement 


rate”) das metas estabelecidas, é mostrado um novo conceito de solução e suas 


propriedades. Também é proposto um novo algoritmo para uma solução “maximin 


achievement rate” baseado em relaxação e no método simplex. 


• Algoritmos para resolver problemas com incerteza nas restrições 


Inuiguchi e Kume (1991) tratam de problemas de programação por metas (“Goal 


Programming”) com os coeficientes e os valores das metas dados por intervalos. Os 


autores mostram que podem ser formuladas quatro versões do problema original e 


apresentam suas propriedades. As diferenças entre as quatro formulações são 


demonstradas. 


Chinneck e Ramadan (2000) propõem uma nova abordagem em que alguns ou 


todos os coeficientes das restrições são especificados como intervalos. São calculados o 


“melhor ótimo” e o “pior ótimo” para o modelo, e o conjunto de pontos dos coeficientes 


intervalares que produz esses pontos extremos. 
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• Programação intervalar para problemas que consideram a incerteza em 


todos os parâmetros do modelo  


No trabalho de Urli e Nadeau (1992), foi desenvolvida uma metodologia que 


possibilita a transformação de um modelo de programação linear multi-objetivo (PLMO) 


não determinístico em um modelo determinístico. Este método é inspirado em 


programação difusa e programação estocástica, embora não usando explicitamente funções 


de pertença nem distribuições de probabilidade. Inicialmente, por uma aproximação 


inspirada em programação por metas e números difusos, respectivamente, as funções 


objetivo não determinísticas e as restrições não determinísticas são transformadas em 


determinísticas. O problema de PLMO determinístico obtido é resolvido por um 


procedimento interativo derivado do método STEM (Benayoun et al., 1971). 


 


As técnicas propostas neste trabalho consideram a incerteza em todos os 


coeficientes do modelo de PLMO, representados como intervalos de números reais. Estas 


soluções são encontradas através de dois modelos cujos coeficientes são todos números 


reais, mas que foram construídos a partir do modelo em intervalos. São propostas técnicas 


baseadas em pontos de referência e técnicas baseadas na decomposição do diagrama 


paramétrico, num contexto de procedimentos interativos que permitam o aprendizado quer 


das características do problema, quer das próprias preferências do AD. São ainda propostos 


indicadores para caracterizar a robustez das soluções obtidas em PLMO face à 


variabilidade dos coeficientes do modelo.  


Para enfatizar a importância do tratamento da incerteza em problemas reais, 


apresentamos também uma aplicação esquemática à área de petróleo e gás, embora com 


algumas limitações de acesso aos dados e de divulgação dos resultados. A empresa 


escolhida para realizar a aplicação foi a PETROBRAS S/A, por contar com um 


departamento de pesquisa operacional (PESOP), com elevada importância em I&D em PO 


no Brasil. Além de ser uma das maiores empresas do mundo na área de Petróleo e Gás, é a 


maior empresa brasileira em receita líquida. A PETROBRAS é líder mundial em 


tecnologia de extração de petróleo e gás em águas profundas, além de ser exportadora de 


tecnologia no setor. No plano estratégico 2004-2010, a PETROBRAS prevê investimentos 


globais de US$ 53,6 bilhões no período, o que corresponde a uma média anual de US$ 7,7 


bilhões. Desse total, 60% serão destinados à exploração e produção. A empresa mantém a 


meta de aumentar a produção de petróleo e gás no Brasil. 







 8 


A PETROBRAS possui atualmente na Bacia de Campos 35 plataformas de 


produção de petróleo e gás natural, interligadas entre si e com o continente através de uma 


complexa rede de gasodutos. Nas plataformas, o gás poderá ser consumido em alta ou 


baixa pressão, injetado para gás lift, recuperação secundária ou armazenamento, queimado 


ou transferido. O gás disponível poderá ser enviado para outras plataformas para diversas 


utilizações (consumo, gás lift, injeção) ou escoado para um único ponto no continente, 


onde será entregue a TRANSPETRO (outra empresa do grupo) para processamento e 


distribuição. Existem também dutos de gás em baixa pressão entre algumas plataformas, as 


quais permitem que, em certos casos, o gás produzido em uma seja comprimida por outra 


que possua folgas no sistema de compressão. 


O planejamento da movimentação e utilização de gás consiste em prever, para um 


determinado horizonte de tempo, todos os volumes que serão escoados em cada ponto da 


malha. Esta previsão deve considerar além do histórico, todas as configurações dos 


equipamentos e instalações da rede, já que existem inúmeras possibilidades de alternativas 


operacionais, tais como manobras de compressores, gasodutos de duplo sentido, injeção ou 


produção dos reservatórios de armazenamento, demanda de gás variável, variações na 


produção, paradas programadas, variações no preço do petróleo e gás natural, novos 


equipamentos, aumento de capacidade de compressão, limitações de equipamentos, 


gasodutos, mercado de gás, etc. As amplas possibilidades operacionais existentes podem 


levar a inúmeras soluções possíveis no que diz respeito ao volume de gás queimado, 


aproveitado, injetado ou produzido de reservatórios de armazenamento, injetado para 


recuperação secundária, elevação artificial, disponível para venda, consumido e transferido 


entre plataformas, etc. Assim, foi desenvolvido pela PETROBRAS um sistema no qual um 


banco de dados apóia as operações de um modelo matemático de otimização (programação 


linear) que faz a previsão integrada da movimentação de gás da Bacia de Campos, podendo 


trabalhar com um horizonte de até 50 anos em base anual. Para os 3 primeiros anos utiliza-


se base mensal. Este sistema desenvolve um planejamento da movimentação de gás 


otimizado utilizando um modelo matemático que maximiza o resultado econômico, 


levando em conta as restrições existentes na rede. Este aplicativo está sendo utilizado 


desde setembro de 1999.  


Inicialmente, foi identificada uma área da Bacia de Campos para que pudéssemos 


delimitar a implementação da aplicação. A seguir, foi feita uma pesquisa junto aos 


engenheiros da PETROBRAS sobre os parâmetros mais sujeitos a incertezas na 


modelagem. Em alguns parâmetros do modelo foi possível recorrer a registros históricos; 
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todavia, em outros foi necessário recorrer à experiência factual dos engenheiros de 


petróleo. A partir daí, foi necessária a interferência nos parâmetros no próprio Sistema 


PLANGAS para que este rodasse as técnicas para tratamento da incerteza aplicadas numa 


na área escolhida da Bacia de Campos 


Esta dissertação encontra-se dividida em seis capítulos distribuídos da seguinte 


forma: 


Neste capítulo, “Introdução”, expomos o âmbito e os objetivos do trabalho. 


Fazemos uma breve apresentação das técnicas que desenvolvemos e de uma aplicação real 


(embora limitada por razões de confidencialidade). Finalmente, é feita uma descrição dos 


capítulos deste trabalho. 


No Capítulo II, “Programação Linear Multi-objetivo”, descrevemos os principais 


conceitos de PLMO e as classificações dos métodos propostos na literatura com base no 


tipo de intervenção do AD, de modelagem de preferências do AD, de processos de cálculo 


de soluções, etc. 


No Capítulo III, “Tratamento da Incerteza em Modelos de Programação Multi-


Objetivo”, apresentamos brevemente as abordagens básicas para lidar com questões 


ligadas à incerteza em processo de decisão baseados em modelos e métodos de 


programação matemática: programação estocástica, programação robusta, teoria dos 


conjuntos difusos, programação intervalar,  sendo apresentado com mais detalhe o método 


interativo desenvolvido por Urli e Nadeau (1992), que considera a incerteza em todos os 


parâmetros do modelo. 


No Capítulo IV, “Uma Abordagem Interativa ao Tratamento da Incerteza em 


PLMO Baseada em Pontos de Referência”, é proposta uma abordagem para apoiar o AD 


na identificação de soluções eficientes que tenham um comportamento satisfatório face à 


variação dos coeficientes intervalares do modelo matemático. É tida em conta a qualidade 


da solução, em relação aos valores das funções objetivo, e a admissibilidade da solução. A 


intenção é identificar soluções robustas para qualquer cenário de concretização dos 


coeficientes dentro dos intervalos, de modo a que os respectivos valores das funções 


objetivo nunca estejam abaixo de níveis de reserva impostos pelo AD. Procura-se com esta 


abordagem um tratamento da incerteza associada ao problema de PLMO que não gere 


apenas soluções muito conservativas, dando a possibilidade de explorar soluções com 


diferentes características, quer dos valores das funções objetivo, quer quanto à sua 


estabilidade face à variação dos coeficientes intervalares. 
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No Capítulo V, “Uma Abordagem Interativa Baseada na Decomposição do 


Diagrama Paramétrico”, foi desenvolvida uma abordagem baseada na decomposição do 


diagrama paramétrico em regiões de indiferença. A incerteza associada aos coeficientes do 


modelo é tida em conta instanciando-os com valores gerados aleatoriamente dentro dos 


seus intervalos de variação. O modelo base é o que considera todos os coeficientes no seu 


ponto central (situação “nominal”). São construídas funções escalares soma ponderada 


usando coeficientes aleatórios dentro dos intervalos e os pesos são também gerados 


aleatoriamente dentro da região de indiferença para a situação “nominal”. A robustez da 


solução é avaliada tendo em conta a freqüência com que a mesma solução básica não 


dominada (base óptima para o problema escalar soma ponderada) é gerada. Usando a 


informação visual possibilitada pelo diagrama paramétrico, podem analisar-se as alterações 


face aos coeficientes “nominais” (ponto médio no intervalo), para instanciações dos 


coeficientes intervalares e dos pesos usados no problema escalar.  


No Capítulo VI, “Construção de Indicadores de Robustez” foram propostos 


indicadores de robustez para soluções de modelos de programação multi-objetivo, que têm 


subjacentes as abordagens apresentadas nos capítulo IV e V, que pretendem dar ao AD 


informação adicional para a discriminação entre soluções não dominadas face ao seu 


comportamento num contexto de incerteza.  


No Capítulo VII, “Uma Aplicação ao Sistema PLANGAS da PETROBRAS”, 


apresentamos uma aplicação esquemática (face a limitações de acesso aos dados e 


divulgação de resultados) ao problema de otimização do sistema PLANGAS. Descrevemos 


as principais características do Sistema PLANGAS e apresentamos alguns resultados 


obtidos com essa aplicação esquemática. 


No Capítulo VIII, “Conclusões e Perspectivas de Desenvolvimento”, apresentamos 


as principais conclusões do trabalho, destacamos a importância do desenvolvimento de 


ferramentas para o tratamento da incerteza no apoio a tomada de decisão, e apontamos 


algumas pistas de desenvolvimento.  
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Capítulo II 


Programação Linear Multi-Objetivo  


 
Os modelos matemáticos para apoio à decisão tornam-se mais representativos da 


situação de decisão real, ao formular explicitamente múltiplas funções objetivo a otimizar, 


em geral conflitantes e incomensuráveis, em vez de agregar aspectos de natureza diferente 


numa única função. A consideração explícita de múltiplas funções objetivo possui um 


valor adicional na fase de construção do modelo, bem como na fase de análise de 


resultados, permitindo conhecer um conjunto mais vasto de soluções potenciais (Roy, 


1990; Bouyssou, 1993; Antunes et al., 2002). 


Os modelos e métodos multi-objetivo permitem dotar os ADs de uma melhor 


percepção dos compromissos (“trade-offs”) que estão em causa na escolha de uma solução 


satisfatória, aceitável como solução final2 do processo de apoio à tomada de decisões. As 


preferências do AD assumem então uma importância especial para a avaliação e seleção de 


uma solução de compromisso satisfatória de entre o conjunto de soluções não dominadas. 


Na literatura da área (Clímaco et al., 2003), é habitual utilizar a denominação 


“multi-atributo” com referência aos problemas em que existe um número finito de ações 


potenciais (alternativas, soluções), explicitamente conhecidas antes da análise, podendo os 


respectivos desempenho em cada critério ser estabelecidos numa “matriz de impactos” 


alternativas vs. critérios (definição enumerativa). A designação “multi-objetivo” é 


geralmente usada para problemas de otimização com múltiplas funções objetivo a otimizar 


numa região admissível em que as soluções são implicitamente definidas por um conjunto 


de restrições (definição analítica). 


O espaço das ações potenciais (espaço das variáveis de decisão num problema de 


programação multi-objetivo) é mapeado no espaço das funções objetivo, no qual cada 


                                                
2 Roy (1990) define três “problemáticas”: Pα) seleção de uma ação potencial como solução final; Pβ) 


afetação de cada ação potencial a categorias pré-definidas; Pγ) ordenação das ações potenciais. 
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alternativa tem como representação um vetor, cujos componentes são os correspondentes 


valores de cada função objetivo (problemas de otimização vetorial). Este trabalho debruça-


se apenas sobre este segundo tipo de problemas, mais especificamente sobre problemas de 


programação linear multi-objetivo. Os termos critério e objetivo serão neste trabalho 


usados indistintamente. 


Estando as diferentes funções objetivo em conflito, terão o respectivo ótimo em 


diferentes soluções admissíveis. Assim, não existindo uma solução que optimize 


simultaneamente todas as funções objetivo, teremos num problema de programação multi-


objetivo soluções admissíveis que apresentam melhores valores para umas funções e piores 


valores para outras funções, sendo, portanto, incomparáveis. Ou seja, a comparação entre 


soluções não dominadas não fornece qualquer informação na procura de uma solução não 


dominada que constitua uma solução final. Nestes problemas, o conceito de solução ótima 
(que conduz ao melhor valor admissível para uma única função objetivo) é substituído pelo 


conceito de solução não dominada. Uma solução não dominada (também designada por 


ótima de Pareto, eficiente ou não inferior)3 caracteriza-se por não existir outra solução 
admissível que melhore simultaneamente todas as funções objetivo: a melhoria numa 


função só pode ser alcançada através de aceitar piorar o valor de pelo menos outra função 
(Steuer, 1986; Clímaco et al., 2003). 


Na resolução de um problema com uma única função objetivo, o processo de 


pesquisa da solução ótima é puramente técnico (Zeleny, 1982). Isto significa que a melhor 


solução está implícita no modelo, cabendo ao algoritmo de otimização a sua descoberta, 


não havendo lugar à tomada de decisões. Pelo contrário, num problema com múltiplas 


funções objetivo há efetivamente lugar à tomada de decisões, dado que não existe uma 


solução admissível que optimize simultaneamente todas as funções objetivo. Ou seja, para 


selecionar uma solução final é necessário fazer intervir no processo de pesquisa não apenas 


algoritmos para calcular soluções não dominadas (uma solução dominada é claramente 


indesejável), mas também informação sobre as preferências do AD, devidamente 


operacionalizada através de um dado protocolo, que permita distinguir as soluções não 


dominadas (no sentido em que permita afirmar que uma dada solução é preferida a outra). 


A estrutura de preferências do AD representa um conjunto de opiniões, valores, convicções 


e perspectivas da realidade em causa, que configuram um modelo pessoal da realidade 


sobre o qual se apóia para avaliar diferentes possibilidades de ações potenciais (Antunes, 
                                                
3 Em geral, usam-se as designações eficiente e ótima de Pareto para a solução no espaço das variáveis de 
decisão, e as designações não dominada e não inferior para a sua imagem no espaço das funções objetivo.  
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1991). Através da construção e resolução de problemas escalares substitutos, as técnicas de 


otimização matemática permitem calcular soluções não dominadas. Conjugando estas 


técnicas com formas de incorporação no processo de informação sobre as preferências e 


julgamentos do AD, podem ser construídos métodos de apoio à tomada de decisões em 


problemas multi-objetivo. O problema multi-objetivo pode então colocar-se como a 


escolha de entre os elementos do conjunto de soluções não dominadas (geralmente 


infinito), de uma que constitua a uma solução de compromisso aceitável pelo AD (i.e., que 


seja equilibrada entre os vários pontos de vista conflitantes e não comensuráveis sob os 


quais os seus méritos são avaliados, alcançando metas satisfatórias), tendo em atenção suas 


preferências que podem evoluir ao longo do processo de decisão. 


 


II.1   Classificação dos Principais Métodos Dedicados a Programação 


Linear Multi-Objetivo 
Diversos autores têm procurado classificar os métodos dedicados a problemas de 


otimização com objetivos múltiplos. Estas classificações podem ter por base o tipo e grau 


de intervenção requerido ao AD, o tipo de modelagem de preferências, o número de ADs, 


etc.. Destacam-se aqui as seguintes abordagens (Cohon, 1978; Hwang e Masud, 1979; 


Goicoechea et al., 1982; Chankong e Haimes, 1983; Steuer, 1986; Szidarovsky et al., 1986; 


Clímaco et al., 2003). 


 


Classificação Baseada no Grau de Intervenção do Agente de Decisão 


• Articulação a posteriori de preferências 
Nos métodos geradores de todo o conjunto das soluções eficientes, a agregação de 


preferências do AD é feita a posteriori, isto é, a jusante da geração do conjunto das 


soluções eficientes (sobre o qual irá recair a escolha do AD).  Os primeiros algoritmos 


geradores foram desenvolvidos na década de 70 como extensões do método simplex para 


problemas de PLMO, sendo de destacar as abordagens de Yu e Zeleny (1975) e de Evans e 


Steuer (1973). 


 


• Articulação a priori de preferências do Agente de Decisão 
Nestes métodos a intervenção do AD é realizada antes do processo de cálculo de 


soluções não dominadas. O AD é previamente chamado a expressar as suas preferências, 


de modo a ser possível construir uma função agregadora dos múltiplos objetivos presentes 
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no modelo que as representa analiticamente (Keeney e Raiffa, 1976; Yu, 1985). Neste caso, 


pode falar-se da solução como uma “solução de compromisso ótima”, na medida em que 


otimiza a função agregadora que inclui também informação sobre as preferências do AD.  


 


• Articulação progressiva de preferências do Agente de Decisão 
Nos métodos interativos, as preferências do AD são incorporadas de forma 


progressiva no processo de pesquisa de soluções. Após o cálculo de uma solução não 


dominada, o AD manifesta as suas preferências face a esta solução, através de um 


protocolo de diálogo. A condição de paragem deste processo iterativo (e interativo) 


depende dos métodos, podendo eventualmente assumir que o AD é coerente com uma 


função valor implícita nas suas respostas às questões que lhe são colocadas pelo método 


(no sentido em que não é possível determinar analiticamente esta função mas a informação 


de preferências que expressa sobre as soluções que lhe são apresentadas não é contraditória 


com essa função). Alguns dos métodos interativos mais representativos são STEM, de 


Zionts e Wallenius, Interval Criterion Weights, Pareto Race e TRIMAP. Estes métodos 


estão didaticamente descritos em Clímaco et al. ( 2003). 


 


Classificação Baseada no Tipo de Modelagem de Preferências do AD  


• Consideração duma função utilidade global; 


• Estabelecimento de prioridade nos critérios; 
• Fixação de níveis de aspiração ou metas para os critérios; 


• Uso de comparações par a par (quer pares de alternativas, quer pares de 
critérios); 


• Uso de taxas marginais de substituição (i.e., por cada unidade de melhoria de 
uma dada função objetivo, quanto é necessário perder noutra função, mantendo 
tudo o resto constante). 


 


Classificação Baseada no Número de Agentes de Decisão 


• Um único agente de decisão 


• Vários agentes de decisão 
 


Classificação Baseada em Incerteza/Certeza na Determinação dos Parâmetros 


do Modelo 


• Utilização de uma formulação determinística. 
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• Utilização de uma formulação não determinística, isto é, considerando 
explicitamente a incerteza associada a coeficientes e parâmetros do modelo 
utilizado. 


 


Classificação Baseada nas Entradas Requeridas e/ou nos Resultados Obtidos 


• Entradas - tipo e fiabilidade dos dados, participações dos ADs na modelagem. 


• Resultados - obtidos otimizando uma função utilidade; procurando a melhor 
solução de compromisso eficiente; procurando classificar as alternativas em 
grupos. 


 


Outros autores classificam ainda os métodos de acordo com as áreas de aplicação a 


que se destinam. 


Num contexto multi-objetivo, uma solução recomendada como resultado final do 


estudo não assume a natureza prescritiva que tem num modelo com uma única função 


objetivo, em que no modelo está incluída toda a informação relevante, competindo ao 


algoritmo de otimização descobrir a solução que otimiza a função que quantifica o 


indicador de desempenho desejado. O papel dos métodos, em particular dos interativos, é o 


de garantir a obtenção de soluções não dominadas de acordo com a informação contida no 


modelo matemático, mas também o de apoiar um processo de descoberta por parte do AD 


permitindo-lhe orientar a pesquisa de forma a melhorar a sua percepção do problema e 


também das suas próprias preferências. Uma solução “final” deste processo não deve ser 


encarada como uma prescrição definitiva, mas como uma referência para tomar decisões no 


sentido de melhorar o desempenho do sistema em análise (Antunes, 1991). 


 


II.2  O Problema de Programação Linear Multi-objetivo (PLMO) 
O problema de programação linear com múltiplas funções objetivo consiste na 


otimização de p funções objetivo lineares sujeitas a um conjunto de restrições lineares: 
 max f1(x) = c1 x 


 max f2(x) = c2 x 


 .................. 


 max fp(x) = cp x 


 sujeito a (s. a)  x ∈ X = { x ∈ ℜn : x ≥ 0 , A x = b ,  b ∈ ℜm } 


ou 


 "Max" f (x) = C x 


 s. a x ∈ X . 
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C é a matriz dos objetivos (dimensão pxn), cujas linhas são os vectores ck (coeficientes 


da função objetivo fk). A é a matriz dos coeficientes tecnológicos (mxn) e b é o vector dos 


termos independentes (recursos disponíveis ou requerimentos). Sem perda de generalidade, 


e de modo a facilitar a notação, considera-se que as funções objetivo são todas a 
maximizar. "Max" representa a operação de determinar soluções eficientes. 


Enquanto em programação com uma única função objetivo o espaço de decisão x ∈ 


X é mapeado em ℜ, no caso multi-objetivo o espaço de decisão é mapeado num espaço  de 


dimensão p: F={f (x) ∈ ℜp : x ∈ X}, designado por espaço dos objetivos. Neste espaço, 


cada alternativa potencial x ∈ X tem como representação um vector  


f(x)=(f1(x),f2(x),...,fp(x)) cujos componentes são os valores de cada função objetivo para 


esse ponto da região admissível (fig. II.1). 


 


x1


xj


xn


x'


f1


fk


fp


z'=(f 1(x'),..., fk(x'),..., fp(x')) 


 
Fig. II.1 - O espaço de decisão e o espaço dos objetivos 


 


Em programação multi-objetivo, o conceito chave é o de solução eficiente. Uma 


solução admissível para um problema multi-objetivo diz-se eficiente se e só se não existir 


outra solução admissível que melhore o valor de uma função objetivo, sem piorar o valor 


de, pelo menos, outra função objetivo. 


 


II.3  Soluções Eficientes e Soluções Não Dominadas em PLMO 
O conjunto de soluções eficientes (óptimas de Pareto) é definido por  


 XE = { x ∈ X  | ∃  x' ∈ X :  f (x') ≥  f (x) } 


onde  f(x') ≥ f(x) se e só se f(x') ≥ f(x) e f(x') ≠ f(x) (isto é, fk(x') ≥ fk(x) para todo k e 


fk(x')>fk(x) para pelo menos um k), e f(x') ≥ f(x) se e só se fk(x') ≥ fk(x),  k=1,2,...,p. 
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Assim, o vetor z=f (x) é não dominado (não inferior) quando x ∈ XE, ou seja FE = 


{z=f (x) ∈ F  :  x ∈ XE } 


Em geral, enquanto o conceito de não dominância se refere ao espaço das funções 


objetivo, o conceito de eficiência é usado no espaço das variáveis de decisão. Ou seja, a 


imagem de uma solução eficiente é uma solução não dominada.  


Uma solução admissível para um problema multi-objetivo diz-se fracamente 


eficiente se e só se não existir outra solução admissível que melhore estritamente o valor 


de todas as funções objetivo. 


O conjunto de soluções fracamente eficientes é definido por  


 XFE = { x ∈ X  | ∃  x' ∈ X :  f (x') >  f (x) } 


 FFE = { z=f (x) ∈ F  :  x ∈ XFE } 


Pode ainda definir-se uma noção mais restrita de solução eficiente de modo a 


eliminar soluções eficientes que apresentem compromissos ilimitados entre objetivos, ou 


seja soluções em que a relação melhoria/degradação entre os valores das funções objetivo 


possa ser feita arbitrariamente grande, sendo estas designadas por soluções impropriamente 


eficientes (Geoffrion, 1986). Em PLMO todas as soluções eficientes são também 


propriamente eficientes (Isermann, 1974). No entanto, em problemas multi-objetivo não 


lineares podem existir soluções impropriamente eficientes. 


A fig. II.2 ilustra os conceitos de solução eficiente, fracamente eficiente e 


impropriamente eficiente. Na fig. II.2a, nas arestas [AB] e [DE] apenas os vértices B e D 


são estritamente eficientes. Na fig. II.2b as soluções A, B e C são impropriamente 


eficientes. 


 


f1


f2


A B


C


D


EG


H


f1


f2
A


B


C


(a) (b)


 
Fig. II.2 - Ilustração dos diferentes tipos de soluções não dominadas 
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Não existindo uma solução admissível que otimize simultaneamente todas as 


funções objetivo, a comparação entre soluções não dominadas é pouco discriminativa para 


ajudar a identificar uma solução final no conjunto das soluções não dominadas. Ou seja, o 


conceito de eficiência / não dominância é essencial em programação multi-objectivo, mas a 


relação correspondente é “pobre” no sentido de não discriminar entre as soluções eficientes 


/ não dominadas. Consequentemente, para além de formas de cálculo de soluções 


eficientes, o processo de pesquisa deve incluir mecanismos para fornecer informação sobre 


as preferências do AD. O processo de cálculo de soluções eficientes faz-se através da 


otimização de funções escalares substitutas, que agregam numa única dimensão os 


diferentes objetivos e incluem parâmetros de informação de preferências, cuja solução 


óptima é uma solução eficiente (em certos casos apenas fracamente eficiente) do problema 


multi-objetivo.  


 


II.4  Solução ideal, solução anti-ideal e tabela de ótimos individuais 
A solução ideal é o ponto z* no espaço das funções objetivo que otimizaria 


simultaneamente todas as funções. Cada componente da solução ideal é o valor ótimo de 


cada função objetivo, otimizada individualmente, na região admissível. Quando as funções 


objetivo estão em conflito, a solução ideal está para além da região admissível, mas cada 


zk
* é individualmente alcançável. A solução ideal pode ser usada como o ponto de 


referência em funções escalares substitutas que se destinam a calcular a solução não 


dominada mais próxima, de acordo com uma dada métrica. Note-se que pode não existir 


uma solução x* no espaço das variáveis de decisão (mesmo não admissível) que tenha 


como imagem z* no espaço das funções objetivo, pelo que a solução ideal se define 


unicamente neste espaço (Clímaco et al., 2003). 


A tabela de ótimos individuais (também chamada de tabela de "pay-off") contém os 


valores das funções objetivo para cada solução não dominada que é o ótimo individual de 


cada função. Esta tabela permite fornecer uma informação sobre as gamas de valores de 


cada função objetivo na região não dominada. 
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A tabela de ótimos individuais tem a seguinte forma, onde z
i
k =ck xi , com z


i
i =ci xi = z*


i    


 x1 x2  xk  xp 
f1 z1


1 =z*
1  z2


1  ... zk
1  ... zp


1  
f2 z1


2  z2
2 =z*


2  ... zk
2  ... zp


2  
 ... ... ... ... ... ... 
fk z1


k  z2
k  ... zk


k =z*
k  ... zp


k  
 ... ... ... ... ... ... 
fp z1


p  z2
p  ... zk


p  ... zp
p =z*


p  
 


A solução ideal pode ser identificada na diagonal da tabela de ótimos individuais 


(elementos z*
k = zk


k ). 


Contudo, para problemas com mais de duas funções objetivo, os piores valores de 


cada função objetivo na região não dominada podem não estar disponíveis nesta tabela. De 


fato, pode acontecer que o pior valor de uma dada função objetivo na região não dominada 


não seja alcançado numa solução que é o ótimo individual de uma outra função objetivo (e 


apenas estas soluções estão representadas na tabela). A partir da tabela de ótimos 


individuais pode identificar-se uma solução “anti-ideal”, através da selecção em cada linha 


do pior valor para a correspondente função objetivo: mk=mini=1,...p zi
k  , k=1,...,p. Este 


valor mk é, assim, muito fácil de determinar e é muitas vezes usado (por exemplo, no 


método STEM) para representar o mínimo da função objetivo fk(x) na região não 


dominada, evitando o esforço computacional que estaria associado ao cálculo deste valor. 


A tabela de ótimos individuais pode não ser unicamente definida se existirem ótimos 


alternativos não dominados para alguma função objetivo (apesar de neste caso não existir 


ambiguidade quanto à identificação na tabela da solução ideal, a solução “anti-ideal” 


dependeria da solução ótima alternativa de uma dada função escolhida para figurar na 


tabela). 


A fig. II.3 representa o espaço dos objetivos, mostrando a solução ideal (I) e a 


solução “anti-ideal” (N). Para o caso bi-objetivo a solução “anti-ideal” na tabela de ótimos 


individuais contém de fato o valor mínimo de cada função objetivo na região não 


dominada. 
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f1


A B
C


DF


I


N


f2


 
Fig. II.3 – Solução ideal (I) e solução anti-ideal (N) para um problema  


com duas funções objetivo 
 


 


II.5  Funções escalares substitutas 
As soluções não dominadas do problema multi-objetivo original são obtidas através 


da otimização de uma função escalar substituta que agrega temporariamente as múltiplas 


funções objetivo, incluindo também parâmetros de informação das preferências do AD 


(Wierzbicki, 1986; Vanderpooten, 1989, 1990; Vanderpooten e Vincke, 1989; Antunes, 


1991; Clímaco et al., 2003). Estes parâmetros de informação de preferência devem poder 


ser fornecidos pelo AD através de mecanismos de diálogo simples. 


A otimização de uma função escalar substituta deve conduzir apenas a soluções não 


dominadas, podendo gerar todas ou um sub-conjunto representativo de todas as soluções 


não dominadas através da manipulação dos parâmetros de informação de preferências, e o 


resultado não deve ser dependente de restrições adicionais impostas apenas sobre soluções 


dominadas. No quadro da utilização das funções escalares substitutas em métodos, em 


particular em métodos interativos, o respectivo processo de otimização não deve impor um 


esforço computacional elevado.  


Estas funções escalares substitutas podem ser usadas como um instrumento 


puramente técnico para garantir a obtenção de soluções não dominadas ou pretenderem ser 


a mais fiel possível representação analítica das preferências do AD (em cada iteração, 


supondo que as preferências se vão modificando durante o processo). No quadro dos 


métodos interativos, o papel da função escalar substituta deve ser sobretudo considerado 


como um meio de cálculo de soluções não dominadas guiado pelas preferências do AD, 


mas sem a assumir como uma verdadeira representação analítica das suas preferências. 


As funções escalares substitutas mais geralmente usadas são (Clímaco et al., 2003):  
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(1) Seleção de uma função objetivo para otimizar, considerando as outras 


como restrições para as quais são especificadas limitações inferiores.  


Este processo de cálculo de soluções eficientes consiste otimização de uma das 


funções objetivo, transformando as outras p-1 funções em restrições através do 


estabelecimento de níveis mínimos requeridos para estas. 


 max fi(x) = ci x  


 s. a  fk(x) = ck x ≥ ek k=1,...,p , k≠i 


 x ∈ X  


No exemplo da fig. II.4 escolhendo f2 para otimizar e introduzindo a restrição 


adicional fi(x) ≥ e1 é obtida a solução eficiente E.  


 


x1


x2


A B


C


D


f1


f2


f1 ! e1


E


 
Fig. II.4 - Otimização de uma das funções objetivo restringindo as outras 


 


(2) Cálculo da solução que minimiza uma distância a um ponto de referência.  


Este processo de determinação de soluções eficientes consiste na minimização de 


uma distância a um ponto de referência, o qual é, em geral, estabelecido pelo AD, 


representando os valores que gostaria de atingir (as suas aspirações) em cada função 


objetivo. Muitas vezes a solução ideal é usada como este ponto de referência, dado que 


cada componente da solução ideal é o melhor valor que é possível cada função objetivo 


individualmente atingir na região admissível. 
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(a)


z*


L!


L1


L2


f1z1*


z2*
z*


z!
z1z2


45º


f2


(b) 
 


Fig. II.5 - Contornos de isodistância das métricas L1, L2 e L∞ 


(a)


z*


L!


L1


L2


f1z1*


z2*
z*


z!
z1z2


45º


f2


(b)
 


Fig. II.6 – Utilização das métricas L1, L2 e L∞ em funções distância 


 


As métricas mais usadas são as métricas L1, L2 (Euclideana) e L∞ (de Chebycheff). 


A fig. II.5 mostra os contornos de isodistância (lugar geométrico dos pontos à mesma 


distância) para z* para essas métricas. Na fig. II.6, os pontos z1, z2 e z∞ minimizam as 


distâncias à solução ideal z*, usando as métricas L1, L2 e L∞, respectivamente. Adotando a 


solução ideal como ponto de referência, o cálculo da solução que minimiza a distância de 


métrica Lp é 


 min || z* - f(x) ||p 


 s. a x ∈ X. 


Para p=1 todos os desvios em relação ao ponto de referência são tidos em conta. À 


medida que p aumenta, maiores desvios vão tendo cada vez maior impacto no valor da 


distância. Para a métrica L∞ o maior desvio prevalece sobre todos os outros e apenas esse 


é considerado (ou seja, resulta na situação minimizar o maior desvio). Neste caso obtém-se 
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um problema do tipo minimax que pode ser transformado num problema linear através da 


introdução de uma variável adicional: 


 min v 


 s. a  v + fk(x) ≥ zk*  k=1,...,p 


  x ∈ X 


  v ≥ 0. 


Se o problema multi-objetivo original for linear, por este processo os problemas 


escalares substitutos apenas são lineares com as métricas L1 e L∞, sendo possível através 


da manipulação da informação de preferências níveis de aspiração ou pesos, no caso de se 


tratar de métricas ponderadas, obter qualquer dos pontos da região não dominada (i.e., não 


apenas vértices). 


 


(3) Construção de uma função escalar soma ponderada das funções objetivo, a 


otimizar na região admissível do problema multi-objetivo original. 


Este processo de cálculo de soluções eficientes consiste na otimização de uma função 


objetivo escalar que é uma soma ponderada das p funções objectivo originais. 


max { λ1f1(x) + λ2f2(x) +...+ λpfp(x) }  


s. t.  x ∈ X 


  λ ∈ Λ ≡ {λ : λ ∈ ℜp, 


! 


k=1


p


" λk=1, λk ≥ 0, k=1,2,...,p}. 


 


Fig. II.7 - Otimização de uma soma ponderada das funções objetivo 


 


No caso de algum λk=0 (por exemplo, no caso do cálculo da solução que otimiza 


individualmente cada função objetivo), podem ser calculadas soluções que otimizam a 


0 1 λ1 


λ2 







 24 


função escalar soma ponderada que são apenas soluções fracamente não dominadas do 


problema multi-objetivo (devido à existência de ótimos alternativos). Os coeficientes de 


ponderação λk não devem ser interpretados como coeficientes de importância de cada 


função objetivo. É possível, por exemplo, obter a solução não dominada que otimiza a 


função fk(x) com um peso λk=0, se for possível escrever fk(x) como combinação convexa 


das outras p-1 funções objetivo. Sendo a solução não dominada obtida através da 


otimização de uma função escalar substituta linear na região admissível original, este 


processo apenas permite alcançar vértices da região admissível não dominada. 


 


II.6  Decomposição do diagrama paramétrico 
O quadro simplex multi-objetivo inicial (obtido acrescentando ao quadro simplex 


normal em programação linear uma linha por cada função objetivo) tem a forma: 


A I b 
- C 0 0 


 


Para a base B este quadro é transformado em: 


B-1 N B-1 B-1 b 
CB B-1 N - CN CB B-1 CB B-1 b 


 


onde B e N, CB e CN são as sub-matrizes de A e de C correspondentes às variáveis básicas 


e não básicas, respectivamente. 


Apresentam-se seguidamente alguns conceitos fundamentais, como os de matriz 


dos custos reduzidos (extensão para o caso multi-objetivo da linha dos custos reduzidos em 


programação linear), variáveis não básica eficiente, etc. Para mais detalhes ver Steuer 


(1986), Antunes (1991), Clímaco et al. (2003). 


As bases B1 e B2 são adjacentes se e só se puderem ser obtidas uma a partir da 


outra por uma operação de pivotação no quadro simplex multi-objetivo. 


A matriz dos custos reduzidos relativa à base Ba é dada por Wa = CB B
-1
a  N - CN. 


B é uma base eficiente se e só se for uma base óptima do problema escalar soma 


ponderada, para algum conjunto de pesos  λ ∈ Λ, isto é, B é uma base eficiente se e só se o 


sistema {λT W ≥ 0,  λ ∈ Λ} for coerente. 


A variável não básica xj é eficiente em relação à base B se e só se existir λ ∈ Λ tal 


que 
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  λΤ W ≥ 0 


 λΤ W.j = 0 


onde W.j é a coluna de W correspondente a xj (ou seja, o custo reduzido de xj pode ser 


feito nulo). 


Se xj for uma variável não básica eficiente qualquer pivotação admissível (cujo 


elemento pivot seja positivo, ou negativo correspondente a uma variável básica 


degenerada) associada a xj a partir de uma base eficiente B1 conduz a uma base eficiente 


adjacente B2. 


Se a pivotação que conduz de B1 a B2 for não degenerada, os pontos extremos 


correspondentes a B1 e B2 são diferentes e a aresta que os liga é eficiente (isto é, 


constituída apenas por soluções eficientes). 
O elemento wkj da matriz dos custos reduzidos W é a taxa de variação (marginal) 


da função objetivo fk(x) devido ao aumento de uma unidade da variável não básica xj (isto 


é, xj torna-se variável básica). Cada coluna de W correspondente a uma variável não básica 


eficiente representa uma tendência de variação unitária das funções objetivo ao longo da 


respectiva aresta eficiente.  
A região que engloba o conjunto de pesos correspondente a uma solução básica 


eficiente (região onde {λT W ≥ 0, λ ∈ Λ} é coerente) designa-se por região de indiferença 


(porque o AD pode ser indiferente a todas as combinações de pesos nessa região dado que 


conduzem à mesma solução eficiente). Assim, a representação gráfica do conjunto de 


pesos λ que conduz a uma solução básica eficiente pode ser obtida através da 


decomposição do diagrama paramétrico em regiões de indiferença.  
O diagrama paramétrico representa um simplex de dimensão (n-1) de um espaço 


Euclideano de dimensão p (Borges, 2005). As regiões de indiferença são polítopos nesse 


simplex. Ou seja, existe uma correspondência entre base eficientes, vértice eficientes e 
região de indiferença no espaço paramétrico (para soluções degeneradas, a um mesmo 


vértice podem estar associadas diferentes bases e correspondentes regiões de indiferença). 
Uma fronteira comum a duas regiões de indiferença significa que as respectivas 


soluções básicas eficientes estão ligadas por uma aresta eficiente, correspondente a tornar 


básica uma variável não básica eficiente. Se um ponto λ ∈ Λ pertence a várias regiões de 


indiferença isto significa que estas correspondem a soluções eficientes localizadas na 


mesma face (eficiente, se λ ∈ Λ0). 
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A decomposição do diagrama paramétrico em regiões de indiferença permite 


recolher informação muito útil para a caracterização das soluções não dominadas. Por 


exemplo, em relação ao problema com 3 funções objetivo, cuja decomposição do diagrama 


paramétrico em regiões de indiferença é apresentada na fig. II.8, poderíamos concluir (a 


cada região de indiferença está associada uma solução básica não dominada com a mesma 


identificação): 


- o problema tem 8 soluções básicas (vértices) não dominadas; 


- as soluções básicas 1 e 3 otimizam individualmente as funções objetivo 1 e 3, 


respectivamente; 


- a função objetivo 2 é otimizada pelas soluções 2 e 4 (existem, portanto, soluções 


não dominadas que são ótimas alternativas da função objetivo 2); 


- existem três faces não dominadas, definidas pelas soluções básicas [1, 7, 8], [2, 4, 


6] e [2, 6, 5, 7, 8]; 


- existe uma face fracamente não dominada definida pelas soluções básicas [3, 5, 6] 


(a aresta ligando as soluções 3 e 6 é dominada pelas arestas 3-5 e 5-6); 


- as arestas não dominadas são definidas pelas soluções básicas 1-8, 1-7, 7-8, 2-4, 


2-6, 2-8, 4-6, 5-3, 5-6, e 5-7 (como pode ser visto na projecção da região não dominada no 


plano definido pelas funções 1 e 2 - fig. II.9). 


 
Fig. II.8 – Exemplo da decomposição do diagrama paramétrico em regiões de 


indiferença (para um problema com 3 funções objetivo) 
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O método TRIMAP (Clímaco e Antunes, 1987, 1989; Clímaco et al., 2003) baseia-


se na exploração operacional da decomposição do diagrama paramétrico em regiões de 


indiferença. 


As regiões de indiferença dependem das ordens de grandeza relativas dos valores 


das funções objetivo (ou seja, do comprimento relativo dos gradientes) e da geometria da 


região admissível. A área da região de indiferença é, de algum modo, um indicador da 


estabilidade da solução face à variação dos pesos. 


 


 
Fig. II.9 – Projecção da região não dominada no plano f1f2  


 


 


II.7  Métodos interativos e métodos que integram outras técnicas de 


cálculo de soluções eficientes. 
Como foi já referido, os métodos interativos, onde existe uma alternância entre 


fases de cálculo de soluções não dominadas e fases de expressão das preferências do AD 


que são incorporadas na fase de cálculo seguinte, são adequados para apoio à decisão em 


problemas multi-objetivo. Os métodos interativos tiram partido da intervenção do AD para 


reduzir progressivamente o âmbito da pesquisa, minimizando assim quer o esforço 


computacional, orientando-o para as regiões onde se localizam as soluções que mais 


interesse suscitam, quer o esforço de processamento da informação imposto ao AD ao 
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exigir-lhe atenção sobre uma solução ou um pequeno conjunto de soluções de cada vez 


(Antunes, 1991; Clímaco et al., 2003). 


Os métodos interativos podem ser esquematizados como processos iterativos de 


pesquisa de soluções não dominadas, compostos pelas seguintes fases (Antunes, 1991): 


 (1) inicialização (estabelecimento automático de informação de preferências 


inicial, calibração de parâmetros de terminação, etc.);  


 (2) preparação (incorporação da informação de preferências nos parâmetros 


de preferência da função escalar substituta, que agrega os vários critérios numa única 


dimensão, a usar na nova fase de cálculo); 


 (3) cálculo (determinação de uma ou mais soluções eficientes, através da 


otimização de uma função escalar substituta, que serão propostas à avaliação do AD);  


 (4) diálogo (apresentação da proposta e recolha da informação de 


preferências fornecida pelo AD face à proposta);  


 (5) paragem (de acordo com uma dada regra de terminação, que pode ser 
apenas o AD declarar-se satisfeito com a informação obtida); 


As fases (2)-(4) constituem um ciclo gerando sequências de subconjuntos de 
soluções eficientes, informação de preferências, funções escalares substitutas. 


O papel da interactividade neste quadro pode ser entendido de duas formas mais 


extremas: orientação para a procura e orientação para a aprendizagem (Antunes, 1991; 
Vanderpooten, 1989). Na pesquisa orientada para a procura, supõe-se que o AD age de 


acordo com uma estrutura de preferências pré-existente e estável, sendo coerente com ela 
na respostas às questões que o método lhe coloca na fase de diálogo. Assim, procura-se a 


solução que melhor responde às preferências do AD. Na pesquisa orientada para a 


aprendizagem, aceita-se que o AD seja contraditório em diferentes expressões das suas 
preferências, permitindo-lhe progredir no conhecimento das soluções que em cada iteração 


lhe parecem mais interessar, à medida que a informação obtida faz emergir novas pistas e 
intuições,  existindo em simultâneo uma aprendizagem do problema e das próprias 


preferências. 


Os métodos interativos são, no entanto, também passíveis de algumas críticas 
(Antunes, 1991; French, 1984; White, 1983). Não possuindo uma visão de conjunto das 


soluções não dominadas, o AD pode ficar muito “preso” às primeiras soluções que o 


método lhe apresenta (sendo então possível que soluções representativas de regiões que se 
poderiam revelar interessantes nunca sejam conhecidas). Além disso, a expressão de 


preferências requerida pelos métodos tem um carácter local (não sendo possível avaliar o 
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respectivo impacto, por exemplo, na exclusão da pesquisa, em iterações posteriores, de 


soluções potencialmente interessantes). 


 


II.7.1  Classificação dos métodos interativos 
Nesta secção são muito brevemente apresentados alguns métodos interativos, de 


acordo com as classificações propostas por Steuer (1986) e Clímaco et al. (2003).  


Quanto à estratégia de redução do âmbito da pesquisa os métodos podem ser 


classificados como: - redução da região admissível; - redução do diagrama paramétrico ; - 


contracção do cone dos gradientes das funções objetivo; - pesquisa direccional (embora 


neste caso não haja propriamente redução do âmbito da pesquisa). 


Em relação às técnicas de cálculo de soluções não dominadas, os métodos podem 


classificar-se de acordo com o tipo de função escalar substituta usada para agregar as 


funções objetivo: - otimização de uma função objetivo restringindo as outras; - soma 


ponderada das funções objetivo; - minimização de uma distância a um ponto de referência. 


Quanto à “liberdade” de intervenção do AD, os métodos podem classificar-se 


como: - não estruturados (se permitem ao AD realizar uma dada acção em qualquer 


momento do processo); - estruturados (se impõem uma sequência rígida de fases de cálculo 


e de diálogo). 


No entanto, existem métodos que integram diferentes estratégias de redução do 


âmbito da pesquisa e técnicas de cálculo de soluções eficientes.  


Em seguida, descrevem-se brevemente os métodos interativos, para problemas de 


PLMO, STEM, Zionts-Wallenius, "Interval Criterion Weights", "Pareto Race" e TRIMAP, 


seguindo a tipologia proposta em Clímaco et al. (2003). 


O método STEM ("Step Method"; Benayoun et al., 1971) reduz, em cada iteração, 


a região admissível, de acordo com as preferências manifestadas, face a uma dada solução. 


O AD deve indicar está disposto a perder nas funções objetivo cujos valores já possuem 


valores satisfatórios (i.e., relaxá-la) para poder melhorar as outras funções. Esta 


informação conduz à imposição de novas restrições, reduzindo a região admissível para a 


próxima iteração. Cada solução apresentada ao AD resulta da minimização de uma 


distância ponderada de Chebycheff (métrica L∞ com coeficientes de ponderação) à solução 


ideal. A condição de paragem é o AD considerar uma solução satisfatória (ou terem sido 


calculadas p soluções, se apenas for permitido relaxar cada função uma única vez e 


efectuar uma relaxação em cada iteração). 
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O método de Zionts e Wallenius (1976, 1983) consiste na redução progressiva do 


diagrama paramétrico através de restrições que limitam os conjuntos de pesos utilizáveis 


em etapas de cálculo subsequentes, as quais consistem na otimização de uma função 


escalar substituta soma ponderada das funções objetivo. Estas limitações resultam das 


respostas do AD a comparações entre pares de soluções e julgamentos sobre as tendências 


de variação unitária ao longo de arestas que têm origem na solução (vértice) actualmente 


em apreciação e conduzem a outras vértices não dominados adjacentes. A introdução 


sucessiva de restrições no diagrama paramétrico vai reduzindo o domínio admissível para a 


selecção de um novo conjunto de pesos, de tal modo que o método termina quando o 


diagrama paramétrico for reduzido a uma região suficientemente pequena de forma a que 


seja identificada uma solução final. 


O método “Intervalo do Cone dos Critérios” ("Interval Criterion Weights"; Steuer, 


1977, 1986) “contrai” o cone convexo gerado pelos gradientes das funções objetivo, de 


acordo com a escolha pelo AD de uma solução de entre amostra de soluções não 


dominadas geradas na fase de cálculo, através da otimização de várias funções escalares 


substitutas do tipo soma ponderada. Os pesos para a construção destas funções são 


regularmente dispersos no diagrama paramétrico. A contracção do cone das funções 


objetivo é feita em torno do gradiente da função soma ponderada cuja otimização gerou a 


solução escolhida pelo AD, de modo a formar as funções objetivo para a iteração seguinte 


até eventualmente o cone ser tão “apertado” que só é possível calcular um pequeno número 


de soluções (vértices) não dominados (ou até apenas uma única solução). 


No método "Pareto Race" de Korhonen e Wallenius (1988), é possível efectuar uma 


pesquisa direccional livre sobre toda a região não dominada (não existindo propriamente 


redução do âmbito da pesquisa). Em cada momento, o AD deve indicar quais as funções 


objetivo que pretende melhorar, modificando assim alterando a direcção do movimento (a 


analogia é o AD estar a conduzir um veículo sobre a região não dominada). As soluções 


são calculadas optimizando uma função escalar substituta baseada em pontos de referência 


(usando adicionalmente programação paramétrica). 


O método TRIMAP (Clímaco e Antunes, 1987, 1989) explora a decomposição do 


diagrama paramétrico em regiões de indiferença, sendo dedicado a problemas com três 


funções objetivo para tirar partido da utilização de meios gráficos adequados ao diálogo 


com o AD. Em cada fase de cálculo é optimizada uma soma ponderada das funções 


objetivo. Com base na informação visual da cobertura do diagrama paramétrico por regiões 


de indiferença correspondentes às soluções já conhecidas, o AD (em geral auxiliado por 
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um analista) deve indicar as partes do diagrama paramétrico que ainda lhe interessa 


pesquisar usando para este efeito a informação disponível, nomeadamente os valores das 


funções objetivo. Graficamente, no diagrama paramétrico, a informação das regiões de 


indiferença associadas às soluções já conhecidas pode ser combinada com a visualização 


de restrições adicionais impostas aos valores aceitáveis para as funções objetivo, captando 


as preferências do AD e traduzindo-as para esse meio operacional de troca de informação. 


A redução da região admissível é assim combinada com a redução do diagrama 


paramétrico. O método TRIMAP faculta uma cobertura progressiva e selectiva do 


diagrama paramétrico com regiões de indiferença (associadas a soluções básicas não 


dominadas), que fornecem informação sobre a forma da superfície não dominada, evitando 


deste modo um estudo exaustivo de regiões onde os valores das funções objetivo sejam 


muito semelhantes (o que seria desvantajoso do ponto de vista computacional sem trazer 


informação relevante para o AD).  


A introdução de limitações adicionais nos valores das funções objetivo, e a 


respectiva tradução para o diagrama paramétrico, permite que o diálogo com o AD seja 


feito em termos dos valores das funções objetivo, geralmente o tipo de informação que o 


AD tem menos dificuldade em fornecer. Esta informação vai sendo reunida no diagrama 


paramétrico. A tradução do estabelecimento da limitação adicional fk (x) ≥ Lk (Lk ∈ R, k 


∈ {1,2,3}) no diagrama paramétrico é feita através da resolução do problema (escalar) 


auxiliar 


 max fk(x)  


 s. t. x ∈ X 


  fk (x) ≤ Lk . 


Como o gradiente da função objetivo deste problema auxiliar tem a mesma direcção 


do gradiente da restrição adicional em fk(x), são geradas soluções óptimas alternativas. As 


sub-regiões do diagrama paramétrico que correspondem a cada uma destas soluções 


óptimas alternativas são calculadas e representadas graficamente, resultando a sua união na 


parte do diagrama paramétrico onde a limitação adicional no valor da função objetivo é 


satisfeita. No processo de pesquisa, se o AD estiver apenas interessado em soluções não 


dominadas que satisfaçam a restrição adicional, captando assim a atitude de especificar 


níveis mínimos que está disposto a aceitar para as funções objetivo, então a pesquisa pode 


apenas ter lugar nesta parte do diagrama paramétrico. Se o AD especificar mais do que 


uma limitação adicional nas funções objetivo, então o problema auxiliar é resolvido para 
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cada uma delas e as sub-regiões correspondentes no diagrama paramétrico são preenchidas 


(usando diferentes padrões ou cores) permitindo visualizar as zonas onde mais do que uma 


limitação é satisfeita (Clímaco et al., 2003).  


 


II.7.2  Integração de métodos  
Existem na literatura algumas referências relativas à integração de métodos numa 


plataforma comum, onde a intenção é tirar partido das potencialidades de cada método 


mais ajustadas a um dado processo de decisão ou a fases do processo. As principais 


dificuldades destas abordagens colocam-se nos mecanismos de transferência de 


informação de forma coerente. Ou seja, não apenas é necessário garantir que a informação 


obtida usando um dado método possa ser usada quando se comuta para outro método, 


como essa transferência deve fazer-se de forma coerente (por exemplo, sem contradizer 


num método o significado que possa ter noutro método, algo que é muito comum, por 


exemplo, no que diz respeito aos pesos). 


Ignizio (1985) propôs o método (não interativo) MULTIPLEX para problemas de 


PLMO. A componente central desta abordagem é um modelo de minimização 


lexicográfica, que pode ser transformado em diferentes tipos de problemas de programação 


por metas e algoritmos geradores de todos os vértices eficientes. 


Gardiner e Steuer (1994) desenvolveram, com base no conceito de “consolidação” 


(combinação de diferentes procedimentos interativos num programa computacional 


comum), um procedimento unificado de programação multi-objetivo, cuja intenção é 


concretizar um método interativo global do qual os métodos interativos propostos na 


literatura sejam casos particulares do "algoritmo consolidado" (modelo de minimização 


lexicográfica com parametrização dos termos independentes das restrições), através da 


fixação de variáveis e da consideração de conjuntos de restrições. A questão essencial é 


sempre garantir os níveis de “convergência” (de uma função utilidade implícita) já 


atingidos, sempre que há uma comutação entre métodos. 


A base integrada de métodos TOMMIX (Antunes et al., 1989, 1992; Clímaco et al., 


2003) permite tirar partido da combinação de diferentes tipos de métodos interativos de 


programação linear multi-objetivo (STEM, Zionts-Wallenius, Interval Criterion Weights, 


Pareto Race e TRIMAP), através da transferência de informação entre todos eles. Esta base 


de métodos foi desenvolvida, do ponto de vista conceptual, a partir das características 


essenciais de cada método e, do ponto de vista operacional, a partir das suas 
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implementações isoladas. Para assegurar a máxima transferência de informação são usados 


meios de interacção com o utilizador e formas de apresentação de resultados comuns. Os 


métodos incluídos em TOMMIX (acima brevemente descritos) são representativos de 


diversas estratégias de redução do âmbito da pesquisa, funções escalares substitutas usadas 


para o cálculo de soluções não dominadas e formas de informação de preferências. A ideia 


fundamental em TOMMIX é proporcionar um utensílio computacional flexível para 


combinar os métodos, facilitando a transferência de informação que possa ser usada nas 


fases seguintes do processo de decisão, mas respeitando as características conceptuais dos 


métodos. Tal como no método TRIMAP, que é o método pivot da base de métodos 


TOMMIX, o diagrama paramétrico é central no processo de interacção com o AD (em 


geral, mediada por um analista), sendo nele reunida a informação obtida sob várias formas 


e em diferentes métodos (como, por exemplo, para além das restrições adicionais 


introduzidas nos valores das funções objetivo no TRIMAP, a identificação dos vértices não 


dominados onde parou a pesquisa no método Pareto Race ou as contracções do cone dos 


critérios no método ICW). 


Caballero et al (2002) desenvolveram o sistema PROMOIN dedicado a problemas 


de PLMO, em que a possibilidade de comutação entre métodos ao longo do processo é 


também enfatizada. Esta opção é baseada, segundo os autores, numa base teórica que 


assegura a validade da transferência de informação, de modo a não haver perda de 


informação nas transições.  
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Capítulo III 


Tratamento da Incerteza em Modelos de 


Programação Multi-Objetivo 


 
Este capítulo descreve as principais abordagens metodológicas para tratamento da 


incerteza em modelos de programação matemática com uma única função objetivo e multi-


objetivo, em particular a programação estocástica, a programação difusa ("fuzzy"), a 


programação robusta, a análise de sensibilidade e a programação intervalar. 


A tomada de decisões num ambiente complexo, quase sempre também 


caracterizado pela existência de múltiplos critérios conflitantes e incomensuráveis, é 


influenciada por fatores de incerteza de diversos tipos e com diferentes fontes. A incerteza 


é uma característica essencial dos problemas reais devida quer à crescente complexidade 


dos sistemas, quer à variabilidade dos parâmetros a modelar. Muitas decisões referem-se a 


sistemas complexos, de natureza tecnológica ou outra, interagindo de múltiplas formas, 


nem todas devidamente compreendidas, com os sistemas económico, social, natural e 


ambiental. Para além disso, muitas decisões têm uma carácter estratégico, tendo como alvo 


um futuro mais ou menos distante, em que as previsões são muito difíceis de realizar na 


prática, devido a fatores desde a informação não existente até simplesmente à falta de 


experiência com determinados fenómenos. Neste contexto, é muito difícil que os ADs 


possam captar todos os fenómenos complexos e inter-relacionados em jogo, obter toda a 


informação relevante necessária e, não menos importante, expressar claramente os 


julgamentos reveladores das suas preferências. Assim, as técnicas para tratamento da 


incerteza têm surgido como um desenvolvimento natural das abordagens para providenciar 


apoio à decisão em problemas complexos. 
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O tipo de incerteza prevalente nos processos de apoio à decisão pode ser 


classificado em dois grandes grupos: 


- A variabilidade (incerteza externa, incerteza objectiva) encarada como um 


atributo da realidade: o sistema ou processo em análise pode comportar-se de diferentes 


formas não completamente previsíveis. Assim, a variabilidade pode resultar de aspectos de 


natureza tão díspar como a aleatoriedade inerente à natureza, a diversidade de valores e 


cognitiva, o comportamento humano, os aspectos da envolvente social, económica, 


tecnológica e cultural.  


- A falta de conhecimento (incerteza interna, incerteza subjectiva) como um 


atributo inerente aos analistas/ADs envolvidos no processo de (apoio à) decisão e ao 


conhecimento disponível (incluindo o conhecimento científico actual). 


Na verdade, estas duas fontes de incerteza não podem ser separadas, dado que se 


influenciam mutuamente; por exemplo, a variabilidade também contribui para falta de 


conhecimento, e a falta de conhecimento pode gerar diversidade de natureza cognitiva. 


No quadro dos processos de apoio à decisão baseados em modelos matemáticos, 


podemos distinguir diversos graus de falta de conhecimento que induzem uma certa 


gradação da incerteza (Walker et al., 2003): 


• Inexistência total ou parcial (simplesmente não há dados – total ou parcialmente 


- por falta de observação ou medida, englobando circunstâncias em que não é 


prático medir por demasiado caro ou demorado, podendo nalguns casos haver 


estimativas mais ou menos fiáveis). 


• Imprecisão (dados imprecisos, por erro ou dificuldade de medida, por terem 


sido efectuadas aproximações devido ao custo ou tempo de os obter, devido à 


sua natureza estatística). 


• Duvidosa (informação pouco credível, contraditória entre diversas fontes ou 


controversa entre diferentes actores do processo). 


• Arbitrariedade (subsiste algum grau de evidência conflituosa, com diferentes 


conjuntos de dados que permitem diferentes interpretações). 


• Ignorância (há processos ou interacções entre processos que não foram 


observados ou sequer postulados teoricamente, embora haja elementos de 


processos análogos que possam ser usados). 


• Indeterminação (é verdadeiramente impossível saber!). 


O tratamento da incerteza em modelos multi-objetivo assume características 


diferentes dos modelos de otimização com uma única função objetivo, dado que existe, em 
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geral, um número elevado de soluções não dominadas, potencialmente seleccionáveis 


como recomendação final do processo de decisão, não comparáveis entre si sem recorrer a 


informação sobre as preferências do AD.  


Aos fatores acima mencionados podemos juntar então os que resultam da existência 


nos modelos de parâmetros que reflectem as preferências, convicções, julgamentos e 


valores de ADs, que podem modificar-se no decurso do próprio processo de decisão à 


medida que é obtido um maior conhecimento do problema em causa, que contribui para o 


reforço ou enfraquecimento dessas estruturas implícitas do AD. Estes parâmetros 


relacionados com as representações analíticas da estrutura de preferências dos ADs, 


passíveis de serem modificadas através de um processo de aprendizagem do problema em 


causa, são muitas vezes difíceis de explicitar. 


As questões que envolvem julgamentos de valor, que não podem ser respondidas 


sem ambiguidade, possuem sempre associada uma incerteza inerente (a diversidade de 


valores contribui para a incerteza) respeitante às capacidades adaptativas dos ADs 


humanos (comportamento). 


A consideração explícita da incerteza (tipos e fontes) deve ser materializada na 


modelagem: na relações funcionais, nos coeficientes e na validação do carácter 


adequado/completo do modelo matemático. 


Num contexto de modelos multi-objetivo,  Belton e Stewart (2002) distinguem 


entre incerteza interna e incerteza externa. A incerteza interna está relacionada com 


questões associadas à estruturação dos problemas e construção dos modelos (dificuldade 


de identificação ou clarificação das alternativas e dos critérios/objetivos; por exemplo, o 


que significa o conceito “qualidade de vida”), e à obtenção de informação sobre a estrutura 


de preferências do AD que é requerida pelas diferentes abordagens metodológicas 


(dificuldade na modelagem das preferências do AD e/ou em torná-las operacionais de 


acordo com os parâmetros de carácter técnico requeridos pelos métodos; por exemplo, 


trade-offs aceitáveis entre o desempenho nos vários objetivos ou estabelecimento de 


limiares). A incerteza externa refere-se geralmente ao fato de o conhecimento ser limitado 


em relação às consequências da escolha de uma dada alternativa, englobando fatores 


ambientais fora do controlo do AD, como seja a evolução temporal de informação 


relevante para a construção dos coeficientes do modelo. Para tratar este tipo de incerteza 


“ambiental” podem ser usadas técnicas como a construção de cenários (nascida num 


contexto de planeamento estratégico).  







 38 


Dada a sua relativa simplicidade e requisitos de esforço computacional envolvido, o 


próprio processo de construção de cenários (geralmente um número reduzido) oferece a 


oportunidade de perceber melhor as particularidades da entidade modelada e identificar 


ameaças ao sucesso da intervenção a realizar na sequência do processo de tomada de 


decisão. Em particular, a utilização de cenários é muito comum para “testar” diferentes 


conjuntos de dados de entrada ou de assunções feitas durante a fase de estruturação do 


problema. Ou seja, pretende-se identificar estratégias que sejam robustas numa gama 


alargada de possíveis estados futuros do sistema.  


Com este quadro de referência, podemos considerar que a incerteza é prevalente na 


maioria dos processos de decisão. É, então, fundamental proporcionar aos ADs utensílios 


computacionais que possam avaliar a robustez das soluções face à incerteza, proveniente 


de diversas fontes, subjacente ao processo de decisão, como um meio de auxiliar o AD a 


explorar não apenas o problema mas também as suas próprias preferências, de modo a 


obter conclusões nas quais tenha confiança. Com este objetivo, AD pode incluir no 


processo interativo de decisão quer a revisão dos dados de entrada (estudando diferentes 


cenários, ou a evolução de um dado cenário), quer a redefinição do próprio modelo 


(incorporando outros aspectos da realidade), quer a reformulação das suas preferências 


(testando, por exemplo, quais dos seus julgamentos se revelam mais influentes na 


condução do processo e na determinação de uma escolha final) (Antunes, 1991). Um 


cenário é geralmente associado a um conjunto de assunções de possíveis estados futuros do 


sistema modelado. 


Neste trabalho é usado o termo incerteza para dar conta de fatores ligados à 


imprecisão dos dados iniciais, à imperfeição inerente ao modelo matemático e ao carácter 


mal estruturado e evolutivo das preferências do AD, os quais não são susceptíveis de um 


tratamento probabilístico. 


 


III.1 Risco e Incerteza 
Na literatura científica os termos “risco” e “incerteza” são, por vezes, usados com o 


mesmo significado por diferentes autores ou, outras vezes, para designar conceitos 


distintos mas sem consenso por parte de diferentes autores. Em geral, o risco é encarado 


como uma medida da probabilidade e da severidade dos efeitos adversos associados a uma 


determinada acção resultante do processo de decisão. Nas situações de risco, as 


consequências das acções (soluções) potenciais podem ser descritas através de 
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distribuições de probabilidade razoavelmente bem conhecidas ou mensuráveis, mesmo se o 


tempo específico ou a sequência espacial de ocorrência dos acontecimentos não pode ser 


determinada (Haimes et al., 1975; Haimes, 2004). 


A definição de incerteza tem, em geral, um carácter distinto e mais vasto, na 


medida em que as potenciais consequências das acções não podem ser descritas em termos 


de distribuições de probabilidade conhecidas, nem podem ser estimadas através de 


probabilidades subjectivas (geralmente interpretadas como “graus de crença” - “degrees of 


belief”). Em particular, a incerteza é inerente a sistemas abertos que não permitem a 


realização de experiências controladas. Ou seja, a incerteza é associada a situações 


caracterizadas pela indeterminação dos resultados, os quais não podem ser repetidos de 


todo ou apenas excepcionalmente e em situações tão diferentes que dificilmente pode ser 


atribuído um significado a sucessivas observações.  


Haimes (2004) define ainda “imprecisão” para dar conta do contexto de decisão em 


que as consequências potenciais não podem ser descritas por distribuições de probabilidade 


objectivamente conhecidas, mas podem ser estimadas por meio de probabilidades 


subjectivas. Uma questão essencial é então (o analista) avaliar se o carácter aleatório de 


dados de entrada (por exemplo, os ligados a acontecimentos futuros como a procura de 


uma determinada fonte de energia primária) pode ser adequadamente descrita por uma 


distribuição de probabilidade ou não há elementos que o permitam fazer. 


Os termos imprecisão, insuficiência, informação incompleta, inexactidão referem-


se frequentemente à qualidade dos dados de entrada, aos quais se requer que sejam a 


"melhor" representação possível dos parâmetros relevantes incluídos no modelo. A 


informação de preferências fornecida pelo AD pode ainda ser caracterizada por elementos 


de incerteza associados a ambiguidade ou inconsistência. 


Outros termos que surgem por vezes no contexto do tratamento da incerteza em 


modelos e métodos de apoio à decisão são os de sensibilidade, “responsividade” 


(“responsivity”) e irreversibilidade. Também estes termos não possuem uma definição 


única na literatura científica. Os seus significados mais comuns são os seguintes (ver 


também Haimes, 2004).  


A sensibilidade está relacionada com as variações do indicador de desempenho do 


sistema modelado (tipicamente o valor da função ou funções objetivo) face a possíveis 


variações nos elementos do modelos matemático (quer dos coeficientes do modelo, quer 


dos parâmetros técnicos ou de informação de preferências, ou ainda do valor das próprias 


variáveis de decisão para uma dada solução seleccionada, geralmente a solução óptima em 
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modelos com uma única função objetivo ou uma solução não dominada seleccionada no 


quadro operacional de um dado processo algorítmico em modelos com múltiplas funções 


objetivo). Numa interpretação mais estreita, mas comum, a análise de sensibilidade é uma 


técnica reactiva (“post mortem”) para controlar a incerteza: uma vez tomada a decisão (isto 


é, escolhida a solução final no quadro do processo de apoio à tomada de decisão) estuda-se 


como ela se comporta face a variações de elementos do modelo. 


A “responsividade” representa a capacidade do sistema em responder 


dinamicamente a variações (incluindo as de natureza aleatória) dos elementos do modelos 


matemático. 


A estabilidade é associada ao grau de variação do sistema modelado a uma dada 


decisão. Um sistema estável deve fornecer uma resposta (média) invariante a uma dada 


decisão. Ou seja, um sistema estável produz uma resposta média invariante face ao valor 


médio do conjunto de decisão. Note-se que esta definição pressupõe que um sistema possa 


ser estável mas ter uma componente aleatória apreciável. 


A irreversibilidade mede o grau de dificuldade associado a restaurar as condições 


existentes antes de o sistema ter sido alterado por uma decisão (incluindo a decisão de nada 


ter feito). 


 


III.2 Diferentes abordagens para tratamento da incerteza 
As abordagens mais comuns para lidar com questões ligadas à incerteza em 


processo de decisão baseados em modelos e métodos de programação matemática são a 


otimização estocástica, a teoria dos conjuntos difusos (“fuzzy sets”), a análise de 


sensibilidade e a programação intervalar. 


O uso de distribuições de probabilidades, por exemplo no quadro de otimização 


estocástica, é uma das aproximações mais usadas para modelar a incerteza (risco, na nossa 


terminologia). Contudo, a análise probabilística própria para fenômenos que são 


reproduzíveis e que já ocorreram um número de vezes suficiente no passado, assume a 


possibilidade de representação dos parâmetros por meio de uma variável aleatória. Ou seja, 


uma aproximação probabilística requer a existência de dados estatísticos suficientes que 


forneçam informação sobre as funções de distribuição das variáveis aleatórias do modelo 


matemático (embora o uso de probabilidades subjetivas permita lidar com a inexistência 


deste tipo de informação) (Stancu-Minasian, 1990). 
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A modelagem da imprecisão dos dados pode também ser feita por meio da teoria 


dos conjuntos difusos. Inicialmente a teoria dos conjuntos difusos pretendeu tornar menos 


rígida a noção de restrição em problemas de programação matemática, atribuindo a mesma 


natureza a funções objetivo e restrições, e fazendo flexível (no sentido gradual) a 


desigualdade (ou igualdade) entre ambos os lados de restrições e funções objetivo lineares 


(programação flexível) (Zimmermann,1978). A programação linear difusa evoluiu depois 


(numa aproximação mais parecida com a da programação estocástica) para a modelagem 


do caráter impreciso ou mal definido dos coeficientes através de distribuições 


“possibilísticas” (programação robusta) (Dubois e Prade, 1980; Luhandjula, 1987). 


Em Slowinski e Teghem (1990) são reunidos artigos sobre programação 


matemática estocástica e programação matemática difusa com objetivos múltiplos, que 


apresentam o estado da arte de ambas as aproximações de modelagem e tratamento da 


incerteza, discutem as respectivas vantagens e desvantagens e exploram as relações entre 


elas, nomeadamente através de análises comparativas de metodologias. 


A análise de sensibilidade e a teoria da estabilidade em programação matemática 


fornecem informação sobre o comportamento de soluções ótimas e as gamas de valores 


ótimos dos parâmetros de perturbação. Em PLMO a análise de sensibilidade (também 


designada por análise pós-optimal, ou análise de estabilidade) pretende determinar as 


gamas de variação dos parâmetros de perturbação dos dados iniciais, de modo que a base 


ótima para o problema perturbado. Em PLMO, o conceito de solução ótima (em geral 


única) cede lugar ao conceito de solução eficiente (em geral muitas, mesmo se apenas 


forem considerados pontos extremos). Por outro lado, deve ser tido em conta o caráter 


evolutivo da estrutura de preferências do AD como resultado da informação adquirida ao 


longo do processo iterativo, que pode mesmo tornar interessante observar a expansão do 


espaço das ações potenciais (soluções não dominadas). Nestas circunstâncias, torna-se 


ainda mais difícil definir análise de sensibilidade num contexto multi-objetivo, e, de fato, o 


problema não é tratado de forma uniforme na literatura (Gal e Wolf, 1986). 


A programação intervalar considera os coeficientes de um problema de 


programação matemática como intervalos, refletindo a impossibilidade de especificar 


valores precisos. Pode considerar-se a programação intervalar como um caso particular da 


programação inexata, na qual se assume que os coeficientes não são exatamente 


conhecidos, mas apenas que pertencem a algum conjunto não vazio (Bitran, 1980). Na 


programação inexata as restrições de igualdade ou desigualdade são substituídas por 


restrições de caráter mais geral de tipo inclusão (Stancu-Minasian, 1990). 
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III.2.1   Programação estocástica 
A ideia fundamental em programação estocástica é o conceito de recurso, no 


sentido de capacidade de tomar medidas de correcção face à ocorrência de um 


acontecimento aleatório. Uma abordagem típica de programação estocástica consiste em 


definir cenários (de condições externas identificadas que se consideram representativas do 


estado em que o sistema pode ser encontrado no futuro) aos quais são atribuídas 


probabilidades com base em distribuições postuladas ou verificadas empiricamente.  


Uma formulação de um problema de programação linear estocástica com dois 


períodos é a seguinte, que consiste na minimização do custo associado à decisão a tomar 


no primeiro período (antes da realização dos coeficientes incertos) mais o custo esperado 


da decisão de recurso no segundo período. Os valores das variáveis de decisão no segundo 


período  podem ser interpretados como as medidas operacionais de recurso (correctivas) 


contra as não admissibilidades que surgem devido a uma realização particular da incerteza. 


 min  c x + Es Q(x,s) 


 s. a A x = b 


  x ≥ 0 


em que Q(x, s) = min d(s) y(s) 


 s. a T(s) x + W(s) y(s) = h(s) 


O índice s representa os cenários. Q(x,s) é o custo do recurso para todos os cenários 


possíveis, que depende das decisões no primeiro período e do evento aleatório s. y(s) são 


as decisões, uma para cada cenário s, a tomar no segundo período. Neste, as restrições T(s) 


x + W(s) y(s) = h(s) representam a necessidade das medidas de correcção após a ocorrência 


do acontecimento aleatório. Note-se que este tipo de modelo é não antecipatório, no 


sentido em que a decisão do primeiro período é independente do cenário que efectivamente 


ocorre no segundo período, Ou seja, o futuro é incerto e a decisão do primeiro período 


deve ser tomada sem o conhecimento do que ocorrerá no futuro. 


Em geral, este problema é transformado num problema determinístico equivalente 


usando as probabilidades ps para a ocorrência de cada cenário s: 


 min  c x +  


! 


ps ds ys
s=1


S


"  


 s. a A x = b 


  Ts x + Ws ys = hs s=1,...,S 
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  x ≥ 0 


  ys ≥ 0   s=1,...,S. 


Como há uma variável ys para cada cenário, as variáveis de decisão do primeiro 


período não podem antecipar qualquer dos cenários e, assim, são admissíveis para todos 


eles. Como este problema é resolvido para as variáveis x e ys, s=1,...,S , em simultâneo, é 


escolhida a decisão x que é óptima para todos os cenários (no sentido em que é 


“sacrificada” a solução óptima para cada cenário para obter uma “boa” solução para todos 


os cenários). Note-se que a dimensão deste problema determinístico aumenta linearmente 


com o número de cenários. 


Este modelo de recurso que baseia a decisão nos custos actuais do 1º período e nos 


custos esperados do 2º período tem subjacente a neutralidade do AD face ao risco. 


A abordagem de Mulvey et al. (1995) capta a noção de risco em programação 


estocástica introduzindo uma medida de variabilidade (por exemplo, a variância) dos 


custos do 2º período e um parâmetro que controla a tolerância ao risco (para obter soluções 


que reduzem mais a variância ou soluções que reduzem mais os custos esperados). 


Na chamada programação probabilística (“chance-constrained programming”) o 


foco está na capacidade do modelo em satisfazer a admissibilidade num ambiente incerto 


(designada por fiabilidade) em vez da minimização dos custos esperados do recurso como 


na programação estocástica (Charnes e Cooper, 1959). A fiabilidade é expressa como um 


requisito mínimo para a probabilidade de satisfazer as restrições. 


 


III.2.2  Análise de Robustez em modelos de apoio a decisão 
De uma forma geral, assume-se que os dados e parâmetros4 dos modelos 


matemáticos e métodos para apoio à decisão são exactamente conhecidos. Contudo, quase 


sempre, os dados constituem apenas “melhores estimativas”, num dado contexto, da 


informação de entrada que é requerida pelos modelos. A incerteza no próprio processo de 


decisão pode resultar da ambiguidade sobre a expressão das preferências do AD (incluindo 


                                                
4 A distinção entre dados e parâmetros nem sempre é unânime na literatura. Em geral, os dados referem-


se aos coeficientes das variáveis de decisão e coeficientes das restrições em modelos de programação multi-
objetivo (ou aos valores da matriz de impactos alternativas vs. critérios num problema em que as alternativas 
são explicitamente conhecidas a priori). Assim, os dados servem para instanciar o modelo. Os parâmetros 
são entidades de natureza técnica usados por um método para obter soluções/conclusões a partir dos modelos 
instanciados com um conjunto de dados (por exemplo, os níveis de reserva ou de aspiração em problemas de 
otimização multi-objetivo, ou os limiares de indiferença, preferência ou veto nos métodos ELECTRE para 
problemas em que as alternativas são explicitamente conhecidas a priori). No entanto, podem também 
considerar-se parâmetros associados aos dados propriamente ditos que os modificam face a condições 
concretas da realidade em estudo e/ou a vontade do AD/analista em orientar o estudo numa dada perspectiva. 
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coeficientes de importância relativa dos critérios/funções objetivo, metas que deseja 


satisfazer, limiares, etc.). Deste modo, não atender à incerteza inerente à maioria desta 


informação pode conduzir a recomendações (de uma forma geral resultantes das soluções 


fornecidas por um algoritmo que actua sobre o modelo instanciado com um conjunto de 


dados) que apresentem um desempenho de fraca qualidade se os valores dos coeficientes e 


parâmetros de entrada variarem (mesmo que ligeiramente) em relação aos assumidos. Para 


alguns destes conjuntos de dados uma solução pode mesmo tornar-se não admissível.  


Para efectuar um estudo tão realista quanto possível, o modelo matemático 


instanciado com um conjunto de dados de entrada deve representar o mais fielmente 


possível a situação real onde se espera a intervenção, de modo a que as recomendações 


obtidas sejam aplicáveis e contribuam para melhorar o desempenho do sistema modelado. 


Com este objetivo, é necessário reconhecer desde o início que o tratamento da incerteza 


deve constituir uma parte integrante quer da modelagem, quer do processo algorítmico de 


pesquisa de soluções. 


A incerteza nos processos de apoio multi-objetivo à decisão pode resultar da 


natureza aproximada dos modelos matemáticos (geralmente associada ao compromisso 


dimensão / capacidade de ser computacionalmente tratável e exaustividade de inclusão dos 


elementos relevantes de uma dada realidade), da imprecisão e das próprias variações dos 


dados de entrada, do carácter evolutivo da estrutura de preferências do AD durante o 


processo interativo de decisão, etc. (Antunes, 1991). Em problemas multi-objetivo, as 


diferentes fontes e tipos de incerteza devem ser explicitamente tidas em conta nos modelos 


matemáticos, de modo a permitir alcançar, no final do processo de apoio à decisão, 


recomendações robustas, no sentido de serem o mais possível estáveis ou imunes em 


relação a esses fatores de incerteza (i.e., uma solução boa para a maioria das 


concretizações dos fatores afectados pela incerteza sem que seja muito má nos outros 


casos5). O conceito de robustez é geralmente usado no sentido de resistência a impactos 


julgados desfavoráveis (Roy, 2004). Contudo, o termo robustez é fortemente subjetivo e 


muito dependente do contexto de decisão considerado, não sendo usado de forma uniforme 


na literatura científica.  


Rosenhead (1989, 2001) coloca a questão da robustez no contexto de problemas de 


otimização/planeamento sequencial. Uma decisão robusta num contexto dinâmico é a que 


possui “flexibilidade utilizável”. A robustez de uma decisão tomada num dado ponto no 
                                                


5 Note-se a semelhança desta noção com o conceito de soluções de compromisso em análise multi-
critério (em que as versões/cenários fazem o papel dos critérios) (Hites et al., 2003). 
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tempo é associada à flexibilidade que tal comporta ao manter em aberto um conjunto 


alargado de opções para as escolhas a fazer em instantes futuros (não restringindo que 


“bons” planos futuros possam ser alcançados). Contudo, Wong e Rosenhead (2000) 


salientam que a análise de robustez deve ser vista no quadro do apoio à decisão, i.e. é mais 


um elemento que contribui para a escolha e não o seu único determinante.  


Kouvelis e Yu (1997) representam a incerteza através de cenários num contexto de 


problemas de otimização combinatória, adoptando uma posição conservativa (pessimista, 


avessa ao risco) ao considerar que uma solução robusta é a que tem o melhor desempenho 


no pior caso (medida de robustez absoluta - critério maximin) ou menor percentagem de 


desvio em relação ao ótimo entre todas as soluções admissíveis para todos os cenários 


realizáveis de dados de entrada (medidas relativas baseadas no conceito de 


desapontamento – “regret”).  


Roy (1998) associa uma conclusão robusta a uma que se verifica válida em todas ou 


na maioria das versões, sendo uma versão (designação preferida a “cenário”) um conjunto 


possível de valores para os dados do problema e dos parâmetros do método.  


Para Vincke (1999), solução robusta é a que está sempre perto (ou não contradiz) a 


solução inicialmente calculada por um método para qualquer combinação aceitável dos 


valores dos parâmetros. Assim, o conceito de robustez é baseado na noção de distância ou 


dissemelhança entre soluções. Uma solução é robusta relativamente a um conjunto de 


tratamentos (um tratamento corresponde à escolha de um conjunto de valores para os 


dados do problema e um conjunto de valores para os parâmetros do método, conduzindo a 


uma solução) se para cada um deles essa solução não for contraditória com a (ou seja, 


demasiado distante da) solução ótima obtida em cada tratamento. Um método é 


classificado como robusto para um problema se for robusto para todas as instâncias desse 


problema, significando que dá resultados válidos em todas ou na maioria das versões. 


Num outro contexto Perny et al. (2006) relacionam robustez com otimização multi-


critério e argumentam que um algoritmo para achar soluções robustas para um problema de 


decisão pode servir para obter uma amostra das soluções não dominadas, dado que o 


conjunto de todas as soluções não dominadas é, em geral, demasiado extenso (o que 


constitui uma boa justificação da necessidade de abordagens interativas). 


A análise de robustez deve considerar, a priori, várias versões, possivelmente 


bastante diferentes entre si, e procurar soluções que são boas (válidas) em todas ou na 


maioria das versões. Vincke (2004) sugere mesmo evitar a expressão “análise de robustez” 
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porque as considerações de robustez devem ser integradas no processo de apoio à decisão e 


não ser o resultado de uma análise a posteriori. 


A robustez de uma solução é sempre relativa, dado que depende do modelo 


matemático (a melhor descrição possível do problema). Por outro lado, a robustez não é 


uma qualidade intrínseca de uma solução, dependendo sempre do contexto. Por exemplo, 


se a definição de robustez depender do desvio em relação a uma dada situação (por 


exemplo, para saber se duas soluções passam a ser demasiado distintas ou não), basta 


alterar a definição, mesmo que ligeiramente, para poder modificar a conclusão sobre a 


robustez. 


Roy (1998) define análise de robustez como um procedimento para identificar 


conclusões robustas, a partir de conjuntos de combinações dos valores dos parâmetros. As 


conclusões robustas podem ser classificadas como: 


 - perfeitamente robustas - proposições formais que são verificadas para todas 


as combinações num conjunto; 


- aproximadamente robustas - proposições formais que são verificadas para 


todas as combinações num conjunto, excepto para algumas que são consideradas pouco 


relevantes; 


- pseudo-robustas - proposições menos formais que são verificadas para todas 


as combinações num conjunto. 


O rigor associado à conclusão robusta diminui à medida que consideramos 


conclusões perfeitamente, aproximadamente ou pseudo-robustas. No entanto, os dois 


últimos conceitos são muito mais passíveis de serem tornados operacionais e de permitir 


chegar a conclusões mais interessantes do ponto de vista prático. 


A perspectiva é diferente da subjacente à análise de sensibilidade: em vez de 


analisar a gama de variação permitida para os parâmetros sem que a conclusão se 


modifique, pretende-se analisar como se altera (ou não) a conclusão quando os valores dos 


parâmetros variam (i.e., permitir proposições do tipo “a conclusão x é válida para o 


conjunto de parâmetros y, mas existem algumas excepções, as quais podem ser mais ou 


menos caracterizadas”). Contudo, como é reconhecido por Roy (1998), a análise de 


sensibilidade também pode contribuir para a análise de robustez (i.e., permitir afirmações 


como “se o parâmetro z variar no intervalo [z1, z2] então a conclusão é influenciada deste 


modo...”). 


Num contexto em que há múltiplos eixos de avaliação, Roy (2004) considera 


mesmo que só é possível dar um sentido ao adjetivo “robusto” (aplicado a uma solução, 
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um método ou uma conclusão) explicitando as razões e fatores geradores de contingência, 


de arbitrariedade e de ignorância em relação aos quais a robustez é procurada. Estes fatores 


podem ter três fontes principais: 


- o carácter impreciso, incerto e geralmente mal conhecido, mesmo mal 


definido, de certas especificidades ou grandezas fatuais do problema; 


- as condições associadas a colocar em execução a decisão que será tomada, as 


quais podem ser influenciadas pelo estado do ambiente no momento em que ela será posta 


em execução se for pontual, ou pelos estados sucessivos desse ambiente se for sequencial; 


- o carácter vago, eventualmente com lacunas, e não necessariamente estável 


dos sistemas de valores (e particularmente das preferências) que devem prevalecer para 


apreciar a viabilidade e o interesse relativo das diversas acções potenciais, tendo em conta 


as condições desejadas para a colocar em execução. Na intervenção do AD há que ter em 


conta aspectos de ambiguidade e de inconsistência em várias formas de informação de 


preferências que é requerida. 


Nestas circunstâncias, é impossível descrever e pesquisar todos os cenários 


resultantes da agregação dos geradores de contingência, de arbitrariedade e de ignorância 


em cada uma das fontes (acima descritas) dado tal conduzir a um número de instâncias não 


tratável computacionalmente, sendo então necessário, em cada situação, achar um 


compromisso. 


O objetivo essencial do tratamento da incerteza em processos de apoio à decisão 


deve ser então facilitar a pesquisa de soluções robustas, i.e. soluções que apresentam 


características desejáveis para a maioria dos dados de entrada (coeficientes e parâmetros 


incertos mas plausíveis) sendo relativamente imunes às suas variações, sem revelar um 


desempenho indesejável para alguns. O conhecimento obtido na pesquisa de soluções 


robustas, para além das próprias características destas soluções, deve poder ser 


operacionalizado em recomendações robustas para a tomada de decisões. Um aspecto 


importante é também aumentar o grau de confiança do AD nestas recomendações, 


mantendo a incerteza dentro de limites aceitáveis (gestão da incerteza). 


Os ADs que têm a responsabilidade de tomar uma decisão esperam, em geral, que o 


processo de apoio à decisão lhes traga informações úteis para balizar o seu campo de 


reflexões e de acções (Roy, 2004). Contudo, num ambiente de decisão em que estão 


presentes diferentes fontes de incerteza, estas informações devem explorar não apenas um 


resultado, mas todos os alcançáveis a partir de um conjunto de dados e de um método. A 


análise de robustez deve responder às seguintes preocupações (ver também Roy, 2004): 
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- no caso de uma decisão com carácter pontual e excepcional, esperar que uma 


solução seja robusta é querer que ela possa, quando for implementada, tanto quanto 


possível, ser uma das melhores e, quaisquer que sejam as circunstâncias, nunca muito má. 


- Tratando-se de uma decisão com carácter sequencial, a robustez do plano (tal 


que pode ser revisto em cada etapa) é analisado em termos de flexibilidade (Rosenhead, 


1989, 2001). A análise de robustez visa colocar em evidência e ter em conta as 


possibilidades de adaptação e de reacção que a decisão que deve ser tomada em cada uma 


das etapas consideradas preserva para o futuro. Qualquer que seja este futuro, trata-se de 


tomar em cada etapa as decisões que não tornam impossíveis ou não degradam demasiado 


as melhores possibilidades de escolhas posteriores, minimizando o risco de levar a 


resultados indesejáveis que poderiam ter sido evitados. 


- Permitir estudar conclusões que são compatíveis com um conjunto de 


combinações aceitáveis para os dados de entrada (coeficientes e parâmetros). 


- Numa decisão relativa à adoção de um método destinado a ser utilizado de 


maneira repetitiva em condições e ambiente (lugar, momento, ...) susceptíveis de variar, 


para que o método seja robusto a variabilidade dos resultados não pode ser muito grande, 


ou seja os resultados não devem ser demasiado diferentes, como pode ser o caso de 


procedimentos de otimização que autorizam a presença de soluções muito contrastadas 


numa vizinhança próxima do ótimo. Importa sobretudo que os resultados não sejam 


contraditórios (Vincke, 1999). 


Vincke (1999) propõe um formalismo operacional para definir o conceito de 


robustez, considerando que uma solução é robusta no sentido em que está perto do ótimo 


qualquer que seja o cenário. Na análise multi-critério os métodos geralmente requerem a 


especificação de parâmetros subjetivos (por exemplo, pesos, limiares de preferência, de 


indiferença ou de veto, etc.), sendo então necessário estudar a influência destes parâmetros 


na solução obtida. A robustez do método diz respeito à dependência da solução em relação 


ao conjunto de valores aceitáveis para os parâmetros do método. De qualquer forma, o 


conceito de robustez é inevitavelmente baseado na noção de distância entre soluções. 


Hites et al. (2003) estabelecem um paralelismo entre análise de robustez e de 


análise multi-critério, em que de algum modo os cenários têm um papel semelhante ao dos 


critérios (i.e., em geral, uma solução não é a melhor para todos os cenários, nem para todos 


os critérios). A semelhança é explorada com base na (desejável) exaustividade, coesão e 


não redundância de cenários e de critérios. No entanto, subsistem diferenças importantes, 
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não fazendo sentido, por exemplo, comparar a robustez de diferentes soluções para um 


dado cenário ou falar em importância relativa de cenários. 


 


• Otimização robusta 


A área de otimização robusta tem atraído bastante investigação nos últimos anos, 


embora as diversas abordagens na literatura científica tenham poucos pontos de contacto. 


De fato, não existe uma definição unânime de abordagem robusta ou de solução robusta, 


mas apenas uma visão comum de que é necessário encontrar soluções que se “comportem 


bem” para todos os conjuntos de dados de entrada considerados admissíveis, de alguma 


forma significando a sua “imunidade” face a dados incertos. 


Esta abordagem de otimização robusta tem sido apresentada por alguns autores 


como possuindo vantagens em relação às abordagens baseadas em otimização estocástica, 


embora ambas possam também ser combinadas. A vantagem mais óbvia, sobretudo tendo 


em vista a sua aplicação prática, é que a otimização robusta não necessita de assunções 


(muitas vezes pouco realistas) sobre distribuições de probabilidade, mesmo que subjetivas. 


Na sua forma mais simples e, portanto, impondo um menor esforço na fase de recolha e/ou 


estimativa dos dados iniciais para alimentar o modelo matemático, requer apenas a 


especificação de gamas de variação, informação esta que na maioria dos casos não é difícil 


de fornecer. Assim, uma solução robusta é a que se mantém admissível para uma gama de 


perturbações dos dados. 


O trabalho pioneiro em programação robusta é o de Soyster (1973) que formulou o 


problema 


 max  c x 


 s. a 


! 


A
. j


j=1


n


" x j # b  ∀ A.j ∈ Kj, j=1,...,n. 


  x ≥ 0 


ou seja, as colunas A.j da matriz A pertencem a um conjunto convexo Kj . Soyster (1973) 


mostrou que este problema era equivalente a  


 max  c x 


 s. a 


! 


A. j
j=1


n


" x j # b   


  x ≥ 0 


onde 


! 


aij = supA . j "K j
(aij ) . 
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Estas restrições expressam uma atitude muito conservativa (pessimista) – cada 


elemento da matriz A é tão “mau” (tão grande neste caso) quanto possível, ou seja assume 


que os coeficientes das restrições estão todos nos seus “piores” valores (os mais 


desfavoráveis para a restrição ser satisfeita). 


Mulvey et al. (1995) formulam o problema de otimização robusta como o cálculo da 


solução óptima do problema 


 min  c x + d y 


 s. a A x = b 


  B x + D y = e 


  x, y ≥ 0 


onde x ∈ 


! 


"n
1  é o vector das variáveis de decisão que não depende de coeficientes incertos 


e y ∈ 


! 


"n
2  é o vector das variáveis de decisão (de controlo) que estão sujeitos a 


ajustamentos devidos a terem coeficientes incertos. A incerteza é captada através de um 


conjunto de cenários Ω = {1, 2, ..., S}, em que cada cenário s ∈ Ω tem associado um 


conjunto {ds, Bs, Ds, es} de realizações para os coeficientes das componentes controláveis 


do modelo. A cada cenário está associada uma probabilidade ps (


! 


ps =1
s=1


S


" ) A solução 


óptima para este problema é considerada robusta em relação à optimalidade se permanecer 


“próxima” da solução óptima para qualquer realização dos cenários s ∈ Ω. Mulvey et al.  


(1995) classificam ainda uma solução como robusta em relação à admissibilidade se essa 


solução permanecer “quase” admissível para qualquer realização dos cenários s ∈ Ω 


(robusta em relação ao modelo). Os conceitos de “próxima” e “quase” são 


operacionalizados através da escolha de uma métrica. A formulação proposta para o 


modelo de otimização robusta é 


 min  σ (x, y1, y2,..., ys) + w ρ (z1, z2,..., zs) 


 s. a A x = b 


  Bs x + Ds ys + zs = es   ∀ s ∈ Ω. 


  x ≥ 0 


  ys ≥ 0    ∀ s ∈ Ω. 


onde as variáveis ys (s=1,...,S) são as variáveis de controlo para cada cenário s ∈ Ω, e as 


variáveis zs (s=1,...,S) medem a não admissibilidade admitida nas restrições (controláveis) 


no cenário s ∈ Ω. 
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A função σ(.) pode ser a média da variável aleatória ξs = c x + ds ys (função 


objetivo do problema original), como em programação estocástica, ou o seu valor máximo 


para todos os cenários, como numa formulação minimax. A componente ρ (z1, z2,..., zs) é 


uma função penalidade, destinada a penalizar as violações das restrições (controláveis6) 


para os diversos cenários. De acordo com a terminologia acima,  a parcela em σ(.) mede a 


robustez em relação à optimalidade e a parcela em ρ(.) mede a robustez em relação à 


admissibilidade (robustez do modelo). w tem o papel de um coeficiente de ponderação 


(difícil de especificar a priori) para explorar soluções de compromisso entre a robustez em 


relação à optimalidade vs. robustez em relação à admissibilidade (modelando a 


“protecção” contra o pior cenário possível). Ou seja, está subjacente uma abordagem multi-


objetivo com as funções em σ(.) e ρ(.). Esta abordagem, através das variáveis zs e da 


função penalidade ρ(.), garante a flexibilidade suficiente para calcular soluções (x, ys) que 


violam as restrições o mínimo possível nos casos em que não existe uma solução (x, ys) 


admissível para todos os cenários (só assim se torna possível garantir para todos os 


cenários a existência de x – não controlável – tal que existe ys satisfazendo todas as 


restrições). 


Em Kouvelis e Yu (1997), e também em Averbakh (2000, 2004), é predominante a 


representação da incerteza através de um número finito de cenários com um critério 


minimax (isto é, precaver-se quanto ao pior que pode acontecer) ou minimax regret 


(minimizar o desapontamento de não obter o melhor). 


Seja X o conjunto de soluções admissíveis e S o conjunto dos cenários num 


problema de minimização.  


O desapontamento (regret) de uma solução x ∈ X no cenário s ∈ S é 


  R (x,s) = c s x – c s x* s  


onde x*s é a solução óptima no cenário s. 


O desapontamento máximo Rmax de uma solução x é 


  Rmax (x,s) = 


! 


max
s"S


 R (x,s)  . 


O problema de otimização minimax regret consiste em encontrar a solução x que 


minimiza o máximo desapontamento 


  


! 


min
x"X


 Rmax(x) = 


! 


min
x"X


! 


max
s"S


 (cs x – cs x* s)   


Este problema pode ser formulado como 


                                                
6 Geralmente usa-se a designação “hard” para uma restrição que não pode ser violada em qualquer 
circunstância e “soft” para uma restrição em que é tolerado algum grau de violação. 
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 min  v 


  s. a c s x – c s x* s ≤ v ∀ s ∈ S 


   x ∈ X 


   v ≥ 0. 


Ben-Tal e Nemirovski (1999, 2000) criticam o excessivo conservadorismo da 


abordagem minimax, propondo diversos algoritmos para resolver problemas de otimização 


convexa com dados incertos modelados à custa de elipsóides. 


Ben-Tal e Nemirovski (1999) modelam a incerteza nos coeficientes através de um 


número finito de elipsóides (conjuntos dados por desigualdades quadráticas convexas), o 


que conduz a problemas robustos do tipo cónico quadrático (não linear, embora convexo). 


Se os dados incertos forem expressos através de cenários, o “elipsóide de incerteza” pode 


ser construído como o elipsóide de volume máximo contendo estes cenários. 


Ben-Tal e Nemirovski (2000) consideram que a solução óptima de um programa 


linear é mais sensível às variações dos aij do que dos bi ou dos cj. A abordagem proposta 


tenta minorar as desvantagens da atitude conservativa (ao considerar que não é correcto 


pensar que os verdadeiros coeficientes incertos se afastam todos simultaneamente dos 


valores nominais da forma mais desfavorável).  


Seja Ji o conjunto dos índices das variáveis xj com coeficientes aij incertos na 


restrição i. Na restrição (desigualdade) i os valores ãij, j ∈ Ji dos dados incertos estão no 


intervalo [aij – ε | aij|, [aij + ε | aij|]. Quaisquer que sejam os verdadeiros valores dos 


coeficientes incertos neste intervalo, uma solução deve satisfazer a restrição i com um erro 


não superior a δ max [1, | bi|], onde δ é uma tolerância para a não admissibilidade. 


Para a restrição i: 


 ∀ i  ∀ (ãij : | ãij - aij| ≤ – ε | aij|): 


  


! 


aij
j"Ji


# x j + ãij
j$Ji


# x j % bi + &max[1,|bi |] 


Se a solução for admissível para o problema nominal e satisfizer a restrição anterior, 


então é classificada como “fiável”. Esta restrição pode ser escrita como 


! 


aij
j


" x j + # | aij ||
j$Ji


" x j |% bi + &max[1,|bi |] 


que é equivalente ao programa linear com as restrições 


! 


aij
j


" x j + # | aij |
j$Ji


" y j % bi + &max[1,|bi |] 
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  - yj ≤ xj ≤ yj   ∀ j 


a que Ben-Tal e Nemirovski (2000) chamam a contrapartida robusta (ε-δ)-intervalar do 


programa linear incerto. 


Uma outra abordagem é considerar a existência de uma incerteza aleatória 


simétrica, em que se assume que os verdadeiros valores ãij dos coeficientes incertos são 


 ãij = (1 + e ξij) aij ,  


onde ξij=0 para j ∉ Ji e as perturbações {ξij}, j ∈ Ji , são variáveis aleatórias independentes 


simetricamente distribuídas no intervalo [-1,1]. 


Para cada i, a probabilidade do evento 


  


! 


ãij
j


" x j > bi + #max[1,|bi |] 


é no máximo κ, em que δ>0 é uma dada tolerância de não admissibilidade e κ>0 é o índice 


de tolerância. 


Se uma solução for admissível para o problema nominal e satisfizer esta restrição 


então é “quase fiável” para o programa linear incerto. 


Bertsimas e Sim (2004) formulam o problema linear original (com dados 


“nominais”) como 


 max  c x 


 s. a A x ≤ b 


l ≤ x ≤ u 


 x ≥ 0. 


Estes autores consideram que há incerteza nos coeficientes da matriz A, sendo Ji o 


conjunto dos coeficientes na linha i da matriz A (Ai.) que são incertos. Os elementos aij, j ∈ 


Ji , são modelados como uma variável aleatória ãij , j ∈ Ji , que toma valores em [aij – âij, aij 


+ ãij]. Associado aos dados incertos ãij , é definida uma variável aleatória ηij = (ãij – aij) / âij, 


que toma valores em [-1, +1] obedecendo a uma qualquer distribuição simétrica. 


O modelo “nominal” seria transformado, de acordo com Soyster (1973), em  


 max  c x 


 s. a 


! 


aij
j=1


n


" x j + âij
j#Ji


" y j $ bi  ∀ i 


  - yj ≤ xj ≤ yj   ∀ j 


l ≤ x ≤ u 


y ≥ 0 
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Reconhecendo que é necessário evitar soluções para as quais uma pequena 


perturbação as tornem indesejáveis, Bertsimas e Sim (2004) pretendem, no entanto, evitar 


também soluções muito conservativas (no sentido em que a solução robusta não deve ter 


um valor para a função objetivo muito pior do que a solução do problema nominal, i.e. 


exista uma “sobre-compensação” para dar conta da incerteza). Assim, constroem um 


problema de programação linear robusto com mecanismos de controlo sobre o nível 


conservativo (pessimista) da solução, de modo a garantir que a solução (obtida com os 


valores nominais) permaneça admissível se menos de um certo número de coeficientes 


incertos variarem. Além disso, há ainda a garantia probabilística de que se mais de um 


certo número de coeficientes variarem a solução robusta será admissível com elevada 


probabilidade. 


Bertsimas e Sim (2004) propõem a seguinte formulação linear para o problema 


robusto, com controlo do nível de “conservadorismo” da solução: 


 max  c x 


 s. a 


! 


aij
j=1


n


" x j + zi#i + pij
j$Ji


" % bi  ∀ i 


  zi + pij ≤ âij yi   ∀ i,j ∈ Ji  


  - yj ≤ xj ≤ yj   ∀ j 


lj ≤ xj ≤ uj   ∀ j 


pij ≥ 0    ∀ i,j ∈ Ji 


yj ≥ 0    ∀ j  


  zi ≥ 0     ∀ i  


Γi é um parâmetro que toma valores no intervalo [0, | Ji|] destinado a ajustar a 


robustez face ao grau mais ou menos conservativo que se pretende para a solução. Se Γi = 


0, no modelo robusto de Bertsimas e Sim (2004) as restrições são as do problema 


“nominal”. Se Γi = | Ji|, o modelo robusto reduz-se ao modelo de Soyster (1973). Variando 


Γi entre 0 e | Ji| o modelo permite flexibilizar o carácter conservativo da solução, 


controlando o compromisso entre a probabilidade de violação da restrição i e o respectivo 


impacto no valor da função objetivo (do problema “nominal”). A este compromiso (“trade-


off”), Bertismas e Sim (2004) chamam o “preço da robustez”. 
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III.2.3   Programação difusa  
A programação difusa (“fuzzy programming”) considera os parâmetros aleatórios 


como números difusos e as restrições como conjuntos difusos. No entanto, existe uma 


grande diversidade de formulações de programação difusa. 


Na abordagem geralmente designada por programação flexível (Zimmermann, 


1978; Borges, 2005) existe basicamente incerteza na operação de otimização 


(maximização ou minimização) e nos sinais das restrições (que deixam de ser rígidos). Na 


chamada programação possibilística existe incerteza em todos os coeficientes do modelo 


(Dubois e Prade, 1980; Luhandjula, 1987; Borges, 2005). Contudo, esta divisão não tem 


actualmente grande sentido dada a inter-penetração das duas abordagens. 


As funções objetivo em programação difusa podem ser tratadas como restrições 


cujos termos independentes são definidos de acordo com as preferências do AD (i.e., as 


suas expectativas são metas difusas). Assim, funções objetivo e restrições têm a mesma 


natureza, sendo flexibilizada (tornada gradual) a desigualdade quer entre os lados das 


restrições, quer entre as funções objetivo e a meta especificada pelo AD. Isto é, pode 


existir uma relaxação das relações matemáticas do modelo, ao serem permitidas pequenas 


violações das restrições  e o AD ficar satisfeito ao atingir uma dada meta para as funções 


objetivo.  


Max C x 


s. a A x 


! 


"
~


 b 


  x ∈ X 


é equivalente a 


 C x 


! 


"
~


 za  


 A x 


! 


"
~


 b 


  x ∈ X   (componente rígida do modelo inicial) 


onde za
 é o vector das metas que o AD gostaria de atingir para as p funções objetivo (níveis 


de aspiração). 


Ou seja, é permitida alguma violação das restrições e o grau de satisfação de uma 


restrição é definido através de uma função membro (ou função pertença). 
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Com A’ = 


! 


"C


A


# 


$ 
% 


& 


' 
(   e b’ = 


! 


"za


b


# 


$ 
% 


& 


' 
( , fica clara a natureza simétrica do modelo 


A’ x 


! 


"
~


 b’ 


  x ∈ X 


Cada função objetivo e restrição é representada então por um conjunto difuso sendo 


µk(x), k=,...,m+p, a respectiva função membro. 


Na sua forma mais habitual, e mais simples, µk(x) é uma função linear que tem o 


valor 0 se as restrições (e funções objetivo em relação às respectivas metas) forem 


fortemente violadas, 1 se forem completamente (i.e., como num modelo rígido) satisfeitas 


e variando linearmente entre 0 e 1 (para restrições 


! 


"
~


, ou entre 1 e 0 para restrições 


! 


"
~


). 


No modelo “simétrico” (porque trata da mesma forma restrições funções objetivo; 


i.e. “decisão = confluências de metas e restrições”) de Bellman e Zadeh (1970), o problema 


de programação difusa pode escrever-se 


! 


max
x"X


(µ
D
~ (x)) =max


x"X
[ min


k=1


m+ p


µk (x) ], #x " X  


onde µk(x) é a função membro da restrição ou função objetivo k (k=1,...,p+m, em que p é 


número de funções objetivo e m o número de restrições do modelo original). 


Este problema obtém a solução (de compromisso) que tem o maior grau de 


pertença, sendo a intersecção das funções membro das funções objetivo e das restrições 


definidas pelo operador “min” (i.e., assumindo uma decisão conservativa). 


No caso de problemas de programação linear multi-objetivo, o modelo simétrico 


pode ser transformado em (Zimmermann, 1978, 1983) 


 Max  λ 


 s. a λ ≤ µk(x) k=1,...,m+p 


  x ∈ X 


  0 ≤ λ ≤ 1 


Sendo 


! 


"* =max
x#X


[ min
k=1


m+ p


µk (x) ], associada à solução óptima x* para o problema 


maximin anterior, λ* pode ser interpretada como a satisfação de x* em relação aos 


respectivos conjuntos (funções objetivo e restrições) definidos  no modelo simétrico. 


Em Borges e Antunes (2000, 2003a, 2003b) e Borges (2005) são apresentadas 


abordagens interativas para tratamento da incerteza em modelos de otimização multi-


objetivo para apoio à decisão usando conjuntos difusos. 
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 III.2.4   Análise de sensibilidade 
A análise de sensibilidade consiste em, uma vez determinada  uma solução (a 


solução óptima em problemas de otimização com uma única função objetivo ou uma 


solução não dominada em problemas multi-objetivo) efectuar um estudo a posteriori na 


vizinhança dessa solução, medindo a sensibilidade da solução a variações nos dados de 


entrada, sem fornecer, contudo, um mecanismo pelo qual a sensibilidade possa ser 


controlada. Para além disso, a análise de sensibilidade tradicional estuda, em geral, o efeito 


da variação de um único coeficiente do modelo na solução óptima. A influência de 


variações conjuntas e independentes de diferentes coeficientes é mais difícil, quer teórica, 


quer computacionalmente. Uma destas abordagens é a chamada abordagem de tolerância 


proposta por Wendell (ver Wendell, 1984, 1985; Ravi e Wendell, 1985, 1989; 


Wondolowski, 1991; Borges e Antunes, 2002; Borges, 2005) que permite calcular regiões 


de tolerância em que os coeficientes de um modelo de programação linear podem variar 


simultânea e independentemente. 


A análise de sensibilidade reconhece a existência de fatores de incerteza, é usado 


um conjunto plausível de coeficientes/parâmetros para obter uma solução, depois é 


analisado o comportamento desta solução face a variações dos coeficientes (ou calculada a 


gama de variação para os coeficientes que garante a obtenção dessa mesma solução; 


Antunes e Clímaco, 1992). Se esta gama for suficientemente lata, ou seja, se mesmo com 


os coeficientes variando significativamente é obtida a mesma solução, então esta pode ser 


considerada estável no sentido em que acomoda as variações dos parâmetros dentro de 


uma gama aceitável e assim não é exigido um esforço adicional na obtenção de informação 


adicional que possa conduzir a coeficientes mais precisos. 


 


• Análise de sensibilidade em programação linear multi-objetivo 


A análise de sensibilidade tem sido amplamente estudada em problemas de 


programação com uma única função objetivo (ver, por exemplo, Gal (1979) para 


abordagem tradicional e os trabalhos já mencionados de Wendell e seus colaboradores para 


a abordagem de tolerância). Contudo, a literatura científica não é muito abundante em 


referências a análise de sensibilidade em problemas de programação multi-objetivo.  


A análise de sensibilidade refere-se, em geral, ao estudo da influência e da variação 


dos parâmetros do modelo e dos valores iniciais nos resultados do modelo. A análise de 
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sensibilidade é muitas vezes criticada por ser uma análise “post mortem” - ou seja, é feita, 


em geral, apenas a uma solução seleccionada, depois de calculada, não estando 


“embebida” no modelo e no processo de cálculo a orientação da pesquisa para a solução 


mais robusta ou menos sensível a perturbações. Ainda assim, em particular em problemas 


de planeamento, a análise de sensibilidade permite um conhecimento mais aprofundado 


das características da solução (ou de um conjunto de soluções escolhido para um estudo 


mais detalhado), nomeadamente face a variações nos dados de entrada. A este propósito, 


Gal e Wolf (1986) defendem a integração de técnicas de análise de sensibilidade de 


soluções de compromisso, consideradas interessantes pelo AD (no sentido de merecerem 


um análise mais profunda), em procedimentos interativos para apoio à decisão. 


A análise de sensibilidade integra-se bem em abordagens interativas para 


tratamento da incerteza, dado que não há necessidade de modelar funções probabilísticas 


(como em programação estocástica) ou “possibilísticas” (como em programação difusa) 


nem de especificar intervalos a priori  (como em programação intervalar). A variação dos 


coeficientes iniciais ou de outras características do modelo (novas restrições ou variáveis 


de decisão) servem para avaliar cenários alternativos e avaliar o impacto sobre o problema 


atual sem necessidade de o reformular de início. 


A análise de sensibilidade é uma forma construtiva para criticar os resultados, 


revelando os “parâmetros de perturbação” que podem influenciar a decisão. Esta nova fase 


deve ser incorporada no processo interativo de decisão, que passa a ser constituído por um 


ciclo iterativo de diálogo, cálculo e análise de sensibilidade, como proposto em Antunes 


(1991) – fig. III.1. 


A fase de análise de sensibilidade significa que o AD não pode fornecer mais 


informação na fase de diálogo sem uma maior ponderação e compreensão do problema. A 


análise de sensibilidade pode então ser encarada como um meio de estimular o AD a 


reflectir mais profundamente sobre o problema. Um utensílio de análise de sensibilidade 


deve possuir as seguintes propriedades (Rios Insua, 1990): 


- dar uma medida de sensibilidade de soluções, que ajude a identificar as 


questões de estabilidade e sugira formas de melhorar o estado actual; 


- ajude a identificar julgamentos críticos; 


- ajude a identificar competidores para uma dada solução de compromisso 


satisfatória; 


- use apenas a informação corrente; 


- seja fácil de implementar. 
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Fig. III.1 - O processo de decisão interativo com uma fase de análise de sensibilidade 


 


• Abordagens de análise de sensibilidade em PLMO  


Kornbluth (1974) estudou variações simultâneas na matriz dos coeficientes 


tecnológicos, na matriz dos coeficientes das funções objetivo e nos termos independentes 


das restrições, considerando um modelo de PLMO com múltiplos termos independentes. 


Através da extensão da teoria da dualidade em programação linear ao caso multi-objetivo, 


obtêm-se desigualdades lineares das quais resultam as gamas admissíveis para os 


parâmetros de perturbação do problema original (através de um processo de "tentativa e 


erro"). A partir desta abordagem, Hannan (1978) sugeriu usar uma formulação multi-


paramétrica em relação aos termos independentes para o dual (que resulta directamente da 


teoria da dualidade).  


Deshpande e Zionts (1980) formularam o problema de análise de sensibilidade a 


variações da matriz dos coeficientes das funções objetivo como a determinação da gama do 


parâmetro de perturbação dentro da qual uma dada solução não dominada permanece a 
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preferida (assumindo a existência e não variação de uma função valor implícita do AD). A 


gama admissível para o parâmetro é calculada usando um algoritmo de programação linear 


fraccionária. 


 Gal e Leberling (1981) analisaram o conjunto das soluções não dominadas 


(previamente calculado) face a variações paramétricas separadas na matriz dos coeficientes 


das funções objetivo e nos termos independentes das restrições. No que se refere a 


perturbações nos coeficientes das funções objetivo definiram o problema como a 


determinação de uma região admissível para os parâmetros de perturbação para a qual o 


conjunto das soluções não dominadas não se altera (ou, mais precisamente, onde as 


variáveis não básicas eficientes assim permanecem no problema perturbado). Esta 


abordagem envolve algum esforço computacional, ao resolver uma série de problemas de 


programação linear auxiliares com parâmetros na matriz das restrições. No que diz respeito 


a perturbações nos termos independentes das restrições, Gal e Leberling consideram o 


problema de determinar uma região admissível para os parâmetros de perturbação para a 


qual o conjunto das soluções vértices, arestas e faces não dominadas permanece inalterado. 


Antunes e Clímaco (1992) propuseram uma abordagem interativa de análise de 


sensibilidade para problemas de PLMO baseada na exploração do diagrama paramétrico. 


As técnicas propostas permitem analisar variações da matriz dos coeficientes das funções 


objetivo (dependentes de parâmetros de perturbação escalar e vectorial), e dos termos 


independentes das restrições, bem como avaliar o impacto da introdução de novas 


variáveis de decisão e novas restrições. Os procedimentos propostos são implementados 


como uma extensão ao método TRIMAP, sendo possível estudar o comportamento de 


soluções não dominadas face à variação de parâmetros de forma interativa, tirando partido 


da representação gráfica de regiões de indiferença no diagrama paramétrico.  


 


III.2.5   Programação intervalar  
A principal questão associada aos métodos de programação difusa diz respeito ao 


fato de ser uma abordagem indirecta com variáveis de controlo intermédias cujo 


significado pode não ser claro para o AD e que podem não incluir no processo de 


otimização os tipos de incerteza relevantes. A maior dificuldade reconhecida na utilização 


de métodos estocásticos está ligada à necessidade de obter informação detalhada para 


construir funções probabilísticas, o que muitas vezes se revela impossível. De fato, é 


possível na maioria dos casos obter informação que um determinado valor está dentro de 
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um certo intervalo, mas é muito difícil estabelecer um distribuição de probabilidade fiável 


para esta variação. 


Assim, os modelos baseados em coeficientes intervalares surgem como um 


compromisso interessante, tendo em vista a integração de técnicas nela baseadas em 


utensílios computacionais de apoio à decisão em modelos de programação multi-objetivo, 


tendo em conta a aplicabilidade em situações práticas. Os requisitos situam-se apenas no 


reconhecimento que não é possível estimar com precisão um dado valor, mas é possível 


fixar uma gama de variação plausível onde ele se encontra, sem necessidade de estabelecer 


distribuições de qualquer tipo (“possibilísticas” ou probabilísticas). Ou seja, os coeficientes 


são incertos mas sabe-se que podem variar num intervalo fechado (“unknown but 


bounded”). 


Do ponto de vista da aritmética, é equivalente à aritmética intervalar em “α-cuts”. 


Como conjunto, um intervalo é um conjunto difuso com uma função de pertença 


rectangular 
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µ
[a,b ]
(x) =


1 x " [a,b]


0 caso contrário


# 
$ 
%  


Uma revisão detalhada, incluindo exemplos ilustrativos, de abordagens para 
tratamento da incerteza em modelos de PLMO usando programação intervalar pode ser 


vista em Oliveira e Antunes (2007). 


O problema de programação linear multi-objetivo com coeficientes intervalares pode 
ser formulado como: 


max  Zk(x) = 
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U[ ]    i = 1, …, m. 


xj ≥ 0   j = 1, …, n. 


Os coeficientes do modelo são intervalos fechados definidos genericamente por um 
par ordenado [dL, dU], onde dL e dU são os limites inferior e superior, respectivamente. O 


intervalo pode ainda ser referido pelo seu centro e largura como <dC, dW>, onde dC = 


! 


1


2
(d


L
+ d


U
)  e  dW = dU – dL. Um vector intervalo é um vector cujos componentes são 


números intervalares. Para um coeficiente conhecido com precisão dU = dL. 
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Para uma dada função objetivo com coeficientes dados pelo vector c, Φ é um hiper-


rectângulo fechado e convexo (com lados paralelos aos eixos), em que cada c ∈ Φ pode ser 


escrito como uma combinação convexa dos elementos no conjunto definido pelos 2n 


vértices dados por {r1,...,r2n
} = {r ∈ ℜn | rj ∈ {


! 


c j
L, 


! 


c j
U } , j=1,...,n}:  


Φ = { c ∈ ℜn | cj ∈ [


! 


c j
L, 


! 


c j
U ],  j=1,...n }. 


Dado que Φ é limitado, qualquer c ∈ Φ pode ser escrito como uma combinação 


convexa de ri (i=1,…2n). Estes são os raios extremos que definem o cone convexo 


envolvendo todos os gradientes das funções objetivo que podem ser obtidos dentro dos 
intervalos para os coeficientes (a que Steuer, 1981, dá o nome de “cone dos critérios”). 


Considerando p funções objetivo este cone corresponde ao cone convexo fechado 


gerado pelos p × 2n gradientes.  


Inuiguchi e Kume (1991, 1994) e Inuiguchi e Sakawa (1995) classificam as 


abordagens para tratar problemas com funções objetivo com coeficientes intervalares como 


abordagens de satisfação e abordagens de otimização. Na abordagem de satisfação cada 


função objetivo intervalar é transformada em várias funções objetivo com coeficientes não 


intervalares. Por exemplo, são construídas funções com os coeficientes todos no seu limite 


inferior, todos no seu limite superior, ou todos no seu valor central (média dos limites 


inferior e superior). 


A abordagem de otimização essencialmente transporta o conceito de eficiência para 


o caso em que as funções objetivo têm coeficientes intervalares. Bitran (1980) foi o 


primeiro a propor os conceitos de solução necessariamente eficiente (se for eficiente para 


qualquer conjunto das funções objetivo que é possível obter na gama de variação dos 


coeficientes), e de solução possivelmente eficiente (se for eficiente para pelo menos um 


dos conjuntos das funções objetivo que é possível obter na gama de variação dos 


coeficientes). A fig. III.2 ilustra os conceitos de solução necessariamente eficiente e de 


solução possivelmente eficiente (Oliveira e Antunes, 2007). As soluções necessariamente 


eficientes serão claramente mais robustas, i.e.  quaisquer que sejam os coeficientes nas 


gamas especificadas (isto é, aconteça o que acontecer) há a garantia que essas soluções são 


sempre eficientes, e devem ser, em princípio, preferíveis às soluções apenas possivelmente 


eficientes (que só para determinadas concretizações dos coeficientes intervalares podem 


ser obtidas). 


As abordagens de otimização para tratar problemas de programação intervalar 


multi-objetivo requerem, em geral, um esforço computacional muito elevado (Oliveira e 
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Antunes, 2007), dado destinarem-se a calcular todas as soluções possivelmente e/ou 


necessariamente eficientes (Ida, 1999). Inuiguchi e Sakawa (1996) apresentam um teste 


para avaliar se uma dada solução admissível é possivelmente eficiente.  


 


 


 


 


 


 


 


 
 


 


Fig. III.2 - Soluções necessariamente eficientes e possivelmente eficientes 


 


Bitran (1980) apresentou um algoritmo de enumeração implícita (tipo “branch-and-


bound”) para testar se uma dada solução é necessariamente eficiente, que tem por base a 


demonstração de que o problema de programação linear com coeficientes intervalares nas 


funções objetivo é equivalente ao problema 


max    z(x) = C x,  


s. a     A x ≤ b,  


x ≥ 0,  


    C ∈ V.  


V é o sub-conjunto de matrizes de Φ com todos os seus elementos no limite inferior 


ou no limite superior. Ou seja, se C ∈ V, para j = 1, …, n, então ou C.j = U
j.C  ou C.j = L


j.C , 


em que U
j.C  e L


j.C  são os vectores coluna de CU (matriz com os elementos U
kjc , k = 1, …, p, 


j = 1, …, n) e CL (matriz com os elementos 


! 


ckj
L, k = 1, …, p, j = 1, …, n), respectivamente.  


Uma extensão do algoritmo de Bitran pode ser usada para calcular todas as 


soluções (vértices) eficientes, através de um sub-problema para testar se uma aresta 


adjacente a um vértice necessariamente eficiente é ela própria constituída por soluções 


também necessariamente eficientes. Este procedimento exige, contudo, um significativo 


esforço computacional. Para minorar este esforço, Ida (1999) sugeriu o uso de dois testes 


de eficiência, um para averiguar se uma solução é necessariamente eficiente e outro para 


x1 


z1 


z2 


Soluções necessariamente eficientes 


Soluções possivelmente eficientes 
x2 
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verificar se é apenas possivelmente eficiente, baseado num método de geração dos raios 


extremos, usando também um algoritmo tipo “branch-and-bound”. Estes testes são 


detalhadamente descritos em Oliveira e Antunes (2007). 


Ida (2000a, 2000b, 2005) propõe também um procedimento baseado na geração de 


raios extremos que calcula sequencialmente soluções (básicas) através da introdução de 


restrições (desigualdades) na região admissível. 


Alguns autores tratam o problema de programação com uma única função objetivo 


intervalar como um problema multi-objetivo, derivando as múltiplas funções objetivo das 


gamas de variação dos coeficientes (Steuer, 1981; Chanas e Kuchta, 1996; Ishibuchi e 


Tanaka, 1990; Rommelfanger et al., 1989; Sengupta et al., 2001). 


Steuer (1981, 1986) descreve três algoritmos para resolver problemas de 


programação linear em que os coeficientes da função objetivo são intervalares, designados 


por cone-F-, cone-E e “All Emanating Edges”. Estes algoritmos calculam o conjunto de 


todos os vértices admissíveis e todas as arestas não limitadas que são possivelmente ótimos 


(ótimos para pelo menos um c ∈ Φ). Estes algoritmos são baseados na contracção do cone 


dos gradientes das funções objetivo. O algoritmo cone-F pode ser adaptado para calcular 


todas as soluções possivelmente eficientes para um problema de programação com 


coeficientes intervalares nas múltiplas funções objetivo. 


Wang e Wang (2001a, 2001b) propõem uma abordagem que faz uma redução do 


número de funções objetivo da matriz F para obter o cone das funções objetivo gerador que 


não pode ser reduzido, usando depois a técnica das restrições-ε (Steuer, 1986) e análise 


paramétrica para obter o conjunto de soluções possivelmente eficientes. Uma extensão 


deste método pode ser usada quando o termo independente das restrições é também dado 


sob a forma de um intervalo. 


Rommelfanger et al. (1989) transformam o problema de programação intervalar 


num problema com duas funções objetivo: uma com todos os coeficientes no seu limite 


inferior e outra com os coeficientes no seu limite superior. Sengupta et al. (2001) 


consideram uma função objetivo “central” com todos os coeficientes no seu valor médio. 


Ishibuchi e Tanaka (1990) consideram também duas funções: uma com os valores centrais 


e outra com os limites inferiores (superiores) dos intervalos de variação no caso de funções 


a maximizar (minimizar), ou seja assumindo uma atitude pessimista.  


Chanas e Kuchta (1996) introduzem uma família de relações de preferência e usam o 


conceito de corte de um intervalo e programação paramétrica, que permite varrer toda a 
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gama de coeficientes entre L
jc e U


jc , resolvendo o problema (considerando apenas 


coeficientes intervalares na função objetivo):  


max Z(x) =


! 


" ( c j
L +#0 (c j


U $ c j
L )[ ] xj)+ (1$ ")


j=1


n


% ( c j
L +#1(c j


U $ c j
L )[ ] xj)


j=1


n


%  


s. a  A x ≤ b,  


 0 ≤ λ ≤1, 


 0 ≤ ϕ0 ≤ ϕ1 ≤1 (ϕ0 e ϕ1 são fixos), 


x ≥ 0 


Este problema é essencialmente uma soma ponderada das funções objetivo ZL(x) e 


ZU(x), cuja solução óptima é um vértice eficiente. 


A ideia de usar ZL(x) e ZU(x) (ou ZL(x) e ZC(x) como em Ishibuchi e Tanaka (1990)) 
é considerar toda a gama de coeficientes (os cenários “pessimista” e “optimista”) de modo 


a encontrar mais potenciais soluções. 


Contudo, estas abordagens enfermam de uma desvantagem essencial. Se existir uma 
forte correlação entre as direcções associadas a ZL(x) e ZU(x), e consequentemente também 


a ZC(x), pode acontecer que apenas um pequeno número de potenciais soluções para o 
problema intervalar possam ser calculadas (ou mesmo apenas uma única solução). Ou seja, 


pode ocorrer, considerando o problema “substituto” bi-objetivo com os coeficientes L
jc e 


U
jc , que o cone convexo gerado pelos gradientes destas funções objetivo seja muito 


“apertado” com a consequente redução das soluções eficientes para este problema (que são 
potencialmente óptimas para o problema linear intervalar original). É fácil ver que mesmo 


que os coeficientes L
jc e U


jc sejam bastante diferentes, as direcções associadas às 


respectivas funções objetivo podem estar fortemente correlacionadas (no limite a 


correlação pode ser total). Numa situação limite, Φ pode ser um hiper-cubo com os 


mesmos limites inferiores e superiores para todos os coeficientes e então o cone convexo 


dos gradientes associado a ZL(x) e ZU(x) reduz-se a um semi-raio (Antunes e Clímaco, 
2000). Esta situação é ilustrada na fig. III.3. 
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Fig. III.3 – Cone convexo gerado pelos gradientes das funções objetivo ZL(x) e ZU(x) 


 
Na literatura científica há ainda várias abordagens baseadas em programação por 


metas. Inuiguchi e Kume (1991) apresentam quatro formulações para um problema de 


programação por metas com coeficientes intervalares e metas também intervalares. Estas 


formulações envolvem a minimização de limites inferiores ou de limites superiores do 


desapontamento (“regret”), necessário e possível, associado às funções intervalares. 


Na vertente interativa, Urli e Nadeau (1992) consideram um modelo em que todos 


os coeficientes são intervalares que dá origem a um problema de PLMO, o qual é tratado 


usando um método do tipo STEM (Benayoun et al., 1971).  


A partir do problema de PLMO com todos os coeficientes intervalares, Urli e 


Nadeau (1992) constroem o problema escalar substituto. Este trabalho será apresentado à 


frente com mais detalhe. De acordo com a terminologia de Urli e Nadeau (1992), há uma 


versão “mais favorável” (“melhores” coeficientes da função objetivo na região admissível 


mais alargada), e uma versão “menos favorável” (“piores” coeficientes da função objetivo 


com a região admissível mais apertada). Estes conceitos derivam do trabalho de Chineck e 


Ramadan (2000), que usam os termos “melhor ótimo” e “pior ótimo” para as soluções 


ótimas desses problemas. O AD deve especificar os níveis de aspiração que gostaria de 


alcançar para cada função objetivo, sendo então calculada a solução que minimiza uma 


distância ponderada de métrica L∞ a esse ponto de referência. Ao AD é oferecida a 


possibilidade de avaliar a evolução de soluções de compromisso face a diferentes limiares 


de satisfação das restrições. Perante uma dada solução, o AD é chamado a especificar a 


função objetivo que pretende melhorar e qual o valor dessa melhoria. É então resolvido um 


problema escalar de programação paramétrica para explorar as consequências desse valor 


de melhoria especificado no desempenho das outras funções objetivo, para diferentes 
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limiares de satisfação das restrições. O processo interativo termina quando o AD considera 


satisfatória uma solução de compromisso que lhe é apresentada. 


Esta abordagem requer uma forte integração do AD no processo interativo, sendo 


baseada na assunção que o AD prefere soluções em que o limite superior das funções 


objetivo está mais perto do limite superior dos níveis de aspiração, e em que o limite 


inferior associado a cada restrição não ultrapassa o limite superior do respectivo termo 


independente (sendo maior o seu nível de satisfação quanto mais próximo o limite superior 


da restrição estiver do limite superior do respectivo lado direito). 


No contexto de PLMO estocástica, Urli e Nadeau (2004) apresentam uma 


abordagem baseada em cenários (PROMISE cenários, também com base no método 


STEM), em que as probabilidades associadas aos cenários são especificadas através de 


informação ordinal (do mais provável para o menos provável). Usando a informação 


associada aos cenários, o problema de PLMO estocástica é transformado num problema 


equivalente determinístico de PLMO, considerando variáveis de violação das restrições. 


Ao AD é fornecida informação sobre o grau de violação das restrições que, em conjunto 


com as probabilidades parcialmente especificadas dos cenários, lhe permite dirigir a 


pesquisa de modo a identificar uma solução de compromisso satisfatória (num processo 


interativo do tipo do método STEM). Para cada cenário é introduzida uma função 


penalidade que mede a violação das restrições, a qual é tratada como uma restrição 


suplementar. A facilidade de utilização deste método está muito dependente, na prática, da 


dimensão do problema e do número de cenários considerado. Para mais detalhes ver Urli e 


Nadeau (1992, 2004) e Oliveira e Antunes (2007). 


 


III.3 Uso de indicadores para avaliação da robustez 
Alguns autores constroem indicadores de incerteza através de critérios extra que 


são de alguma forma incorporados no processo de decisão. Um critério usual envolve a 


noção de “risco” mas também o de “aplicabilidade” ou “implementabilidade” 


(Georgopoulou et al., 2003), neste caso para ter em conta obstáculos ou ameaças que 


podem atrasar ou colocar em causa a efectiva realização das acções seleccionadas. 


Matos (2007) faz uma análise de diferentes paradigmas de decisão (valor esperado, 


teoria da utilidade, abordagens minimax, minimização do desapontamento, etc.), 


considerando-os como diferentes pontos de vista igualmente úteis para caracterizar o 


desempenho (incerto) de uma solução, construindo assim um novo problema multi-critério 
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determinístico. Contudo, na ausência de conhecimento sobre distribuições de probabilidade 


não é possível usar o valor esperado com um indicador de risco/oportunidade, embora 


possam ser usadas probabilidades subjetivas.  


Os indicadores associados a níveis pré-definidos de satisfação do atributo, podem 


ser classificados como indicadores de risco (“probabilidade” de x não exceder a) e 


indicadores de oportunidade (“probabilidade” de x exceder b). Este ”tradeoff” risco vs. 


oportunidade é interessante para ser explorado no quadro operacional de metodologias de 


apoio à decisão. 


No caso da modelagem da incerteza através de um conjunto de cenários, o 


indicador exposição (exposure) é definida como a percentagem de cenários onde uma dada 


alternativa conduz a um desapontamento (regret) aceitável, especificado por um limiar. 


No caso da incerteza ser predominantemente associada às restrições (robustez do 


modelo, de acordo com Kouvelis e Yu, 1999) os indicadores podem referir-se apenas a 


uma restrição (“probabilidade” de violação dessa restrição) ou agregar o grau de violação 


das restrições (considerar só a máxima violação - abordagem robusta – ou calcular a 


probabilidade global de violação). O indicador robustez é o grau máximo (ou a 


probabilidade máxima) de violação de todas as restrições. O indicador severidade 


(proposto por Matos e Ponce de Leão, 1995, em problemas de planeamento usando 


modelos com conjuntos difusos) capta a intensidade relativa da violação de restrições 


difusas por uma dada solução. O indicador inadequação é o numerador da severidade 


(grandeza da violação). 


Matos (2007) propõe que a escolha dos indicadores a considerar seja baseada numa 


medida de entropia, de modo a aumentar o respectivo poder discriminativo, recomendando 


usar uma medida central, um indicador de risco e um indicador de oportunidade. 


Contudo, é bom notar que os indicadores destinados a fornecer uma medida 


quantitativa da incerteza são muitas vezes propriedades “pontuais” no sentido em que são 


avaliados para uma solução não dominada selecionada como a solução final do processo de 


decisão usando um dado algoritmo. Estes indicadores podem ser de má qualidade para 


avaliar a robustez face à incerteza de outras soluções, mesmo que próximas, dessa solução. 


Para obviar esta situação, alguns autores propõem o uso de índices espacialmente 


distribuídos, em vez de pontuais, para ter em conta esta questão (o que é relevante no caso 


em que o controlo ou o ajuste da solução final só é possível ser feito de forma indireta, o 


que constitui nova fonte de imprecisão) (Haimes, 2004). É de esperar que os indicadores de 


robustez sejam mais determinantes em situações onde os níveis de incerteza são elevados. 
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Num contexto de modelos de programação multi-objetivo, é desejável que estes 


indicadores sejam construídos de modo a ter em conta os seguintes aspectos. Os 


indicadores devem medir uma característica relevante do problema, no sentido em que 


deve considerar apenas os coeficientes ou parâmetros cujos desvios em relação ao seus 


“valores nominais” têm maior influência no comportamento da solução ótima (ou de uma 


solução não dominada selecionada como a solução final do processo de decisão). Desta 


forma, evita-se um esforço computacional excessivo e a geração de informação irrelevante 


para o processo de decisão. A informação que o indicador transmite deve ser de 


compreensão fácil e clara, possuindo um significado natural no contexto do problema em 


termos de risco/oportunidade. 


O indicador deve ser fácil de calcular (característica ainda mais importante num 


contexto multi-objetivo, em particular em abordagens interativas), usando a informação 


que está disponível do próprio processo de cálculo de soluções. 


 


III.4 Programação Intervalar para problemas que consideram a 


incerteza em todos os parâmetros do modelo 
Urli e Nadeau (1992) desenvolveram uma metodologia que possibilita a 


transformação de um modelo de PLMO não determinístico em um modelo determinístico. 


Este algoritmo é inspirado em programação difusa e programação estocástica, embora 


depois não sejam explicitamente usadas estas abordagens na sua forma standard. 


Inicialmente, as funções objetivo e as restrições não determinísticas são transformadas em 


determinísticas usando o estabelecimento de metas, como em programação por metas, e 


introduzindo graus de satisfação das restrições, como em programação difusa. O problema 


de PLMO determinístico obtido é solucionado por um procedimento interativo derivado do 


método STEM de Benayoun at al. (1971).  


Considere-se o problema não determinístico de PLMO com coeficientes intervalares 


formulado da seguinte forma 


max  zk(x) = 
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Os coeficientes ckj, aij, e bi são valores não determinísticos. Para cada coeficiente ckj 


/ aij / bi são conhecidos os limites inferior (esquerdo) 


! 


ckj
L  / 


! 


aij
L  / 


! 


b
i


L   e superior (direito) 


! 


ckj
U  / 


! 


aij
U  / 


! 


b
i


U   do seu potencial intervalo de variação (sem qualquer informação adicional), a 


partir dos quais se pode inferir um valor central (nominal) igual à respectiva média. 


Para resolver o problema (PLMO-I), foi proposto por Urli e Nadeau (1992) um 


método interativo que é descrito em seguida nas suas linhas essenciais.  


As funções objetivo não determinísticas zk(x) em (PLMO-I) são transformadas em 


restrições (não determinísticas) da forma 


 zk(x) ≥ gk   


onde gk representa a meta (intervalar) que o AD deseja atingir para a função objectivo 


zk(x), k=1,...,p. gk ∈ [gL
k,gU


k]. gU
k é a meta que o AD deseja atingir para zk(x) (nível de 


aspiração), enquanto gL
k representa o limite inferior que o AD aceita para a meta gk (nível 


de reserva). Ou seja, uma solução deve alcançar valores para as diferentes funções objetivo 


zk(x) que sejam tão próximos quanto possível da meta gU
k satisfazendo sempre a meta 


mínima gL
k. Os valores das funções objetivo zk(x) são comparados com a meta gk, sendo o 


AD chamado a expressar as suas preferências considerando, para uma dada solução, o 


desvio em relação à meta, isto é (gk - zk(x)). Quanto maior for este desvio menor a 


satisfação para o AD e mais fraco o grau de satisfação a atribuir a essa solução. 


Introduzindo as variáveis folga dL
k = gL


k – zL
k(x) e dU


k = gU
k - zU


k(x), o grau de 


satisfação Pk (dL
k, dU


k) é dado por uma função linear: 


! 


P
k


=


0 se d
k


L " 0


1#
d
k


U


d
k


U # d
k


L
se d


k


U " 0 " d
k


L


1 se d
k


U $ 0
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' 
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( 


' 
' 


  


O problema inicial de maximização de zk(x) é reproduzido pelo problema de 


maximização de Pk (dL
k, dU


k) relativo à satisfação do AD no atendimento de suas metas gk. 


Então, o problema PLMO não determinístico é transformado num problema PLMO 


auxiliar, que é ainda não determinístico devido à presença das restrições originais. 


O problema auxiliar é   


max  


! 


P
k
(d


k


L
,d


k


U
) =1"


d
k


U


d
k


U
" d


k


L
  k=1,...,p 


s.a 


! 


dk
U


= gk
U
" zk


U
(x)    k = 1, …, p 


! 


dk
L


= gk
L
" zk


L
(x)  k = 1, …, p 
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! 


aij
L
,aij


U[ ]
j=1


n


" x j
≤ 


! 


b
i


L
,b


i


U[ ]    i = 1, …,m  


! 


d
k


L  ≤ 0     k = 1, …, p 


! 


d
k


U≥ 0     k = 1, …, p 


xj ≥ 0      j = 1, …,n  


As metas gL
k e gU


k podem ser obtidas por informação do AD ou por meio de  um 


procedimento automático, no qual as metas são determinadas através da identificação de 


uma matriz de metas que consiste numa generalização da clássica matriz de ótimos 


individuais (de payoff) de maneira a levar em conta os aspectos não determinísticos das 


restrições do problema (PLMO-I). Para cada função objetivo zk(x) individual, é resolvido 


um problema a partir dos parâmetros não determinísticos do problema (PLMO-I) com os 


coeficientes da função objetivo “mais favoráveis” na região admissível “mais alargada” 


(


! 


ckj
U  para funções a maximizar, e 


! 


aij
L  e 


! 


b
i


U  para restrições do tipo ≤), identificado com β=0, 


e os coeficientes da função objectivo “menos favoráveis” na região admissível “mais 


apertada” (


! 


ckj
L  para funções a maximizar , e 


! 


aij
U  e 


! 


b
i


L  para restrições do tipo ≤), identificado 


com β=1. 


β=0:  


max   z U
k


(x)  


s.a  !
=


n


1j


j


L


ij
xa ≤ U


i
b , i = 1, …, m, 


xj ≥ 0, j = 1, …, n. 


β=0:  


max   z L
k


(x)  


s.a  !
=


n


1j


j


U


ij
xa ≤ L


i
b , i = 1, …, m,  


xj ≥ 0, j = 1, …, n 


A solução ótima do problema correspondente é designada por 


! 


x
k


"  (β=0,1; k=1,...,p). 


Assim, as metas são (k=1,...,p) 


! 


gk
U


= zk
U
(xk


0
)   ; note-se que x 0


k
= 
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max
x"X


0


z U
k


(x) com X0 = { !
=


n


1j
j


L


ij
xa ≤ U


i
b , i = 1, …, m, 


xj ≥ 0, j = 1, …, n},  e 


! 


gk
L


=min
" ,r


zk
L
(xr


"
) , β=0,1; r=1,...,p. 
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A meta gU
k é o ponto ideal porque esta é, no espaço dos objetivos, o ponto 


correspondente, para cada função objetivo, ao melhor valor possível de zk(x) no melhor 


dos casos (β=0). O valor gL
k é, para cada objetivo, o pior valor na matriz de metas. 


Pode ser desenvolvido um modelo usando os valores centrais (nominais) cC
kj dos 


coeficientes intervalares ckj  (para qualquer coeficiente genérico q, 


! 


q
C


=
q
L


+ q
U


2


). Então a 


função objetivo não determinística zk(x) é transformada em 


zC
k(x) ≥ gk . 


A satisfação do AD com a solução obtida é tanto maior quanto z0
k(x) for mais 


próxima de gU
k. Como dU


k – dL
k = gU


k  - gL
k  , o grau de satisfação do AD, Pk (dL


k , dU
k) 


pode ser definido como: 
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Pk =


0 se dk
L " gk


U # gk
L


1#
dk
U
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U # gk


L
se gk
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Esta modelagem da parte não determinística na função objetivo nos habilita a 


transformar o problema inicial não determinístico num problema multi-objetivo 


equivalente onde as funções objetivo são lineares e determinísticas. O problema 


equivalente tem a seguinte forma: 


max  


! 


Pk dk
U( ) =1"


dk
U


gk
U
" gk


L
  k=1,...,p 


s. a 
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dk
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U
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C
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U
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d
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U
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!
=


n


1j


j


U


ij
xa ≤ L


i
b    i = 1, …, m,  


xj ≥ 0    j = 1, …, n. 


As restrições intervalares são transformadas em restrições determinísticas 


considerando limiares de satisfação das restrições, significando que o AD deseja que 


!
=


n


1j


j


L


ij
xa  não exceda U


i
b , e o seu nível de satisfação será tanto maior quanto 
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mais!
=


n


1j


j


U


ij
xa for próximo de U


i
b . Este nível de satisfação, relativamente a uma restrição 


intervalar !
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jij
xa ≤ 


i
b , é representado por µ tal que: 
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Uma solução deverá satisfazer cada restrição intervalar i (i = 1, …, m), com um dado 


limiar do nível de satisfação individual αi, o que permite substituir cada restrição intervalar 


por uma restrição determinística para um limiar especificado do nível de satisfação: 


µ (!
=


n


1j


jij
xa ≤ 


i
b ) ≥ αi,  com 0 ≤ αi ≤ 1. 


O valor αi corresponde à idéia de um limiar de probabilidade individual em “chance-


constrained programming”.  


As restrições determinísticas podem então ser expressas da forma 


! "#+
=


n


1j
j


L


ij


U


iji
L


ij
x))(( aaa ≤ )( L


i


U


ii
U


i
bbb !"!  ; i = 1, …, m. 


O valor do limiar do nível de satisfação αi é, em princípio, estabelecido de modo 


interactivo com o AD, permitindo incorporar no processo alterações das suas preferências 


face aos níveis de satisfação das restrições. Geralmente, o valor de αi é próximo de 1 nas 


fases iniciais da pesquisa, podendo depois ser menos estrito. 


Cada uma destas operações de optimização permite obter uma solução x !


"
. Cada 


função objectivo Pk(d U


k
) é optimizada considerando os valores extremos dos níveis de 


satisfação das restrições intervalares (αi = 0 e αi = 1): 


max Pk (d U


k
), k = 1, …, m, 


s.a 


 x ∈ ℜn 


d U


k
= U


k
t  -
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zk
C
(x), d U


k
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k
t - L


k
t  e d U


k
≥ 0, k = 1, …, p,  
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U


i
bbb !"! , i = 1, …, m.         


Esta informação é organizada numa dupla (αi = 0 e αi = 1) tabela de óptimos 


individuais, permitindo identificar o melhor valor óptimo de Pk(d U


k
), P µ


k
, e o pior valor de 


Pk(d U


k
) , P !


k
 . 


A informação relativa ao melhor valor óptimo e ao pior valor óptimo possíveis das 


funções objectivo Pk(d U


k
) é traduzida em µk e ιk, respectivamente. Estes parâmetros são 


definidos do seguinte modo: 


µk = L


k
t + P µ


k
( U


k
t - L


k
t ) e ιk = L


k
t + P !


k
 ( U


k
t - L


k
t ). 


O AD deve especificar um nível de aspiração ok para cada função objectivo zk(x), k = 


1, …, p. Em seguida é calculada a soução que minimiza a distância em relação a este ponto 


de referência no espaço das funções objetivo, por um processo muito semelhante ao 


métodod STEM. Os pesos πk são determinados usando P µ


k
 e P !


k
, e os valores centrais das 


funções objectivo intervalares (k=1,...,p).  


A primeira solução de compromisso é obtida através da resolução do seguinte 


problema: 


min M×υ - !
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"
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υ ≥ 0,  


xj ≥ 0, j = 1, …, n,                                   


onde P 0


k
= 1-


)L
k
tU


k
(t


)ko
U
k
t(


!


! , M é um valor suficientemente grande (maior do que os restantes 


coeficientes do problema) e εk garante a eficiência da primeira solução de compromisso.  


O processo termina se o AD considerar satisfatória esta primeira solução de 


compromisso. Se tal não aontecer, é efectuada uma análise do comportamento da solução 
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de compromisso de acordo com diferentes limiares de satisfação das restrições, αi, em 


princípio próximos dos limiares de satisfação inicialmente fixados. 


Como no método STEM, o AD selecciona a função objectivo *C


k )(xZ  que deseja 


melhorar e especifica a variação máxima desejada Δk*. Se o AD não pretender estabelecer  


este valor, então Δk* pode ser calculado automaticamente.  


Com esta informação é usada programação paramétrica para explorar as preferências 


manifestadas pelo AD no passo anterior, considerando *C


k )(xZ = ok* - τΔk*, 0 ≤ τ ≤ 1, onde 


ok* é o nível de aspiração desejado para a função objetivo k, k = 1, …, p, o que permite 


calcular as gamas [τi, τi+1] para as bases óptimas do problema em análise. Para um dado τ, 


o AD é chamado a especificar um dado nível de melhoria τ* que conduz a um novo 


problema (como no STEM através da redução da região admissível com novas restrições e 


a uma nova solução. O processo interativo termina quando o AD julgar satisfatória a 


solução de compromisso obtida.  


Esta abordagem requer um envolvimento significativo do AD nas fases de decisão, 


em particular para a transformação do problema na sua forma determinística. Em geral, o 


grau de satisfação do AD é menor se o limite inferior das funções objetivo está mais 


próximo de limite inferior da meta intervalar (obtido a partir da tabela de óptimos 


individuais alargada) e maior se o limite superior das funções objetivo está mais próximo 


do limite superior da meta intervalar. Para além disso, assume-se que o AD pretende que o 


limite inferior do lado esquerdo das restrições não exceda o limite superior do termo 


independente das restrições e a sua satisfação será tanto maior quanto mais o limite 


superior dos lados esquerdos das restrições se aproximar do limite superior dos termos 


independentes das restrições. Uma crítica que se pode apontar a esta abordagem é que 


deveriam ser considerada mais igualmente a ocorrência dos cenários otimista e pessimista. 
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Capítulo IV 


Uma Abordagem Interativa ao 


Tratamento da Incerteza em PLMO 


Baseada em Pontos de Referência 


  
Neste capítulo é proposta uma abordagem para ajudar a identificar soluções 


eficientes que tenham um comportamento julgado satisfatório pelo AD, face à variação de 


todos os coeficientes intervalares do modelo de PLMO, quer em relação à qualidade da 


solução, tendo em conta os valores das funções objetivo, quer no que diz respeito à 


admissibilidade da solução. Ou seja, procuramos identificar soluções robustas no sentido 


em que “aconteça o que acontecer”, isto é, para qualquer cenário de concretização dos 


coeficientes dentro dos intervalos, os respectivos valores das funções objetivo nunca estão 


abaixo de determinados níveis de reserva impostos pelo AD, na maioria dos casos os 


valores das funções objetivo não se degradam bruscamente face a possíveis variações dos 


coeficientes, e ainda  na maioria dos casos a solução é admissível. Procura-se com esta 


abordagem um tratamento da incerteza associada ao problema de PLMO que não gere 


apenas soluções muito conservativas (como é o caso das baseadas em modelos minmax), 


dando a possibilidade de explorar, através do estabelecimento de  alguns parâmetros de 


controlo, soluções com diferentes características, quer dos valores das funções objetivo e 


dos compromissos (tradeoffs) subjacentes, quer a estabilidade face à variação dos 


coeficientes intervalares. Esta visão está de acordo com Roy (1998), que associa uma 
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conclusão robusta àquela que se verifica válida em todas ou na maioria das versões, sendo 


uma versão um conjunto possível de valores para os dados do problema e os parâmetros do 


método. O fato de se tratar de uma abordagem na qual é requerida a intervenção do AD 


visa minorar as dificuldades computacionais associadas ao cálculo de um elevado número 


de soluções eficientes, bem como as dificuldades práticas daí decorrentes para o próprio 


processo de apoio à decisão evitando apresentar ao AD um grande número de soluções 


para avaliação. 


 


IV.1 Apresentação da abordagem interativa baseada em pontos de 


referência 
Esta abordagem pretende identificar soluções eficientes em modelo de PLMO nos 


quais todos os (ou apenas alguns) coeficientes são especificados como números 


intervalares, refletindo a incerteza associada ao problema em estudo que não permite 


estabelecer coeficientes precisos (por exemplo, devido a informação que só pode ser 


estimada aproximadamente e para a qualquer não é possível avançar distribuições de 


probabilidade, dando origem a modelos de programação estocástica, ou funções membro, 


dando origem a programação difusa). Face ao “que pode acontecer” (ou seja, para qualquer 


concretização dos coeficientes nos intervalos especificados) pretende-se obter soluções que 


respondam às seguintes preocupações: 


- Para uma determinada “concretização” da região admissível os valores das 


funções objetivo nunca estão abaixo de determinados níveis de reserva impostos 


pelo AD. 


- Para a “maioria” dos casos, não há uma degradação brusca dos valores das 


funções objetivo; isto é, uma solução que apresente uma degradação acentuada, 


para alguma função objetivo, para além de uma dada vizinhança, não pode ser 


classificada como robusta. 


- Para a “maioria” dos casos, a solução permanece admissível. 


Esta abordagem requer o estabelecimento de  alguns parâmetros de controlo por 


parte do AD (eventualmente auxiliado por uma analista com conhecimentos técnicos sobre 


a componente metodológica) que têm um papel essencial na classificação de uma solução 


como robusta ou não robusta. Estes parâmetros introduzem um grau de subjetividade 


adicional (praticamente impossível de evitar neste contexto a não ser que se enverede por 
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soluções muito conservativas do tipo minmax) mas  com a vantagem de envolver o AD no 


processo de identificação das soluções consideradas robustas. 


A formulação, já anteriormente apresentada, do problema de PLMO com coeficientes 
intervalares é a seguinte, na qual para cada coeficiente são conhecidos os limites inferior 


(denotado por L) e superior (denotado por U) de variação, assumindo que não está 


disponível informação adicional: 


max  zk(x) = 


! 


ckj
L
,ckj


U[ ]
j=1


n


" x j   k = 1, …,p     


s.a  
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aij
L
,aij


U[ ]
j=1


n


" x j
≤ 


! 


b
i


L
,b


i


U[ ]    i = 1, …,m  


xj ≥ 0      j = 1, …,n  


 


A partir deste problema, a abordagem interativa proposta para apoio à identificação 


de soluções eficientes robustas desenvolve-se da seguinte forma. 


 


1a- Cálculo das soluções que otimizam individualmente cada função objetivo zk(x) 


(k=1,...,p) com os coeficientes da função objetivo “mais favoráveis” na região admissível 


“mais alargada”. Para funções a maximizar e restrições do tipo ≤ será 


max   z U
k


(x)  


s.a  !
=


n


1j


j


L


ij
xa ≤ U


i
b , i = 1, …, m, 


xj ≥ 0,  j = 1, …, n. 


Estes valores constituirão um ponto de referência (z


! 


1


U*
, z


! 


2


U*
,..., z


! 


p


U*
), numa 


perspectiva “otimista” dado que considera que todos os coeficientes intervalares do modelo 


estão simultaneamente nos seus extremos mais favoráveis.  


 


1b- Cálculo das soluções que otimizam individualmente cada função objetivo zk(x) 


(k=1,...,p) com os coeficientes da função objetivo “menos favoráveis” na região admissível 


“mais apertada”. Para funções a maximizar e restrições do tipo ≤ será 







 80 


max   z


! 


k


L(x)  


s.a  


! 


a
ij


U x j
j=1


n


" ≤ 


! 


b
i


L, i = 1, …, m, 


xj ≥ 0, j = 1, …, n. 


Estes valores constituirão um ponto de referência (z


! 


1


L*
, z


! 


2


L*
,..., z


! 


p


L*
), numa perspectiva 


“pessimista” dado que considera que todos os coeficientes intervalares do modelo estão 


simultaneamente nos seus extremos menos favoráveis.  


 


2a- Calcular a solução  que minimiza uma distância (ponderada) de Chebycheff ao 


ponto de referência “otimista” usando os coeficientes centrais (“nominais”) das funções 


objetivo, numa região admissível que “privilegia” a zona situada entre a região admissível 


“mais alargada” e a região admissível “mais apertada” (Lucas et al., 2005). Para mitigar os 


efeitos das ordens de grandeza dos valores das funções objetivo, os coeficientes da função 


objetivo podem ser multiplicados por um fator de escala, ou pode ser feita uma 


normalização, ou podem ainda ser usados os pesos calculados como no método STEM 


(Benayoun at al., 1971) que consistem num termo relacionado com a gamas de variação de 


cada função objetivo e num termo de normalização quadrática. Este coeficiente de 


ponderação é designado por γk. 


min   v 


s.a  !
=


n


1j


j


L


ij
xa  ≤ U


i
b  ,  i = 1, …, m, 


  


! 


a
ij


U x j
j=1


n


"  ≥ 


! 


b
i


L  ,  i = 1, …, m, 


γk ( z


! 


k


U*  - z


! 


k


C(x) ) ≤ v  , k = 1, …, p, 


v ≥ 0 


xj ≥ 0, j = 1, …, n. 


A solução deste problema designa-se por (x0U, z0U). 


 


2b- Calcular a solução  que maximiza uma distância ponderada de Chebycheff ao 


ponto de referência “pessimista” usando os coeficientes centrais (“nominais”) das funções 


objetivo, na mesma região admissível usada na formulação acima.  
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max   v 
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γk (z
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C(x) - z
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L*) ≥  v  , k = 1, …, p, 


v ≥ 0 


xj ≥ 0, j = 1, …, n. 


A solução deste problema designa-se por (x0L, z0L). 


 


Em qualquer um destes problemas são eliminadas as restrições 
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a
ij


U x j
j=1


n


"  ≥ 


! 


b
i


L  ,  i = 


1, …, m, que eventualmente provoquem a inexistência de solução, até ser obtida uma 


região admissível não vazia. 


 


3- São calculadas soluções resolvendo o seguinte problema escalar substituto com 


coeficientes gerados aleatoriamente dentro dos seus intervalos 
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s.a  


! 


a
ij
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r (x) ) ≤ v  , k = 1, …, p,  


z
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r (x) ≥ z
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 ,  k = 1, …, p,  


z
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L(x) ≥ z
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k


L*
 ,  k = 1, …, p,  


v ≥ 0 


xj ≥ 0,    j = 1, …, n.  


onde r denota que os coeficientes são gerados aleatoriamente com uma distribuição 


uniforme dentro dos seus intervalos de variação. 


De um conjunto de soluções geradas através da resolução deste problema, são 


retidas como robustas aquelas cujos valores das funções objetivo, com os coeficientes 


centrais (nominais): 
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- nunca são piores num valor superior a Δk (k=1,...,p), que pode ser dado em valor 


absoluto ou em percentagem, em relação aos valores das funções objetivo com os 


coeficientes mais favoráveis, e  


- são sempre melhores pelo menos num valor φk (k=1,...,p) (eventualmente Δk = φk, 


para algum ou todos os k=1,...,p) em relação aos valores respectivos das funções objetivo 


com os coeficientes menos favoráveis, e 


- nunca variam mais de ε% em relação aos valores das funções objetivo obtidos 


com coeficientes aleatórios dentro dos intervalos em todas as simulações (fases 2 e 3).  


 


Poder-se-iam ainda definir categorias (inferiores) de soluções robustas para os 


casos em que apenas uma das condições acima seja satisfeita. Estas categorias de robustez 


poderiam ainda ter uma ordem de mérito se fosse mais (ou menos) importante nunca estar 


afastado mais de Δk na função objetivo k em relação ao valor de zk(x) com os coeficientes 


mais favoráveis ou estar sempre mais afastado do que φk em relação ao valor de zk(x) com 


os coeficientes mais desfavoráveis.  


 


IV.2   Exemplo Ilustrativo  
Nesta secção apresentamos um exemplo ilustrativo da abordagem interativa acima 


apresentada para um problema com 3 funções objetivo. 


Max  z1 (x) = 3 x1 +   x2 + 2 x3 +   x4  


Max z2 (x) =     x1 -   x2 + 2 x3 + 4 x4 


Max z3 (x) =  - x1 + 5 x2 +   x3 + 2 x4 


s. a  2 x1 +    x2 + 4 x3 + 3 x4 ≤ 60  


  3 x1 + 4 x2 +    x3 + 2 x4 ≤ 60  


     x1 + 2 x2 + 3 x3 + 4 x4 ≤ 50 


  x1 , x2 , x3 , x4 ≥ 0 


Considera-se que todos os coeficientes do modelo podem variar em intervalos 


definidos por mais ou menos 50% em relação a estes valores centrais (nominais).  


 


Os resultados obtidos são seguidamente apresentados. 
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Tabela IV.1 – Resultados obtidos com a abordagem descrita na secção IV.1 


Solução (x0U, z0U)  (x0L, z0L) F3-1 F3-2 


z1
L 57.75 52.43 49.02 50 


z2
L -6.20 35.16 8.33 28.43 


z3
L 65.01 31.58 61.48 44.12 


z1
C 115.5 104.86 98.04 100 


z2
C 43.5 102.19 66.66 78.43 


z3
C 156 106.36 150.30 94.12 


z1
U 173.25 157.28 147.06 150 


z2
U 93.20 169.22 124.99 128.43 


z3
U 246.99 181.13 239.12 144.12 


x1 12.978 21.595 13.675 2.942 


x2 27.951 15.937 24.996 10.784 


x3 22.646 0 8.351 39.216 


x4 3.293 24.133 15.32 1.961 


 
Solução F3-3 F3-4 F3-5 F3-6 F3-7 


z1
L 50 52.413 55.529 87.56 58.41 


z2
L 19.81 20.182 20.671 74.12 21.13 


z3
L 51.77 48.358 43.960 139.3 39.83 


z1
C 100 104.823 111.057 120 116.83 


z2
C 69.81 70.182 70.671 74 71.13 


z3
C 111.77 108.358 103.960 96 99.83 


z1
U 150 157.234 166.586 180 175.24 


z2
U 1119.80 120.182 120.671 125 121.13 


z3
U 171.77 168.358 163.960 156 159.83 


x1 4.118 5.821 8.021 12 10.084 


x2 15.098 14.901 14.664 14 14.435 


x3 34.902 35.091 35.336 34 35.515 


x4 2.745 1.272 1.661 2 1.113 


 


A solução F3-2 apresenta valores para todas as funções objetivo que, para os 


coeficientes centrais (nominais), nunca estão a mais de 50 (que se supõe ter sido 
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estabelecido por um decisor hipotético) dos valores obtidos com os coeficientes mais 


favoráveis para as funções e estão sempre a mais de 50 dos valores obtidos com os 


coeficientes menos favoráveis. Com esta exigência foi apenas possível obter esta solução 


em todas as simulações realizadas. 


Relaxando um pouco este nível de exigência, considerou-se que os valores para 


todas as funções objetivo com os coeficientes centrais nunca poderiam estar a mais de 60 


dos valores obtidos com os coeficientes mais favoráveis, para a solução ser classificada 


como robusta. Neste caso foi já possível obter as soluções F3-3 / F3-7 nas simulações 


realizadas. 


 


IV.3   Outras possibilidades de desenvolvimento desta abordagem  
Uma possibilidade de desenvolvimento desta abordagem seria a seguinte. 


A resolução do problema na fase 3 seria repetida h vezes com os coeficientes das 


funções objetivo gerados aleatoriamente dentro dos seus intervalos.  


Se os valores das funções objetivo se situarem mais de q vezes numa vizinhança Δk 


(k=1,...,p) de z0U=z(x0U), ou de z0L=z(x0L), então x0U, ou x0L,  é classificada como solução 


robusta face à qualidade dos valores das funções objetivo. O parâmetro q atua como um 


limiar de qualidade da solução7.  


Adicionalmente, os coeficientes aij e bi são gerados aleatoriamente dentro dos 


intervalos. Se a solução for não admissível (com respeito às restrições intervalares) um 


número de vezes inferior a s então é classificada como solução robusta face à 


admissibilidade. 


Se uma solução for considerada robusta face à qualidade (dos valores das funções 


objetivo) e face à admissibilidade então é classificada como solução robusta. 


Se na fase 3 a solução não for robusta então são retiradas todas as restrições do tipo 


! 


a
ij


U x j
j=1


n


"  ≥ 


! 


b
i


L (i = 1, …, m) para as quais 


! 


a
ij


U x j
j=1


n


"  - 


! 


b
i


L ≤  δi 


! 


b
i


L, onde δi é uma 


percentagem, de modo a alargar a região admissível (i = 1, …, m).  


 


                                                
7 Poder-se-ia ainda estabelecer um parâmetro de veto de modo a “vetar” a qualidade da solução sempre que 
os respectivos valores das funções objetivo se situassem a mais do que uma certa distância de um valor 
desejado, ou a menos de uma certa distância de um valor indesejado. 
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Capítulo V 


Uma Abordagem Interativa Baseada na 


Decomposição do Diagrama Paramétrico 


 
Os métodos interativos, em que a articulação de preferências do AD é progressiva, 


são, em geral, os mais adequados para apoiar a tomada de decisões com base em modelos 


de programação matemática com múltiplas funções objetivo. Como a própria designação 


indica, a interatividade implica uma sucessão de fases de cálculo e de diálogo. Após cada 


fase de cálculo é proposta, em geral, uma solução eficiente ao AD, reagindo este 


providenciando a informação necessária à execução duma nova fase de cálculo ou dando o 


processo por terminado (Clímaco et al., 2003). 


A abordagem interativa desenvolvida neste capítulo (ver também Antunes et al., 


2006, 2008) é baseada no método TRIMAP (Clímaco e Antunes, 1987, 1989), que explora 


a decomposição do diagrama paramétrico em regiões de indiferença. 


O processo começa por oferecer ao AD a possibilidade de calcular livremente 


várias soluções (vértices da região admissível eficiente, dado serem obtidas otimizando 


funções escalares somas ponderadas), usando os valores nominais dos coeficientes do 


modelo, isto é com todos os coeficientes no ponto médio do respectivo intervalo. Em 


particular, são calculadas as soluções que otimizam individualmente cada função objetivo e 


ainda outras soluções desejavelmente obtidas com conjuntos de pesos bem dispersos, com 


a intenção de ter uma primeira visão global do conjunto das soluções eficientes. Devido à 


dimensão deste problema (3 funções objetivo, 4 variáveis de decisão e 4 restrições), são 


aqui calculadas todas as soluções (vértices) eficientes, apenas para reforçar o caráter 


ilustrativo. Contudo, em geral, pretende-se evitar uma pesquisa exaustiva de modo a 
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minorar quer o esforço de cálculo, quer libertar o AD da análise de muitas soluções, muitas 


das quais certamente apresentando diferenças pouco significativas entre elas. Pretende-se 


que o AD reconheça que a informação reunida sobre as soluções entretanto calculadas (em 


especial, relativamente aos valores das funções objetivo) lhe permita decidir se é ou não 


ainda necessário calcular mais soluções usando conjuntos de pesos pertencentes a regiões 


do espaço paramétrico ainda não totalmente preenchidas (ou seja, onde é ainda possível 


calcular mais soluções – vértices – eficientes).  


Na situação ilustrada na Fig. V.1 existem 8 soluções (vértices) não dominadas 


(note-se que as soluções 2 e 4 são ótimos alternativos da função objetivo 2), definindo 3 


faces não dominadas (1-7-8, 5-6-8-7-2, e 4-5-2; note-se que as soluções na face definida 


pelos vértices 3-6-5 são dominadas pelas soluções nas arestas não dominadas 3-6 e 6-5). A 


tabela V.1 fornece a informação numérica sobre os valores das variáveis de decisão e das 


funções objetivo8. 


 


 
 


Fig. V.1a: Decomposição do diagrama paramétrico com todos os coeficientes no ponto 
médio dos respectivos intervalos  


 


                                                
8 É aqui usado o mesmo exemplo ilustrativo que foi usado na secção IV.2.  
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Fig. V.1b: Projecção do espaço das funções objetivo associada à decomposição do 


diagrama paramétrico  
 


Tabela V.1 – Soluções básicas (vértices) não dominadas obtidas com todos os 
coeficientes no ponto médio dos respectivos intervalos (na coluna das variáveis básicas xB, 
apenas se indicam as variáveis reais) 


Solução z1 z2 z3 xB 


1 66 30 -12 x1=18; x3=6 


2 51 50 4 x1=14; x4=9 


3 15 -15 75 x2=15 


4 12.5 50 25 x4=12.5 


5 18.333 15 71.667 x2=11.667; x4=6.667 


6 29 3 73 x2=13; x3=8 


7 55.5 47.5 2 x1=14.5; x3=2.5; x4=7 


8 48.5 19.5 37 x1=7.5; x2=7; x3=9.5 


 


A incerteza associada aos coeficientes do modelo é tida em conta instanciando-os com 


valores gerados aleatoriamente (uniformemente, dado supor-se a inexistência de 


informação adicional) dentro dos intervalos especificados para cada um deles. 


O ponto de partida é constituído pelas regiões de indiferença relativas a todas as 


soluções (vértices) não dominadas já calculadas com coeficientes centrais (fig. V.1 e tabela 


V.1). São então construídas funções escalares substitutas usando coeficientes aleatórios 
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dentro dos seus intervalos e os pesos são também gerados aleatoriamente dentro da região 


de indiferença para a situação “nominal” (todos os coeficientes no seu ponto médio – fig. 


V.1).  


Como resultado, a robustez da solução é avaliada tendo em conta a freqüência com que 


a mesma solução básica não dominada (base óptima para o problema escalar soma 


ponderada) é gerada. Usando a informação visual possibilitada pelo diagrama paramétrico, 


podem analisar-se as alterações face aos coeficientes “nominais” (ponto médio no 


intervalo), para instanciações dos coeficientes intervalares e dos pesos usados no problema 


escalar.  


É útil prosseguir a análise com as situações mais “favorável” / “desfavorável”, isto é 


com os coeficientes nos extremos dos seus intervalos que favorecem / desfavorecem os 


melhores valores das funções objetivo (coeficientes da matriz C nos seus valores limite 


superior / inferior para funções a maximizar, coeficientes da matriz A nos seus valores 


limite inferior / superior e coeficientes do vector b nos seus valores limite superior / 


inferior em restrições do tipo ≤ para “alargar”/”encolher” a região admissível).  


A situação com todos os coeficientes do modelo nos seus extremos “mais favoráveis” é 


apresentada na fig. V.2 e na tabela V.2. 


 
Fig. V.2a: Decomposição do diagrama paramétrico (coeficientes “mais favoráveis”) 
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Fig. V2b: Projecção do espaço das funções objetivo (coeficientes “mais favoráveis”) 


 


Tabela V.2 – Soluções básicas não dominadas com os coeficientes “mais favoráveis” 


Solução z1 z2 z3 xB 


1 297 135 0 x1=54; x3=18 


2 229.5 225 60 x1=42; x4=27 


3 67.5 -22.5 337.5 x2=45 


4 37.5 33.75 52.5 x4=37.5 


5 82.5 102.5 322.5 x2=35; x4=20 


6 130.5 52.5 328.5 x2=39; x3=24 


7 249.75 213.75 52.5 x1=43.5; x3=7.5; x4=21 


8 218.25 108.75 189 x1=22.5; x2=21; x3=28.5 


 
Todas estas soluções têm as mesmas variáveis de decisão básicas do que as soluções 


com a mesma identificação correspondentes ao problema com todos os coeficientes no seu 


ponto central (fig. V.1). Em relação à situação “nominal” não se regista o aparecimento ou 


desaparecimento de vértices não dominados. 


A situação com todos os coeficientes do modelo nos seus extremos “menos favoráveis” 


é apresentada na fig. V.3 e na tabela V.3. 
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Tabela V.3 – Soluções básicas não dominadas com os coeficientes “menos favoráveis” 


Solução z1 z2 z3 xB * 


1 11 5 -8 x1=6; x3=2 1 


2 2.083 8.333 4.167 x4=4.167 4 


3 2.5 -7.5 12.5 x2=5 3 


4 8.5 8.333 -4 x1=4.667; x4=3 2 


5 3.056 -1.389 11.944 x2=3.889; x4=2.222 5 


6 4.833 -3.833 12.167 x2=4.333; x3=2.667 6 


7 9.25 7.917 -4.5 x1=4.833; x3=0.833; x4=2.333 7 


8 2.5 2.333 3.167 x1=2.5; x2=2.333; x3=3.167 8 


9 4.762 6.191 3.095 x3=4.286; x4=0.952 __ 


* Na última coluna da tabela indica-se a correspondência com as soluções básicas calculadas com 
os coeficientes centrais (tabela V.1), exceto onde indicado. 


 


 


 
Fig. V.3a: Decomposição do diagrama paramétrico (coeficientes “menos favoráveis”) 
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Fig. V3b: Projecção do espaço das funções objetivo (coeficientes “menos favoráveis”) 


 


Note-se que a geometria da região admissível não dominada se altera ligeiramente, 


com o aparecimento de um novo vértice não dominado (solução 9) em relação ao modelo 


com coeficientes centrais. Todas as soluções básicas não dominadas deste modelo 


permanecem não dominadas no modelo com os coeficientes “menos favoráveis”. O 


aparecimento de um novo vértice não dominado altera a definição das faces não dominadas 


(2-9-7-4 e 2-5-6-8-7-9). Note-se que os ótimos alternativos de z2(x) foram calculados por 


ordem diferente. 


 


Assim, com conjuntos particulares de coeficientes, por exemplo gerados aleatoriamente 


dentro dos seus intervalos, algumas soluções “nominais” podem deixar de ser não 


dominadas (não têm uma região de indiferença correspondente no espaço paramétrico). A 


ideia é que se isto acontecer de forma repetida, tal pode ser entendido como uma menor 


robustez da solução (base) face à variação de coeficientes.  


As figuras V.4-V.8 exemplificam o cálculo de soluções não dominadas e decomposição 


do diagrama paramétrico, com os coeficientes gerados aleatoriamente nos intervalos.  
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Tabela V.4 – Soluções básicas não dominadas com coeficientes aleatórios  


Solução z1 z2 z3 xB * 
1 66.130 33.076 -27.406 x1=23.745; x3=5.694 1 
2 39.316 65.175 25.011 x1=10.74; x4=14.44 2 
3 16.087 -14.208 143.131 x2=22.375 3 
4 15.642 64.190 45.634 x4=17.021 4 
5 19.985 48.818 98.097 x2=9.256; x4=14.504 5 
6 36.404 15.187 119.311 x2=17.387; x3=15.925 6 
7 53.683 58.777 8.555 x1=14.182; x3=7.655; x4=8.490 7 
8 36.253 25.652 111.955 x2=15.16; x3=15.238; x4=2.7  


* Na última coluna da tabela indica-se a correspondência com as soluções básicas calculadas com 
os coeficientes centrais (tabela V.1), exceto onde indicado. 
 


 
Fig. V.4a: Decomposição do diagrama paramétrico (coeficientes aleatórios) 
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Fig. V4b: Projecção do espaço das funções objetivo  


 


 


Para esta instanciação (aleatória uniforme) dos coeficientes, existem 8 vértices não 


dominados e 4 faces não dominadas (1-6-8-7, 2-4-5, 2-5-8-7, e 3-6-8-5; fig. V.4). Outras 


conclusões podem ser obtidas a partir desta análise: as soluções que optimizam 


individualmente cada função objetivo são agora únicas (1, 2 e 3 nas figs. V.4 e tabela V.4).  


O grau de sobreposição das correspondentes regiões de indiferença pode ser usado 


como informação complementar. Para a concretização de coeficientes ilustrada na fig. V.4, 


por exemplo, o grau de sobreposição é 1 para a solução 1 (a região de indiferença na fig. 


V.4 está contida na região de indiferença “nominal” na fig. V.1) e para a solução 3 (a 


região de indiferença “nominal” está contida na região de indiferença na fig. V.4), e é 


menor do que 1 para as soluções 5 e 7. 


O processo prossegue agora com a geração aleatória uniforme de coeficientes dentro 


dos seus intervalos de variação, usando combinações de pesos também geradas 


aleatoriamente dentro das regiões de indiferença obtidas com os coeficientes centrais (fig. 


V.1).  
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Tabela V.5 – Soluções básicas não dominadas com coeficientes aleatórios  


Solução z1 z2 z3 xB * 


1 97.747 27.411 -21.572 x1=29.776; x3=0.568 1 


2 10.335 -7.101 76.898 x2=10.710 3 


3 34.093 26.362 8.578 x3=12.098  


4 11.434 6.612 74.113 x2=8.334; x4=5.132 5 


5 30.153 11.354 66.474 x2=8.489; x3=7.793 6 


* Na última coluna da tabela indica-se a correspondência com as soluções básicas calculadas com 
os coeficientes centrais (tabela V.1), exceto onde indicado. 
 


 
Fig. V.5a: Decomposição do diagrama paramétrico (coeficientes aleatórios) 


 


Note-se que neste caso a solução 1 otimiza simultaneamente z1(x) e z2(x). A solução 


(base) 3 é nova e existem apenas 5 vértices não dominados, definindo as faces não 


dominadas 1-3-5 e 2-4-5. Várias soluções básicas obtidas com os coeficientes centrais não 


existem (ou são dominadas) para esta concretização (aleatória) de coeficientes. 
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Fig. V.5b: Projecção do espaço das funções objetivo  


 


 


Uma nova instanciação aleatória de coeficientes nos seus intervalos está descrita na 


tabela V.6 e na fig. V.6. Neste caso, percebe-se que a região admissível não dominada 


pode ser “muito apertada”, existindo apenas 3 soluções básicas não dominadas, as quais 


definem uma face. A solução (base) 1 otimiza simultaneamente z1(x) e z2(x).  


 


Tabela V.6 – Soluções básicas não dominadas com coeficientes aleatórios  


Solução z1 z2 z3 xB * 


1 49.269 25.949 -17.959 x1=17.120; x3=4.683 1 


2 16.61 2.442 38.807 x2=6.931; x3=3.131 6 


3 19.441 24.063 12.270 x3=9.171 3 em V.5 


* Na última coluna da tabela indica-se a correspondência com as soluções básicas calculadas com 
os coeficientes centrais (tabela V.1), exceto onde indicado. 
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Fig. V.6: Decomposição do diagrama paramétrico (coeficientes aleatórios) 


 


Para a concretização de coeficientes representada na fig. V.7 e tabela V.7 continua a 


notar-se a constância das soluções (bases) 1 e 6. A solução básica 6 conduz a valores 


equilibrados para as 3 funções objetivo, embora possa nalguns casos levar a valores não 


muito bons para z2(x).  


 


Tabela V.7 – Soluções básicas não dominadas com coeficientes aleatórios  


Solução z1 z2 z3 xB * 


1 66.552 28.426 -2.255 x1=15.395; x3=9.461 1 


2 36.868 76.974 24.697 x3=2.218; x4=21.047  


3 9.953 -22.162 79.509 x2=19.440 3 


4 44.398 4.192 77.433 x2=16.092; x3=13.111 6 


* Na última coluna da tabela indica-se a correspondência com as soluções básicas calculadas com 
os coeficientes centrais (tabela V.1), exceto onde indicado. 
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Fig. V.7: Decomposição do diagrama paramétrico (coeficientes aleatórios) 


 


Tabela V.8 – Soluções básicas não dominadas com coeficientes aleatórios  


Solução z1 z2 z3 xB * 


1 60.1541 23.4124 -21.5057 x1=17.177  


2 14.3318 57.2907 26.0231 x1=1.333; x4=14.707 2 


3 12.4463 32.7004 64.9773 x2=8.434; x4=10.433 5 


4 9.81443 56.3471 28.1287 x4=14.938 4 


5 24.5739 43.1726 46.8316 x1=3.835; x2=5.667; 


x4=11.245 


 


6 23.4369 31.5662 52.4868 x2=5.454; x3=11.993; 


x4=5.872 


8 em 


V.4 


7 57.2572 34.5213 -13.0999 x1=15.697; x4=3.480  


8 30.4597 20.8377 42.2684 x2=3.932; x3=20.926 6 


9 55.64 26.796 -7.69 x1=12.767; x3=8.212 1 


* Na última coluna da tabela indica-se a correspondência com as soluções básicas calculadas com 
os coeficientes centrais (tabela V.1), exceto onde indicado. 
 


Uma nova concretização aleatória de coeficientes é representada na fig. V.8 e tabela 


V.8. Neste caso a solução que otimiza z1(x) nunca tinha sido obtida e a solução (base) 5 
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otimiza agora z3(x). A solução (base) 6 continua a ser calculada, bem como a solução 1 


(embora esta deixe de otimizar individualmente z1(x)). 


 


 
Fig. V.8: Decomposição do diagrama paramétrico (coeficientes aleatórios) 


 


 


V.1 Considerações finais 
A exploração da decomposição do diagrama paramétrico em regiões de indiferença 


quando há incerteza associada aos coeficientes do modelo de PLMO possibilita uma 


pesquisa muito flexível que permite reunir informação sobre as soluções mais estáveis face 


às variações intervalares dos coeficientes. Embora neste capítulo tenha sido usado um 


pequeno exemplo ilustrativo (o que permitiu calcular todas as soluções básicas não 


dominadas), a vantagem da exploração do espaço paramétrico está sobretudo na 


característica de suscitar uma pesquisa progressiva e selectiva. 


Esta abordagem baseada em gerar aleatoriamente valores para os coeficientes nos seus 


intervalos de variação (bem como vectores de pesos para o problema escalar soma 


ponderada a resolver para obter soluções) não incorre nas desvantagens das técnicas 


baseadas em raios extremos das funções objectivo (isto é, com o “sentido” da variação dos 


coeficientes a ser o mesmo). Neste caso, como já vimos antes, se os gradientes das funções 


objetivo estiverem muito correlacionados, o âmbito da pesquisa pode tornar-se muito 
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reduzido e o número e diversidade das soluções obtidas pode não ser suficientemente 


representativo do universo de soluções que é realmente possível alcançar com todos os 


coeficientes intervalares a variarem de forma não previsível.  


Outra possibilidade seria avaliar a robustez da solução considerando o centróide da 


região de indiferença “nominal” como o conjunto de pesos “mais estável” que conduz a 


essa solução (vértice). Assim, o vector de pesos seria constante (ou seja, não seria feita a 


geração aleatória dos pesos) e à solução seria atribuído um valor de robustez baseado na 


frequência com que a mesma solução (base) seria obtida através da otimização de uma 


função escalar soma ponderada com esse conjunto fixo de pesos num processo de 


simulação usando coeficientes gerados aleatoriamente nos seus intervalos. 
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Capítulo VI 


Construção indicadores de robustez 


 
Em muitos contextos, não é fácil estabelecer grandezas, a maioria não apresenta um 


significado imediato, palpável, de fácil compreensão, mas correspondem por vezes apenas 


a uma abstração que muitas vezes só faz sentido para um especialista (Trzesniak,1998). A 


construção de indicadores quantitativos de robustez de soluções em problemas multi-


objetivo tem sido usada por vários autores, estando geralmente associada a um certo 


paradigma do processo de decisão sob incerteza (mais ou menos construtivo envolvendo o 


decisor, assumindo uma natureza mais ou menos probabilística, etc.). Matos (2007) refere 


vários indicadores subjacentes a diferentes abordagens de decisão sob incerteza: 


indicadores relacionados com os parâmetros da distribuição de probabilidade dos possíveis 


resultados, e indicadores relativos à admissibilidade da solução face às restrições do 


modelo.  


 


VI.1 A construção de um indicador quantitativo 
A expressão de informações sob forma numérica apresenta inegáveis vantagens, 


mas por vezes não é facilmente realizada na prática. Ao se propor a construção de 


indicadores quantitativos em geral, consideram-se pelo menos duas metas da maior 


relevância (Trzesniak,1998):  


• quebrar a distância entre o topo (perguntas) e a base (informações) de um 


diagrama para a extração de informação (relativa a processos ou sistemas de 


qualquer natureza) em trechos menores, através do estabelecimento de 


critérios para análise dos indicadores em fases diversas do seu 


desenvolvimento (Fig. VI.1);  
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• que já no instante da concepção / proposição de um indicador sejam 


observados os aspectos básicos necessários para que ele seja adequado, bem 


como que se evitem vícios básicos que possam vir a limitar futuramente a 


sua validade ou amplitude.  


 


 


 


 


 


 


 


 


 


 


 


Fig. VI.1 – Diagrama para a extração de informações relativas a processos ou 


sistemas de qualquer natureza (Trzesniak,1998) 


 


A rota das perguntas até as informações passa, então, por: 


a) Fase que precede a obtenção da informação:  


• proposição dos indicadores: busca, no processo, de dimensões ou aspectos 


com características específicas, que possam, direta ou indiretamente, conter 


as respostas desejadas;  
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• padronização da metodologia de obtenção: tal metodologia deve ser estável, 


bem definida e reprodutível, de modo que, repetindo-a em circunstâncias 


idênticas, os dados colhidos sejam coerentes entre si;  


 


b) Fase de obtenção da informação:  


• reelaboração dos dados brutos: a informação desejada, em geral, fica 


escondida nos dados colhidos9. É preciso reelaborá-los (por exemplo, 


reordenando-os de diversos modos ou efetuando algum tipo de cálculo) para 


que a informação seja revelada;  


• interpretação: corresponde a saber o que a informação resultante realmente 


significa, que resposta foi de fato obtida. É, de certo modo, uma 


retroalimentação: que pergunta foi efetivamente respondida, a original ou 


outra qualquer? Se outra, qual?  


 


c) Fase de aperfeiçoamento da relação indicador - informação:  


• refinamento: o estabelecimento da interpretação leva freqüentemente a 


algum tipo de refinamento em uma ou mais das etapas anteriores 


(enunciado das perguntas originais, metodologia de obtenção, 


reelaboração);  


• valores de referência: consolidado um indicador, podem-se muitas vezes 


identificar para ele valores específicos, dotados de significado 


especialmente relevante, que podem tornar-se metas a superar.  


 


VI.2 Características a priori e características desejáveis 
Segundo (Trzesniak,1998) um indicador quantitivo deve necessariamente exibir as 


seguintes propriedades: 


(1) relevância (seletividade, segundo o IPEA (1991) e Tironi et al. (1991)): o 


indicador deve retratar um aspecto importante, essencial, crítico do processo / sistema; 


(2) gradação de intensidade: o indicador deve variar suficientemente no espaço dos 


processos / sistema de interesse; 


(3) univocidade: o indicador deve retratar com total clareza um aspecto bem 


definido do processo / sistema; 
                                                
9 Questão atribuída a Arno Penzias, ganhador do Prêmio Nobel de Física: Where is the information lost in 
the data? 
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(4) padronização (estabilidade, segundo o IPEA (1991)  e Tironi et al. (1991)): a 


geração do indicador deve basear-se em uma norma, um procedimento único, bem definido 


e estável no tempo; 


(5) rastreabilidade: os dados em que a obtenção do indicador é baseada e os 


cálculos efetuados devem ser registrados e preservados (IPEA (1991) e Tironi et al. 


(1991)). 


Embora possam estar presentes (deliberadamente ou por acaso) já no momento da 


proposição, as propriedades desejáveis dos indicadores costumam resultar de 


aperfeiçoamentos em sua conceituação e obtenção. Muitas vezes, inclui-se aí até mesmo 


uma mudança maior ou menor no próprio significado, na interpretação do que os números 


encontrados representam (Trzesniak,1998). 


São características desejáveis: a cobertura (também desiganda por abrangência ou 


amplitude), a portabilidade (ou transferabilidade) e a invariância de escala. 


Essencialmente, estas três características dizem respeito a poder-se aplicar o indicador a 


processos / sistemas diversos daqueles para os quais ele foi inicialmente concebido, sem 


que seja perdida a sua validade, o seu significado, a sua fidedignidade relativamente à 


informação que retrata.  


• a amplitude aumenta quando a nova aplicação corresponde a processos / 


sistemas de natureza diferente, porém dentro da mesma (sub)área do 


conhecimento na qual o indicador é usualmente usado;  


• a portabilidade, mais forte, significa que o uso do indicador pode ser 


estendido com sucesso para o estudo de sistemas / processos de outras 


(sub)áreas do conhecimento contíguas àquela em que ele funciona 


adequadamente;  


• a invariância de escala está presente quando o indicador mantém sua 


validade e sua interpretação mesmo que as dimensões do processo ou 


sistema examinado sejam acentuadamente diferentes.  


Cabe, neste ponto, um comentário relevante: o fato de um indicador ser excelente 


num determinado contexto não implica que possa ser automaticamente usado em outras 


situações, mesmo que próximas. Eventualmente, a sua interpretação mais usual poderá 


mesmo não fazer sentido. A portabilidade não é evidente, nem é dada a priori, carecendo 


de verificação e só devendo ser aceite quando comprovada. 


A tendência natural, especialmente quando se trata de um indicador de grande 


sucesso e credibilidade, é a portabilidade nem ser questionada. Tal implica a possibilidade 
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acrescida de serem tomarem decisões de menor qualidade, em decorrência de um excesso 


de confiança em números de validade insuficientemente estabelecida, quando estendidos a 


novas situações (Trzesniak,1998). 


 


VI.3 Vantagens que podem se tornar riscos 
É geralmente favorável construir indicadores a partir de dados naturalmente 


disponíveis no sistema / processo em estudo. A construção de indicadores não pode deixar 


de levar em conta o ônus que eles irão representar. Parte desse ônus pode ser o custo 


financeiro de sua determinação, mas nem sempre é esse o ponto de maior dificuldade. Mais 


dificilmente contornável é a necessidade de modificações no sistema ou processo para 


chegar aos dados brutos. Especialmente nas ciências sociais, é bastante complexo mudar 


hábitos, alterar procedimentos, introduzir inovações (Trzesniak,1998). 


É necessário ter sempre cuidado com a interpretação preconceituosa. Obtido o 


indicador, tende-se a atribuir-lhe automaticamente o significado que se imaginou ao 


concebê-lo. Convem que esta atitude seja evitada: a interpretação de indicadores deve ser 


examinada criticamente (com isenção) e amplamente discutida, até se chegar a um 


consenso do exato conteúdo em termos de informação sobre o processo ou sistema que ele 


encerra de fato. 


Nunca deve ser esquecido que a verdade final está sempre com o sistema ou o 


processo (Trzesniak,1998). Ao se elaborar indicadores, há uma questão fundamental que 


não pode ser perdida de vista: o mais importante é sempre a realidade, o processo ou 


sistema que os indicadores descrevem. Após um indicador ter sua obtenção padronizada, é 


mais fácil obtê-lo, e torna-se cômodo basear nele muitas decisões, esquecendo que ele não 


é a realidade, mas apenas uma expressão de uma parte dela.  


 


VI.4 A disponibilização de indicadores  
Embora a construção de indicadores adequados não seja trivial, tal é uma tarefa 


muito útil, em particular num contexto de apoio à tomada de decisões. A ampla 


disponibilidade de computadores reduziu drasticamente o custo do armazenamento e 


manipulação de grandes massas de dados, permitindo a padronização de procedimentos 


para extrair informações praticamente sem esforço (uma vez disponíveis os algoritmos 


pertinentes). Assim, facilmente serão obtidos indicadores variados, disponíveis nos 


próprios sistemas que guardam e disseminam informações em geral. 
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Ponha-se, de um lado, essa fácil acessibilidade e, de outro, o fato de que a 


elaboração de indicadores é uma tarefa difícil e que requer um conhecimento aprofundado 


dos processos e/ou dos sistemas em análise. O resultado é que os chamados “indicadores 


automáticos” tenderão fatalmente a se tornarem mais populares, e os decisores serão 


tentados a usá-los para apoiar a tomada de decisões. Se os indicadores não forem bem 


construídos, aumenta a possibilidade de eles conduzirem a decisões de menor qualidade. 


Os indicadores quantitativos precisam ser constantemente revistos e questionados, 


divulgando de forma clara e sem ambigüidades tanto a informação eles contêm como a que 


eles não contêm com respeito ao processo a que estão associados.  


 


VI.5 Construção de indicadores de robustez num contexto multi-


objetivo 
Segundo Matos (2007), num contexto multi-objetivo, é desejável que indicadores 


sejam construídos de modo a ter em conta os seguintes aspectos: 


• Os indicadores devem medir uma característica relevante do problema, no 


sentido em que deve considerar apenas os coeficientes ou parâmetros cujos 


desvios em relação ao seus “valores nominais” têm maior influência no 


comportamento da solução ótima (ou de uma solução não dominada 


selecionada como a solução final do processo de decisão). Desta forma 


evita-se um esforço computacional excessivo e a geração de informação 


irrelevante para o processo de decisão.  


• A informação que o indicador transmite deve ser compreensão fácil e clara, 


possuindo um significado natural no contexto do problema em termos de 


oportunidade (de obter melhores soluções) vs. risco (de acabar por obter 


piores soluções). 


• O indicador deve ser fácil de calcular (característica ainda mais importante 


num contexto multi-objetivo, em particular em abordagens interativas) 


usando a informação que está disponível no próprio processo de cálculo de 


soluções. 


 


Num contexto multi-objetivo a análise deve incidir sobre um conjunto 


suficientemente representativo das soluções eficientes. A consideração explícita da 


incerteza associada aos coeficientes do modelo matemático, e em certa medida também à 
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expressão de preferências do decisor, e a definição de uma medida que possa expressar a 


robustez das soluções possibilita uma melhor fundamentação da decisão que constitua a 


recomendação final do processo. 


Propõem-se seguidamente dois indicadores para avaliar a robustez das soluções em 


problemas de PLMO com coeficientes intervalares, que serão exemplificados com 


soluções obtidas com as abordagens apresentadas nos capítulos anteriores. 


 


O primeiro indicador é baseado nos valores das funções objectivo para as soluções 


obtidas por um processo de cálculo como o indicado no Capítulo IV, em que os 


coeficientes variam aleatoriamente dentro dos seus intervalos. Assim, para os coeficientes 


das funções objetivo no seu extremo mais desfavorável, no ponto central (central) e no seu 


extremo mais favorável são construídas funções lineares de “aceitabilidade” do tipo 


ilustrado na Fig. VI.2. 
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Fig. VI.2. – Função de “aceitabilidade”  


 


Para cada função objetivo são definidos um limite inferior zα (aceitabilidade nula) e 


um limite superior zβ (aceitabilidade total) dos valores atingidos pela função objetivo zk(x). 


Estes parâmetros permitem ajustar a exigência da classificação de uma solução como 


robusta.  
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ξ identifica se os coeficientes das funções objetivo estão no limite inferior do 


intervalo (ξ=L), no seu ponto central (ξ=C) ou no seu limite superior (ξ=U), supondo as 


funções a maximizar.  


! 


z
k


L*, 


! 


z
k


C*  e 


! 


z
k


U*  são os valores ótimos da função objetivo zk(x), k=1,...,p, na situação 


em que todos os coeficientes do modelo assumem os valores menos favoráveis, centrais e 


mais favoráveis, respectivamente, dentro dos seus intervalos de variação. 
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, variando entre 0 e 1, são coeficientes de ponderação que ajustam a 


posição de zα e zβ.  


Para gerar um valor agregado µ da “aceitabilidade” da robustez para cada solução é 


necessário efectuar a agregação para cada ξ=L, C, U, e depois a agregação destes valores 


obtidos para todas as funções objetivo zk(x), k=1,...,p.  


Esta agregação pode ser feita através da média aritmética, o que tem subjacente 


uma atitude compensatória, da média geométrica, ou do mínimo dos valores individuais de 


µξ
k (ξ =L, C, U; k=1,...,p), reflectindo neste caso uma atitude totalmente não 


compensatória (isto é, só é retido o “pior caso”). 


 


A tabela VI.1 mostra uma selecção das soluções obtidas com as simulações 


computacionais realizadas, para o exemplo ilustrativo usado nos capítulos anteriores, 


usando a média aritmética como agregador para o cálculo de µ.  


 


Tabela VI.1 – Seleção de 30 soluções geradas com coeficientes aleatórios e 


indicador de robustez µ  


Solução 1 2 3 4 5 6 7 
x1 0 7.8697 3.593 2.1527 0 0 2.5426 
x2 5.8068 9.8146 4.5443 3.7232 6.0851 9.9421 10.4393 
x3 17.0435 0 0 3.5986 4.7896 0 0 
x4 0 9.5602 6.6767 4.6216 6.3357 14.8783 11.3605 
z1


L 19.9469 21.4919 11 11 11 12.4102 14.7138 
z2


L 8.3333 8.3333 8.3333 8.3333 8.3333 14.8436 8.3333 
z3


L 23.0387 22.2923 12.648 12.5 23.9434 39.7335 33.6449 
z1


C 39.8938 42.9839 22 22 22 24.8204 29.4275 
z2


C 28.2802 36.2959 25.7553 24.1131 28.8369 49.5713 37.5452 
z3


C 46.0774 60.3239 32.482 29.3053 47.8868 79.467 72.3749 
z1


U 59.8407 64.4758 33 33 33 37.2306 44.1413 
z2


U 48.2271 64.2585 43.1773 39.8929 49.3406 84.299 66.7572 
z3


U 69.1161 98.3555 52.316 46.1106 71.8301 119.2005 111.1049 
µ 0.2851 0.3361 0.0426 0.0338 0.1655 0.3562 0.2754 
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Solução 8 9 10 11 12 13 14 
x1 0 3.5851 0 1.5822 1.2162 0 0 
x2 3.422 10.0214 3.628 8.118 7.736 3.5155 0 
x3 7.8966 0 7.6562 0 0.6339 1.0006 3.3891 
x4 2.7849 10.7864 3.0596 9.8597 9.3477 16.4832 15.2218 
z1


L 11 15.7816 11 11.3621 11 11 11 
z2


L 8.3333 8.3333 8.3333 8.3333 8.3333 28.6937 33.8327 
z3


L 15.2881 30.4622 15.9578 27.7815 27.1803 25.7723 16.9164 
z1


C 22 31.5632 22 22.7242 22 22 22 
z2


C 23.5106 36.7095 23.9227 32.9027 32.1386 64.4184 67.6655 
z3


C 30.5762 68.0947 31.9155 58.7274 56.793 51.5447 33.8327 
z1


U 33 47.3449 33 34.0863 33 33 33 
z2


U 38.6879 65.0856 39.5121 57.4722 55.9439 100.1432 101.4982 
z3


U 45.8642 105.7272 47.8733 89.6732 86.4057 77.317 50.7491 
µ 0.0581 0.2849 0.0664 0.2012 0.1921 0.3500 0.2615 


 


Solução 15 16 17 18 19 20 21 22 
x1 3.1423 0.7013 0 2.6985 1.268 1.9508 0 1.5822 
x2 5.2526 11.3903 7.4944 5.95 8.1979 6.4803 4.1756 8.118 
x3 0 0 7.1641 0 0 5.7184 7.0173 0 
x4 7.3205 12.6843 6.2054 7.9545 9.9981 16.638 3.7897 9.8597 
z1


L 11 13.0893 14.014 11 11 20.2037 11 11.3621 
z2


L 8.3333 8.6339 8.3333 8.3333 8.3333 30.2492 8.3333 8.3333 
z3


L 15.7385 40.108 28.5235 18.7816 28.5909 32.7719 17.7375 27.7815 
z1


C 22 26.1786 28.028 22 22 40.4074 22 22.7242 
z2


C 27.1718 40.0484 31.6555 28.5666 33.0625 73.4591 25.0179 32.9027 
z3


C 37.7616 81.6187 57.0469 42.9603 59.7177 69.4452 35.475 58.7274 
z1


U 33 39.2679 42.042 33 33 60.6111 33 34.0863 
z2


U 46.0103 71.4628 54.9776 48.7998 57.7916 116.669 41.7025 57.4722 
z3


U 59.7847 123.1294 85.5704 67.139 90.8446 106.1186 53.2124 89.6732 
µ 0.0787 0.2704 0.2350 0.1144 0.1973 0.5229 0.0885 0.2012 


 


Solução 23 24 25 26 27 28 29 30 
x1 0 0 3.1423 0 2.6985 6.2655 1.268 1.9508 
x2 3.5155 0 5.2526 7.4944 5.95 7.5864 8.1979 6.4803 
x3 1.0006 3.3891 0 7.1641 0 0 0 5.7184 
x4 16.4832 15.2218 7.3205 6.2054 7.9545 8.2901 9.9981 16.638 
z1


L 11 11 11 14.014 11 17.3365 11 20.2037 
z2


L 28.6937 33.8327 8.3333 8.3333 8.3333 8.3333 8.3333 30.2492 
z3


L 25.7723 16.9164 15.7385 28.5235 18.7816 17.858 28.5909 32.7719 
z1


C 22 22 22 28.028 22 34.673 22 40.4074 
z2


C 64.4184 67.6655 27.1718 31.6555 28.5666 31.8395 33.0625 73.4591 
z3


C 51.5447 33.8327 37.7616 57.0469 42.9603 48.247 59.7177 69.4452 
z1


U 33 33 33 42.042 33 52.0094 33 60.6111 
z2


U 100.1432 101.4982 46.0103 54.9776 48.7998 55.3457 57.7916 116.669 
z3


U 77.317 50.7491 59.7847 85.5704 67.139 78.6359 90.8446 106.1186 
µ 0.3500 0.2615 0.0787 0.2350 0.1144 0.2126 0.1973 0.5229 


 


De acordo com este indicador as soluções mais robustas seriam as soluções 20 e 30. 
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Um outro indicador de robustez pode ser obtido a partir da informação associada à 


decomposição do diagrama paramétrico em regiões de indiferença (para p=3), como foi 


realizado no capítulo V, levando em conta quer uma dada base ter uma região de 


indiferença associada em diferentes diagramas paramétricos (isto é, esta base é eficiente 


para diferentes concretizações geradas aleatoriamente dos coeficientes intervalares do 


modelo), quer o percentual que a região de indiferença ocupa no digarma para cada uma 


dessas decomposições. 


Para cada uma das bases eficientes encontradas, pelo menos para uma 


concretização aleatória dos coeficientes intervalares, é calculado o percentual em que a 


mesma base é eficiente e a média do percentual das áreas das respectivas regiões de 


indiferença no diagrama paramétrico. Assim, a solução (base) é tanto mais robusta quanto 


maiores forem estes dois valores que podem ser apresentados num gráfico bi-dimensional. 


Em alternativa, poderia ser calculado o percentual em que as variáveis reais do modelo 


coincidem, ou ainda com a restrição adicional de os valores destas variáveis não diferirem 


de mais do que um certo limiar.  


Estes dois valores podem ser agregados, por exemplo através de uma soma 


ponderada, para dar origem a um indicador de robustez agregado. 


 


Tabela VI.2 – Áreas e freqüência de ocorrência das soluções (bases) com a pesquisa 


usando o diagrama paramétrico  


Solução A F 


1 18.92 87.4 


2 7.74 56.4 


3 3.48 68.3 


4 3.55 61.2 


5 12.67 67.7 


6 21.61 90.1 


7 6.11 43.3 


8 2.55 37.6 
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A = valor médio das áreas das regiões de indiferença associadas à mesma solução 


(base) no diagrama paramétrico em todas as simulações (concretizações aleatórias dos 


coeficientes nos seus intervalos), em percentual.  


F = freqüência de ocorrência da mesma solução (base) não dominada em todas as 


simulações (concretizações aleatórias dos coeficientes nos seus intervalos), em percentual. 


 


Esta informação é mostrada na tabela VI.2 para as soluções calculadas com os 


coeficientes centrais (fig. V.1 e tabela V.1). Por eemplo, a solução (base) 6 foi calculada 


em 90.1% das simulações realizadas e o valor médio da área da região de indiferença no 


diagrama paramétrico foi 21.61% (da área total do triângulo).  


 


Como já foi anteriormente referido, a interpretação destes indicadores, ou de outros 


similares,  deve ser examinada criticamente até se chegar a um consenso do seu conteúdo 


em termos de informação sobre o processo ou sistema, de modo a poderem ser úteis num 


contexto de apoio á tomada de decisões numa situação em que a incerteza é captada por 


coeficientes intervalares.  
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Capítulo VII 


Uma Aplicação ao Sistema PLANGAS 


da PETROBRAS 


 
O PLANGAS é um sistema que utiliza um modelo matemático de otimização com 


programação linear (apoiado por um banco de dados), responsável pela elaboração da 


previsão otimizada e integrada da movimentação de gás da Bacia de Campos, situada no 


norte do Estado do Rio de Janeiro. Este sistema maximiza o resultado económico obtido 


com a movimentação de gás, levando em consideração as restrições existentes na rede. O 


PLANGAS, desenvolvido pela PETROBRAS, considera um horizonte de até 50 anos em 


base anual (utilizando base mensal para os 3 primeiros anos).  


O sistema usa um banco de dados alimentado com informações de equipamentos de 


compressão de gás, tais como: número de compressores, capacidade mínima, capacidade 


máxima, consumo, pressões de entrada e saída, gás lift10, razão de solubilidade, previsões 


de produção de gás, óleo e água, dados de gasodutos e pressões, etc. (França et al., 1999; 


Castro et al., 2000). Este aplicativo está sendo utilizado desde Setembro de 1999. 


Além de o sistema PLANGAS ser a principal ferramenta para elaborar a previsão 


de movimentação de gás, fornece também informações importantes para a tomada de 


decisões no planeamento da área de gás na Bacia de Campos (Iamashita, 2002; Iachan et 


al., 2001). Em 2003, foi incorporado ao sistema um novo otimizador que melhorou a 


performance e a precisão dos resultados. Esta melhoria reduziu o tempo de simulação, 


                                                
10  Gás Lift: gás comprimido a alta pressão que é injetado na coluna de produção em uma determinada 
profundidade para elevação artificial, isto é, para diminuir o gradiente de pressão da coluna de óleo. O gás lift 
aumenta a produção de óleo, o que contribui para o aumento da receita do sistema de compressão.  
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proporcionando um maior tempo para a análise dos resultados, bem como o atendimento 


aos prazos com maior qualidade, tanto para os planos internos quanto externos à empresa 


(Iamashita et al., 2003). 


 


VII.1 O Planeamento da Distribuição de Gás da Bacia de Campos 
O planeamento da movimentação e utilização de gás natural associado e gás natural 


não associado ao óleo produzido por plataformas, que têm um sistema de escoamento 


integrado por gasodutos comuns, é complexo, envolvendo um grande número de variáveis 


operacionais e restrições, tais como: paradas de compressores, limitações de gasodutos e 


equipamentos, necessidade de gás lift, demanda de gás, preços de venda de óleo e gás, 


custos, etc. Essas variáveis e restrições podem gerar várias soluções para os seguintes 


destinos do gás de cada plataforma: gás disponibilizado para venda, gás injetado ou 


produzido de reservatórios de armazenamento, gás injetado para recuperação secundária, 


gás lift, gás consumido na plataforma, gás transferido entre plataformas e gás queimado. 


As restrições de curto prazo são geralmente ocasionadas por: aumento de produção 


não previsto, aumento da necessidade de gás lift, falhas ou acidentes em compressores e 


gasodutos e demanda restringida de gás. Já para o médio e longo prazo, a partir da previsão 


de produção de gás, da necessidade de gás lift, além dos estudos de demanda de gás, 


devem-se verificar as futuras restrições na malha de escoamento e do sistema de 


compressão. Tais levantamentos são importantes para antecipar essas limitações, com 


obras e projectos, evitando com isto a queima de gás; isto é, formula-se como objetivo do 


planeamento a minimização da queima, para que o volume disponibilizado para venda seja 


maximizado. 


Para otimizar a movimentação de gás leva-se em consideração, além do balanço 


volumétrico nas condições padrão, também os parâmetros econômicos, tais como: preço do 


petróleo e do gás natural, custos envolvidos na compressão, tratamento, transporte, injeção 


do gás, etc. 


Quando o gás flúi através de uma rede de gasodutos ocorre uma perda de energia e 


pressão devido à fricção que existe entre o gás e as paredes internas do gasoduto e a 


transferência de calor que existe entre o gás e o meio ambiente. Para que o gás possa ser 


transportado das plataformas até os centros de distribuição e consumo é necessário que seja 


comprimido a altas pressões. O problema em questão consiste em determinar a melhor 


configuração de operação de compressores e gasodutos (fluxos transportados e pressões 







 115 


geradas) com o objetivo de comprimir e transportar o gás produzido com o maior lucro 


possível. 


No sistema de produção de óleo e gás natural offshore da Bacia de Campos se 


necessita separar o gás do óleo, comprimir o gás até uma pressão suficiente para tornar 


possível o consumo, injeção, gás lift e transportar o gás excedente das plataformas até os 


centros de distribuição e demanda. O gás excedente nas plataformas é transportado através 


da rede de gasodutos existente. Na plataforma, o gás associado (gás extraído da jazida 


junto ao óleo, que se obtém junto com o gás lift) é separado do óleo e da água através dos 


separadores de produção e separadores atmosféricos (surge tank). O óleo com gás em 


solução, quando sai dos separadores de produção, é direccionado para o separador 


atmosférico. Ali, o gás remanescente no óleo é separado em pressão próxima da 


atmosférica.  


O gás proveniente do separador atmosférico é comprimido através de uma bateria 


de motocompressores até uma pressão suficiente para que seja possível a sua sucção pelos 


turbocompressores, juntamente com o gás proveniente dos separadores de produção. 


Alguns poços produzem gás não associado ao óleo. Em função da característica de 


pressão de produção, estes poços de gás não associado podem produzir com pressão 


suficiente para serem escoados para o ponto de venda, sem necessidade de compressão. 


Quando a pressão do reservatório de gás não associado declina para um valor que não mais 


permite direcioná-lo directamente para o vaso de alta pressão para exportação, é necessário 


direcionar este poço para o vaso de baixa pressão, para que se possa aproveitá-lo através 


das facilidades de compressão da plataforma. Os compressores são os equipamentos 


responsáveis pelo aumento de pressão para que o gás possa ser utilizado no consumo em 


alta pressão, injeção para gás lift, injeção de recuperação secundária, de armazenamento ou 


transferido para venda através dos gasodutos. Os compressores que estarão operacionais no 


período poderão consumir gás em alta pressão ou diesel para efectuar o trabalho de 


elevação de pressão do gás. Alguns compressores também poderão ter acionamento 


elétrico de seus motores. 


Algumas plataformas necessitam também de compressores para gás lift de altíssima 


pressão, em função de seus poços estarem localizados em grande profundidade de água e, 


também, devido à condição de elevada pressão estática destes reservatórios. É comum a 


utilização de compressores adicionais, para elevar a pressão do gás, para que fique em 


condições de ser injetado em reservatórios de armazenamento. Este mesmo sistema de 
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compressão poderá ser utilizado para compressão do gás armazenado, produzido quando a 


demanda de gás para venda for grande. 


Por outro lado, pode existir interligação em baixa e média pressão entre duas ou 


mais plataformas, de forma que o gás excedente em alguma plataforma possa ser 


comprimido em outra plataforma com capacidade de compressão disponível. 


Adicionalmente, devido a características do óleo e gás associado extraído, é possível 


existirem trocas de fluxo entre plataformas para tratamento do produto (separação de gás e 


óleo, diminuição da acidez do gás, eliminação de umidade do gás, etc.) antes de ser 


disponibilizado. 


Finalmente, em relação à operação do processo é importante indicar que por 


questões de segurança operacional, é comum manter o piloto do queimador com pressão 


positiva nas plataformas, acarretando na necessidade de queima de aproximadamente 2 mil 


m³/d de gás para este fim. São várias as causas que podem levar à queima de gás: 


instabilidade do sistema de produção (principalmente quando é causada por golfadas 


severas de poços), problemas de instrumentação e automação (quedas de energia elétrica, 


alarmes indevidos, etc.), problemas e limitação de gasodutos e demanda de gás restringida.  


O gás natural excedente nas plataformas (i.e., a sobra depois de armazenagem, 


consumo, injeção e queima) é escoado através de uma rede de gasodutos, até o ponto final 


de distribuição e venda, onde alguns gasodutos podem ter sentidos duplos. 


A função objetivo de natureza econômica está associada ao problema de 


planejamento de escoamento de gás natural. Esta função poderá ter várias formas, 


dependendo da função lucro da movimentação de gás a considerar. Em qualquer caso, as 


receitas e custos fundamentais a serem considerados são os seguintes: 


• Receita da venda de gás, constituída pelo somatório dos volumes de gás 


disponibilizados para venda em cada plataforma multiplicados pelos seus 


preços de venda. 


• Receita do gás lift, constituída pelo somatório dos volumes de óleo adicional 


dos poços produzido em função do gás lift, multiplicado pelos respectivos 


preços de venda do óleo, correspondente ao ganho financeiro da injeção de gás 


lift. Como poderá haver limitações no sistema de compressão, pode-se não 


atender ao volume de gás lift requerido, em função de análise econômica 


desfavorável para a empresa. Neste caso, o sistema deverá calcular o volume de 


gás lift otimizado. 
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• Receita Unitária da Injecção para Recuperação Secundária, correspondente 


aos valores do volume adicional de óleo recuperado em função da injeção de 


gás. 


• Receita Unitária do gás injetado para armazenamento, constituída pelos 


respectivos valores do gás que não foi queimado. 


• Custo “Take or Pay”11, multa unitária por entrega de volume de gás abaixo do 


mínimo acordado. 


• Custo unitário do gás queimado, que surge quando se considera como objetivo 


a maximização da função lucro (se houver necessidade de queima de gás, deve-


se priorizar o volume da plataforma que tem, em princípio, menor preço de 


venda - também poderá ser considerada a possibilidade de pagamento de multa, 


caso se queime um volume de gás acima do volume liberado pela Agência 


Nacional de Petróleo, ANP). 


O modelo assume algumas premissas, sendo as principais: sistema estável; rede 


dirigida; temperatura ambiente constante; número fixo de compressores em cada 


plataforma (Anexo B). 


 


VII.1.1   Balanço Volumétrico 
Numa plataforma de produção de óleo e gás natural associado, o balanço 


volumétrico nas condições padrão do gás associado obedece à seguinte condição: o gás 


disponibilizado para venda é o gás associado produzido adicionado do volume recebido, 


subtraído do volume de gás consumido, transferido, exportado em baixa pressão, injetado e 


queimado. Ou seja: 


QGAS + RECEB + IMPBP - CONS – TRANSF - EXPBP - INJ - QUEI = DISP  


QGAS = QGASA + QGASN + QGASARM. 


onde 


 QGAS = Produção total de gás; 


 QGASA = Produção de gás associado ao óleo; 


 QGASN = Produção de gás não associado; 


 QGASARM = Produção de gás de reservatórios de armazenamento; 


 RECEB = Gás recebido de outras plataformas para injeção ou consumo; 


                                                
11 Take or pay: menor volume de gás que deverá ser entregue para venda, definida em contrato entre as 
partes vendedoras e consumidoras. Caso este volume não seja atendido, haverá uma penalização sobre este 
não atendimento para a empresa responsável pela oferta do gás. 
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 IMPBP =  Gás importado em baixa pressão de outras plataformas; 


 CONS = Consumo interno de gás na plataforma; 


 TRANSF = Gás transferido para outras plataformas para consumo ou injeção; 


 EXPBP = Gás exportado em baixa pressão para outras plataformas; 


 INJ = Gás injetado para armazenamento ou recuperação secundária de óleo; 


 QUEI = Gás queimado ou perdido na plataforma; 


 DISP = Gás disponível para venda. 


 


Como se trabalha em condições padrão, o volume de gás natural que entra num 


equipamento, “manifold” ou gasoduto é igual ao volume que sai deste ponto. 


O esquema do sistema de compressão de gás de uma plataforma típica é mostrado 


na Fig. VII.1. 


Na plataforma, o gás associado ao óleo é produzido juntamente com o gás lift. 


Assim, o gás disponível para compressão será o volume de gás total produzido em baixa 


pressão, mais o gás lift, mais o volume de gás recebido em baixa pressão, reduzido o 


volume de gás consumido em baixa pressão. 


DISPCOMP = QGASBP + GL + IMPBP – EXPBP – CONSBP 


onde  


 DISPCOMP: Gás disponível para compressão; 


 QGASBP: Produção de gás total em baixa pressão; 


 GL: Gás lift ; 


 CONSBP: Gás consumido em baixa pressão. 


O sistema de compressão conta com um número de compressores disponíveis para 


cada período. A capacidade de compressão será proporcional ao número de compressores 


operacionais multiplicado pela capacidade média unitária.  


A limitação do sistema de compressão da plataforma também poderá ser 


proveniente da planta de processo, ou do sistema de tratamento de gás.  Neste caso, 


teremos que comparar os valores entre a capacidade da bateria de compressores e a 


capacidade do sistema de compressão. A limitação adotada será o menor valor destes. 
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Figura VII.1: Esquema do sistema de compressão de gás de uma plataforma 


(Iamashita,2002) 


 


Quando o gás disponível para compressão ultrapassa a capacidade de compressão 


da plataforma, temos duas alternativas. Se existir interligação em baixa pressão desta 


plataforma com outra, com capacidade de compressão adicional, o gás excedente será 


transferido para compressão nesta plataforma. No caso de a plataforma não ter interligação 


em baixa pressão com outras plataformas: - se a prioridade for o gás lift, o excedente será 


queimado; - se o custo da queima for elevado acima do ganho com o gás lift, este será 


reduzido. 


Quando for necessária a redução do volume de gás lift proposto para a otimização 


da análise económica integrada, deverão ser corrigidas também a produção de óleo e a 


produção de gás associado.  


A produção de óleo otimizada será calculada da seguinte forma: 


QOLEOPTM = FATORGL . GLOPTM 


FATORGL = QOLEOPROP/GLPROP 


onde 


QOLEOPTM = Produção de óleo otimizado; 


Esquema de 
uma 


Plataforma 
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GLOPTM = Gás lift otimizado; 


QOLEOPROP = Produção de óleo proposto; 


GLPROP = Gás lift proposto. 


A produção otimizada de gás associado deverá ser atualizada em função da 


produção de óleo otimizada da seguinte forma: 


QGASAOPTM= QOLEOOPTM . RGO 


RGO= QGASAPROP/QOLEOPROP 


onde 


QGASAOPTM = Produção de gás associado ao óleo optimizada; 


RGO = Razão gás óleo de produção;  


QGASAPROP = Produção de gás associado ao óleo proposta. 


Em função de características particulares do banco de dados interno da 


PETROBRAS, esta etapa é realizada previamente à utilização do sistema e o volume de 


produção de gás associado não é corrigido nesta etapa. 


O sistema de injeção de gás para armazenamento deverá levar em consideração 


alguns aspectos como: estoque inicial, estoque final, potencial de produção, potencial de 


injeção, etc. Para cada período, deve-se recalcular o estoque final, que deverá ser 


considerado como o estoque inicial para o período subsequente. 


SFINAL = SINICIAL + INJECT – PRODUZ 


onde  


SFINAL = Estoque final; 


SINICIAL = Estoque inicial; 


INJECT = Gás injetado; 


PRODUZ = Gás produzido. 


Se o gás a ser movimentado, em cada ponto da malha, for superior à capacidade 


desta, o programa deverá definir a melhor movimentação de gás, utilizando todas as 


alternativas possíveis de injeção, gás lift, compressão de gás em outra plataforma, queima 


de gás com menor preço, etc. 


A curva de gás lift prevista é calculada pela fórmula: 


GL  = (QOLEO + QAGUA) . RGLI      


onde  


QOLEO = Vazão de óleo (m³/d); 


QAGUA = Vazão de água (m³/d);  


RGLI = Razão gás líquido de injeção de gás lift (m3/m3). 
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A previsão do gás que será liberada no separador atmosférico (surge tank) é 


calculada pela fórmula: 


 QGSURGETANQUE = QOLEO . RS  


onde  


QGSURGETANQUE = A previsão da quantidade do gás liberada no surge tank; 


RS = Razão de solubilidade do óleo;  


O Gás Não Associado (GNA), produzido em alta pressão, ou seja, com pressão 


suficiente para ser enviado até o ponto final de entrega, não deverá ser queimado. Quando 


houver alguma restrição que impeça que algum volume de GNA produzido não alcance o 


seu ponto final de entrega ou consumo, o mesmo não poderá ser produzido. 


Todo o balanço volumétrico é realizado em condições padrão PETROBRAS, no 


caso, P= 1 atm e T=20° C. 


 


VII.1.2 . Análise Económica 
Receitas 


RECEITA = RECGASVEN + RECGL + RECINJSEC 


onde  


RECEITA = Receita total;  


RECGASVEN = Receita da venda de gás; 


RECGL = Receita do gás lift; 


RECINJSEC = Receita unitária da injeção para recuperação secundária. 


 


Receita da venda de gás 


O volume de gás disponibilizado para venda em cada plataforma é multiplicado 


pelo seu preço de venda.  


 


Receita do gás lift 


O volume de óleo adicional do poço produzido em função do gás lift, multiplicado 


pelo preço de venda do óleo, corresponde ao ganho financeiro da injeção de gás lift. Como 


poderá haver limitações no sistema de compressão, pode-se não atender ao volume de gás 


lift requerido, em função de análise económica desfavorável para a empresa. Neste caso, o 


sistema deverá calcular o volume de gás lift otimizado. 


Assim, calculamos a receita unitária do gás lift da seguinte forma: 







 122 


   RUGL = QOLEO . PROLEO . FCBBL . FC / GL 


onde 


 RUGL = Receita unitária do gás lift (R$/mil m³/d); 


 QOLEO = Vazão de óleo (m³/d); 


 PROLEO = Preço de venda do óleo (US$); 


 FCBBL = Fator de conversão do óleo de m3 para bbl (bbl/m³); 


 FC = Fator de conversão de US$ para R$ (R$/US$); 


 GL = Gás lift (mil m³/d). 


 


Receita Unitária da Injeção para Recuperação Secundária 


Esta receita corresponde ao valor do volume adicional de óleo recuperado em função 


da injeção de gás. 


 


Custos Operacionais 


CUSTOTOTAL = TAKEORPAY + CUSTQUEIMA + CUSTLIG + CUSTCOMP + 


CUSTGASN + CUSTINJ + CUSTGASARM +CUSTGASTRAT + CUSTBOMBMULTI 


+ CUSTGASTRANS 


onde 


TAKEORPAY = Multa unitária por entrega de volume de gás abaixo do mínimo 


acordado Take or Pay; 


CUSTQUEIMA =  Custo queima do gás 


CUSTLIG  = Custo de ligar o compressor 


CUSTCOMP = Custo unitário de compressão do gás 


CUSTGASN = Custo unitário de produção de gás não associado 


CUSTINJ = Custo unitário da injeção para armazenamento 


CUSTGASARM = Custo unitário da produção do armazenamento 


CUSTGASTRAT = Custo unitário operacional do tratamento de gás; 


CUSTBOMBMULTI = Custo unitário operacional do bombeio multifásico 


CUSTGASTRANS = Custo unitário de transporte do gás. 


 


Custo da Queima do Gás 


Este termo corresponde ao custo unitário do gás queimado. Se o objetivo for a 


otimização do lucro, deveria se queimar prioritariamente o gás que teria, em princípio, 


menor preço de venda. Como o preço de venda do gás é definido em função do seu poder 
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calorífico, deveremos calcular o custo de queima do gás de cada unidade, em função do 


seu poder calorífico da seguinte forma: 


Custo queima do gás = PCS . PGPCR / PCR  


onde 


PCS = Poder calorífico superior do gás; 


PGPCR = Preço do gás no poder calorífico de referência; 


PCR = Poder calorífico de referência; 


Também poderá ser considerada a possibilidade de pagamento de multa, caso se 


queime um volume de gás acima do volume liberado pela ANP. 


QUEIMA TOTAL  <  LIMITE + DESVIO 


MULTA = DESVIO . VALOR 


onde 


QUEIMA TOTAL = Volume total de gás liberado para queima; 


LIMITE = Volume de queima devido a parada de compressores; 


DESVIO = Desvio negativo em relação ao valor fixo mensal informado; 


MULTA = Valor a ser pago a título de multa, caso se queime um volume de gás 


acima do volume liberado pela ANP; 


VALOR = Valor da multa por unidade de gás queimado. 


 


Lucro Final  


O lucro final, a maximizar levando em consideração todas as restrições e limitações 


da malha é calculado da seguinte forma: 


LUCROFINAL = RECEITA – CUSTOTOTAL. 


 


VII.1.3   O Sistema de Planejamento de Movimentação de Gás da 


Petrobras - PLANGAS 
 A Figura VII.2 mostra o diagrama de funcionamento do sistema de planeamento de 


movimentação de gás da PETROBRAS. 
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Figura VII.2: O Sistema de planeamento da movimentação de gás da PETROBRAS 


-PLANGAS (Iamashita, 2002) 


 


O sistema de planeamento da movimentação de gás da PETROBRAS consiste em 


um sistema de decisão, baseado em modelos de investigação operacional, apoiado por um 


banco de dados. Este sistema permite a representação do sistema de produção e injeção de 


gás, do sistema de compressão e do sistema de escoamento, muito próxima da condição 


real de operação.  


A malha física operacional é representada dentro do modelo, no nível de detalhes e 


simplificação adequado. Cada plataforma é analisada separadamente, bem como as 


ligações entre elas através de gasodutos. Este procedimento foi realizado através do 


software Vísio 2000. 


Quanto ao modelo matemático em si, foi utilizado o software OMNI para geração 


de matriz. O processo de otimização utiliza o Otimizador  OSL (Versão 1.3) da IBM.  


São considerados também dutos de sentido duplo nos quais, em determinados 


períodos, os fluxos podem ser num sentido e nos demais, em outro. Como exemplo, pode-


se descrever o caso de uma plataforma, que no início da produção, com grande volume de 
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gás disponível, exporta através deste duto. No futuro, torna-se deficitária em gás em função 


de sua pequena produção, necessitando importar o gás para consumo através deste mesmo 


duto. Na aplicação que fizemos do método proposto, fixamos o sentido dos dutos para que 


o modelo não tivesse variáveis de decisão binárias. 


Para os equipamentos de compressão de gás são consideradas as eficiências 


operacionais, que podem diminuir a capacidade dos mesmos. A partir dos dados de 


previsão de produção, necessita-se ajustar as variáveis de queima, injecção, gás lift, 


produção de óleo, consumo e produção de gás não associado, para que se possa maximizar 


a função objetivo.  


O cálculo do consumo de gás dos turbocompressores e motocompressores é 


realizado utilizando variáveis binárias. O número de compressores operacionais em um 


determinado período é sempre um número inteiro, se não ocorrerem paradas. Na aplicação, 


as variáveis inteiras foram fixadas em 1. 


Para representar as demais possibilidades de perdas, ou ineficiências, é considerado 


o histórico de perdas. Neste tipo de perda estão contemplados os motivos de queima de gás 


devido a vazamentos, ESDs (“Emergency shut downs”), instabilidade da planta e processo, 


formação de hidratos, etc. 


Além do consumo dos turbo e motocompressores, também são considerados o 


consumo em baixa pressão e o consumo dos turbogeradores. O consumo de gás em baixa 


pressão é proveniente de fornos, fornalhas ou desaeradoras. 


O potencial de produção de gás não associado ao óleo é alimentado através de 


degraus, ou seja, para uma determinada gama de pressão ou nível de reserva, a vazão de 


produção de gás não associado é considerada constante, para que seja possível a utilização 


de programação linear. São considerados e calculados os valores de reserva de gás destes 


reservatórios. Entre um período e outro, deverá existir dependência e continuidade, para 


retratar o valor real da reserva e conseqüente previsão do potencial de produção destes 


poços. 


Para cada período são calculados os estoques de gás armazenados nos reservatórios 


de injecção para armazenamento. Este cálculo é necessário para que se faça a previsão do 


potencial de produção, de injeção e para regular a oferta de gás do sistema.  


A infra-estrutura de estocagem de gás natural tem como objetivo dotar o sistema de 


um mecanismo capaz de atuar como ferramenta reguladora do mercado, principalmente 


agora que o país vem despertando para a importância do uso do gás natural. Nos sistemas 


com grande número de plataformas que produzem gás associado ao óleo, não existe 
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correlação entre a produção de óleo e o mercado consumidor de gás. Ou seja, não existe a 


menor possibilidade de postergar um projecto de produção de óleo, em virtude de não 


haver demanda para o gás associado produzido. A solução, neste caso, é a injeção de gás 


para armazenamento. 


Também são consideradas as equações de perda de carga linearizada. A equação 


básica utilizada para o cálculo de perda de carga em gasodutos é a de Weymouth (ver 


Anexo C; Iamashita, 2002).  


A segunda etapa do sistema de simulação consiste no rateio de todas as variáveis 


por campo de produção. Como o objetivo consiste em testar somente o módulo económico, 


esta segunda etapa do processo não será detalhada. 


Este sistema é separado em duas categorias: mensal, que trabalha com um horizonte 


de até 36 meses; plurianual, que trabalha com um horizonte de até 50 anos. 


Os elementos modelados no sistema de gás são Vendas, Consumo do turbo 


compressor, Consumo do turbo gerador, Consumo do moto compressor, Consumo local da 


plataforma em baixa pressão, Queima, Barriletes, Manifolds e conexões, Bateria de turbo 


compressores, Bateria de moto compressores, Gás lift, Gás associado, Gás não associado, 


Injecção para armazenamento, Injecção para recuperação secundária, Gasodutos, Bomba 


multifásica, Unidade de MEA, Seqüestrante de H2S. Maiores detalhes desta lista de 


elementos serão apresentados no Anexo A.  


Por razões de confidencialidade, o modelo matemático não pode ser apresentado 


com maior detalhe, mas apenas as suas características essenciais relevantes no contexto 


deste trabalho.  


 


VII.2  Aplicação ao Sistema PLANGAS 
Para melhor compreensão e detalhamento do estudo, foi necessária a identificação 


de uma região dentro da Bacia de Campos para que pudéssemos delimitar a implementação 


da aplicação (Fig. VII.3). 


Definida a área, iniciamos o estudo junto aos engenheiros da Petrobras sobre a 


incerteza inerente ao processo de definição dos parâmetros do modelo. Em alguns casos, 


foi possível utilizar registros históricos,  em outros foi necessário recorrer a experiência 


dos engenheiros de petróleo. 


A implementação foi realizada no próprio Sistema PLANGAS. 
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Figura VII.3 - Desenho esquemático da disposição das plataformas na área 


escolhida da Bacia de Campos 


 


 


VII.2.1  O Estudo da Incerteza nos Parâmetros do Modelo 
O estudo foi realizado em três etapas: a incerteza nos coeficientes da função 


objetivo, a incerteza nos coeficientes das restrições e a incerteza nos limites das restrições. 


O Sistema PLANGAS faz a previsão da Produção e Movimentação de Gás Natural 


da Bacia de Campos para um horizonte de até 50 anos em base anual, utilizando base 


mensal para os três primeiros anos. Neste trabalho foi utilizada a base mensal. 


Para fins de planeamento, os engenheiros fazem a previsão dos Preços de Venda do 


Petróleo e do Gás Natural. Atualmente, esta previsão é realizada através da opinião de 
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especialistas. Para este trabalho, foi utilizado o histórico do preço do óleo e do gás no 


período de Janeiro de 2002 a Maio de 2003. Estes valores estão actualmente muito 


desatualizados face ao recente aumento dos preços do petróleo. Sendo relevante no que diz 


respeito aos pontos de contacto com a realidade, esta questão não é, contudo, demasiado 


importante face ao carácter ilustrativo do estudo. 


Para os coeficientes da função objetivo que dependem do preço do petróleo (em 


$/barril), utilizamos o intervalo [19.48 , 32.67] e para os coeficientes da função objetivo 


que dependem do preço do gás natural (em Reais/mil m3), utilizamos o intervalo [170.65 , 


286,25], cujos limites dos intervalos são os respectivos preços mínimos e máximos tanto 


do óleo quanto do gás no intervalo de tempo para o qual nos foram disponibilizados dados. 


Outro importante parâmetro do modelo é o percentual de utilização dos 


compressores, que influencia os coeficientes de alguns grupos de restrições. Para introduzir 


a incerteza, utilizamos o registro histórico da utilização dos compressores no período de 


Janeiro de 2002 a Março de 2003 (tabela VII.1). O período de obtenção dos dados não é o 


mesmo para os dados referente à função objetivo econômica. Contudo, como eles não 


estão correlacionados, tal não afecta a coerência do estudo. Foi utilizado o limite inferior e 


o limite superior de utilização de cada compressor como limites dos intervalos reais dos 


coeficientes do modelo sob incerteza. 


A introdução da incerteza nos termos independentes das restrições foi feita na 


quantidade total de Gás Associado ao Óleo produzida. Foi feita esta escolha, uma vez que 


mais de 95% da produção do Gás Natural corresponde ao Gás Associado ao Óleo. A 


incerteza na realização da previsão de produção de gás associado dentro de um período de 


um mês está geralmente entre 5% e 15% (variações negativas). 


Para a introdução da incerteza nos limites de produção do Gás Associado, 


realizamos a contagem de todos os poços da região escolhida para a aplicação. A seguir, 


para a quantidade de poços encontrada, foram gerados números aleatórios seguindo uma 


distribuição normal de probabilidade com média 10%  e desvio padrão 2.5%. As variações 


geradas foram associadas aos limites superiores de produção do Gás Associado. 
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Tabela VII.1 - Percentuais mínimos e máximos de utilização dos compressores das 


plataformas no período de Janeiro/2002 a Março/2003 


Plataforma Máquina mínimo máximo 


P-DA07 TCA 0,56% 100,00% 


P-DA07 TCB 60,56% 100,00% 


P-JA12 TCA 0,00% 100,00% 


P-JA12 TCB 87,63% 100,00% 


PD-XSD TCA 77,28% 100,00% 


PD-XSD TCB 55,95% 99,45% 


PD-XSD TCC 61,69% 99,87% 


PD-XSD TCD 0,00% 100,00% 


PD-XSD TCE 21,91% 100,00% 


PD-XSD TCF 0,00% 100,00% 


PJK-1 TCA 9,89% 99,96% 


PJK-1 TCB 53,54% 100,00% 


PJK-1 TCC 0,00% 99,67% 


PJK-1 TGA 0,00% 100,00% 


PJK-1 TGB 37,70% 100,00% 


P-D15 TCA 1,88% 100,00% 


P-DX8 TCA 0,00% 98,41% 


P-DX8 TCB 0,00% 99,40% 


P-DX8 TCC 0,00% 98,66% 


 


 


VII.2.2 Implementação utilizando o Sistema PLANGAS 
A implementação foi realizada utilizando o CPLEX 8.0, as soluções foram 


encontradas em tempo não superior a 0.14 segundos. Cada um dos modelos possui em 


torno de 1200 variáveis. 


Definimos como resultados “mais otimista” / “menos otimista” a solução óptima 


para o modelo que considera:  


- Na função objetivo econômica, os preços máximos / mínimos de petróleo e gás.  


- No grupo de restrições relativo à Disponibilidade dos Compressores são 


consideradas as versões “mais alargada” e “menos alargada” da região admissível, tendo 
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em conta os coeficientes das restrições e os termos independentes associados aos valores 


máximos e aos valores mínimos da quantidade total de Gás Associado ao Óleo a ser 


produzida. 


A função Queima não está afetada de incerteza. 


O Sistema PLANGAS gera vários relatórios a partir do arquivo criado a cada 


rodada do cplex (cplex.log). Dentre esses, foi escolhido o relatório económico para a 


realização dessa análise. 


 


Tabela VII.2 – Resultado das variáveis do relatório econômico 


Var PLANGAS Receitas: Modelo “menos 


otimista” 


Modelo “mais 


otimista” 


SE...VE Vendas 21700000,0 21700000,0 


SE...GL Gás Lift 485530577,3 289504865,3 


SE...IJ Injecção Secundária 0,0 0,0 


 Custos:   


SE...QU Queima 269568,8 160710,7 


SE...TC Turbo-Compressores 3071557,5 1831247,5 


SE...MC Moto-Compressores 47430,0 28272,0 


SE...TG Turbo-Geradores 1667924,0 993953,0 


SE...BP Baixa Pressão 2127933,0 1268520,0 


SE...TR Transporte 68374,2 68374,2 


SE...NA Gás Não Associado 0,0 0,0 


SE...AS Gás Associado 0,0 0,0 


SE...ME Unidade MEA 86800,0 86800,0 


SE...BM BMF 0,0 0,0 


SE...IA Injecção para Armazenamento 26325,0 26325,0 


SE...PA Produção para Armazenamento 0,0 0,0 


 


A restrição de demanda fez com que a receita de gás vendido permanecesse no seu 


limite superior. O resultado “mais otimista” apresentou um acréscimo de 38,6% em relação 


ao “menos otimista”.  
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Tabela VII.3 – Resultados do modelo original 


Receitas: Modelo Original 


Vendas 21700000,0 


Gás Lift 520158998,8 


Injecção Secundária 0,0 


Custos: /////////// 


Queima 753346,3 


Turbo-Compressores 6560409,1 


Moto-Compressores 132540,5 


Turbo-Geradores 4660850,0 


Baixa Pressão 5946792,0 


Transporte 62001,2 


Gás Não Associado 0,0 


Gás Associado 0,0 


Unidade MEA 86800,0 


BMF 0,0 


Injecção para Armazenamento 2596,0 


Produção para Armazenamento 0,0 


 


A principal conclusão dos resultados dos modelos “menos otimista” e “mais 


otimista” incorporando incerteza nos coeficientes do modelo é que é possível encontrar 


outros padrões das várias componentes da função objetivo econômica com maior 


estabilidade face à variação dos coeficientes. Para além do impacto econômico de cada 


decisão, é ainda possível avaliar questões de natureza técnica associadas à extração e 


movimentação de gás em plataformas petrolíferas. 


Assim, é possível atingir importantes reduções de custos referente a Queima, 


Turbo-Compressores, Moto-Compressores, Turbo-Geradores, Baixa Pressão (Tabela 


VII.7). A redução do custo do gás queimado nas plataformas (Queima) acarretou um 


acréscimo nos custos de Transporte e em Injeção para Armazenamento, em decorrência do 


aumento da quantidade de gás natural produzido e armazenado.  
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Capítulo VIII 


Conclusões e Perspectivas de 


Desenvolvimento 


 
Neste capítulo são evidenciadas as contribuições, apresentadas as conclusões mais 


significativas e registradas as perspectivas de desenvolvimento deste trabalho.  


No Capítulo II foram brevemente referidos os principais conceitos e abordagens 


para tratar problemas de programação matemática com múltiplas funções objetivo e, em 


particular, de PLMO. 


No Capítulo III foram apresentadas as principais abordagens de tratamento da 


incerteza, com ênfase em programação intervalar, que é a abordagem que nos parece mais 


adequada quando não existe informação adicional sobre a variabilidade dos coeficientes do 


modelo. 


No Capítulo IV é apresentada uma abordagem para tratamento da incerteza em 


problemas de PLMO baseada na minimização de distâncias a pontos de referência, que 


pretende identificar soluções não dominadas que respondam às seguintes preocupações: - 


para uma determinada “concretização” da região admissível os valores das funções 


objetivo nunca estão abaixo de determinados níveis de reserva impostos pelo AD; - para a 


“maioria” dos casos, não há uma degradação brusca dos valores das funções objetivo; - 


para a “maioria” dos casos, a solução permanece admissível.  


No Capítulo V foi desenvolvida uma abordagem baseada na decomposição do 


diagrama paramétrico em regiões de indiferença. A robustez da solução é avaliada através 


da freqüência com que a mesma solução básica não dominada é obtida. A informação 


visual possibilitada pelo diagrama paramétrico permite analisar as alterações face aos 
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coeficientes centrais, para instanciações aleatórias dos coeficientes intervalares. O uso de 


meios gráficos é particularmente importante para a comunicação com o AD num processo 


de apoio à tomada de decisão.  


No Capítulo VI foram propostos indicadores de robustez para soluções de modelos 


de programação multi-objetivo, que tem subjacentes as abordagens apresentadas nos 


capítulo IV e V, que pretendem dar ao AD informação adicional para a discriminação entre 


soluções não dominadas face ao seu comportamento num contexto de incerteza. 


No Capítulo VII é reportada uma aplicação esquemática a um caso real na 


otimização de processos numa bacia de prospecção de petróleo no Brasil. Por razões de 


confidencialidade e restrições de acesso à informação, não foi possível efectuar uma 


aplicação extensiva das metodologias propostas nesta tese a este estudo de caso. Esta é 


uma via a explorar em futuros desenvolvimentos deste trabalho, de modo a adequar as 


técnicas propostas ao tratamento da incerteza em problemas reais de grande dimensão. 


O desenvolvimento de ferramentas metodológicas e computacionais como as 


propostas neste trabalho aumenta a possibilidade de utilização de modelos matemáticos 


para apoio à tomada de decisão, permitindo gerir a incerteza associada aos modelos, além 


de aprimorar a discussão e o aprendizado do problema em questão. A aplicação de técnicas 


para a gestão da incerteza intrínseca aos modelos matemáticos tem grande relevância 


diante da existência de fatores incontroláveis ao processo de decisão. Além dos problemas 


nas áreas de engenharia e de gestão, podemos indicar a sua aplicabilidade, em geral, a 


áreas em que haja complexidade de estimação de parâmetros, como por exemplo a área de 


controle ambiental.  


A curto prazo gostaríamos de usar as técnicas propostas e exemplificadas nos 


Capítulos IV e V para um tratamento mais exaustivo do modelo linear do sistema 


PLANGAS, mesmo com restrições de acesso a dados e divulgação de resultados.  
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