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Abstract

The technological evolution of sensors and electronics has im-
proved performance, reliability and robustness of transport vehi-
cles for the carriage of goods and passengers, as well as the
maintenance activities, particularly the proactive maintenance.
These advances along with the expansion of computational lear-
ning allow the creation of new fleets’ management approaches
paving the way for the generation of new automated models
that are able to predict the fuel consumption of vehicles.

The goal of this work was to study the usage of symbolic re-
gressions, created through Genetic Programming, as a metho-
dology for the automatic creation of a model that is capable
of predicting the fuel consumption of heavy vehicles, using real
data collected by sensors. In addition, a study was conduc-
ted to understand the influence of the meteorological factors
on the prediction of the same values, including features as the
atmospheric pressure and the air temperature.

The results obtained were able to prove the feasibility of the
technique for this type of problems, as it was able to gene-
rate a model using only 25% of the variables from the origi-
nal expression, created manually by the Stratio Automotive
company, and with lower prediction errors. The inclusion of
meteorological factors in the prediction models influenced the
fuel consumption values, but the improvements in the models
generated were not substantial.

Keywords

Evolutionary Algorithms (EA), Genetic Programming (GP),
Symbolic Regression, Prediction, Fuel Consumption.
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Resumo

A evolucao tecnoldgica dos sensores e da eletrénica melhorou o
desempenho, a confiabilidade e a robustez dos veiculos de trans-
porte de mercadorias e de passageiros, assim como as atividades
de manutengao, em especial, as de manutencao proativa. Estes
avancgos, em conjunto com a expansao da aprendizagem compu-
tacional possibilitam a criacdo de novas abordagens de gestao
de frotas, abrindo caminho para a geracdao de novos modelos
automatizados que consigam prever o consumo de combustivel
dos veiculos.

O objetivo deste trabalho consistiu no estudo do uso da re-
gressao simbolica com Programacao Genética como metodolo-
gia para a criacao automatica de um modelo capaz de prever
o consumo de combustivel de veiculos pesados, utilizando da-
dos reais recolhidos por sensores. Além disso, foi analisada a
influéncia que os fatores meteoroldgicos tém na previsao desse
mesmo valor, entre eles a pressao atmosférica e a temperatura
do ar.

Os resultados obtidos permitem-nos comprovar a viabilidade
da técnica para este tipo de problemas, tendo sido capaz de
gerar um modelo utilizando apenas 25% das varidveis do mo-
delo criado manualmente pela empresa Stratio Automotive e
com erros de previsao inferiores. A incorporacao de fatores
meteoroldgicos nos modelos de previsao influenciou o valor do
consumo de combustivel, porém as melhorias obtidas nos mo-
delos gerados nao foram substanciais.

Palavras-Chave

Algoritmos Evoluciondrios (AE), Programagao Genética (PG),
Regressao Simbdlica, Previsdo, Consumo de Combustivel.



Esta pagina foi propositadamente deixada em branco.



Conteudo

1 Introducao 1
1.1 Contextualizacao . . . . . . . . . .. 2

1.2 Objetivos . . . . . . . e 3
1.3 Planeamento . . . . . . . . .. 3
1.4 Estrutura do documento . . . . . . .. ... Lo 4

2 Fundamentos tedricos da Programacao Genética 7
2.1 Visao geral da Programagao Genética . . . . . . ... ... ... ... ... 7
2.2 Representacao dos individuos . . . . . . .. ... L Lo 8
2.3 Inicializagao da populagao . . . . . . . . ... 9
2.4 Funcaodefitness . . . . . . . . ... 11
2.5 Reprodugdo . . . . . . .. 11
2.6 Selecao . . . ... 11
2.7 Cruzamento . . . . . . . . . ... 12
2.8 Mutagdo . . . . ... e 13
2.9 Parametros de Programacao Genética . . . . . . . ... ... ... .. 13
2.10 Limitagoes . . . . . . . ..o e e 13
2.10.1 Bloat . . . . . 14

2.10.2 Querfitting . . . . . . . e 15

3 Trabalhos relacionados 17
3.1 Trabalhos realizados com Programagao Genética . . . . . .. .. ... ... 17
3.1.1 Programacao Genética em farmacocinética preditiva . . . . . . . . . 17

3.1.2 Melhoramento Genético em software . . . . . . .. ... ... .... 18

3.1.3 Programagao Genética baseada em gramética . . . . . . . .. .. .. 27

3.1.4 Geragao de software com Programacao Genética . . . . . .. .. .. 31

3.2 Trabalhos realizados sobre previsao e otimizagao do consumo de combustivel 33

3.2.1 Otimizacao do consumo de combustivel com Programacao Genética 33
3.2.2 Previsao do consumo de combustivel com Redes Neuronais Artificiais 35
3.2.3 Previsao e otimizacao do consumo de combustivel e de emissao de

gases com Redes Neuronais Artificiais e Algoritmos Genéticos . . . . 36

3.3 Conclusbes . . . . . . . 38

4 Caracterizagao dos dados do estudo 41
4.1 Dadosdoveiculo . . . . . .. .. . 41
4.2 Dados meteorolégicos . . . . ... 45
4.3 Criagao dos conjuntos de dados . . . . . . . .. ... oL 48
4.4 Selegdo de varidvels . . . . . . . . L 49
4.4.1 Anélise correlacional . . . . . .. ... L 49

4.4.2 Selecao de varidveis pelos técnicos . . . . . .. ..o 50

4.5 Arquitetura das experiéncias . . . . . .. ... 50

vii



5 Geragao de modelo baseado no modelo da empresa 53

5.1 Consideragoes geraisS . . . . . . v . v i i e e e e e 54

5.2 T2Fase . . . . . . . e e 99

5.2.1 Ajuste das configuragbes . . . . . . . ... 55

5.2.2 Redugao das variaveis de entrada . . . . . ... ..o 57

5.2.3 Teste da capacidade preditiva . . . . . . .. ... ... ... ... .. 60

5.2.4 Conclusdes . . . . . . 62

5.3 2%Fase . . . ... e e 63

5.3.1 Reducao adicional das variaveis de entrada . . . . . . . .. ... .. 63

5.3.2 Eliminacao do bloat . . . . . . . .. ... 66

5.3.3 Conclusdes . . . . . . . 70

5.4 3%Fase . . . . . e e 71

5.4.1 Validagao dos modelos gerados . . . . . . . ... ... ... 71

5.4.2 Conclusoes . . . . . . . . e 73

5.5 Conclusoes gerais . . . . . . . .. L 73

6 Geracao de modelo baseado em dados reais 75

6.1 Consideragoes gerais . . . . . . . . . oL 76

6.2 12Fase . . . . . . . . e 77

6.2.1 Geragdo de modelos com dados reais . . . . . . ... ... ... .. 77

6.2.2 Eliminagao do bloat . . . . . . . . . ... 79

6.2.3 Conclusoes . . . . . . . . . e 81

6.3 2%Fase . . . . ... e 81

6.3.1 Validacao dos modelos gerados . . . . . . ... ... oL 82

6.3.2 Conclusdes . . . . . . .. 83

6.4 Conclusbes gerais . . . . . . . . . . 83

7 Incorporacao de variadveis meteorolégicas 85

7.1 Consideragoes gerais . . . . . . . . . .o e 86

7.2 1%Fase A . . . . . . e 86
7.2.1 Geragao de modelos baseados no modelo fornecido adicionando fa-

tores meteoroldgicos . . . . ... ..o 86

7.2.2 Conclusoes . . . . . .. L 88

7.3 2%Fase A . . . . e e 88

7.3.1 Validagdo dos modelos gerados . . . . . . .. .. ... 88

7.3.2 Conclusdes . . . . . . . o e 89

74 1%Fase B . . . . . . . 89
7.4.1 Geragao de modelos com os dados reais adicionando fatores meteo-

roloégicos . . . ... 89

7.4.2 Eliminacao do bloat . . . . . . . . ... 91

7.4.3 Conclusdes . . . . . . . . e 93

7.5 2%Fase B . . . . . e 93

7.5.1 Validagdo dos modelos gerados . . . . . . ... ... ... 94

7.5.2 Conclusoes . . . . . . . o 94

7.6 Concluses gerais . . . . . . . . . o 95

8 Conclusao e trabalho futuro 97

Referéncias 98

Apéndices 103

A Analise correlacional 105

viii



B Resultados das experiéncias realizadas

B.1 Resultados das experiéncias realizadas com o 1°conjunto de dados baseadas
no modelo fornecido . . . . . .. Lo L

B.2 Resultados das experiéncias realizadas com o 2°conjunto de dados baseadas
nos dados reais . . . . . . .. L

B.3 Resultados das experiéncias realizadas com o 2°conjunto de dados baseadas
no modelo fornecido . . . . . .. Lo

C Expressao resultante da experiéncia PG_1000_NU Grow 1

Resultados completos da validagcao dos modelos

D.1 Validacao dos modelos das experiéncias da geragao de modelo baseado no
modelo da empresa . . . . . .. L.

D.2 Validacao dos modelos das experiéncias da geracao de modelo baseado em
dados reais . . . . . ...

D.3 Validacao dos modelos das experiéncias da geragao de modelo baseado no
modelo fornecido adicionando fatores meteorolégicos . . . . . . ... .. ..

D.4 Validacao dos modelos das experiéncias da geracao de modelo baseado nos
dados reais adicionando fatores meteorolégicos . . . . . . ... ... L.

ix



Esta pagina foi propositadamente deixada em branco.



Acronimos

%F Biodisponibilidade Oral Humana. 15

%PPB Plasma Protein Binding. 15

ADN Acido Desoxirribonucleico. 22, 24

AE Algoritmos Evolucionérios. 1, 12

AG Algoritmos Genéticos. 34, 35

API Application Programming Interface. 20, 39
AST Abstract Syntax Tree. 7, 19, 21

BNF Backus Normal Form. 21, 22

CAE Constantes Aleatérias Efémeras. 16, 53, 74, 84
CE Computacao Evolucionaria. 1, 28

CUDA Compute Unified Device Architecture. 20, 21
DL50 Dose Letal Mediana. 15

EG Evolugao Gramatical. 25

EQM Erro Quadratico Médio. 10, 16, 52, 74, 84
GenProg Genetic Program Repair. 19, 20

GISMOE Genetic Improvement of Software for Multiple Objectives FExploration. 21, 22,
24

GPU Graphics Processing Unit. 20-22

IA Inteligéncia Artificial. 1, 31

JM Janus Manager. 17, 36, 96

MG Melhoramento Genético. 16-19, 22, 31

ML Machine Learning. 15, 58

MLP Multilayer Perceptron. 34

P3G Programacgao Genética Guiada por Gramatica. 27-29

PG Programacao Genética. x, 1-4, 6, 7, 12, 13, 15-22, 24-31, 33, 34, 36, 37, 39, 4749,
51-53, 55, 57, 58, 60, 61, 63, 64, 68-74, 76, 81, 84, 86, 88, 89, 93, 95

RNA Redes Neuronais Artificiais. 33-37

xi



Esta pagina foi propositadamente deixada em branco.



Lista de Figuras

1.1
1.2

1.3
1.4

2.1
2.2
2.3
24

2.5
2.6

3.1

3.2

3.3

3.4

4.1
4.2
4.3
4.4
4.5
4.6
4.7
4.8
4.9

4.10

5.1

Fluxograma da Computagao Evolucionaria. . . . . . .. .. ... ... ...
Percentagem de erro entre o consumo real de combustivel e o consumo
anunciado pelos testes laboratoriais, ao longo dos anos (retirado de [1]).
Diagrama de Gantt do plano de trabalho estimado para o 2° semestre. . . .
Diagrama de Gantt do plano de trabalho realizado no 2° semestre. . . . . .

Fluxograma da Programacao Genética. . . . . . . . . . .. ... ... ....
Arvore de sintaxe abstrata da expressao max(a+a,a+b*3). . . ... ... ..
Criacao de uma arvore completa com profundidade maxima 2, utilizando o

método de inicializagdo Full (t = tempo). . . . . . . . ... ... ... ...
Criacao de uma arvore de cinco ndés com uma profundidade maxima de 2,

utilizando o método de inicializacdo Grow (t = tempo). . . . . .. ... ..
Exemplo de um cruzamento (adaptado de [2]). . . .. ... ... ... ...
Exemplo de uma mutagao (adaptado de [2]). . . . ... ... ... ...

Funcionalidade do Janus Manager dividida em processo diurno e noturno
(adaptada de [3]).. . . . . . ... L
Exemplo de uma lista de edicao e como ela pode evoluir com uma mutagao
do tipo Grow, Prune ou Single Edit Change (retirado de [3]). . . . . . . ..
Cédigo dos ficheiros http.c e cgi.c do webservice nullhttpd (retirado de

D). o o

Exemplo da contabilizagao do ntimero de pares em ordem. . . . . . . . . ..

Localizagao das duas Weather Stations de Coimbra. . . . . ... ... ...
Pluviosidade regista em Coimbra de 1 a 31 de Janeiro de 2018. . . . . . ..
Pluviosidade média regista em Coimbra de 1 a 31 de Janeiro de 2018.
Temperatura maxima, média e minima regista em Coimbra de 1 a 31 de
Janeiro de 2018. . . . . . . L
Pressao atmosférica maxima, média e minima regista em Coimbra de 1 a
31 de Janeiro de 2018. . . . . . . ...
Velocidade maxima, média e minima do vento regista em Coimbra de 1 a
31 de Janeiro de 2018. . . . . . . ...
Direcao média do vento regista em Coimbra de 1 a 31 de Janeiro de 2018. .
Representacao do intervalo de valores da Correlacao de Pearson [5].
Arquitetura 1 das experiéncias realizadas com os conjuntos de dados do
estudo. . . . .. L L e e
Arquitetura 2 das experiéncias realizadas com os conjuntos de dados do

Arquitetura da abordagem da geragdo de um modelo baseado no modelo
fornecido. . . . . . ..



5.2

5.3

5.4

9.5

5.6

5.7

5.8

5.9

6.1
6.2

6.3

6.4

7.1
7.2

7.3

7.4

7.5

Fitness minimo médio dos conjuntos de configuragoes PG_500 e PG_1000,
para os trés métodos de inicializacao da populacao, durante 500 e 1000

geracoes, respetivamente. . . . ... ..o Lo Lo Lo 56
Exemplo de uma divisao 3-fold aplicada a um conjunto de dados. . . . . . . 60
Arquitetura da utilizagao de uma divisao 3-fold no algoritmo de Programacao
Genética. . . . . . .. e 60
Fitness minimo médio do conjunto de experiéncias PG_1000-VF para os
trés métodos de inicializagao da populagao, durante 1000 geracoes. . . . . . 64

Fitness minimo médio e tamanho médio das arvores do conjunto de ex-
periéncias PG_1000_VF_F para os trés métodos de inicializagao da po-
pulacao, durante 1000 geracoes. . . . . . . . . . ... 65
Fitness minimo médio e tamanho médio das arvores do conjunto de ex-
periéncias PG_1000_VF_F_LD17 para os trés métodos de inicializacao da
populacao, durante 1000 geragoes. . . . . . . . . ... o e 68
Fitness minimo médio e tamanho médio das arvores dos conjuntos de ex-
periéncias PG_-1000_-VF_F_LD17, PG_1000-VF_F_LD30 ¢ PG_-1000_-VF_F
_LD35 para o método de inicializagdo da populagao Grow, durante 1000
BETACOES. + ¢ v v v e e e e e e e e e e e e e e e e e 68
Fitness minimo médio e tamanho médio das arvores do conjunto de ex-
periéncias PG_1000_.VF_F_LDTA para os trés métodos de inicializacao da
populacao, durante 1000 geracoes. . . . . . . . . ... 69

Arquitetura da abordagem da geracao de um modelo baseado em dados reais. 75
Fitness minimo médio e tamanho médio das arvores do conjunto de ex-
periéncias PG_1000_DR para os trés métodos de inicializagao da populagao,
durante 1000 geracoes. . . . . . . . . . ..o 78
Fitness minimo médio e tamanho médio das arvores do conjunto de ex-
periéncias PG_1000_DR_LD17 para os trés métodos de inicializacao da po-
pulacao, durante 1000 geragoes. . . . . . . . . . o ..o 80
Fitness minimo médio e tamanho médio das arvores do conjunto de ex-
periéncias PG_1000_-DR_LDTA para os trés métodos de inicializagdo da po-
pulagao, durante 1000 geragoes. . . . . . . . . . .. ..o o e 80

Arquitetura da abordagem da incorporacao de varidveis meteorolégicas. . . 85
Fitness minimo médio e tamanho médio das arvores do conjunto de ex-
periéncias PG_1000_VF_F_CM para os trés métodos de inicializagao da po-
pulacao, durante 1000 geragoes. . . . . . . . . . ..o 87
Fitness minimo médio e tamanho médio das arvores do conjunto de ex-
periéncias PG_1000_DR_CM para os trés métodos de inicializagdo da po-
pulacao, durante 1000 geragoes. . . . . . . . . . oL e e 90
Fitness minimo médio e tamanho médio das arvores do conjunto de ex-
periéncias PG_1000-DR_CM_LD17 para os trés métodos de inicializacao da
populacao, durante 1000 geragoes. . . . . . . . . ... 92
Fitness minimo médio e tamanho médio das arvores do conjunto de ex-
periéncias PG_1000_-DR_CM_LDTA para os trés métodos de inicializacio
da populacao, durante 1000 geragoes. . . . . . . . . . ... ... 92

Xiv



Lista de Tabelas

2.1

2.2

2.3

3.1

5.1

5.2

5.3

5.4

9.5

5.6

5.7

5.8

6.1

6.2

6.3

6.4

7.1

Exemplos de possiveis primitivas que podem constituir um conjunto de

simbolos terminais em Programacao Genética. . . . . . . . . . . .. ... .. 8
Exemplos de possiveis primitivas que podem constituir um conjunto de

fungoes em Programagao Genética. . . . . . . . . ... oo 8
Exemplos de possiveis valores da funcao de fitness de 6 individuos. . . . . . 12

Valores dos parametros de configuracao de Programagao Genética quando

aplicada ao P3G. . . . . . .. L 30
Configuracoes do algoritmo de Programacao Genética transversais a todos
os conjuntos de experiéncias apresentados no capitulo 5. . . ... ... .. 55
Resultados dos conjuntos de experiéncias PG_500 e PG_1000 realizados
durante a etapa de ajuste de configuragoes. . . . . . .. ... ... ... .. 57

Resultados dos conjuntos de experiéncias PG_1000_-NU, PG_1000_-CORR e
PG_1000_.NU_CORR realizados durante a etapa de reducao das variaveis

deentrada. . . . . . . . .. e e e 59
Resultados do conjunto de experiéncias PG_-1000-E2 realizado durante a
etapa de teste da capacidade preditiva. . . . . . . ... ... L. 61
Resultados dos conjuntos de experiéncias PG_1000-VF e PG_1000_-VF_F
realizados durante a etapa de reducao adicional das variaveis de entrada. . . 64

Resultados dos conjuntos de experiéncias PG_1000_VF_F_LD17, PG_1000_VF
_F_ LD30 e PG_1000_VF_F_LD35 realizados durante a etapa de eliminacao

do bloat. . . . . . e 67
Resultados do conjunto de experiéncias PG_1000_VF_F_LDTA realizado du-
rante a etapa de eliminacao do bloat. . . . . . . . .. ... ... 69

Resultados da validagao dos modelos gerados pelos conjuntos de experiéncias:
PG_1000_VF_F, PG_1000_-VF_F_LD17, PG_1000_VF_F_LD30, PG_1000_VF

_F_.LD35 e PG_1000_VF_F_LDTA. . . . ... .. ... .. .. ........ 72
Configuracoes do algoritmo de Programacao Genética transversais a todos
os conjuntos de experiéncias apresentados no capitulo 6. . . ... ... .. 76
Resultados do conjunto de experiéncias PG_1000_DR realizado durante a
etapa da geracao de modelos com dados reais. . . . . .. ... ... ... .. 77
Resultados dos conjuntos de experiéncias PG_1000_-DR_LD17 e PG_1000_DR
_LDTA realizado durante a etapa da eliminacao do bloat. . . . . . . . . . .. 79
Resultados da validagao dos modelos gerados pelos conjuntos de experiéncias:
PG_1000_-DR, PG_-1000_-DR_LD17 e PG_1000_-DR_LDTA. . . . . ... ... 82

Resultados do conjunto de experiéncias PG_1000_-VF_F_CM realizado du-
rante a etapa da geragdo de modelos baseados no modelo fornecido, incor-
porando fatores meteorolégicos. . . . . . . ... oL 87

XV



7.2

7.3

7.4

7.5

Al

B.1

B.2

B.3

D1

D.2

D.3

D4

Resultados da validagao dos modelos gerados pelo conjunto de experiéncias
PG_1000_-VF_F_-CM. . . . . . . . e e
Resultados do conjunto de experiéncias PG_1000_DR_CM realizado durante
a etapa da geracdo de modelos com dados reais, incorporando fatores me-
teorolOgicos. . . . . . . . e e
Resultados dos conjuntos de experiéncias PG_1000_-DR_CM_LD17 e PG_1000
_DR_CM_LDTA realizado durante a etapa da eliminagao do bloat. . . . . . .
Resultados da validagao dos modelos gerados pelos conjuntos de experiéncias:
PG_1000_-DR_CM, PG_1000-DR_CM_LD17 e PG_1000_-DR_CM_LDTA.

Tabela dos resultados completos da andlise correlacional . . . . . .. .. ..

Resultados das experiéncias realizadas com o 1°conjunto de dado baseadas
no modelo fornecido. . . . . . . ... L L L
Resultados das experiéncias realizadas com o 2°conjunto de dados baseadas
nos dados reais. . . . . . ...
Resultados das experiéncias realizadas com o 2°conjunto de dados baseadas
no modelo fornecido. . . . . ... oL

Erro absoluto entre os modelos gerados na 2%fase capitulo 5 e o consumo
real de combustivel. . . . .. ... L Lo
Erro absoluto entre os modelos gerados no capitulo 6 e o consumo real de
combustivel. . . . . . . L
Erro absoluto entre os modelos gerados na 12fase A capitulo 7 e o consumo
real de combustivel. . . . . ...
Erro absoluto entre os modelos gerados na 12fase B capitulo 7 e o consumo
real de combustivel. . . . . . . ...

xXvi

94



Capitulo 1

Introducao

Os Algoritmos Evolucionarios (AE), um subconjunto da Computagao Evolucionaria (CE),
sao inspirados na teoria da evolugao de Charles Darwin e nos seus mecanismos fundamen-
tais [6, 7, 8]. Segundo Darwin todos os seres vivos sao diferentes e por isso uns sao mais
aptos para determinados ambientes, tendo uma maior probabilidade de sobreviverem e
de gerarem descendentes que herdarao as suas caracteristicas [9]. Estes algoritmos, como
mostra a Figura 1.1, encontram-se divididos em quatro técnicas: Estratégias de Evolucao
(EE) [10], Programagao Evoluciondria (PE) [11], Algoritmos Genéticos (AG) [12] e Pro-
gramagao Genética (PG) [2].
Estratégias de
Evolugdo

Programagéo

- Evolucionaria
| Algoritmos
Evolucionérios .
Algoritmos
Genéticos

Computagio Programagao
Evolucionaria Genética

|| Inteligéncia dos
Enxames

Figura 1.1: Fluxograma da Computagao Evolucionéria.

A técnica da Programagao Genética (PG) foi popularizada por John Koza em 1992 com
o objetivo de solucionar uma ampla gama de problemas. Nesta técnica, a procura de
uma solugdo para um dado problema é feita gerando, de forma automaética, programas
de computador (e.g. expressoes matematicas, expressoes légicas, c6digo) sem exigir que
o utilizador conheca ou especifique, antecipadamente, a forma ou a estrutura da solugao
[2]. Para tal, é necessario uma declaragao de alto nivel do objetivo e poder computacional
suficiente.

Ao longo dos anos, esta técnica tem-se demonstrado uma drea muito promissora de pes-
quisa em Inteligéncia Artificial (IA) dada a sua robustez, tendo sido amplamente utilizada

na descoberta de relacoes funcionais entre varidveis pertencentes a um conjunto de dados
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(Regressao Simbdlica) [13, 14, 15, 16], no agrupamento de dados em categorias (Classi-
ficacao) [17] e, mais recentemente, no processo de desenvolvimento de software, nomea-
damente na geracao automatica de cédigo [18, 19, 20], melhoramento genético [21, 22] e
corregao automadtica de falhas [3, 4, 23].

Esta dissertacao esta focada na determinacao de um modelo capaz de prever o niumero
de litros consumidos pelos veiculos pesados durante o seu funcionamento e estudar a in-
fluéncia que os fatores meteoroldgicos tém na previsao desse mesmo valor. Para tal, serd

utilizada uma Regressao Simbélica com Programagao Genética (PG).

1.1 Contextualizacao

No mundo real, muitos dos problemas com que nos deparamos podem ser representados
como problemas de otimizagao, onde um conjunto de parametros tem de ser ajustado para
atingir uma solugao ou um conjunto de solugoes. Contudo, a maioria desses problemas,
entre eles a previsao do consumo de combustivel, sao realmente complexos o que faz com
que, em geral, ndo possam ser resolvidos de forma eficiente com técnicas deterministicas
de otimizacao [24]. Dentro deste contexto, a empresa Stratio Automotive! demorou vérios
meses a gerar manualmente um modelo, seguindo as leis da Fisica, capaz de prever o con-
sumo de combustivel de veiculos pesados de um modelo e marca especificos, baseado em
vérios parametros associados ao motor. No entanto, esse modelo depende de um grande
numero de varidveis e foi gerado em condigoes ideais (assumindo um veiculo composto
apenas por pegas de origem e em correto funcionamento), apresentando elevados valores
de erro quando testado em contexto real impossibilitando assim, a sua utilizagao.

No contexto de uma empresa de transportes, a gestao de combustivel na sua frota apresenta-
se como uma questao vital na sua faturagao muito influenciada por fatores como a dimi-
nuicao dos recursos fésseis e consecutiva escalada dos pregos dos combustiveis, conducao
efetuada pelos seus motoristas, manutencao proativa, entre outros. Ainda que a industria
de fabrico automével fornega modelos de consumo especificos para cada veiculo, esses va-
lores tém, ao longo do tempo, apresentando uma discrepancia cada vez maior face aos
valores reais. A existéncia de uma pequena discrepancia acontece sempre, porque a de-
terminagao do modelo é feita em condigoes ideais, nao tendo em consideracao a maioria
dos fatores que tém uma influéncia direta no consumo real de combustivel. No entanto,
estudos realizados pela Federacdo Europeia dos Transportes e Ambiente detetaram que
essa discrepancia atingiu os 42% em 2015, Figura 1.2, e afirmam que existe uma tendéncia
para aumentar até 2020 [25].

Dadas as incongruéncias identificadas nos modelos dos fabricantes, as empresas de trans-
portes recorrem aos valores de consumo apresentados nos veiculos ou a sistemas de gestao
de frotas para calcular o consumo médio de cada viatura e os gastos associados. Ainda que
esses valores fornegam as condi¢bes necessarias para o calculo de uma média de consumo,

nao permitem efetuar previsoes com base em fatores internos e externos ao veiculo.

!Para mais informacdes consultar: www.stratioautomotive.com
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Figura 1.2: Percentagem de erro entre o consumo real de combustivel e o consumo anun-
ciado pelos testes laboratoriais, ao longo dos anos (retirado de [1]).

1.2 Objetivos

O objetivo principal desta dissertagao é utilizar PG para gerar um modelo capaz de prever
o consumo de combustivel de veiculos pesados de um modelo e marca especificos, utilizando
dados das caracteristicas dos veiculos e dados reais recolhidos pelos sensores durante o seu

funcionamento. Este objetivo encontra-se dividido em trés partes:

e Em primeiro lugar, pretende-se gerar um modelo baseado no modelo ja existente, cri-
ado manualmente pela empresa Stratio Automotive, reduzindo o niimero de varidveis

de entrada;

e Em segundo lugar, o objetivo é gerar um novo modelo baseado nos dados reais apenas

com as varidveis que no ponto anterior se demonstrarem essenciais;

e Por fim, pretende-se adicionais fatores externos tais como a pressao atmosférica e a

temperatura do ar e estudar a sua influéncia na previsao do consumo de combustivel.

1.3 Planeamento

Durante o segundo semestre, o foco da dissertacao esteve utilizagdo da PG para eliminar
algumas das varidveis de entrada do modelo matemético fornecido pela empresa e pela
criacdo automatica de um modelo que inclua os fatores internos e externos ao veiculo,
permitindo uma boa previsao do consumo de combustivel, utilizando os conhecimentos
adquiridos no primeiro semestre. Para tal, tinha sido definido o plano de trabalho que se
encontra na Figura 1.3.

Do plano inicialmente proposto, todas as tarefas definidas foram cumpridas, ainda que

tenham ocorrido algumas discrepancias. Essas discrepancias ocorreram em grande parte
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devido ao tempo necessério para a execucao das experiéncias com o algoritmo de PG, isto
porque foram surgindo algumas limitacoes para as quais foi preciso implementar alteracoes
ao algoritmo. Essas alteracoes refletem-se em novas tarefas, algumas delas que demoraram
mais de um més na implementacao e execucao como, por exemplo, a eliminagao do bloat,
tal como mostra o diagrama de Gantt da Figura 1.4. Além disso, foi necessario aguardar
pela aprovacao dos clientes para o fornecimento dos dados e pela sua recolha por parte da
empresa.

Até a data da entrega deste relatério o artigo cientifico encontra-se em fase de submissao.

1.4 Estrutura do documento

O restante documento encontra-se dividido em 7 capitulos.

Nos capitulos 2 e 3 sao descritos detalhadamente os fundamentos tedéricos da PG e alguns
dos trabalhos recentemente publicados sobre a sua aplicabilidade (secgao 3.1) e sobre a
previsao e otimizagao do consumo de combustivel (secgao 3.2).

No capitulo 4 é feita uma caracterizacao dos dados e das arquiteturas das experiéncias
realizadas e nos capitulos 5, 6 e 7 sao descritos os resultados obtidos e as conclusoes
retiradas em cada uma das etapas/fases.

Por fim, no capitulo 8 é feito um apanhado das conclusoes chave de toda a dissertagao.



Title Effort Start
Redugdo do nimero de varidveis do 3w 05/02/2018
modelo matematico fornecido pela

empresa

Inclusdio de varidveis adicionais ao 4w 26/02/2018
modelo

Desenvolvimento de um modelo baseado 4w 02/04/2018
no consumo real

Refinamento do modelo 2w 30/04/2018

Escrita do relatério final

4w 3d 14/05/2018

Escrita de um artigo cientifico 2w 2d 14/06/2018

Figura 1.3: Diagrama de Gantt do plano de trabalho estimado para o 2° semestre.
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Figura 1.4: Diagrama de Gantt do plano de trabalho realizado no 2° semestre.
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Capitulo 2

Fundamentos tedricos da

Programacao Genética

Nas seccoes seguintes, sao descritos detalhadamente os conceitos principais e as termino-
logias da Programagao Genética (PG). Essa descrigao é feita com base na PG standard,

definida por Koza [2].

2.1 Visao geral da Programacao Genética

A PG ¢ utilizada para evoluir um conjunto de programas de computador, com vista a
encontrar aquele que consiga resolver automaticamente um dado problema.

A Figura 2.1 mostra o funcionamento geral da PG.

[ criagao aa popuiagac iiciai | @

Critério
de
paragem

Figura 2.1: Fluxograma da Programacao Genética.

Inicialmente, é criada uma populagao - geragao 0 - designada populagao inicial (Passo 1),
composta por varios individuos (possiveis solugdes do problema) normalmente gerados de
forma aleatodria. A partir dai, a todos os individuos é atribuido um valor, designado valor
de fitness, que representa a sua capacidade para resolver o problema em anélise (Passo 2).

Caso o critério de paragem seja satisfeito, o melhor individuo da populacao é devolvido
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como solugao ao problema. Caso contrério, os melhores individuos sao selecionados (Passo
3) e sao-lhes aplicados os operadores genéticos (Passo 4), criando uma nova populagao
(Passo 5). Cada execugao corresponde a uma nova geragao. Os operadores genéticos sao
aplicados probabilisticamente e sao os seguintes: Reprodugao, Selegcao, Cruzamento

e Mutacao descritos nas secgoes 2.5-2.8 respetivamente.

2.2 Representacao dos individuos

Numa abordagem classica de PG, a representacao tipica de cada individuo é uma Abs-

tract Syntax Tree (AST). Cada arvore é constituida por um conjunto de funcoes, F
{ f1, fo,.ery fn}, que representam os nds, e por um conjunto de simbolos terminais, T =
{tl, to, ..., tn}, que representam as folhas. Desta forma, o espaco de procura é constituido
por todas as expressoes validas que podem ser construidas recursivamente com as fungoes

do conjunto F e os simbolos terminais do conjunto T:

e Conjunto de simbolos terminais (T): Este conjunto é composto por variaveis,
constantes e fungoes com aridade zero (sem argumentos) definidas no dominio do

problema. Alguns exemplos encontram-se na Tabela 2.1.

Simbolos terminais

Tipo de primitiva Exemplo(s)
Variaveis X, ¥y, a, b
Valores constantes 3, 0.45
Funcoes com aridade zero rand ()

Tabela 2.1: Exemplos de possiveis primitivas que podem constituir um conjunto de
simbolos terminais em Programacao Genética.

e Conjunto de funcgoes (F): Este conjunto é composto por todas as fungoes de
qualquer tipo que aceitem um numero variado de argumentos. Uma operacao intro-
duzida por Koza foi a divisdo protegida, que retorna 1 quando o denominador da
divisao é igual a zero, evitando falhas de execucéo [2]. Alguns exemplos encontram-se
na Tabela 2.2.

Funcgoes
Tipo de primitiva Exemplo(s)
Aritmética +, x, /
Matemaética sin, cos, exp
Booleana AND, OR, NOT
Condicional IF-THEN-ELSE

Tabela 2.2: Exemplos de possiveis primitivas que podem constituir um conjunto de fungoes
em Programagao Genética.
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As funcgoes do conjunto F devem obedecer a propriedades especificas, garantindo a con-
sisténcia do dados e a seguranca na avaliacdo das expressoes criadas. Desta forma, é
importante, por exemplo, na arvore da Figura 2.2 garantir que os valores das varidveis, a
e b, estejam definidos para as operagoes em que estao envolvidos, + e *.

Mesmo que a estrutura da solugao nao seja conhecida, é importante que os conjuntos F e

T sejam representativos, facilitando a procura de uma solucao para o problema.

Figura 2.2: Arvore de sintaxe abstrata da expressio max(a+a,a+b*3) .

A Figura 2.2 mostra a representacao do programa max(a+a,a+b*3), onde as variaveis e
as constantes (a,b e 3) do programa constituem o conjunto T e as operagoes aritméticas

(+,* e max) constituem o conjunto F.

2.3 Inicializacao da populacgao

A geracao da populagao inicial é normalmente feita de forma aleatéria. No entanto,
existem varios métodos utilizados para a sua geracao, entre eles estao trés mais comuns:
Full, Grow e Ramped half-and-half.

No método Full, as arvores sao geradas de forma a que nao excedam uma profundidade
maxima definida pelo utilizador. A profundidade de um né corresponde ao numero de
arestas a serem percorridas para alcancar esse né a partir do né raiz (profundidade 0).
A raiz da arvore é constituida por uma funcdo do conjunto F escolhida aleatoriamente.
Depois disso, outras funcoes sao também escolhidas de forma aleatéria para formar os
nos da arvore. Os que se encontram na profundidade méxima, designados folhas, sao
preenchidos apenas com simbolos terminais do conjunto T. Desta forma, é criada uma
arvore completa em que todas as folhas se encontram a mesma profundidade. A Figura

2.3 é um exemplo da criagdo de uma arvore completa com profundidade 2

=5

Figura 2.3: Criagao de uma &arvore completa com profundidade méaxima 2, utilizando o
método de inicializagdo Full (t = tempo).
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No algoritmo 1 esta ilustrado o pseudocddigo correspondente a este método quando o
parametro metodo ¢é igual a full.

O método Grow funciona de forma semelhante ao anterior, mas permite criar arvores que
nao sao completas. Isto é, os nés sao criados com elementos escolhidos aleatoriamente dos
conjuntos T e F. Sempre que um simbolo terminal é escolhido, o crescimento da arvore
nesse ramo para mesmo que nao se encontre na profundidade maxima. A Figura 2.4 é um
exemplo da criacao de uma arvore de profundidade 2 com o método Grow.

No algoritmo 1 estd o pseudocddigo correspondente a este método quando o pardmetro

metodo ¢ igual a grow.

=1 t=2 3
A OB 0.
) ©
® 1 © 0

@ @ @

Figura 2.4: Criacao de uma &arvore de cinco nés com uma profundidade maxima de 2,
utilizando o método de inicializacdo Grow (t = tempo).

Algoritmo 1 Pseudocédigo dos métodos Full e Grow

1: procedure GEN_EXP(conj_func, conj_term, max_profund, metodo)

2: if max_profund = 0 or ( metodo = grow and rand(0,1) = |conj,thronZ{ifczrgg", Fumel)
then

3: expr = escolha_aleatoria_elemento(conj_term)

4: else

5: expr = escolha_aleatoria_elemento(conj_func)

6: for i = 1 to arity(func) do

7 arg_i = gen_rnd_expr(conj_func, conj_term, max_profund - 1, metodo)

8: end for

9: expr = (func, arg_1, arg-2, ...)

10: end if

11: return expr

12: end procedure

Nota: conj_func é o conjunto de fungoes; conj_term é o conjunto de simbolos terminais;
max_profund é a profundidade maxima permitida para a arvore gerada; metodo pode ser
igual a grow ou a full; arity(func) é o nimero de parametros da fung¢ao func ; expr
é a expressao correspondente a arvore gerada e rand(0,1) é uma funcao que retorna um
nimero uniformemente distribuido entre 0 e 1.

No método Ramped half-and-half, uma parte da populacao é criada usando o método Full
e a outra parte ¢é criada usando o método Grow. Assim sendo, a populagao sera constituida
por arvores de diferentes tamanhos (o tamanho de cada drvore é escolhido aleatoriamente
entre 1 e a profundidade méxima), garantido uma maior diversidade. No algoritmo 2 esta

o pseudocddigo correspondente a este método.

10
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Algoritmo 2 Pseudocédigo do método Ramped half-and-half

1: procedure GEN_EXP_RHH/(conj_func, conj_term, max_profund, prob_grow)
2 profund = rand(1, max_profund)

3 if rand(0,1) < prob_grow then

4 return gen_exp(conj_func, conj_term, profund, grow)

5: else

6 return gen_exp(conj_func, conj_term, profund, full)

7 end if

8: end procedure

Nota: conj_func é o conjunto de fungoes; conj_term é o conjunto de simbolos terminais;
max_profund é a profundidade maxima permitida para a arvore gerada; prob_grow é a
probabilidade de criar a drvore com o método grow e rand(1,max_profund) é uma fungao
que retorna um ntmero uniformemente distribuido entre 1 e max_profund.

2.4 Funcao de fitness

Cada individuo da populacao é criado com base nos conjuntos de simbolos terminais e de
fungoes. No entanto, a sua criagdo nao garante que ele resolva ou parcialmente resolva o
problema. Desta forma, é necessario quantificar num valor, por recurso a funcao de fitness,
a capacidade que um dado individuo tem para resolver o problema.

A funcao de fitness permite avaliar um individuo para um dado conjunto de casos de ap-
tidao conhecidos.

Usando um problema de regressao simbdlica como exemplo, a fungao de fitness normal-
mente utilizada é o Erro Quadratico Médio (EQM).

2.5 Reproducao

A reproducao estd geralmente associada ao parametro elitismo. Esse parametro indica o
namero de individuos que sao copiados de uma geragao para a seguinte sem que sofram

qualquer alteracao genética.

2.6 Selecao

Dada uma populacao, em que foi atribuido a cada individuo um valor de fitness, é ne-
cessario selecionar aqueles que vao sofrer operagoes genéticas de cruzamento e mutacgao.
Isto leva a que um individuo que apresente um melhor valor de fitness tenha uma maior
probabilidade de ter mais filhos do que outro que apresente um valor pior.

Existem diversas formas de sele¢do, mas a mais conhecida é a selecdo por torneio [2].
Nesta, nao é feita uma comparacao entre todos os elementos da populacdo, apenas n
individuos sao selecionados de forma aleatéria usando uma distribuicao uniforme, sem
qualquer ligacao com o valor do fitness. Esses n individuos selecionados sao comparados e

aquele que apresentar melhor valor de fitness é escolhido. Quando é feita uma operacao de

11
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cruzamento é necessario selecionar dois individuos e por isso sao realizados dois torneios.
Este método de selecao impede que, caso exista um individuo com um bom valor de fitness,
a geracao seguinte seja constituida apenas por filhos desse individuo, o que levaria a uma
rapida perda de diversidade.

Supondo que uma populagao é composta por seis individuos, com os valores de fitness
presentes na Tabela 2.3. Aplicando uma sele¢ao por torneio de tamanho n = 3, poderiam
ser escolhidos os individuos 1, 4 e 5.

Entre os individuos escolhidos pelo torneio, aquele que apresenta melhor valor de fitness

é o 4 e, consequentemente, é o selecionado.

Individuo Fitness
0.2
0.1
0.4
0.5
0.3
0.8

SOk W N

Tabela 2.3: Exemplos de possiveis valores da fungao de fitness de 6 individuos.

2.7 Cruzamento

O cruzamento permite introduzir diversidade na populagdo ao longo das vérias geragoes.
Este operador gera novos individuos (filhos) com base noutros individuos (pais) que foram
selecionados (descrito na secgao 2.6).

Este operador comeca por selecionar o né de cruzamento em cada cdpia das arvores pais
(representado a cinzento na Figura 2.5). Em seguida é criado um filho, substituindo a
subarvore do ponto de cruzamento do pai 1 pela subarvore do pai 2, como mostra a Fi-

gura 2.5.

Figura 2.5: Exemplo de um cruzamento (adaptado de [2]).
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Os pontos de cruzamento nao sao escolhidos uniformemente de entre os nds existentes,
uma vez que isso levaria a cruzamentos de pequenas subarvores como, por exemplo, a
troca de folhas. Desta forma, Koza [2] sugere que 90% das vezes devem ser escolhidos nés

compostos por fungoes e nos restantes 10% sejam escolhidas folhas.

2.8 Mutacao

A mutagao é um operador genético que deve geralmente ocorrer depois do cruzamento.
Este operador é aplicado com uma probabilidade baixa e atua apenas sobre um individuo,
introduzindo diversidade a populagao.

Nesta operacao genética é escolhido um ponto de mutagao na cépia da arvore pai e essa

subarvore é substituida por outra gerada aleatoriamente, como mostra a Figura 2.6.

Subérvore gerada aleatoriamente

Figura 2.6: Exemplo de uma mutagao (adaptado de [2]).

2.9 Parametros de Programacao Genética

Antes de executar um algoritmo de PG é necessario definir um conjunto de parametros im-
portantes para o desempenho dos Algoritmos Evolucionarios (AE). Alguns desses parametros
sao: o tamanho da populacao, o critério de paragem, a probabilidade de cruzamento e de
mutacao, a profundidade méaxima das arvores, os métodos de selecao e os conjuntos de

funcoes e simbolos terminais.

2.10 Limitacoes

Para que o algoritmo de PG consiga obter bons resultados é importante uma correta
definicao dos parametros enunciados anteriormente. Contudo, algumas das vezes, mesmo
quando é feita uma correta definicao desses parametros existem limitagoes que permanecem

e que tém sido alvo de varios estudos. Essas limitagoes sdo bloat e overfitting.
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2.10.1 Bloat

O bloat é caracterizado por um crescimento excessivo do tamanho dos individuos durante
a fase de procura, sem que se verifiquem melhorias proporcionais nos valores de fitness.
Ainda que esse crescimento seja normal e resultante da aplicacao dos operadores genéticos,
muitas das vezes corresponde ao aparecimento de redundancia em segmentos do mesmo
individuo.

Para combater o bloat foram propostas técnicas que permitem controlar o crescimento
descontrolado do tamanho das arvores, resultantes da aplicacdo dos operadores genéticos.
Por exemplo, a abordagem mais simples e tradicional é a utilizacdo de um limite fixo
[2]. No entanto, estudos mais recentes [26] mostraram que é possivel tornar esse limite

dinamico em que o seu valor se ajusta ao longo das geragoes.

Limite estatico

A PG standard utiliza limites estaticos para o tamanho e/ou profundidade das arvores
geradas pelos operadores genéticos.

Sempre que é aplicado um operador genético é verificado se a sua descendéncia excede
o limite definido. Se nao exceder, o individuo ¢é incluido na populagao, caso contrario, é
eliminado e um dos seus progenitores é selecionado para pertencer a geragao seguinte. Esta
implementacao impede o crescimento excessivo dos individuos. No entanto, o controlo de
bloat s6 comeca a ocorrer quando o limite definido é atingido e, em problemas de elevada
complexidade, a sua natureza estatica pode impedir que a solucao étima seja encontrada
[26].

Limite dinamico

O limite dindmico é uma técnica de controlo de bloat inspirada no tradicional limite estatico
que, tal como o nome indica, é dinamico, alterando-se ao longo das geragoes. Mais uma
vez, pode ser aplicado ao tamanho ou & profundidade das arvores.

Inicialmente é definido com um valor baixo, pelo menos tao baixo quanto a profundidade
méaxima das arvores da populagao inicial. Ao longo da execugao do algoritmo podem

ocorrer quatro situacoes:

e O novo individuo nao é o melhor individuo encontrado até ao momento e ndo excede

o limite dindmico: O novo individuo é aceite na populagao;

e O novo individuo nao é o melhor individuo encontrado até ao momento e excede o
limite dinamico: O novo individuo nao é aceite na populagao, sendo substituido por

um dos seus progenitores;

e O novo individuo é o melhor individuo encontrado até ao momento e nao excede o
limite dinamico: O novo individuo é aceite na populagao e o limite dinamico baixa

de forma a ser igual & sua profundidade;
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e O novo individuo é o melhor individuo encontrado até ao momento e excede o limite
dindmico: O novo individuo é aceite na populagéo e o limite dindmico aumenta de

forma a ser igual & sua profundidade.

A utilizacao de um limite dinamico nao invalida a utilizagdo de um limite estatico.

2.10.2 OQwerfitting

O owverfitting ocorre quando um modelo aprende os detalhes e o ruido do conjunto de dados
de treino. Isto significa que o ruido e as flutuacoes aleatdrias nos dados sao aprendidos
como conceitos pelo modelo. O problema é que esses conceitos nao se aplicam a novos
dados, afetando negativamente a capacidade de generalizacao dos modelos [27].

Para estimar a precisdao de um modelo sdo utilizadas técnicas de reamostragem e/ou é
retido um conjunto de dados de validagao. A técnica de reamostragem mais popular é a
validagao cruzada k-fold. Por sua vez, um conjunto de dados de validacao é simplesmente
um subconjunto dos dados de entrada que nao é considerado na geragao do modelo, sendo

posteriormente utilizado para avaliar o seu comportamento perante dados nao vistos.
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Capitulo 3

Trabalhos relacionados

Neste capitulo, em primeiro lugar é feito um resumo de varios estudos recentes englobando
diferentes areas, onde a PG com algumas variantes tem-se demonstrado uma técnica pro-
missora. Em seguida, sdo apresentados trabalhos focados na previsao e otimizagao do
consumo de combustivel e por fim, é feito um apanhado dos pontos chave dos trabalhos

apresentados.

3.1 Trabalhos realizados com Programacao Genética

Os trabalhos seguintes permitem comprovar o interesse dos investigadores na PG, com
a qual é possivel criar modelos que representem de forma simplificada uma realidade ou
parte dela. Esses modelos permitem analisar fenémenos de sistemas complexos que apenas

pela observagao da realidade seriam de dificil interpretacao.

3.1.1 Programacao Genética em farmacocinética preditiva

A eficicia de um medicamento estd nao s6 associada as moléculas dos seus compostos, mas
também ao caminho que cada uma delas realizada dentro do corpo de um paciente sem que
este manifeste reagoes adversas. Para tal, é necessario conseguir prever o comportamento
das moléculas, o que é possivel com base em trés parametros - Biodisponibilidade Oral
Humana (%F), Dose Letal Mediana (DL50) e Plasma Protein Binding (%PPB) - que sao
possiveis de prever utilizando técnicas de Machine Learning (ML).

Vérios estudos realizados [13, 14, 15] tém utilizado variantes de PG para prever esses
parametros, comparando-as a alguns métodos de regressao mais simples. Para os estudos
apresentados, todas as técnicas foram testadas com e sem uma fase de pré-processamento
de selecao de atributos.

As variantes de PG testadas foram:

e PG standard: tal como é descrita no capitulo 2;
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e DF-GP: semelhante a versao standard, mas com uma funcao de fitness dindmica que

muda durante a evolucao da populagao;

o [S2-C-GP: semelhante a versao standard, mas com uma fungao de fitness que otimiza
simultaneamente o EQM e o coeficiente de correlagao. Além disso, o conjunto de
simbolos terminais é composto por varidveis de ponto flutuante, que representam os
241 descritores moleculares presentes na base de dados, e por Constantes Aleatdrias
Efémeras (CAE).

As CAE s@o um conjunto de constantes aleatérias fixas, geradas como parte do processo
de inicializacao da populagao. Sempre que uma é escolhida como simbolo terminal, é ge-
rado um valor aleatério diferente que é usado para essa folha e que permanece fixo para a
restante execugao.

Os resultados obtidos mostram que as variantes de PG, em especial a LS2-C-GP, apre-
sentam melhores resultados comparativamente as restantes técnicas de regressao, tanto do
ponto de vista da qualidade da solugao como da correlagao entre os dados previstos e os
dados corretos, demonstrando ser uma das técnicas mais promissoras para a previsao de
parametros farmacocinéticos. Além disso, é possivel afirmar que otimizar mais do que um
critério em simultaneo pode ser benéfico.

A aplicagdo de uma fase de pré-processamento de selecdo de atributos é desnecessaria
em técnicas de PG para que estas apresentem melhores resultados, permitindo afirmar
que esta técnica faz essa selecdo, poupando tempo e recursos, o que é uma vantagem

comparativamente as restantes.

3.1.2 Melhoramento Genético em software

O Melhoramento Genético (MG) é um processo que aperfeigoa automaticamente o com-
portamento de um sistema que usa a PG. A sua utilizacdo na manutencao de software
tem crescido, com vista a otimizar o cédigo escrito manualmente numa variedade de pro-
priedades funcionais e nao funcionais [28].

Num terco das vezes, os critérios de melhoria sao propriedades nao funcionais, como é o
caso do tempo de execucdo, uso de memdria e consumo de energia [29].

Os principais objetivos da aplicagao de MG a software ja existente sao a automatizacao do
processo de corregao de falhas [3, 4, 23], tornando-o menos demorado e dispendioso [30],

o melhoramento das propriedades nao funcionais e a geracao automatica de codigo.

3.1.2.1 Correcao automatica de falhas

A PG tem obtido excelentes resultados quando aplicada a programas ji existentes, em
especial na corregao de falhas, permitindo corrigir automaticamente a maioria delas [31].
Além de uma grande parte dos estudos sobre MG terem sido realizados em laboratério em
copias do programa original, o objetivo final é a sua utilizagao para criar softwares que se

auto aperfeicoam.
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As pesquisas atuais sobre este tema ainda apresentam conceitos iniciais. Assim sendo,
primeiro é necessario oferecer aos programadores ferramentas que permitam melhorar o

software existente e s6 depois software que se auto ajuste.

Janus Manager

Janus Manager (JM) é um programa desenvolvido para um centro de reabilitagdo vo-
cacional, permitindo que os especialistas consigam ter uma visao geral do processo de
reabilitacao dos varios clientes.

Haraldsson et al., num artigo publicado recentemente [3], mostraram que este software foi
um dos primeiros passos na correcao automatica de falhas com PG.

Este software apresenta dois comportamentos distintos consoante a fase do dia em que se
encontra. Durante o dia, lado esquerdo da Figura 3.1, sempre que uma solicitagao e/ou
fornecimento de dados por parte de um utilizador desencadear uma excegao, a informagao
referente a esse acontecimento é registada no ficheiro de logs, representado ao centro na
Figura 3.1. Nesse ficheiro ficam registados os dados de entrada da funcao onde a excecao
ocorreu e a respetiva excecao. No final do dia, todas as informagoes referentes aos aconte-
cimentos inesperados no software encontram-se registadas no ficheiro e sao posteriormente

utilizadas na corregao de falhas.

Durante o dia Durante a noite
(Normal) (Melhoramento genético)

= Utilizadores

edido Relatério
N do processo de
melhoramento

*

Qutput Dados

de enrada
Processar
0 pedido

Produzir a
B

"] Base de dados

Figura 3.1: Funcionalidade do Janus Manager dividida em processo diurno e noturno
(adaptada de [3]).

I. Reparagao .‘
iy
-'.Geraqéo de',

casos de
b, teste

L
/ Filtragem

. | dosemos |
\_ Unicos /

Dados de entrada
Exceges

v
Ficheiro didrio
de logs

Ao inicio da noite, quando o ultimo utilizador terminar a sess@o € iniciado o processo de
MG, lado direito da Figura 3.1. Este processo é composto por trés fases de forma ordenada
- filtragem, geracao de casos de teste e reparacao. Dada a modularidade do software, o
processo de MG consegue aceder facilmente aos seus componentes, testando e melhorando
cada um isoladamente.

Inicialmente, na fase de filtragem, as excegoes registadas no ficheiro sdo ordenadas por
ordem decrescente de importancia, sendo que as de maior importancia correspondem as
excegoes que aconteceram um maior numero de vezes. De seguida, sdo gerados novos casos

de teste com base nas excecoes ordenadas. Para cada uma é selecionado de forma aleatoria
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qual, de entre os valores de entrada que desencadearam a excecao, vai ser substituido por
outro que se encontre na sua vizinhanga, enquanto que os restantes se mantém fixos. S6
os novos casos de teste, que causem a mesma excecao, ¢ que sao mantidos e adicionados
aos ja existentes no sistema.

Por fim, é aplicada PG para corrigir as falhas encontradas. Com base no conjunto final de
casos de testes, a PG cria listas de edigdo que o cédigo fonte deve sofrer de forma a nao
apresentar falhas. Cada uma das listas de edicao é constituida apenas por operacoes de
mutacao (substituigao, elimina¢ao ou insergao) que podem recair sobre blocos de c6digo,
linhas ou declaragoes [32].

Cada populacao é constituida por 50 listas, sendo que de geracao em geracao metade sao
selecionadas com base na percentagem de sucesso dos casos de teste que um programa
sujeito a essas alteragoes tem. Cada uma das 25 listas, antes de passar a geracao seguinte,
sofre um tnica mutacao que pode ser de trés tipos: Grow, Prune e Single Edit Change,

como mostra a Figura 3.2 [3].

(Operation, [Location], "Code_out", "Code_in")

(Replace, [13,26], "<", "<=")

|
Grow

v
(Replace, [13,26], "<", "<=")
(Replace, [10,12], "False”, "True")
|

Prune
v

(Replace, [13,26], "<", "<=")
|
Single edit change
W

(Replace, [13,26], "<", ">=")

Figura 3.2: Exemplo de uma lista de edi¢cao e como ela pode evoluir com uma mutacao
do tipo Grow, Prune ou Single Edit Change (retirado de [3]).

Depois disso, a essas 25 listas sdo adicionadas outras tantas geradas aleatoriamente, na
tentativa de eliminar a convergéncia para um étimo local.

Este processo de MG sé para quando encontrar uma variante do programa que passe
em todos os testes ou quando os utilizadores voltarem, na manha seguinte, a utilizar o
programa.

Deste processo resulta um relatério detalhado do que ocorreu durante a noite. Nesse
relatorio estao as excegoes que foram encontradas, os novos casos de teste e uma lista de
edicdo com as possiveis modificagbes ao programa original. Em caso de existir mais do
que uma ¢é apresentada a que reine um menor ntimero de alteragoes.

Este sistema de MG tem tido muito sucesso, tendo identificado, localizado e corrigido 22
falhas em apenas 6 meses de utilizacao. Além disso, nenhuma outra falha foi detetada por
recurso a outros métodos durante esse periodo. Isto demonstra a eficiéncia e a facilidade

de gerar novos casos de teste e a elevada capacidade que a PG tem para corrigir falhas de
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codigo, nomeadamente em software que nao tem um uso continuo, apresentando periodos
em que a taxa de utilizagao é baixa ou nenhuma. Isto permite afirmar, que seria possivel
aplicar esta estratégia de MG a softwares semelhantes e que isso seria importante para a
diminuicao dos custos de manutencgao.

O facto de operar no codigo fonte, sem a necessidade de converter o programa numa
representacgao diferente, confere-lhe a facilidade de ser aplicado a outros softwares, escritos

noutras linguagens de programagcao, com pequenas alteracoes nas configuracoes.

GenProg

O Genetic Program Repair (GenProg) é um algoritmo que utiliza PG para reparar falhas
em softwares reais. Este algoritmo evolui programas aplicando-lhes mutagoes até que a
falha seja corrigida, mas mantendo sempre a sua funcionalidade, ou até que os recursos
sejam consumidos. Os resultados obtidos em [4] para diferentes softwares demonstram
que o algoritmo pode reparar varios tipos de falhas em programas extraidos de multiplos
dominios.

Na maioria dos casos em que a PG é utilizada para melhorias de software, o espaco de
procura tem tendéncia a crescer infinitamente. Desta forma, o GenProg apresenta trés

inovagoes para fazer face a esse problema [33]:

e Cada variante do programa opera ao nivel da declaracdo da AST, que inclui todas

as instrugoes do programa, aumentado a granularidade da pesquisa;

e Cada versao do programa inclui uma lista que identifica quais sd@o os operadores
genéticos que sao efetivamente executados nos casos de teste que falham, ajudando

na localizacao da falha;

e E considerada a hipdétese de que um programa que contenha um erro numa area espe-
cifica do cédigo, provavelmente implementa o comportamento correto noutra parte.
Assim sendo, nas sucessivas evolugoes do software sdo utilizadas apenas declaracoes

do préprio cédigo, reduzindo o espaco de procura.

Um exemplo da aplicacao do algoritmo GenProg, é a sua utilizacdo para reparar uma
falha num servidor web multithreads, designado nullhitpd. Este servidor apresentava
uma falha quando o comprimento do contetido fornecido pelo utilizador num cabecgalho
HTTP das solicitagbes POST continha valores negativos. A falha ocorria quando a fungao
ReadPostData() do ficheiro http.c era executada. No entanto, o processamento do pe-
dido era também realizado no ficheiro cgi.c, mas onde o tamanho do cabegalho HTTP
era verificado antes do processamento. O codigo presente nos dois ficheiros encontra-se

representado na Figura 3.3.
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108 // http.c
10 conn[sid] .PostData=
) calloc(conn[sid] .dat->in_ContentLength+1024,
1 sizeof (char));
112 pPostData=conn[sid] .PostData;
do {
. rc=recv (conn|[sid] .socket,
116 pPostData, 1024, 0); /* overflow! =/

8 pPostDatat=rc;
11 } while ((re==1024) ||
20 (x<conn[sid] .dat->in_ContentLength));

26 // cgi.c
2 if (conn[sid].dat->in_ContentLength>0) ({
write(local.out, conn[sid] .PostData,
conn[sid] .dat->in_ContentLength) ;

Figura 3.3: Cddigo dos ficheiros http.c e cgi.c do webservice nullhttpd (retirado de

[4])-

Desta forma, na versao corrigida do software, a chamada da funcao ReadPostData() foi
substituida por o processamento de dados POST presente no ficheiro cgi.c. Ainda que a
correcao nao seja a que foi implementada por os programadores na versao original, a versao
resultante da aplicacao do GenProg elimina a falha existente e retém a sua funcionalidade.
Outros exemplos presentes no artigo [4], permitem mostrar o sucesso da aplicagdo do
GenProg, onde num total de 16 programas aos quais foi aplicado, perfazendo um total de
1,25 milhoes de linhas de cédigo e abrangendo oito tipos de erros diferentes, revelando-se
um bom auxiliar na detecao e correcao de falhas, com uma taxa média de sucesso de 77%.
No entanto, este algoritmo depende dos casos de teste para criar novas versoes do software,
o que pode ser uma limitagao devido a existéncia de propriedades nao deterministicas que

sao impossiveis de avaliar.

3.1.2.2 Melhoramento Genético de propriedades nao funcionais

Em geral, satisfazer os requisitos nao funcionais é uma tarefa dificil e, muitas vezes, s6 é
possivel por otimizacao dos compiladores.

A PG tem sido utilizada para aperfeicoar software ja existentes, apresentando uma estru-
tura capaz de produzir otimizacoes pouco ébvias, que os compiladores ainda nao conse-

guem.

Software CUDA C+H+

Compute Unified Device Architecture (CUDA) é uma Application Programming Interface
(API), desenvolvida pela Nvidia, que oferece aos programadores a capacidade de enviar
cédigo diretamente para a Graphics Processing Unit (GPU) sem terem de utilizar c6digo
Assembly.

Um sistema, designado StereoCamera, foi desenvolvido por Joe Stam [6] para a primeira
versao da CUDA. Este sistema foi o primeiro a mostrar que as GPUs poderiam fornecer

processamento de imagens estéreo em tempo real (mais de 30 frames por segundo) [34]. No
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entanto, dada a capacidade da GPU de realizar varias operagoes em simultaneo foi possivel
criar uma nova versao do cédigo CUDA stereoKernel GPU com PG, que se encontra
otimizada para os pares de imagens existentes numa base de dados disponibilizada pela
Microsoft [21]. Nessa base de dados existem 3010 imagens stereo em que quase todas sao
imagens 320x240.

A aplicacao da PG seguiu uma abordagem Genetic Improvement of Software for Multiple
Objectives Exploration (GISMOE) standard, no entanto foi usada uma gramadtica Backus
Normal Form (BNF) criada a partir do cédigo fonte, em vez de uma AST. Essa gramética
nao é genérica, apenas permite representar o programa ou as suas variantes, descrevendo
quais sao as possiveis alteracoes lineares permitidas no cédigo fonte do kernel.

As principais definigoes do algoritmo de PG utilizado sao as seguintes:

e Criacao da populagao inicial: A criacao da populacédo inicial resulta da aplicagao
de uma mutacao unica ao cédigo do kernel, aplicada essencialmente ao nivel do
cabecalho e das varidveis partilnadas. Além disso, podem ser aplicadas zero ou mais

alteragoes aleatdrias ao restante cédigo;

e Representacao dos individuos: Cada individuo é representado por uma lista com
os 12 valores das constantes, seguidos de uma lista com as mutagoes GISMOE que a
gramdtica BNF deve sofrer. Essas mutagoes podem ser: apagar, substituir e inserir

linhas de c6digo copiadas do cddigo fonte, tal como acontece em [4];

e Funcao de fitness: Para determinar o valor de fitness de cada individuo é escolhido
um par de imagens [35] com o qual cada kernel modificado é testado. Esse valor é
determinado com base na resposta, se esta correta ou nao, e depois pela comparagao

entre o seu tempo de execucgao e o tempo de execucao do cdédigo original;
e Tipo de selegao: E feita uma selecao por truncamento, com elitismo de 50%;

e Operadores genéticos: Os individuos selecionados criam um filho através de uma
mutacao aleatdria, que pode alterar um dos valores das constantes ou ser realizadas
ao nivel do cddigo fonte, e criam outro filho por cruzamento, juntamente com outro

individuo selecionado, tal como nas operagoes de cruzamento do GISMOE [22];

e Numero de geragoes: O processo termina ao fim de 50 geragoes.

Como acontece em [4] e nesta abordagem GISMOE [22], ap6s a aplicagdo da PG ter ter-
minado, o melhor individuo da iltima geracao é minimizado, isto é, todas as operagoes de
mutacao que se demonstrem desnecessarias sao removidas.

Para as GPUs mais antigas, Quadro NVS 290 e GeForce GTX 295, foi impossivel a
aplicagdo de PG uma vez que, quando ocorriam acessos incorretos a indices da matriz, o
memcheck nao foi capaz de capturar e prevenir esses problemas, levando ao bloqueio do
hardware.

Para as quatro GPUs mais recentes, Tesla T'10, Tesla C2050, GeForce GTX 580 e Tesla

K20c, os resultados apresentaram uma aceleracao significativa em comparacao com o
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kernel original, até mesmo quando este apresenta uma melhor configuracao dos seus
parametros. Além disso, existe uma diferenca muito pequena de desempenho para ima-
gens de dimensoes diferentes daquelas que foram usadas para testes (320x240).

Resumidamente, em todos os casos onde a PG foi possivel de ser aplicada, os resultados
obtidos foram melhores, com uma velocidade final a variar em 5% para a GPUs mais antiga
e 6,8% para a mais recente. Isto permite comprovar a utilidade da PG na criagao auto-
maticamente de novas versoes do cédigo, adaptadas a novos requisitos da StereoCamera e

a novos hardwares.

Bowtie2

Dado o crescimento exponencial dos dados relativos a sequéncias de Acido Desoxirribo-
nucleico (ADN), o Bowtie2 foi um dos muitos sistemas criados para combinar e analisar
essas sequéncias. Dada a sua elevada taxa de utilizagao, a disponibilidade do cédigo fonte,
a existéncia de casos de teste realistas, o seu tamanho e complexidade, este programa
representa um sistema ideal para a aplicagao e avaliagao do MG das propriedades nao
funcionais, nomeadamente o tempo de execuc¢ao. Desta forma, em [22], é apresentada a
aplicacao do MG ao sistema Bowtie2, seguindo uma variante da abordagem GISMOE.

A variante da abordagem utilizada é caracterizada por:

e Representacao gramatical do cédigo fonte: Para representar o modelo do
sistema é criada automaticamente, a partir do cdédigo fonte do programa, uma
graméatica BNF. Esta gramadtica, além de permitir uma grande liberdade durante
a evolucao do cédigo também impoe limites ao nivel das classes, tipos, funcoes, es-
truturas de dados, tipos e nomes de varidveis e da estrutura do programa. Ainda
assim, nao garante que nao existam outras falhas como, por exemplo, a utilizagao

de uma varidvel inexistente;

¢ Representacao dos individuos: Para representar as versoes resultantes do pro-
cesso de MG foi utilizada uma abordagem que tinha sido anteriormente usada para
ampliar a correcao de falhas [4]. Nessa abordagem, cada individuo é representado
por uma lista ordenada de mudancas [36] a serem aplicadas a gramédtica. Essas

mudancas podem ser de trés tipos e representam-se da seguinte maneira:

— <for3_sa rescomb_111><for3_sa rescomb_69> - A parte incremental do ci-
clo for na linha 111 que se encontra no ficheiro sa_rescomb. cpp é substituida

pela parte incremental do ciclo for da linha 69 desse mesmo ficheiro.

— <_aligner_swsse_ee_u8.804> - A linha 804 do ficheiro aligner_swsse_ee_u8.cpp

¢é eliminada.

— <_aligner_result_47>+<_aligner_result_114> - E feita uma c6pia da linha

114 e esta ¢ inserida a seguir a linha 47 no ficheiro aligner_result.cpp.

e Aplicagao da amostragem O-Bin: Dado o elevado niimero de possiveis saidas do

sistema, foi aplicado um particionamento O-Bin para os casos de teste disponiveis.
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Assim sendo, cada geracdo de cinco sequéncias de teste, escolhidas de entre as 5250,

deve conter:

uma sequéncia que nao se pode encontrar no genoma humano

uma sequéncia que corresponde exatamente 1 vez

1.

2.

3. uma sequéncia que corresponde entre 2 e 10 vezes
4. uma sequéncia que corresponde entre 11 a 99 vezes
D.

uma sequéncia que corresponde entre 100 e 200 vezes

Esta divisao desempenha um papel importante na avaliacao de propriedades funci-
onais e nao funcionais do cédigo. Os dois primeiros casos garantem que as versoes
melhoradas do Bowtie2 ainda mantém as suas propriedades essenciais e os casos de

teste 3, 4 e 5 determinam quais sdo, de entre as versoes melhoradas, as mais rapidas;

e Funcao geral de fitness: Para cada variante do programa é determinado um valor
de fitness, tendo em conta as suas propriedades funcionais e nao funcionais. Para

tal, sao seguidos os seguintes passos:

1. Propriedade funcional - Casos de teste: E contabilizado o nimero de
casos de testes concluidos sem erros de execucao. Esses casos de teste podem
ser resultado da versao original do programa [4, 28, 29] ou de dados de treino,

neste caso, dados do projeto 1000 genomas [37];

2. Propriedade funcional - Algoritmo Smith- Waterman: Este algoritmo
realiza uma comparacao completa, determinando as regides semelhantes entre
duas sequéncias. Em vez de olhar para a sequéncia total, o algoritmo compara

segmentos de todos os comprimentos possiveis e otimiza a medida de similari-

dade;

3. Propriedade nao funcional - Niimero de linhas de cédigo executadas:
Uma versao que execute menos linhas de cédigo é considerada melhor que outra

que execute mais.

e Anailise da sensibilidade das propriedades nao funcionais: A andlise da sen-
sibilidade contabiliza o nimero de execugoes de cada linha de cédigo. As linhas que
apresentarem um maior impacto tém uma maior probabilidade de serem modificadas

com os operadores genéticos durante a evolucao do programa;

e Gestao de ciclos infinitos: Para combater a existéncia de ciclos infinitos, que
podem surgir durante o processo evolutivo, foi imposto um limite no tempo de
execucao. Assim sendo, existe um limite de 20 segundos para os primeiros quatro

tipos de casos de teste e 1 minuto para o ultimo;

e Selecao: Na abordagem aplicada ao Bowtie2 podem ser selecionados até metade
dos individuos da populacao para passarem a geracao seguinte. No entanto, todos
aqueles que se encontrem abaixo do valor de fitness de selecdo ou que nao compilem

nao sao selecionados para serem pais dos individuos da préxima geragao;
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e Mutagao: A mutacdo deve ser efetuada a uma das linhas que sejam executadas
pelo menos uma vez durante os casos de teste, onde a linha é escolhida com base na
analise de sensibilidade. Para evitar individuos iguais ao codigo fonte ou entre si,
sempre que algum apresentar essas caracteristicas é rejeitado e o pai sofre novamente

uma mutagao;

e Cruzamento: Na variante da abordagem GISMOE utilizada, um cruzamento cor-
responde & concatenacao de dois individuos. O primeiro individuo é escolhido de
entre os da populagao baseado no valor de fitness e o segundo é criado a partir dos
individuos da populagao que foram possiveis de compilar.

Tanto no cruzamento como na mutagao, para evitar um rapido crescimento do ta-
manho dos individuos, sempre que algumas das operagoes presentes numa das listas
de edicao se anulem ou se mostrem irrelevantes sdao dispensadas. Além disso, tal
como descrito no ponto anterior para a mutacao, também no cruzamento é rejeitado
um individuo se ele ja estive na nova geracao ou na atual. Se apés um dado nimero
de tentativas o cruzamento nao conseguir gerar um individuo dnico, o novo filho é
criado mutando um membro adequado da populagao. Caso o niimero de pais aptos
nao seja suficiente para gerar a nova populacdo, os individuos em falta sao criados

de forma aleatéria, tal como foram criados os individuos da populagao inicial;

e Limpeza da solucao final: No final da aplicagdo da PG, é feita uma limpeza a
solucao encontrada. Para tal, todas as edigoes presentes nessa solucao que sejam
excluidas tornando a versao evoluida pior, sdo novamente repostas, caso contrario,

sao eliminadas.

A PG foi aplicada a uma populacdo constituida por 10 individuos, durante 200 geracoes.
Ao longo do processo evolutivo foi notério um elevado melhoramento do tempo de execugao.
No entanto, a populacao deixa, por varias vezes, de ter individuos suficientemente bons
e por isso alguns tém de ser substituidos por novos, gerados aleatoriamente como os da
populagao inicial. Ainda assim, a PG conseguiu melhorar o cédigo do programa, encon-
trando uma versao melhorada que conseguiu correspondéncias de ADN com o genoma
humano sendo, em média, pelo menos tao boas quanto as da versao original.

A versao melhorada e a original foram testadas para 200 sequéncias que nao correspondem
as usadas nos casos de teste. Para essas sequéncias, a versao melhorada apresentou um
desempenho superior, demorando 3.9 horas, enquanto que a versao original demorou 12.2
dias, correspondendo a 74 vezes mais.

Ao melhor individuo encontrado foi realizada uma limpeza a lista de edigoes, reduzindo-a
de 39 para 7, continuando ainda assim a produzir uma saida idéntica & versao antes da
limpeza e apresentando uma aceleragao de 77 vezes em comparagao com a versao original.
A criacao e melhoria de programas de computador ainda sdo tarefas que requerem um
grande esforco manual. Desta forma, a abordagem GISMOE pode ser aplicada a outros
programas para otimizar propriedades nao funcionais, ainda que o sucesso possa nao ser
tao grande. Para tal, é necessirio encontrar uma maneira mais simples de avaliar os

individuos de uma populagao e tornar o processo menos dispendioso.
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3.1.3 Programacao Genética baseada em gramatica

A PG ainda que seja uma técnica que facilmente se adapta a diferentes contextos, nao
consegue impedir que individuos invalidos sejam criados. Desta forma, a associacao de
uma gramatica a esta técnica pretende evitar este problema, forcando os individuos cri-
ados a serem validos. Uma gramética corresponde a uma definicdo de como as arvores
de derivacao devem ser construidas e de como as operacoes genéticas devem ser feitas,

melhorando a definicao do espaco de procura.

3.1.3.1 Evolucao Gramatical

A Evolugao Gramatical (EG) é uma forma de PG baseada em gramadtica, que permite a
geracao de programas de computador em qualquer linguagem de programagao [38]. O seu
objetivo é encontrar um programa ou um fragmento dele que resolva um dado problema.
Em [18] é explorada a evolugdo de um cédigo escrito em Python para ordenar de forma

crescente uma lista de ntmeros inteiros.

e Casos de treino: Os casos de treino utilizados correspondem a listas desordenadas
de tamanho variado. Cada lista é composta por valores inteiros, gerados com um

range em Python, que varia entre 0 e o tamanho da lista;

e Funcao de fitness: O valor de fitness de cada variante do algoritmo é dado pela
soma do numero de pares em ordem na lista de saida, como mostra a Figura 3.4, a
dividir por o niimero total de pares possiveis nessa mesma lista, subtraida ao niimero

total de casos de treino. Quanto menor for o valor de fitness, melhor é o individuo;
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Figura 3.4: Exemplo da contabilizagao do ntimero de pares em ordem.

e Gramaticas: As duas gramaticas consideradas sdo constituidas por fungoes e simbolos
terminais que compdem o conjunto de primitivas da linguagem. Esse conjunto é cons-
tituido por {i, 0, 1, 2, 3, 4, 5, 6, 7, 8, 9, for, if, +, -, >, <} epor
as listas de entrada (x) e de saida (guess). A primeira gramatica é constituida por
sequeéncias de ciclos e a segunda ¢ igual a primeira, mas também permite a existéncia
de ciclos encadeados. Nesta tultima gramatica, ao conjunto de primitivas é adicio-
nada a varidvel j, que controla o ciclo encadeado. O objetivo é determinar se a
EG pode evoluir solucoes para o problema de ordenamento de inteiros, usando uma

sequéncia de ciclos e/ou ciclos encadeados;
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e Parametros da PG: Por cada gramatica foram realizadas 100 execucgoes inde-
pendentes com uma populacao composta por 500 individuos, durante 100 geragoes.
Além disso, foi utilizada uma probabilidade de cruzamento de ponto 1nico de 0.9
forgado a ocorrer em regioes especificas e a taxa de mutacao foi de 0.1. A selecao
foi feita por torneio com uma proporc¢ao populacional de 0.01 e elitismo com uma

proporcao de 0.1.

Foram realizados seis conjuntos de experiéncias, cada um com diferentes configuracoes.
Utilizando os parametros que se encontram descritos anteriormente para o primeiro con-
junto de experiéncias, é possivel afirmar, com 95% de certeza, que nao existe uma diferenca
significativa na média dos valores da funcao de fitness dos melhores individuos entre as
duas gramaticas. No entanto, no segundo conjunto de experiéncias, em que foram utili-
zadas apenas as constantes 0 e 1 reduzindo o espaco de procura, é possivel afirmar com
a mesma percentagem de certeza que existe uma diferenga significativa. HEssa diferenca
estd no desempenho dos ciclos encadeados, no entanto, a solugcao para o problema nao é
encontrada.

No terceiro conjunto de experiéncias, sao permitidas véarias declaragoes dentro do corpo
dos ciclos. Ainda assim, ndo sdo apresentados quaisquer dados sobre esta experiéncia.
No quarto conjunto de experiéncias, o tamanho da populagdo foi aumentado para 10 mil
individuos. Comparando este conjunto ao primeiro, é notério, com 95% de certeza, que
uma populagdo maior cria uma diferenca estatisticamente significativa no desempenho, no
entanto, a solucao para o problema nao é encontrada.

O quinto conjunto foi realizado utilizando uma gramética modificada, onde os pontos de
cruzamento sao apenas expressoes de condicao. Mesmo assim, nao foram notados quais-
quer ganhos de desempenho.

No sexto e ultimo conjunto, a cada gramaética foi adicionada uma funcao de troca, res-
ponsavel pela troca dos valores das posigoes i e j na lista de saida. Desta vez, a gramatica
com ciclos encadeados conseguiu resolver o problema com éxito, mas a gramatica com ci-
clos em sequéncia nao.

Estes resultados permitem demonstrar a dificuldade que um algoritmo de PG tem na re-
solugdo de um problema simples de ordenacao de nimeros inteiros, usando um conjunto
primitivo de funcoes e simbolos terminais. Depois das experiéncias realizadas com duas
gramaticas e tamanhos populacionais diferentes, é possivel afirmar que a inclusdo de uma
funcao de troca permitiu ao algoritmo de ciclos encadeados solucionar o problema, utili-
zando o tamanho padrao da populagao (500 individuos). Além disso, tal como em estudos
anteriores, existe uma dificuldade de desenvolver um algoritmo de ordenamento geral, com

primitivas de baixo nivel.

3.1.3.2 Programacao Genética guiada por gramatica

Dada a flexibilidade da PG para evoluir solucoes, esta é utilizada na resolucao de uma

vasta gama de problemas. No entanto, ela nao requer uma representagao especifica, como
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arvores ou representacoes lineares, existindo diferentes representagoes que se adaptam
melhor ou pior a diferentes tipos de problemas.

Os sistemas de Programagao Genética Guiada por Gramatica (P3G) sdo independentes
de uma representagao do problema, uma vez que as solugoes produzidas apenas exigem
que a sua sintaxe seja definida por uma graméatica. Estes tipos de sistemas parecem ser

adequados para problemas de sintese de um programa por trés motivos:

e J4 existem gramadticas definidas para as varias linguagens de programacao;

e Problemas semelhantes tém de ser resolvidos em multiplas linguagens de programagao,

tornando-se facil a adaptagdo de uma gramatica entre linguagens;

e As gramdticas podem ser usadas em todos os tipos de sistema de PG sem que seja

necessario a sua re-implementacgao, o que facilita a realizacao de experiéncias.

Stefan Forstenlechner et al., em [19], abordam problemas de sintese de um programa, uti-
lizando um sistema padrao P3G baseado em arvores [39]. Este sistema apresenta algumas
adaptacOes para que se torne o mais flexivel possivel, permitindo desenvolver cédigo em
qualquer linguagem de programacao e para que seja extensivel ao uso de bibliotecas.

Esta abordagem consiste em duas partes que devem ser fornecidas e adaptadas consoante
a linguagem de programacao do cédigo que se pretende evoluir. KEssas duas partes sao

descritas de seguida:

e Gramatica: A gramética permite definir a aparéncia dos individuos vélidos e o
espaco de procura, uma vez que nem todos os problemas requerem os mesmos tipos
de dados. Desta forma, deve ser desenhada de maneira a que os individuos que nao
compilem ou que levem a excec¢des nao sejam produzidos. Além disso, deve ser facil-
mente adaptavel, permitindo que bibliotecas que estejam disponiveis sejam usadas
na resolucao do problema. No entanto, o uso de uma gramatica pode trazer algumas
desvantagens, uma vez que os individuos consistem apenas em partes definidas da
gramatica e, portanto, os nomes de todas as variaveis devem ser definidos previa-
mente (varidveis de entrada, varidveis de saida e varidveis intermédias).

Nesta abordagem, é criar uma gramatica para cada tipo de dados e estas sao com-

binadas para o problema em questao;

e Esqueleto: O esqueleto é a parte do design patterns que é executada no final para
avaliar os individuos. No esqueleto encontram-se definidos o cabecalho do método

que contem o c6digo que vai ser evoluido, a funcao de fitness e os métodos protegidos.

O cabegalho do método define o tipo de retorno, bem como as variaveis de entrada. O
corpo do método é substituido pelo o cédigo de um individuo e é executado para deter-
minar o seu valor da funcdo de fitness. A funcao de fitness faz parte do esqueleto em vez
de fazer parte do sistema de PG. Os métodos protegidos, que representam a parte mais

importante do esqueleto, fornecem seguranca na avaliagao de um individuo, tal como as
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operagoes de divisao protegidas fornecem seguranca em problemas de regressao utilizando
PG. Embora um individuo seja sintaticamente correto e muitos dos métodos possam ser
substituidos por versoes protegidas, nada garante que excecoes relacionadas com o tempo
de execucgao e avaliagoes demoradas nao possam ocorrer. Para evitar isso, é utilizado
um parametro que define o tempo limite. Além disso, cada ciclo contém um bloco de
c6digo que verifica o nimero de iteragoes executadas e quando esse numero atinge um
determinado valor a execucao é forcada a terminar. Sempre que nao é possivel avaliar um
individuo, é-lhe atribuido o pior valor possivel de fitness.

O PushGP é um sistema de PG que utiliza a linguagem Push. A linguagem Push foi
concebida para Computagao Evolucionédria (CE), sendo utilizada para representar os pro-
gramas em evolucao. Dada a sua arquitetura em pilha, existindo uma pilha para cada
tipo de dados, nao é necessario a declaragao de varidveis e sempre que um determinado
tipo de dados nao estiver disponivel, a instrucao simplesmente nao é executada.

Para testar esta abordagem foi utilizado um conjunto de benchmark composto por 29
problemas e os resultados foram comparados com os resultados do PushGP. Para cada
um desses problemas sao combinadas as gramaticas dos tipos de dados necessarios sem
qualquer adaptacao adicional.

Os parametros tipicos de PG utilizados na experiéncia sao os mais proximos possiveis das

configuragoes do PushGP e encontram-se representados na Tabela 3.1.

Parametro Valor
Ntimero de execugoes 100
Ntumero de geragoes 300
Tamanho da populagao 1000
Tamanho do torneio 7
Probabilidade de cruzamento 0.9
Probabilidade de mutagao 0.05
Tamanho da elite 1
Ntumero limite de nés 250
Varidveis por tipo 3
Tempo maximo de execugao 1s

Tabela 3.1: Valores dos parametros de configuracao de Programacao Genética quando
aplicada ao P3G.

Além disso, foram utilizados dois operadores de selegao, selecao por torneio e selecao lexi-
case [40], que também s@o usados no PushGP.

Os resultados do P3G sao comparados aos resultados do PushGP presentes em [41].

Na selecao por torneio, o PushGP conseguiu resolver cinco problemas para os quais o
P3G nao conseguiu encontra a solucao correta e o P3G resolveu dois problemas que o
PushGP nao conseguiu. Além disso, em muitos casos em que o P3G conseguiu encontrar
uma, solucdo, o nimero de solucgoes corretas encontradas por 100 execucoes foi conside-
ravelmente maior do que com o PushGP. No entanto, a diferenga do ntimero de solucoes
encontradas é bastante pequena para problemas em que o PushGP se demonstrou melhor
que o P3G.

Na selecao lexicase, o P3G s6 é capaz de resolver um problema que o PushGP nao é, no

entanto, o PushGP é capaz de resolver sete que o P3G nao consegue. Além disso, nos
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problemas que ambos os sistemas conseguem resolver, o P3G é capaz de encontrar solucoes
mais corretas.

Com isto, é notério que ambos os sistemas conseguem resolver mais problemas com a
selecao lexicase do que com a selecao por torneio e que, na maioria das vezes, as solugoes
encontradas sao mais corretas.

Analisando em que geragoes é que as solucoes corretas foram encontras, é possivel afirmar,
que com um numero reduzido de geracoes, o P3G encontra resultados muito semelhantes
para os dois tipos de selecao. Além disso, a pequena quantidade de individuos invalidos
para P3G acontece devido ao tipo de segurancga das gramaticas, bem como aos métodos
protegidos presentes no esqueleto.

Posto isto, é possivel concluir que a P3G é uma boa abordagem para os problemas ge-
rais de sintese de programas, onde gramaticas podem combinar-se para se adequar a um
problema especifico. Essas gramaticas podem ser usadas na maioria dos sistemas de PG

baseada em gramdtica sem terem de ser ajustadas a um problema em especifico.

3.1.4 Geracao de software com Programacao Genética

O processo de desenvolvimento de software tem tido alguns progressos no decorrer dos
anos, no entanto, ainda continua a depender, em grande parte, da mao humana. Desta
forma, varios estudos tém sido realizados com vista a automatizar o processo de geracao
de software.

Em 2014, Harman et al. [20] apresentam evidéncias empiricas que crescer e enxertar sao
operagoes realizdveis, que permitem aumentar o cédigo de um sistema introduzindo-lhe

novas funcionalidades. Essas operacgoes consistem no seguinte:

e Crescer: Esta operacao consiste na aplicacao de PG a fragmentos de cédigo para
o fazer crescer, guiado por sugestoes que sao fornecidas por programadores. Essas
sugestoes podem conter nomes de fungées de uma biblioteca que um programador
ache importante e restricoes de ordenamento parcial sobre onde essas fungoes devem
ser chamadas. Desta forma, esta operagao acaba por ter intervencao humana para
restringir o espaco de procura. No entanto, o resto do processo é totalmente auto-
matizado, nao sendo necessaria qualquer especificacao sobre, por exemplo, nomes de

variaveis ou expressoes.

e Enxertar: Da operacao anterior resulta um fragmento de cédigo que executa uma
funcionalidade especifica de forma totalmente isolada. Assim sendo, é necessério en-
xertar esse fragmento com a nova funcionalidade num sistema j4 existente. Para isso,
é necessario determinar o(s) local(ais) onde deve(m) ser feita(s) a(s) insergao(des) e
determinar as expressoes necessarias para criar a ligagao entre o sistema existente e

o cbdigo da nova funcionalidade.

Estas duas operagoes foram aplicadas a um programa do mundo real, designado Pidgin.

Este sistema permite a troca de mensagens instantaneas, tendo cerca de varios milhoes de
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utilizadores a nivel mundial.

A este programa foram feitas a adigdo de duas novas funcionalidades. A primeira funci-
onalidade é meramente ilustrativa e a segunda ja representa o enxerto de um fragmento
maior de cédigo, permitindo mostra a aplicabilidade das duas etapas na adi¢ao de novas
funcionalidades.

O primeiro fragmento de codigo enxertado no sistema, permitia que as mensagens de to-
dos os utilizadores incluissem o tempo restante até ao congresso dedicado & Engenharia
de Software Baseado em Pesquisa, desse mesmo ano (2014). Este fragmento de c6digo
foi escrito por um programador que nao se encontrava familiarizado com o Pidgin. O
fragmento recebia como parametro de entrada a hora atual e devolvia uma cadeia de ca-
racteres com o nimero de dias que restavam até ao congresso. Dada a simplicidade desta
funcionalidade, o cédigo tinha apenas uma linha o que faz com que a operagao crescer nao
fosse significativa. No entanto, a operagao de enxertar foi realizada de forma totalmente
automatica, identificando os possiveis sitios para o enxerto e as formas de conexao entre
o codigo do sistema e o novo fragmento.

Cada variante do cddigo foi compilada, executada e submetida aos casos de testes, sendo
que apenas duas variantes é que passaram em todos os testes. E de notar que um enxerto
num sistema pequeno foi realizado de forma automaética, mas esta operacao pode ser um
grande desafio quando aplicada a sistemas maiores.

A segunda funcionalidade adicionada, designada Babel Fish, corresponde a um fragmento
de cédigo substancialmente maior, em que o objetivo é traduzir as mensagens de Inglés
para Portugués ou Coreano. Uma vez que o sistema é fortemente constituido por chama-
das e atribuicbes de fungoes, para crescer o fragmento de cédigo foi utilizada PG baseada
em gramatica. Nessa gramatica é especificada uma lista dos tipos de dados e das funcoes,
que foram sugeridas por um programador como sendo as mais uteis. Assim sendo, para o
crescimento do Babel Fish estavam incluidas nas sugestdes o nome da API do GoogleTrans-
late para Portugués e Coreano, juntamente com alguns nomes de fungoes de bibliotecas de
processamento de strings (concat e strlen). Estas sugestoes sao uma grande ajuda para
a PG, que dificilmente iria utilizar o GoogleTranslate e as funcoes de bibliotecas externas.
A aplicagdo da PG para fazer crescer o codigo é feita utilizando um cruzamento de ponto
unico com uma probabilidade de 0.8. Apds o cruzamento, é aplicada uma de trés mutagoes
possiveis, escolhida com base numa probabilidade uniforme. Essas operagoes de mutagao
sao as seguintes: substituicao de uma varidvel, substituicao de uma declaragao e troca de
uma declaracao. Além disso, é utilizada uma selecdo de elitismo agressiva, onde o melhor
individuo de uma geracao é replicado e inserido na geracao seguinte, entre 1 a 250 vezes,
seguindo uma distribuicao Coupon Collector com uma média de 197. Esta abordagem de
elitismo permite garantir que um esquema promissor do cédigo é mantido ao longo das
geragoes. Cada populacao é constituida por 500 individuos e a PG s6 termina quando o
melhor individuo permanecer inalterado durante 20 geragoes.

A aplicagao da PG ao fragmento de cédigo foi repetida 30 vezes para 8 fungdes de fitness
diferentes. Essas diferentes funcoes de fitness permitem entender a relacao de compro-

misso entre o esforgo de um programador e o esforgo da PG, determinando a informacao
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necessaria que teria de ser fornecida a priori - propriedades necessirias para um boa
solucao, nomes de funcoes de vérias bibliotecas, restricbes da ordem parcial das chamadas
feitas durante a execucao, entre outras. No entanto, mesmo que um programador tivesse
de fornecer toda essa informacao, o esforgo exigido dele seria relativamente baixo, mais
baixo do que o necessario para escrever o codigo da nova funcionalidade a partir do zero
e inseri-lo no cédigo.

Estes resultados constituem uma prova de que aos sistemas reais podem ser adicionadas
novas funcionalidades com uma simples orientacao humana.

Uma das versoes criadas pela PG, que exigiu um esfor¢o por parte do programador, foi
enxertada automaticamente nos 46 espacgo possiveis no cédigo. Desses 46 enxertos, 17
foram realizados com sucesso e, portanto, sao igualmente bons. Isto permite mostrar que
a operacao de enxertar é facil, eficaz e nao tem uma solugao tnica.

Num mundo ideal, o objetivo passaria pela utilizacao da PG em todo o processo de cresci-
mento do software, sem que fosse necessario qualquer esforgo por parte de um programador.
Mesmo assim, a existéncia desse esforco serve apenas para oferecer algumas sugestoes que
permitem reduzir o espaco de procurar e encaminhar o software para uma boa solucao,
devendo essa informacao ser a menor possivel, mas a suficiente para orientar a PG. Além
disso, é mais uma vez demonstrada a importancia do MG, desta vez para o desenvolvimento
de caracteristicas de cédigo isoladamente, em grande parte inconscientes do sistema em
que vao ser posteriormente enxertadas, sendo apenas necessaria uma pequena orientagao

humana e conhecimento do dominio.

3.2 Trabalhos realizados sobre previsao e otimizacao do con-

sumo de combustivel

Nesta seccao, sao apresentados alguns estudos realizados nos tltimos anos sobre a pre-
visao e otimizacao do consumo de combustivel com base em diferentes fatores, utilizando
técnicas de Inteligéncia Artificial (IA). A diversidade dos modelos criados que mapeiam o
consumo de combustivel estd associada a uma elevada quantidade de parametros que po-
dem influenciar direta ou indiretamente esse consumo. Quando o consumo de combustivel
passa a ser influenciado por outros fatores que o modelo nao tem é conta, acontecem dis-
crepancias este os valores previstos e os reais, tal como tem acontecido ao longo dos anos
para os modelos fornecidos pelas empresas de construcao automovel, que criam o modelo
em laboratério sem ter em conta diversos fatores como, por exemplo, a temperatura do ar

ou a pressao dos pneus.

3.2.1 Otimizacao do consumo de combustivel com Programacao Genética

Com as limitacoes associadas a emissao de gases de efeito de estufa e o aumento do preco
dos combustiveis é importante reduzir o consumo dos veiculo. A solugao ideal seria circular

sempre a uma velocidade constante [7], no entanto, esse cendrio é irrealista e qualquer
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solucao devera atender aos diferentes perfis de estrada. Varios estudos ja demonstraram
que a altitude tem influéncia no consumo de um veiculo, onde cerca de 40% da energia
produzida pelo motor é gasta para contrariar a forga da gravidade [42].

Em [43], Sina Torabi e Mattias Wahde tentaram determinar a velocidade ideal a que um
veiculo deveria circular levando em consideracao o troco de estrada em que se encontra,
algo que j4 tinha sido avaliado em vérias simulagoes [44]. Para tal, foram considerados

dois tipos de perfis:

e Perfil da estrada: No perfil de estrada é apenas considerado o movimento longi-
tudinal do veiculo. Assim sendo, para qualquer posicao do veiculo, existe um indice

que indica em que seccao de estrada é que se encontra e a respetiva altitude;

e Perfil de velocidade: Para qualquer posicao do veiculo existe um indice que indica

em que seccao de estrada é que se encontra e qual a respetiva velocidade.

Assim sendo, a otimizacdo do consumo de combustivel pode ser reduzido a um problema
de ajuste de um perfil de velocidade a um perfil de estrada. De forma a poder comprova-lo,
o algoritmo de otimizacao foi aplicado a 10 perfis de estrada diferentes, cada um com 10
km de extensao, onde o consumo de combustivel foi medido.

Os resultados obtidos mostram que a utilizagao de perfis de velocidade otimizados funciona
igualmente bem quando aplicados em contexto real. As melhorias foram na ordem dos
10.2%, enquanto que nas simulacoes foram de 11.5%. Essa pequena discrepancia deve-se
a fatores como, por exemplo, o efeito do vento frontal, que nas simulacoes nao é tido em
conta.

Com base nos resultados apresentados é possivel concluir que:

e A representacdo por perfis de estradas e de velocidades utilizados tem um efeito
positivo no desempenho do algoritmo de otimizacao, permitindo encontrar melhores

solucoes mais rapidamente;
e A validacao dos modelos em contexto real é fundamental;

e A altitude é um fator determinante no valor de consumo do veiculo.

Contudo, estes nao sao os unicos perfis estudados para otimizar o consumo de combustivel.
Em [45], é otimizado o perfil de conducao para obter uma redugao do consumo de com-
bustivel consoante o vento frontal e a informagao de transito ao longo de todo o percurso.
Esta abordagem transforma a questao num problema de otimizacdao em tempo real in-
cluindo variagoes dinamicas de trafego. Para tal, foi considerado uma abordagem multi-
objetivo, em que a decisao sobre qual o melhor individuo a escolher envolve a otimizagao
simultanea de mais do que uma funcao de fitness.

Os resultados obtidos mostram que o aumento do vento frontal, aumenta o tempo ne-
cessario para completar o percurso e, consequentemente, o consumo. No entanto, a com-

binacao de todos os fatores externos como, por exemplo o vento frontal e o atrito, que
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limitam a velocidade do veiculo, obrigando-o a deslocar-se a uma velocidade constante, re-
presenta uma boa estratégia para minimizar o consumo de combustivel. Além disso, para
otimizar o consumo em condicoes de trafego intenso, o veiculo deve reagir ao movimento
dos restantes veiculos individualmente.

Concluindo, este estudo permite demonstrar que os fatores externos como, por exemplo,
a diregao e a velocidade do vento, influenciam o consumo de igual forma que os fatores in-
ternos. Posto isto, estes devem ser tidos em conta nos modelos criados para que consigam

mapear de forma precisa a realidade.

3.2.2 Previsao do consumo de combustivel com Redes Neuronais Arti-
ficiais

Em [16], Adnan Parlak et al., tentaram prever o consumo de combustivel e a temperatura
de exaustao para um motor a diesel com Redes Neuronais Artificiais (RNA). Para tal,
foram recolhidos dados de um motor do tipo Ricardo E6.

Os dados recolhidos continham informacgoes sobre a velocidade do motor, a pressao efetiva
média de travagem, o tempo de injecao, o consumo de combustivel e a temperatura de
exaustao. Estes incluem 80 valores, onde 60 foram utilizados para treino e os restantes
foram selecionados aleatoriamente para testes, sendo que todos os valores foram normali-
zados no intervalo de 0.1 a 0.9.

A utilizacao de RNA permite testar a capacidade de previsao do consumo de combustivel
e a temperatura de exaustao especificos para um dado motor. Estas utilizaram um algo-
ritmo de aprendizagem back propagation (BP) com uma configuracao 3-7-2, dada a sua
popularidade em aplicacdes de engenharia. Esta rede possui uma camada de entrada
(com 3 neurdnios), uma camada oculta (com 7 neurénios) e uma camada de saida (com
2 neurénios). Assim sendo, para a RNA criada os dados de entrada sao a velocidade do
motor, a pressao efetiva média de travagem e o tempo de injecao e os dados de saida sao
o consumo de combustivel e a temperatura de exaustao.

Quando os dados de treino sao apresentados a rede, os pesos sao ajustados de forma a
minimizar o erro entre o valor de saida e o valor real.

No periodo de treino, tanto para o consumo como para a temperatura de exaustao o nivel
de erro foi satisfatério, sendo o erro médio inferior a 1.5%, o que mostra que a rede con-
seguiu aprender com exatidao os dados. Durante a fase de teste, o erro foi de 1.93% na
previsao do consumo de combustivel e de 2.36% na previsao da temperatura de exaustao,
mostrando uma capacidade preditiva igualmente satisfatéria.

A previsao destes dois pardmetros com uma RNA, utilizando um algoritmo de aprendi-
zagem back propagation (BP) com uma configuracao 3-7-2, apresentaram resultados com
um erro muito pequeno. No entanto, esta abordagem é geralmente demorada para que
consiga desenvolver a melhor configuracao na fase de treino, ainda que consiga aprender

e realizar previsoes com precisao.

Em [46], Togun e Baysec, desenvolveram um modelo matematico com PG para prever o

bindrio do motor a gasolina e o consumo de combustivel especifico de travagem. A pre-
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visao desses valores é feita em funcao de spark advance, posicao do acelerador e velocidade
do motor. O spark advance é quando, & medida que as rotagoes do motor aumentam, é
necessario que a faisca aconteca cada vez mais cedo.

O desempenho dos modelos gerados com PG foi comparado ao desempenho dos modelos
de RNA desenvolvidos pelos mesmo autores em [47].

Para testar e treinar os modelos foram recolhidos dados de um motor do tipo Fiat Tofas.
Desta forma, para cada conjunto de dados de entrada, spark advance, posicao do acelera-
dor e velocidade do motor, foram registados os valores do binario do motor e do consumo
especifico de combustivel. Os dados foram posteriormente separados em parte de treino,
com a qual os modelos foram gerados, e parte de teste, que permitiram avaliar a capaci-
dade de previsao dos modelos.

Os resultados conseguidos mostram que os modelos gerados com PG aprenderam rapi-
damente a relagdo entre as varidveis do sistema. Além disso, para os dados de teste foi
notéria uma grande capacidade de previsao. Quando comparados com a RNA apresenta
em [47], em que os mesmos dados de treino e teste foram utilizados, foi notério que ambas
as técnicas apresentam igualmente bons resultados.

Concluindo, este estudo permite demonstrar que a PG pode ser efetivamente utilizada
para obter modelos nao-lineares complexos, com resultados igualmente bons aos obtidos
pelo modelo de RNA apresentado em [47], dado a facilidade com que ambos os modelos

apresentaram resultados muito proximos dos reais.

3.2.3 Previsao e otimizagao do consumo de combustivel e de emissao de
gases com Redes Neuronais Artificiais e Algoritmos Genéticos

Os limites admissiveis de emissao de gases libertados pelos veiculos sdo cada vez mais
baixos. Para cumprir esses novos limites a industria de motores a diesel sofreu um grande
desenvolvimento, criando novas estratégias que tentam atender simultaneamente aos no-
vos limites impostos e aos requisitos de consumo de combustivel [48].

Em [49], José M.Alonso et al. tentaram estudar a viabilidade do uso de RNA em conjunto
com Algoritmos Genéticos (AG) para otimizar o consumo de combustivel em funcao das
configuracoes dos motores a diesel definidas pelos fabricantes.

Para tal, foram utilizadas RNA para modelar a emissao de gases e o consumo de com-
bustivel especifico de travagem, através da combinacao dos parametros de operagao do
motor. Depois disso, foram aplicados AG para conseguir otimizar o consumo de com-
bustivel, mantendo as emissoes dentro dos limites permitidos.

Para a realizacao da experiéncia foi recolhida uma grande quantidade de dados, para a
criacao de casos de testes representativos (440 casos de teste). Além disso, foram medidas
as emissoes de gases para os diferentes valores dos parametros do motor e definidos os
limites de emissao de gases.

Inicialmente, foram construidas diferentes RNA (uma para cada saida possivel) em vez de
ter sido criada uma geral. A arquitetura de cada rede foi baseada no Multilayer Perceptron

(MLP), com apenas uma camada oculta. O desenvolvimento desta abordagem seguiu os
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seguintes passos:

e Processo de treino: O processo de treino é dividido em trés etapas:

1. Divisao aleatéria em conjunto de treino e de teste: Esta etapa foi rea-
lizada 50 vezes, fazendo diferentes divisdes em cada um das execugoes. Além
disso, foi feita uma média do erro de treino, que sera utilizada nas etapas se-
guintes;

2. Avaliacao do nuimero de neurdénios na qualidade de previsao: Nesta
etapa os casos de teste foram divididos em 90% para treino e 10% para avaliacao
da previsdo. Desta forma, cada rede foi treinada até que o erro médio de

previsao alcancasse o erro calculado na etapa anterior;

3. Treino da rede - A rede foi treinada usando todos os conjuntos de teste até

que o erro médio atingisse o erro calculado na etapa 1.

e Transformacao dos dados: Como existem grandes diferengas nos valores absolutos
das possiveis entradas, o processo de aprendizagem de uma RNA pode ser dificultado.

Desta forma, todas as entradas e saidas foram previamente normalizadas;

e Arquitetura da RNA: A selecdo do nimero exato de neurdnios na camada oculta
para cada saida foi baseada na exatidao dos resultados, seguindo um procedimento
de tentativa-erro. Este ajuste permitiu que a complexidade do problema modelado

fosse tida em consideracao;

e Qualidade preditiva da RNA: Antes da fase de otimizagao, a qualidade de pre-
visao das redes foi avaliada, sendo que as que permitiram prever o consumo de
combustivel apresentam uma boa previsao e uma baixa dispersao entre elas. No
entanto, as previsoes de emissoes de NOx foram as que apresentaram os resultados

mais exatos.

Como a otimizagao baseada em todos os parametros do motor nao era viavel, devido a
um grande numero de parametros envolvidos, o processo teve de ser simplificado.
O processo de otimizagao do modelo foi realizado utilizando um AG. Desse algoritmo é

importante reter as seguintes configuragoes.

e Populagao: Para representar os individuos da populacao foi utilizado um vetor de
sete valores reais, que se encontram dentro de certos limites definidos. A populacao

foi criada com um numero de individuos entre 100 e 150.

e Funcao de fitness: Como o objetivo era reduzir o consumo de combustivel, ainda
que sujeito a certas limitagoes dos parametros operacionais e aos limites das emissoes
de gases, a funcao de fitness tem em conta o valor das emissoes e quanto maior for
esse valor, maior é a penalizacao dada ao individuo. Essa penalizacao aumenta o
valor de fitness, reduzindo a probabilidade desse individuo ser selecionado para fazer

parte da populagao seguinte.
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e Selecao, Cruzamento e Mutagao: Neste caso, quanto mais baixo for o valor
de fitness, melhor é o individuo. Ao longo das geracoes, os diferentes individuos
sao sujeitos a cruzamentos e a mutagoes, sendo que estas ultimas apresentam uma

probabilidade alta para introduzir diversidade a populacao.

Os resultados mostram que a conjugacao destas duas técnicas, permitiu encontrar me-
lhorias importantes, reduzindo as emissoes de gases e o consumo de combustivel. Isto
aconteceu sem que fosse necessario o recurso a novos dispositivos, apenas alterando os
valores dos parametros operacionais considerados pelos fabricantes. Além disso, é possivel

concluir que as RNA néo suportam uma grande quantidade de varidveis de entrada.

3.3 Conclusoes

Os trabalhos apresentados permitem mostrar que a PG standard com pequenas variancias
e/ou em conjunto com outras estratégias tem sido amplamente utilizada nao sé para
melhorar, como também para gerar novos modelos capazes de representar realidades tao
complexas e dispares entre si.

Assim sendo, as diregoes futuras passam por explorar o comportamento da técnica de
PG na criacao de um modelo capaz de prever uma realidade que aparenta ser demasiado
complexa. Para tal, é possivel reter alguns aspetos importantes dos trabalhos apresentados

anteriormente, referentes & técnica de PG:

e Abordagem utilizada no JM: Esta abordagem demonstra que um modelo criado
com PG tem a capacidade de se ajustar a medida que novos dados sobre o contexto
analisado vao surgindo, sendo uma mais valia quando o problema depende de um

elevado niimero de variaveis;

e Correta definicao dos parametros de PG e dos conjuntos de funcgoes e
simbolos terminais: E de salientar a importancia de ajustar os parametros e os
conjuntos de fungoes e simbolos terminais ao contexto do problema para se conse-
guir obter bons resultados. A sua incorreta definicao pode impedir o algoritmo de

encontrar uma solugao étima para o problema em analise;

e Fase de pré-processamento de selecao de atributos desnecessaria: A PG faz
a selecao de atributos por si s, nao sendo obrigatéria uma fase de pré-processamento
de selecao de atributos para a obtencao de melhores resultados. No entanto, em
problemas de elevada complexidade a sua realizacao facilita o processo de procura,

tornando o algoritmo computacional mais leve;

e Introducao de alteragoes no algoritmo de PG: A introducao de pequenas

alteracoes pode evitar algumas limitagoes e ajudar na procura de uma solugao 6tima.
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Também é possivel salientar alguns aspetos importantes referentes ao problema de previsao

do consumo de combustivel:

e O consumo de combustivel depende de uma grande quantidade de fatores:
No consumo de combustivel, no limite, dependerd da reuniao dos diferentes fatores
referidos nos estudos apresentados anteriormente, correspondendo a uma quantidade

elevada de fatores internos e externos ao funcionamento do veiculo;

e Os modelos ja existentes dependem de um numero reduzido de fatores:

Dependem de nao mais de trés ou quatro fatores por questoes de simplificagao;

e Os modelos existentes sao criados em condigoes ideais: Aos serem gerados
em condigoes ideais apresentam elevados valores de erro quando testados em contexto

real;

¢ A PG é maioritariamente utilizada para otimizar modelos ja existentes:
Na maioria dos casos os modelos sdo gerados com RNA tendo de ser simplificados

devido ao tempo necessario para o treino da rede.
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Capitulo 4

Caracterizacao dos dados do

estudo

Neste capitulo sao descritas detalhadamente as varidveis que compoem os diferentes con-
juntos de dados e as abordagens utilizadas para selecionar quais delas é que devem ser
incluidas no conjunto de varidaveis de entrada do algoritmo de PG.

Os dados descritos estao associados as caracteristicas e ao funcionamento dos veiculos, for-
necidos pela empresa Stratio Automotive, e a dados meteorolégicos, obtidos por recurso

a uma Application Programming Interface (API).

4.1 Dados do veiculo

O primeiro conjunto de dados foi fornecido pela empresa numa fase inicial, correspondendo
a uma viagem de 11.6 quilémetros com uma duragao de aproximadamente 38 minutos, re-
alizada no dia 28 de Janeiro de 2017. Para a viagem em questao existem 878 entradas,
recolhidas em intervalos de tempo nao constantes, sendo que cada uma delas é carac-
terizada por valores de 37 variaveis, que representam as caracteristicas do veiculo e as
condicoes do seu deslocamento, e pelo consumo de combustivel acumulativo, em litros por
100 quilémetros, estimado pelo modelo matematico gerado manualmente pela empresa.

As varidveis que foram incluidas sdo as seguintes:

1. Tempo de funcionamento do veiculo (segundos) - unidade temporal expressa

em segundos;

2. Distancia (metros) - distancia percorrida pelo veiculo, expressa em metros. A

distancia percorrida em t = i é dada por:
di=; = di=i—1 + Ad; (4.1)

onde d;—; 1 corresponde a distancia percorrida em t = i — 1 e Ad; a variagdo do

espaco entre t =¢— 1 et = 1;
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3.

10.

11.

12.

13.

Altitude (metros) - distancia medida na vertical entre o ponto atual e o nivel

médio do mar, expressa em metros;

Altura (metros) - diferenga entre a altitude no instante atual e a altitude minima

atingida em todo o percurso. A altura é dada por:
altura;—; = altitude;—; — altituden (4.2)

onde altitude;—; corresponde a altitude no instante ¢ = i e altitude,,;, corresponde

a altitude minima atingida ao longo de todo o percurso;

. Velocidade Média (m/s) - velocidade média do veiculo, expressa em metros por

segundo, é dada pelo espaco percorrido em funcao do tempo. Este valor da a in-
dicacao da rapidez com que o espago percorrido foi realizado e corresponde a seguinte

expressao:

_Ad
Um =AY

onde Ad corresponde a variacao do espaco e At corresponde a variacao do tempo;

(4.3)

Aceleragao (m/s?) - a aceleracdo do veiculo corresponde & taxa de variacdo da
velocidade em fungdo do tempo, expressa em metros por segundo ao quadrado. Em
outras palavras, a aceleracao indica o aumento ou a diminuicao da velocidade com

o passar do tempo e é dada pela seguinte expressao:

dv

== (4.4)

a

onde dv corresponde a derivada da velocidade e dt corresponde a derivada do tempo;

Velocidade de derrapagem (km/h) - a velocidade de derrapagem corresponde
a velocidade maxima com a qual o veiculo pode efetuar a curva em que se encontra

sem derrapar, expressa em quilémetros por hora;

C, (adim) - coeficiente adimensional utilizado para quantificar a forga da resisténcia

do ar segundo o eixo dos z;

i (adim) - coeficiente adimensional utilizado para quantificar o atrito lateral exer-

cido nos pneus do veiculo;

Relagao de Transmissao do veiculo - relagao entre a velocidade de rotagao do

motor e a velocidade de rotacao das rodas do veiculo;

Numero de rotagées do motor (rpm) - velocidade de rotagdo do motor, expressa

em numero de rotagoes por minuto;
Raio (metros) - raio da curva, expresso em metros;

a (graus) - angulo longitudinal da estrada, expresso em graus;
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14.

15.

16.

17.

18.

19.

20.

21.

22.

23.

24.

25.

FR (N) - a resisténcia ao rolamento é a resultante das forgas que cada pneu opoe ao
deslocamento do veiculo, expressa em Newton. Esta resisténcia representa as perdas
de energia do veiculo devido as deformacoes sofridas pela superficie de contacto do

pneu com o asfalto e com os obstdculos com que se depara.

FCTP (N) - forga da componente tangencial do peso correspondente & componente

tangencial da forca gravitacional exercida no veiculo, dada pela expressao seguinte:
FCTP = massagta * g * sen(0) (4.5)

em que massazg corresponde a massa total do veiculo (massa do veiculo + massa
dos passageiros) expressa em quilogramas, g corresponde a aceleragao da gravidade

e 6 corresponde ao angulo longitudinal da estrada, expresso em radianos <0 = %);

FD (N) - forga de arrasto aerodinamico que cria resisténcia ao movimento do veiculo

durante o seu deslocamento, expressa em Newton;

FTCD (N) - forca da componente tangencial de arrasto correspondente a forga

exercida nos pneus quando o veiculo se encontra a curvar, expressa em Newton;

FP (N) - forga de propulsao responsével pelo deslocamento do veiculo, expressa em

Newton;
Energia (J) - energia mecanica total do veiculo, expressa em Joule;

Estado do motor - o estado do motor indica se este se encontra ou nao ligado. O

valor 1 corresponde ao motor ligado e o valor 0 corresponde ao motor desligado;

Rendimento do sistema de transmissao - valor do rendimento de transmissao

em funcao da velocidade do veiculo;

Binario de forgas do motor (N.m) - o bindrio de forgas do motor corresponde a
medida da forca que atua sobre a cambota! de um motor, medida em Newton por

metro, representando a forca do motor;

Sp

Sp(bs femin)
média do pistao no ponto de consumo especifico de combustivel minimo de travagem;

- relagao entre a velocidade média do pistao do motor e a velocidade

Trabalho realizado pelo motor (J) - o trabalho realizado pelo motor corres-
ponde a medida de energia transferida pela resultante das forgcas que provocam o

deslocamento do veiculo, expresso em Joule;

Trabalho das Forgas nao Conservativas Resistentes (J) - trabalho realizado
pelas forcas nao conservativas como, por exemplo, atrito e resisténcia do ar. Esta

medida é expressa em Joule;

!Cambota ou eixo de manivelas - responsavel por fazer girar vérios dispositivos do veiculo como,
por exemplo, bomba da dire¢cao hidraulica, bomba de ar-condicionado, bomba de agua, entre outros.
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26.

27.

28.

29.

30.

31.

32.

33.

Consumo Especifico de Combustivel de Travagem (g/kW.h) - medida da
eficiéncia do combustivel do motor. Esta medida é dada pela taxa de consumo
de combustivel a dividir pela poténcia produzida, sendo expressa em gramas por

kilowatt hora;

bmep(bs f cmin)

bmepmax /. /. Z. . ~ 7’ . ’ .
consumo especifico de combustivel minimo de travagem e a pressao média maxima

- Relagao entre a pressao média efetiva de travagem no ponto de

efetiva de travagem,;

bmep(bs fcmin)

bmep
consumo especifico de combustivel minimo de travagem e a pressao média efetiva de

- Relagao entre a pressao média efetiva de travagem no ponto de

travagem, calculada da seguinte maneira:

bmep(bs femin)

bmep(bs fcmin) g bmep > 0 (4.6)
[ mep :
bme
P de fault bmep < 0
bmep(bs fcpm;
<<fmm)> - Esta variavel representa o mesmo que a anterior, porém, de
bmep final

forma a garantir que o valor da pressao média efetiva de travagem é sempre menor
que o valor da pressao média efetiva de travagem médxima, ambos em t = i, esta é

calculada da seguinte maneira:

<bmep(bsfcmm) )  har <bmep(bsfcmm) “bmep(bs f cmin) )
final

4.7
bmep bmepmar bmep (47)

a, b e ¢ - Caracteristicas do binério e do consumo do motor;

bsfc

bsfcmin o
especifico de combustivel minimo na travagem:;

- relacao entre consumo especifico de combustivel na travagem e o consumo

Massa de combustivel consumido:

— quando a velocidade do veiculo é inferior & velocidade minima da
primeira mudanga: massa de combustivel consumido pelo motor do veiculo
quando este se encontra em ralenti, para um deslocamento elementar (um me-

tro). Este valor é expresso em gramas;

— quando a velocidade do veiculo é igual ou superior a velocidade
minima da primeira mudanga: massa de combustivel consumido pelo mo-
tor do veiculo quando este se encontra fora de ralenti, para um deslocamento

elementar (um metro). Este valor é expresso em gramas;

Massa de combustivel consumido (g) - Massa total de combustivel consumido

pelo motor entre o t =7 — 1 e t = i, expressa em gramas;
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34. Massa de combustivel consumido acumulado (g) - Massa de combustivel con-
sumido pelo motor desde o inicio do trajeto até ¢ = i, expressa em gramas, dada
pela seguinte expressao:

i
mfac = metotalj (4.8)
j=1

onde m ftotal; corresponde a massa do combustivel consumido em t = i;

35. Distancia acumulativa (metros) - distancia percorrida desde o inicio do trajeto

até t = i, expressa em metros, dada pela expressao seguinte:
i
dCLCZ’ = Z Adj (4.9)
j=1
onde Ad; corresponde a variagao do espago percorrido entre t = j —1et = j.

Numa fase posterior, foram fornecidos os registos das 8765 viagens e dos 1621 abasteci-
mentos dos 71 veiculos pesados, referentes ao més de Janeiro de 2018.

Os registos de abastecimentos indicam, para cada veiculo, a data, a hora e o namero de li-
tros abastecidos. Os registos de viagens indicam, para cada viagem, a data e hora de inicio
e fim e um conjunto de valores de 14 varidveis, que representam as condigoes do veiculo e
as forcas de atuagao durante a viagem. Essas variaveis sao: o tempo de funcionamento do
veiculo, a velocidade do veiculo, a distancia percorrida, a altitude, o raio da curva, a forga
de resisténcia ao rolamento, a componente tangencial da forca gravitacional, a forca de
arrasto aerodinamico, a for¢a da componente tangencial de arrasto, a forca de propulsao,
a energia mecanica total do veiculo, o rendimento do sistema de transmissao, o bindrio
de forgas do motor e o nimero de rotagoes do motor, tal como se encontram descritas
anteriormente. Estas apresentam, em média, 919 entradas recolhidas em intervalos de
tempo nao constantes, uma distancia média percorrida de 33 quilémetros e uma duragao

média de 2 horas e meia.

4.2 Dados meteorolégicos

Com vista a explorar a influéncia que as condigoes meteoroldgicas tém no consumo de
combustivel de um vefculo foi utilizada a Weather API? com a qual é possivel aceder a
um resumo das condig¢oes meteoroldgicas para cada dia do ano corrente, bem como de anos
anteriores. Os dados fornecidos por esta API sao recolhidos por equipamentos préprios,
designados Weather Stations, espalhados por todo o mundo. Em Coimbra existem duas

Weather Stations localizadas em diferentes pontos da cidade (Figura 4.1).

?Para mais informacdes consultar: www.wunderground.com/weather/api/

45


www.wunderground.com/weather/api/

Capitulo 4

g Quinta de
" Coimbra e

Jeranimo Malheiros

580
Bartolorreu Alta

estadia =)

Uhiversitario de Quinta d
VersitarT - Quinta do
ol Belmonte

~ cha

Quinta da
omba

R
Quinta de Ud oy
Sdo Jodo

Arregaca

G, A

Santa Clara
Vale das
Quinta da

Vérzea

Flores Quinta da

Rameira

Qu |m

,,,,,,,, RAavicta =

Figura 4.1: Localizacao das duas Weather Stations de Coimbra.

Assim sendo, foram recolhidos os sumérios didrios das condigoes meteoroldgicas registadas
durante os mesmos periodos temporais dos dados fornecidos pela empresa. Cada sumario

didrio é composto pelas seguintes informagoes:

e Pluviosidade: Varidvel booleana que indica a ocorréncia ou nao de precipitagao

pelo menos uma vez durante todo o dia (Figura 4.2);

Choveu L 3N ] LN o0 oo L] o0

Né&o Choveu L LN L] L] L N ] L0 o0 000

1234567 8 910111213141516171819202122232425262728293031
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Figura 4.2: Pluviosidade regista em Coimbra de 1 a 31 de Janeiro de 2018.

e Pluviosidade média (mm): Quantidade média de dgua da chuva que, devido
a precipitacao, ficou acumulada num determinado local durante um determinado

periodo de tempo, expressa em milimetros (Figura 4.3);

16 —e— Pluviosidade Média

Pluviosidade Média (mm)
®

1234567 8 910111213141516171819202122232425262728293031
Dia

Figura 4.3: Pluviosidade média regista em Coimbra de 1 a 31 de Janeiro de 2018.

e Temperatura maxima (°C): Temperatura maxima atingida durante o dia, ex-

pressa em °Celsius (Figura 4.4);

e Temperatura média (°C): Temperatura média sentida durante o dia, expressa

em °Celsius (Figura 4.4);
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e Temperatura minima (°C): Temperatura minima atingida durante o dia, ex-

pressa em °Celsius (Figura 4.4);

—e— Temperatura maxima
—e— Temperatura média
—e— Temperatura minima

Temperatura °C

12345678 910111213141516171819202122232425262728293031
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Figura 4.4: Temperatura maxima, média e minima regista em Coimbra de 1 a 31 de
Janeiro de 2018.

e Pressao atmosférica maxima (mBar): Pressao atmosférica maxima atingida
durante o dia, expressa em milésimos de bar (Figura 4.5);

e Pressao atmosférica média (mBar): Pressao atmosférica média sentida durante

o dia, expressa em milésimos de bar (Figura 4.5);

e Pressao atmosférica minima (mBar): Pressao atmosférica minima atingida

durante o dia, expressa em milésimos de bar (Figura 4.5);
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Figura 4.5: Pressao atmosférica maxima, média e minima regista em Coimbra de 1 a 31

de Janeiro de 2018.
e Velocidade maxima do vento (kph): Velocidade méxima do vento atingida
durante o dia, expressa em quilémetros por hora (Figura 4.6);

e Velocidade média do vento (kph): Velocidade média do vento sentida durante

o dia, expressa em quilémetros por hora (Figura 4.6);

e Velocidade minima do vento (kph): Velocidade minima do vento atingida du-

rante o dia, expressa em quilémetros por hora (Figura 4.6);
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—e— Velocidade do vento maxima
—e— Velocidade do vento média
—e— Velocidade do vento minima
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Figura 4.6: Velocidade méaxima, média e minima do vento regista em Coimbra de 1 a 31
de Janeiro de 2018.

e Direcao média do vento (°): Dire¢ao média do vento durante o dia, onde 0° cor-
responde a direcao Norte aumentando no sentido dos ponteiros do relégio, expressa

em graus (Figura 4.7).

—e— Direcao média do vento
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Figura 4.7: Direcao média do vento regista em Coimbra de 1 a 31 de Janeiro de 2018.

4.3 Criacao dos conjuntos de dados

Com os dados enunciados anteriormente foi possivel criar quatro conjuntos com os quais
foram realizadas as experiéncias apresentadas nos capitulos 5, 6 e 7. Os conjuntos de

dados sao os seguintes:

e 1° Conjunto de dados: E composto pelos valores das 37 varidveis (seccao 4.1),
pelos valores das varidveis meteorolégicas (secgao 4.2) e pelo valor do consumo de
combustivel acumulativo, em litros por 100 quilémetros, estimado pelo modelo da
empresa. Estes registos sao referentes a uma tunica viagem de um veiculo realizada
no dia 28 de Janeiro de 2017;

e 2° Conjunto de dados: E composto pelos valores das 14 varidveis (referidas no
final da secgao 4.1), pelos valores das varidveis meteorolégicas (secgao 4.2) e pelo
numero real de litros gastos. Esses registos sao referentes a ultima recolha de cada
viagem, realizadas durante o més de Janeiro de 2018. Neste conjunto foram conside-

rados os periodos de abastecimento que contemplam apenas uma viagem, perfazendo
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um total de 190 periodos. Desta forma, o ntimero de litros abastecidos corresponde

ao numero de litros gastos durante a tinica viagem realizada;

e 3° Conjunto de dados: E um subconjunto do anterior, constituido apenas por 45

entradas, as Unicas que nao apresentam valores em falta para as 14 variaveis;

e 4° Conjunto de dados: No quarto conjunto de dados foram considerados apenas
os periodos de abastecimento que contemplam duas viagens, perfazendo um total de
28 periodos. Desta forma, o nimero de litros abastecidos corresponde & soma do
nimero de litros gastos em cada viagem. Assim sendo, cada registo deste conjunto
é composto pelos valores das 14 varidveis (referidas no final da seccao 4.1) e das
condigoes meteorolégicas (secgao 4.2) para as duas viagens e o nimero de litros total

gastos.

4.4 Selecao de variaveis

Uma das vantagens da técnica de PG é que esta utiliza na geracao dos modelos apenas as
variaveis que se demonstrem relevantes na modelagao da solugao para um dado problema.
No entanto, quando o conjunto de entrada é muito grande a detecao dessas variaveis torna-
se dificil, bem como a eliminagao do ruido.

O objetivo desta selecao é eliminar o ruido, bem como simplificar o modelo matematico,
reduzindo, tanto quanto possivel, o nimero de varidveis envolvidas na geragao do modelo.

Além disso, permite reduzir o poder computacional exigido.

4.4.1 Anadlise correlacional

Para cada par de variaveis foi calculado o Coeficiente de Correlagao de Pearson. FEste
coeficiente representa o grau de relacao linear entre duas varidveis quantitativas e é dado

pela Equagao 4.10.

> (@i —2)(yi — 9)
Correl(x,y) = .
LRV ] F D S T2 0

O seu valor varia entre -1 e 1, onde 0 indica que nao existe correlacao linear, 1 indica que
existe uma correlacao linear positiva e -1 indica que existe uma correlacao linear negativa.
Quanto mais proximo o valor do coeficiente estiver de -1 ou de 1, mais forte é a relacao
entre as duas varidveis (Figura 4.8).

CORRELAGAO NEGATIVA CORRELAGAO POSITIVA
FORTE FRACA FRACA FORTE
-

1 0 i

Figura 4.8: Representagao do intervalo de valores da Correlagao de Pearson [5].
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Com o calculo dos Coeficientes de Correlacao de Pearson foram encontrados quatro pares
de varidveis que tém entre si uma correlagao linear positiva (com valor exatamente igual

a 1). Esses pares sdo:

Altitude e altura;

Ntmero de rotacoes do motor e #;
i Sp(bsfcmzn)

Distancia e distancia acumulativa;

bsfc
bsfcmin

e consumo especifico de combustivel de travagem.

Assim sendo, as varidveis altura, W, distancia acumulativa e consumo especifico
min

de combustivel de travagem podem ser excluidas do conjunto de variaveis de entrada, nao

sendo consideradas pelo algoritmo de PG.

Todos os resultados da andlise correlacional encontram-se no Apéndice A.

4.4.2 Selecao de variaveis pelos técnicos

Da primeira reuniao com os técnicos da empresa foi possivel concluir que a maioria
das varidveis fornecidas sao referentes a caracteristicas da constituicao do motor. Es-
sas variaveis, por questoes negociais, nao sao do conhecimento ptublico e a sua obtencao
junto das empresas de fabrico automovel envolve grandes custos. Além disso, o seu valor
é baseado num veiculo composto apenas por pecas de origem e em correto funcionamento,
algo que dificilmente se verifica.

Ainda que essas varidveis possam ser determinadas com base em modelos aproximados, a
solucao ideal seria que o modelo de previsao do consumo de combustivel nao fosse depen-
dente de nenhuma delas, passando a incluir somente variaveis referentes ao funcionamento
do veiculo, as quais sao facilmente obtidas com os sensores veiculares.

As variaveis referentes ao funcionamento do veiculo sdo: tempo de funcionamento, distancia
percorrida, altitude, velocidade média, raio da curva, energia, rendimento de transmissao
e o numero de rotagoes do motor.

Outras variaveis que podem ainda ser incluidas na criacdo do modelo sdo as forcas, uma
vez que nao representam qualquer despesa para a empresa. Essas forcas sao as seguintes:
forga de resisténcia ao rolamento, forga da componente tangencial do peso, forga de ar-
rasto, forca da componente tangencial de arrasto e a forca de propulsao.

Assim sendo, existem dois conjuntos de varidveis a serem considerados, um constituido
apenas pelas varidveis de funcionamento do veiculo e outro constituido pelas varidveis de

funcionamento e as forcas de atuagao no veiculo.

4.5 Arquitetura das experiéncias

Com os diferentes conjuntos de dados apresentados foram realizadas as experiéncias descri-

tas nos capitulos 5, 6 e 7. Essas experiéncias foram realizadas segundo duas arquiteturas.
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Na primeira arquitetura (Figura 4.9) o algoritmo de PG é aplicado a um conjunto de

dados, o qual devolve o melhor modelo gerado.

30 execugdes

(P Algoritmo de T T
‘ Cozggézda }—v Programacgéo . Modelo J
{ J Genética

Figura 4.9: Arquitetura 1 das experiéncias realizadas com os conjuntos de dados do estudo.

Na segunda arquitetura (Figura 4.10) o algoritmo de PG é aplicado trés vezes, uma vez
por cada divisao treino/teste. Por cada uma dessas execugoes é devolvido o melhor modelo

gerado com base no conjunto de dados de treino.

30 execugdes
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—*= Programacéo
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Figura 4.10: Arquitetura 2 das experiéncias realizadas com os conjuntos de dados do
estudo.
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Capitulo 5

Geracao de modelo baseado no

modelo da empresa

Neste capitulo sao apresentadas as experiéncias realizadas com vista a gerar um modelo
semelhante ao fornecido pela empresa, mas variando o nimero de varidveis utilizadas. A

abordagem seguida encontra-se dividida em trés fases, como mostra o esquema da Figura

Ajuste das
configuragdes Redugéo adicional
das variaveis de
entrada
Redugéo das L —» | Validagdo dos modelos
variaveis de entrada Jy gerados

Eliminagao do bloat

Avaliagdo da
capacidade preditiva

|

Figura 5.1: Arquitetura da abordagem da geracao de um modelo baseado no modelo
fornecido.

e 12 Fase: Esta fase reflete os ajustes necessarios dos parametros do algoritmo de PG
ao contexto do problema e a geragao dos primeiros modelos semelhantes ao fornecido
pela empresa, mas dependentes de um numero inferior de varidveis. Esta primeira

fase encontra-se dividida nas seguintes etapas:

1. Ajuste das configuragoes: Em primeiro lugar, foram ajustados os valores do
numero de geracgoes e do tamanho da populagao ao contexto do problema. Os
valores mais adequados sao mantidos para as restantes execugoes;

2. Redugao do niimero de variaveis de entrada: Nesta etapa foram utiliza-
das diferentes abordagens para reduzir o niimero de varidveis pertencentes ao

conjunto de simbolos terminais;
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3. Avaliacao da capacidade preditiva: Por fim, foi avaliada a capacidade de
previsao de modelos gerados com os conjuntos de configuracoes e varidveis que,
nas etapas anteriores, apresentaram um erro face ao modelo fornecido inferior
ou igual a 2%. Para tal, foi implementado o método de validacao cruzada k-
fold, calculando o erro absoluto médio entre os valores estimados pelo modelo
e os valores reais de consumo, para o conjunto de casos de teste. A avaliacao

da capacidade preditiva foi mantida para as restantes execucoes.

o 2?Fase: Esta fase foi realizada depois que foi possivel reunir com os técnicos de
onde surgiram dois novos conjuntos de variaveis de entrada (seccao 4.4.2). Esta fase

encontra-se dividida em duas etapas:

1. Redugao adicional das variaveis de entrada: Nesta etapa foram gerados
novos modelos com os dois conjuntos de varidveis de entrada escolhidos pelos
técnicos;

2. Eliminagao do bloat: Posteriormente foram adicionados diferentes limites
dindmicos ao algoritmo de PG, na tentativa de eliminar o bloat e reduzir o

tamanho das solucdes encontradas.

e 3?Fase - Validacao dos modelos gerados: Na iltima fase foi feita uma validagao
dos modelos gerados, aplicando-os a um conjunto de dados diferente daqueles que
foram utilizados para treino e teste, tentando perceber se estes modelos sao genera-

liz&veis.

Na 1# e 22 fase foi utilizado o 1° conjunto de dados e na 3*fase foi utilizado o 3° (previa-

mente descritos na seccao 4.3).

5.1 Consideracoes gerais

Em problemas de regressao a métrica mais utilizada para avaliar uma solugao é o Erro
Quadrético Médio (EQM). Desta forma, nas experiéncias realizadas o valor de fitness de
cada individuo é dado pelo EQM entre o modelo gerado com PG e o modelo da empresa

(Equacao 5.1).

n
> (xpgi - xmodBIOi)Q

_ n=1
EQM = - (5.1)

onde Tpg;, € Tmodelo; cOrrespondem aos valores de saida para o registo ¢ dado pelo modelo
gerado com PG e pelo modelo da empresa, respetivamente. Quanto menor for esse valor,

melhor é o individuo.
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Relativamente as experiéncias efetuadas ainda que existam configuracées que vao vari-
ando ao longo das experiéncias, existem outras que sao transversais a todos elas. Essas

configuracgoes encontram-se na Tabela 5.1.

Parametros Valores
Ntumero de execugoes 30
Tamanho minimo das arvores da populagao inicial 4
Tamanho méaximo das arvores da populagao inicial 6
Tamanho do torneio 3
Tamanho da elite 1
Probabilidade de cruzamento 90%
Probabilidade de mutagao 10%

Tabela 5.1: Configuragoes do algoritmo de Programacao Genética transversais a todos os
conjuntos de experiéncias apresentados no capitulo 5.

O algoritmo de PG é executado 30 vezes para cada experiéncia, em que cada execugao gera
uma possivel solucao. No final, dos 30 modelos gerados, aquele que apresentar o melhor
valor de fitness é devolvido como solucao da experiéncia.

Na execugao do algoritmo, a geragao da populacao inicial é feita de forma aleatéria com
um dos trés métodos de inicializagao considerados, em que a profundidade das arvores
varia entre 4 e 6. Depois disso, é atribuido um valor de fitness a todos os individuos,
quantificando a capacidade que cada um deles tem para resolver o problema.

Além disso, é utilizada uma probabilidade de cruzamento de 90% e uma probabilidade
de mutagao de 10%. A selegao é feita por torneio de tamanho 3, em que trés individuos
sao selecionados de forma aleatéria da populagdo e o melhor deles é sujeito a operacoes
genéticas, e um elitismo de valor 1, em que um individuo é copiado de uma geracao para
a seguinte sem que sofra qualquer operacao genética.

O conjunto de fungoes utilizado € igual para todas as experiéncias, sendo composto pelas
operagoes de adigao (+), subtragao (=), multiplicagdo (*), divisao protegida (/) e cosseno
(cos). Por sua vez, o conjunto de simbolos terminais é composto por Constantes Aleatérias
Efémeras (CAE), que podem tomar os valores -1, 0 ou 1, e por um conjunto de varidveis

de entrada que varia para cada experiéncia.

5.2 12Fase

Nesta seccao sao apresentados os resultados da primeira fase de experiéncias e as conclusoes

retiradas.

5.2.1 Ajuste das configuragoes

Ainda que a PG seja na préatica uma técnica robusta, onde véarios conjuntos de confi-
guragoes possam ser aceitdveis para realizar um numero suficiente de comparagoes [2],

é necessario ajustar os valores de alguns parametros consoante o contexto do problema.
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Esses ajustes estao maioritariamente associados ao nimero de geragoes e ao tamanho po-
pulacional. Os dois primeiros conjuntos de experiéncias correspondem ao ajuste desses

mesmos parametros.

5.2.1.1 Configuragoes e varidveis de entrada

No primeiro conjunto de experiéncias foi evoluida uma populacao de 500 individuos, du-
rante 500 geracoes. Depois disso, ambos os valores foram ajustados até ser possivel gerar
uma solugao étima ou proxima dela.

Nas experiéncias realizadas foram utilizadas todas as 37 varidveis como conjunto de variaveis
de entrada, tal como estao descritas na secgao 4.1.

Cada conjunto de configuracoes foi executado para os trés métodos de inicializacao da

populagao (Full, Grow e Ramped Half-and-half descritos na secgao 2.3).

5.2.1.2 Resultados

Na Figura 5.2 é possivel verificar que, para o primeiro conjunto de configuragoes, o valor
de fitness médio dos melhores individuos nas dltimas geragoes ainda nao esta totalmente
estabilizado. No entanto, quando foi utilizado o dobro do ntimero de individuos e geragoes,
a partir da geragao 900 ja nao existem grandes melhorias (durante as tltimas 100 geragoes
o valor de fitness ndo aumenta uma unidade). Deste modo, nao é necessario testar mais

nenhum conjunto de configuracoes, terminando assim a fase de ajuste.
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Figura 5.2: Fitness minimo médio dos conjuntos de configuracoes PG_500 e PG_1000, para
os trés métodos de inicializagao da populagao, durante 500 e 1000 geracoes, respetivamente.

Na Tabela 5.2 encontra-se o valor de fitness, o nimero de nés e o erro face ao modelo
fornecido para as diferentes solugoes geradas. Aquelas que apresentam valores de fitness
mais baixos sao também as que apresentam o nimero de geragoes e o tamanho populacional
maiores. Isto verifica-se para todos os métodos de inicializagdo. No entanto, em alguns
casos, a percentagem de erro em relagao ao modelo é um pouco maior. Essa percentagem

¢ dada pela seguinte expressao:

CoNSUMOopG — CONSUMO
Erro_Modelo(%) = | Po ] *

100 (5.2)
CONSUMO N F
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onde consumopg e consumoy r representam, respetivamente, o consumo dado pelo mo-
delo gerado com PG e o consumo dado pelo modelo da empresa, para a totalidade da

viagem (1dltimo registo).

Conjunto Fitness N° de nés Erro modelo
de experiéncias Inicializagao minimo da solugao (%)

Full 2.9830 845 0.82%

PG_500 Grow 5.0801 391 6.49%

R. Half-and-Half 3.0639 362 0.20%

Full 1.0854 665 1.65%

PG_1000 Grow 3.3493 606 4.79%

R. Half-and-Half 2.7424 586 2.74%

Tabela 5.2: Resultados dos conjuntos de experiéncias PG_500 e PG_1000 realizados du-
rante a etapa de ajuste de configuracoes.

O aumento dessa percentagem de erro ocorre porque quando existe um maior niimero de
comparacoes, os modelos gerados mapeiam de forma mais exata o conjunto de dados de
entrada. No entanto, 85% delas correspondem a momentos em que o veiculo se encontra em
movimento (nimero de rotagoes em média de 1242 rotagoes por minuto e velocidade média
a rondar os 7.09 metros por segundo) e o ultimo registo corresponde a um momento em que
o veiculo estd quase a parar (com 652 rotagoes por minuto e com uma velocidade média de
1.49 metros por segundo). Desta forma, é possivel afirmar que os melhores modelos acabam
por mapear de forma mais exata os 85% dos dados referentes a momentos do movimento
do veiculo, mas apresentam-se nao tao exatos para momentos em que o veiculo se encontra

parado ou quase parado.

5.2.1.3 Pontos-chave

Com base nos resultados obtidos é possivel reter os seguintes pontos-chave:

e Tal como referido por Koza, ndo é necessirio despender muito tempo no ajuste das

configuragoes do algoritmo de PG para que este funcione adequadamente [2];

e Evoluir uma populacao de 1000 individuos durante 1000 geragoes é suficiente para

a geracao de uma solucao com taxas de erro razodveis e aceitdveis para a empresa;

e Os melhores modelos apresentam-se mais exatos ao longo do funcionamento do
veiculo, mas menos exatos para a globalidade da viagem dada a desproporcionali-
dade do conjunto de dados, entre momentos de deslocamento do veiculo e momentos

em que este se encontra parado.

5.2.2 Redugao das variaveis de entrada

Nos trabalhos relacionados foi possivel verificar que existem diferentes variaveis que quando
devidamente conjugadas dao origem a modelos de consumo semelhantes. Desta forma,

nesta etapa foram aplicadas diferentes abordagens para reduzir o nimero de variaveis de
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entrada, na tentativa de gerar modelos semelhantes ao fornecido e para os quais a sua

geragao implique um poder computacional inferior.

5.2.2.1 Configuragoes e variaveis de entrada

Utilizando as configuracoes que se mostraram mais adequadas ao contexto do problema na
etapa anterior, foram testadas trés abordagens para tentar reduzir o conjunto de varidveis

de entrada. Essas abordagem sao as seguintes:

e Varidveis nao utilizadas (PG_1000_-NU): Ao conjunto total das 37 varidveis
foram retiradas aquelas que no primeiro conjunto de experiéncias (PG_500) nao fo-

ram continuamente incluidas nos modelos gerados. Essas variaveis sao: relagao de

bmep(bs femin)

transmissao, alfa, FTCD, Energia, ( bmep

) , massa de combustivel con-
final

sumido (quando a velocidade do veiculo é inferior & velocidade minima da primeira
mudanca) e massa de combustivel consumido (quando a velocidade do veiculo é igual

ou superior & velocidade minima da primeira mudanga);

e Anadlise correlacional (PG_1000-CORR): Ao conjunto total das 37 varidveis

foram retiradas quatro através da andlise correlacional (seccao 4.4.1);

e Varidveis nao utilizadas e andlise correlacional (PG_1000-NU_CORR): Ao
conjunto total das 37 variaveis foram excluidas aquelas que no primeiro conjunto de
experiéncias (PG_500) nao foram continuamente incluidas nos modelos gerados e

quatro varidveis através da analise correlacional.

Cada abordagem foi executada para os trés métodos de inicializagao da populagao (Full,

Grow e Ramped Half-and-half descritos na secgao 2.3).

5.2.2.2 Resultados

Cada conjunto de experiéncias tem um numero diferente de varidveis de entrada. Em
PG_1000_NU foram consideradas 30 variaveis de entrada, em PG_1000-CORR foram con-
sideradas 33 e em PG_1000_NU_CORR foram consideradas 26.

Na Tabela 5.3 estao ilustrados os resultados obtidos nas experiéncias realizadas durante
esta etapa. Os resultados mostram que a abordagem que apresentou solu¢bes com um
valor de fitness menor e com uma percentagem de erro mais baixa em relagao ao modelo
fornecido foi a que eliminou varidveis que nao foram continuamente incluidas nos modelos
gerados durante o primeiro conjunto de experiéncias (PG_500). Isto deve-se ao facto do
algoritmo de PG, ao tentar encontrar as melhores solugoes o mais rapidamente possivel,
dar prioridade as varidveis que demonstrem ter uma maior influéncia na modelacao da
solucao do problema. Assim sendo, quando o niimero de comparacoes ¢ insuficiente, o que
se verificou nas experiéncias PG_500, as varidveis que nao sao tao relevantes acabam por

nao chegar a ser incluidas nos modelos gerados.
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Conjunto Fitness  Erro modelo Ne° varidveis N° de nés
de experiéncias Inicializacao minimo (%) da solugao da solugao
Full 2.9119 0.76% 31 727

PG_1000_-NU Grow 1.9502 0.39% 30 961
R. Half-and-Half 2.3039 2.38% 25 726

Full 3.9428 1.28% 29 663

PG_1000-CORR Grow 5.8174 14.99% 30 1002
R. Half-and-Half 2.2791 4.20% 22 525

Full 3.3143 4.97% 25 677

PG_1000_NU_CORR Grow 2.2875 2.50% 24 943
R. Half-and-Half 4.5679 2.48% 21 420

Tabela 5.3: Resultados dos conjuntos de experiéncias PG_1000_NU, PG_1000-CORR e
PG_1000_NU_CORR realizados durante a etapa de redugao das varidveis de entrada.

Por outro lado, o método de inicializagao que apresenta a melhor relacao entre o valor de
fitness minimo e o niimero de variaveis utilizadas é o Ramped Half-and-Half, excluindo
entre 5 a 11 varidveis, para além das que ja tinham sido eliminadas dos conjuntos de
varidveis de entrada, e apresentando solugdes compostas por um nimero de nés inferiores
as restantes. Porém, os modelos gerados com este método de inicializacao apresentam
um erro nao inferior a 2% face modelo fornecido o que, em comparagao com as restantes
solugoes, nao representa o valor mais baixo atingido.

A eliminacao prévia de varidveis com uma anélise correlacional ndo se demonstrou uma
abordagem adequada, apresentado percentagens de erro e valores de fitness superiores aos
do conjunto de experiéncias no qual foi utilizada a totalidade das varidveis (PG_1000).
Isto demonstra que essas varidveis sao relevantes na geragao do modelo de previsao de

combustivel e que a sua eliminacao influéncia os resultados obtidos.

5.2.2.3 Pontos-chave

Com base nos resultados obtidos é possivel reter os seguintes pontos-chave:

A técnica de PG é adequada ao contexto do problema;

e Foi possivel gerar varios modelos semelhantes ao fornecido dependentes de um nimero
inferior de variaveis, algumas eliminadas do conjunto de varidaveis de entrada pe-
las diferentes abordagens utilizadas e outras excluidas automaticamente durante a

execugao do algoritmo;

e A utilizacdo de técnicas complementares para reduzir o conjunto de varidveis de
entrada pode ser uma mais valia, forcando os modelos a serem constituidos por um

conjunto de varidveis mais restrito e necessitando de um poder computacional menor;

e As varidveis eliminadas por ndo serem continuamente utilizadas quando o nimero de
avaliagoes foi insuficiente, correspondem as mesmas varidveis que se demonstraram
menos relevantes na geracao dos modelos, tendo esta informacao sido validada com

os técnicos da empresa.
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5.2.3 Teste da capacidade preditiva

Para testar a capacidade preditiva dos modelos gerados com PG foi implementada uma
validagao cruzada. Esta técnica tem como objetivo estimar o quao preciso é um modelo,
avaliando o seu comportamento perante um novo conjunto de dados. O conceito funda-
mental desta técnica é a divisdo de um conjunto de dados em k subconjuntos mutuamente
exclusivos, onde k-1 sao utilizados na geragao do modelo e o restante é utilizado na va-
lidagdo do mesmo.

O método de validagao cruzada utilizado foi o k-fold com valor de k igual a 3, uma vez que
este valor permite uma proporgao préoxima dos 70-30% para a divisdo treino/teste, habi-
tualmente utilizada em problemas de ML. Assim sendo, este método consiste na divisao
da totalidade dos dados em 3 subconjuntos do mesmo tamanho, como mostra a Figura

5.3, onde 2 subconjuntos sao utilizados para treino e 1 é utilizado para teste.

Dados de teste

vV v

000000000~
000000000 -
000000000

Totalidade dos dados

Figura 5.3: Exemplo de uma divisao 3-fold aplicada a um conjunto de dados.

Este processo é realizado 3 vezes, uma por cada divisao treino/teste. Por cada execucao é

gerado um novo modelo, avaliando a sua capacidade preditiva, como mostra a Figura 5.4.
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Figura 5.4: Arquitetura da utilizacdo de uma divisao 3-fold no algoritmo de Programacao
Genética.

5.2.3.1 Configuragoes e variaveis de entrada

As experiéncias que nas etapas anteriores apresentaram um erro inferior ou igual a 2% em
relacdo ao modelo da empresa foram repetidas, desta vez com uma divisao 3-fold. Essas
experiéncias sao: PG_500 com o método de inicializacao Full, PG_500 com o método de

inicializacdo Ramped Half-and-half, PG_1000-NU com o método de inicializacao Full,
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PG_1000_NU com o método de inicializagdo Grow, PG_1000 com método de inicializacao

Full e PG_1000-CORR com o método de inicializagao Full.

5.2.3.2 Resultados

Os resultados do conjunto de experiéncias realizadas com uma divisao 3-fold encontram-se
na Tabela 5.4.

Conjunto Fitness Erro modelo Irro previsao N© de varidveis

de experiéncias Experiéncia minimo (%) (L/100km) da solugao
PG_500 (Full) 1 2.1767 4.43% +1.2072 8

PG_500 (Full) 2 2.0097 1.96% +2.0097 13

PG_500 (Full) 3 4.3601 6.44% +1.6604 17

PG_500 (Half) 1 6.0703 2.48% +2.1745 17

PG_500 (Half) 2 2.8806 2.74% +1.3181 14

PG_500 (Half) 3 3.8110 2.17% +1.8518 15

PG_1000-NU (Full) 1 1.5703 2.90% +1.6160 3l

PG_1000-NU (Full) 2 2.9306 2.29% +1.5675 31

PG.1000.E2 PG_1000-NU (Full) 3 1.9353 1.39% +1.4104 30
- - PG_1000-NU (Grow) 1 0.9815 2.04% +1.1438 24
PG_1000-NU (Grow) 2 2.1568 1.49% +1.5186 23

PG_1000-NU (Grow) 3 1.1357 2.60% +0.9070 19

PG-1000 (Full) 1 1.8346 2.60% +1.6027 35

PG_1000 (Full) 2 1.2788 1.75% +1.2578 32

PG_-1000 (Full) 3 1.2817 5.99% +1.2817 34

PG_1000-CORR (Full) 1 6.5096 0.26% +2.2420 32

PG_1000-CORR (Full) 2 3.7811 6.57% +1.6478 30

PG_1000-CORR (Full) 3 1.7347 0.43% +1.7347 33

Tabela 5.4: Resultados do conjunto de experiéncias PG_1000_E2 realizado durante a etapa
de teste da capacidade preditiva.

Todos os modelos gerados apresentam erros de previsao baixos. Esses erros variam entre
1 e 2 litros por 100 quilémetros, o que numa viagem de 100 quilémetros corresponde a
aproximadamente 1% da capacidade total do tanque de combustivel do veiculo do qual os
dados utilizados foram recolhidos.

Nas experiéncias em que o tamanho populacional e o nimero de geragoes foi 500, as
solugoes encontradas apresentam valores de fitness e percentagens de erro em relacao ao
modelo da empresa, em média, superiores. No entanto, sao aquelas que sao constituidas
por um menor nimero de varidveis, provando que quanto mais variaveis forem utilizadas
na geragao dos modelos menor serd o erro.

Nas restantes experiéncias, os melhores resultados foram obtidos quando as variaveis que
nao foram continuamente incluidas nos modelos gerados no conjunto PG_500, foram eli-
minadas do conjunto de simbolos terminais. Além disso, é de salientar que, dentro do con-
junto de experiéncias com as mesmas configuragoes, sao aquelas que apresentam solucoes
dependentes de um nimero mais baixo de variaveis.

Tal como foi referido em etapas anteriores, excluir varidveis através de uma andlise cor-
relacional (PG-1000-CORR) leva a resultados piores do que quando é utilizada a sua
totalidade (PG_1000), apresentado erros de previsao superiores em 0.5 a 1 litro por 100

quilémetros. Ainda assim, todos os modelos gerados dependem de um nimero inferior de
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varidveis face ao modelo fornecido e apresentam baixos valores de erro nas previsoes rea-
lizadas (quase sempre inferiores a 2 litros por 100 quilémetros). Contudo, é de salientar o
modelo gerado pela experiéncia PG_1000_NU Grow 1 devido ao seu baixo valor de fitness,

utilizando apenas 50% das varidveis. Esse modelo encontra-se no Apéndice C.

5.2.3.3 Pontos-chave

Com base nos resultados obtidos é possivel reter os seguintes pontos-chave:

e Os modelos gerados com PG utilizando uma validagao cruzada 3-fold apresentaram
erros de previsao correspondentes, no miximo, a 1% da capacidade total do tanque

de combustivel para uma viagem de 100 quilémetros (aproximadamente 2.2 litros);

e A abordagem que se revelou mais eficaz foi a que excluiu do conjunto de simbolos
terminais as variaveis que nao foram constantemente incluidas nos modelos gerados
pelo primeiro conjunto de configuragdes (PG_500), tendo também apresentado os

erros de previsao mais baixos, que rondam 1 litro e meio por cada 100 quilémetros;

e O modelo gerado pela experiéncia PG_1000_NU Grow 1 foi o que apresentou um
erro de previsao menor e um valor de fitness minimo entre os valores mais baixos

atingidos em todas as experiéncias, dependente de apenas 19 varidveis (=~ 50%).

5.2.4 Conclusoes

Depois de realizadas as experiéncias das etapas da primeira fase foi possivel concluir que,
numa fase inicial, para qualquer algoritmo de PG é necessario a existéncia de uma etapa
de ajuste das configuragoes. No entanto, nao é preciso despender demasiado tempo nesta
tarefa, dado que existem diferentes conjuntos para os quais o algoritmo funciona adequa-
damente. No final da primeira etapa, foi possivel perceber que evoluir uma populagao
de 1000 individuos durante 1000 geragoes ¢ suficiente para o contexto do problema. Isto
acontece porque quanto maior for o nimero de avaliacoes, em principio, melhor serd o
desempenho dos modelos gerados.

A utilizacdo de técnicas complementares, que eliminam varidveis do conjunto de simbolos
terminais numa fase anterior a execucao do algoritmo, podem ser uma mais valia, redu-
zindo o numero de variaveis do modelo e o poder computacional necessario. No final da
segunda etapa, foi possivel perceber que, eliminar previamente as variaveis que nao foram
incluidas nos modelos gerados com um conjunto de configuragoes que realiza um nimero
insuficiente de avaliagbes, gerou modelos com melhores resultados, ainda que o mesmo
nao se tenha verificado para as restantes abordagens implementadas. Ainda assim, esses
modelos sao constituidos por um niimero de varidveis inferior ao criado manualmente pela
empresa.

Por sua vez, a utilizagao de uma validagao cruzada para avaliar a capacidade de genera-

lizacao dos modelos foi importante, na medida em que permitiu perceber que nao ocorreu
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overfitting na geracao dos modelos, uma vez que quando foram aplicados a um conjunto
de dados de teste desconhecido, apresentaram erros de previsao baixos, que variam entre
1 e 2 litros por 100 quilémetros (1% da capacidade do tanque de combustivel).

A melhor solucao encontrada foi resultante da experiéncia PG_1000_NU Grow 1, salien-

tando a utilizacao de 19 das 37 varidveis iniciais (=~ 50%).

5.3 22%Fase

Apés o termino da 1?* fase foi marcada uma reunido com a empresa onde os resultados
foram discutidos. Dessa reuniao foi possivel concluir que os modelos gerados dependem
maioritariamente de variaveis referentes a caracteristicas do motor do veiculo, varidveis
essas que representam uma despesa para a empresa por serem dificeis de obter junto dos
fabricantes. No entanto, uma vez que com a PG foi possivel gerar modelos dependentes de
um menor numero de fatores, alguns deles eliminados previamente do conjunto de entrada,
a empresa estabeleceu dois conjuntos restritos de varidveis que devem ser considerados
para a criagao de novos modelos. As varidveis que constituem esses conjuntos encontram-
se descritas na seccao 4.4.2 e sao referentes ao funcionamento do veiculo e as forcas de
atuacao durante o seu deslocamento.

Nesta seccao sao apresentados os resultados da segunda fase de experiéncias e as conclusoes

retiradas.

5.3.1 Redugao adicional das variaveis de entrada

A primeira etapa desta fase tem como objetivo verificar se é possivel gerar um modelo,
semelhante ao fornecido, utilizando apenas as variaveis que constituem um dos dois con-

juntos pedidos pelos técnicos.

5.3.1.1 Configuragoes e variaveis de entrada

Utilizando as configuragoes e a validagao cruzada estabelecidas na fase anterior foram
realizados dois conjuntos de experiéncias, um por cada conjunto de varidveis, descritas na

seccao 4.4.2:

e PG_1000_VF': Neste conjunto de experiéncias foram consideras apenas as varidveis

referentes ao funcionamento do veiculo;

e PG_1000_VF_F: Neste conjunto de experiéncias foram consideras as varidveis re-
ferentes ao funcionamento do veiculo e as forcas de atuacao durante o seu desloca-

mento.

Cada conjunto de experiéncias foi executado para os trés métodos de inicializacao da

populacdo (Full, Grow e Ramped Half-and-half).
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5.3.1.2 Resultados

Os resultados para os dois conjuntos de experiéncias encontram-se presentes na Tabela

9.5.

Conjunto Fitness Erro modelo Erro previsao N° de nés
de experiéncias Inicializacao minimo (%) (L/100km) da solugao
Full 1 7.3683 1.80% +2.5479 658

Full 2 5.7900 7.34% +2.5368 742

Full 3 7.1260 14.03% +2.9357 1012

Grow 1 6.8770 10.45% +2.3193 923

PG_1000_-VF Grow 2 6.7955 1.32% +2.5673 999
Grow 3 6.3247 1.17% +1.8994 682

R. Half-and-Half 1 6.3028 2.35% +2.4495 737

R. Half-and-Half 2 6.8418 7.66% +2.2915 832

R. Half-and-Half 3 5.5353 3.42% +2.1256 727

Full 1l 1.8860 0.73% +1.3826 1180

Full 2 3.1240 2.06% +1.4415 585

Full 3 2.2291 0.57% +1.6978 574

Grow 1 1.5717 2.78% +1.4930 604

PG_1000_-VF_F Grow 2 2.6730 1.91% +1.7838 907
Grow 3 1.7892 2.64% +1.0577 1018

R. Half-and-Half 1 2.8523 5.07% +2.5139 624

R. Half-and-Half 2 2.1432 0.34% +1.1529 1070

R. Half-and-Half 3 2.8810 0.20% +1.3257 875

Tabela 5.5: Resultados dos conjuntos de experiéncias PG_1000_VF e PG_1000_VF_F re-
alizados durante a etapa de reducao adicional das varidveis de entrada.

O conjunto composto apenas por varidaveis relativas ao funcionamento do veiculo demonstrou-
se insuficiente, apresentando os piores valores de fitness para as solugoes encontradas.

Tal como esta na Tabela 5.5, onde uma variacao de 2 litros para o conjunto de experiéncias
PG_1000_VF, ao contrario do que aconteceu nas experiéncias iniciais (PG_500), nao acon-
teceu devido ao tamanho reduzido da populagao e/ou das geragoes, uma vez que os graficos
da Figura 5.5 mostram que o valor de fitness estagnou por volta da geragao 800, para todos

os métodos de inicializagao.

—— PG_1000_VF Grow 1
—— PG_1000_VF Grow 2
~—— PG_1000_VF Grow 3

—— PG_1000_VF R. Half-and-half 1
—— PG_1000_VF R. Half-and-half 2
—— PG_1000_VF R. Half-and-half 3

—— PG_1000_VF Full 1
—— PG_1000_VF Full 2
—— PG_1000_VF Full 3
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Figura 5.5: Fitness minimo médio do conjunto de experiéncias PG_1000_VF para os trés
métodos de inicializacao da populacao, durante 1000 geragoes.

Por outro lado, o conjunto que além das varidveis de funcionamento do veiculo também
inclui as forcas demonstrou-se suficiente para atingir resultados muito perto dos atingidos
anteriormente, em que o nimero de variaveis era superior. Nesse conjunto, as experiéncias
realizadas com o método de inicializagdo Ramped Half-and-half foram as que apresen-

taram globalmente piores resultados, tendo os valores de fitness minimo e os erros de

64



Geracao de modelo baseado no modelo da empresa

previsao mais elevados. Pelo contrario, os restantes métodos de inicializacao geraram mo-
delos igualmente bons comparando com o modelo fornecido, com percentagens de erro de
previsao admissiveis pela empresa e com um nimero reduzido de varidveis consideradas.
No entanto, as arvores resultantes do algoritmo de PG sdo compostas por, no minimo, 600
nos e, como é notoério nos graficos da Figura 5.6, existe um crescimento no tamanho das
arvores sem que se verifiquem melhorias substanciais no valor de fitness minimo médio dos

individuos (entre as geracoes 900 e 1000 o valor de fitness desceu, em média, 0.87).

Tamanho médio das arvores

Fitness minimo médio

2500

2000

1500

1000

w
S
3

—— PG_1000_VF_F Full 1
—— PG_1000_VF_F Full 2
—— PG_1000_VF_F Full 3

2500

—— PG_1000_VF_F Grow 1
—— PG_1000_VF_F Grow 2
—— PG_1000_VF_F Grow 3

—— PG_1000_VF_F R. Half-and-half 1
PG_1000_VF_F R. Half-and-half 2
PG_1000_VF_F R. Half-and-half 3

Tamanho médio das &rvores

2000 1

15001

10004

w
S
3

Tamanho médio das arvores

2500

2000

1500

1000

200

400 600
NGmero de geragdes

800

1000

200

400 600 800
NGmero de geracdes

1000

200 400 600 800
Namero de geragdes

1000

Fitness minimo médio

Fitness minimo médio

400

350

3001

250

200

100
50
.

1000 4 200 400 600 800 1000
Namero de geracdes

. =
1000 0 200 400 600 800
NGmero de geragdes

0 200 400 600 800
Namero de geracdes

Figura 5.6: Fitness minimo médio e tamanho médio das arvores do conjunto de ex-
periéncias PG_1000_VF_F para os trés métodos de inicializacdo da populacdo, durante
1000 geracoes.

5.3.1.3 Pontos-chave

Com base nos resultados obtidos é possivel reter os seguintes pontos-chave:

e Dos dois conjuntos de variaveis estabelecidos pelos técnicos, aquele que é composto
pelas variaveis de funcionamento do veiculo e pelas forcas de atuacao durante o seu
deslocamento foi o que apresentou melhores resultados, sendo este conjunto utilizado

nas restantes experiéncias;

e O conjunto composto apenas pelas varidaveis de funcionamento do veiculo apresentou
erros de previsao, em média, superiores em 1 litro por cada 100 quilémetros e uma
percentagem de erro em relacao ao modelo da empresa superior em aproximadamente
3.5% comparativamente ao outro conjunto, por nao reunir todos os fatores adequados
para gerar modelos capazes de mapear e prever o consumo de combustivel do veiculo

e nao por ter um numero insuficiente de avaliagoes;

e Os modelos gerados pelo conjunto de experiéncias PG_1000_VF_F sao compostos

pelas 14 varidveis selecionadas pelos técnicos, aproximadamente 38% das varidveis
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iniciais, apresentado resultados muito semelhantes ao modelo fornecido e com baixos

erros de previsao (em média, um litro e meio por 100 quilémetros);

e O crescimento do tamanho das arvores ao longo das geragoes nao foi acompanhado
por melhorias proporcionais no valor do fitness minimo, correspondendo a uma das
limitagoes da PG designada bloat, existindo mecanismos adequados para tentar ate-

nuar esse problema.

5.3.2 Eliminagao do bloat

Tal como referido na fase anterior, o tamanho das drvores continua a crescer sem uma
aparente melhoria no valor de fitness dos individuos. Ainda que a solugao mais ébvia seja
escolher uma condicao de paragem menos exigente para que o algoritmo termine mais
cedo, isto nao é suficiente para garantir que a solucao encontrada é aceitavel, dado que
nao é possivel prever a sua complexidade [26].

Assim sendo, nesta etapa foram adicionados diferentes limites dinamicos ao algoritmo de
PG, tal como se encontram descritos em seccao 2.10.1, na tentativa de atenuar ou eliminar

o bloat e reduzir o tamanho das solucoes encontradas.

5.3.2.1 Configuragoes e variaveis de entrada

Nesta etapa foram utilizadas as configuracoes e a validacao cruzada ja estabelecidas na
12fase e o conjunto de varidveis que na etapa anterior se demonstrou o mais adequado. Os

conjuntos de experiéncias realizados foram os seguintes:

e PG_1000_VF_F_LD17: Neste conjunto de experiéncias, ao limite estatico com
valor 17 foi adicionado um limite dinamico aplicado a profundidade das arvores.
Este conjunto foi executado para os trés métodos de inicializacdo da populacao
(Full, Grow e Ramped Half-and-half);

e PG_1000_VF_F_LD30: Neste conjunto de experiéncias, foi utilizado um limite
estatico com valor 30 e um limite dinamico aplicado & profundidade das drvores.
Este conjunto foi executado apenas para o método de inicializacdo da populacao

Grow;

e PG_1000_VF_F_LD35: Nesta experiéncia, foi utilizado um limite estatico com
valor 35 e um limite dinamico aplicado a profundidade das arvores. Esta experiéncia
foi executada para o método de inicializacao da populacao Grow, apenas para uma

das trés divisoes da validagao cruzada;

e PG_1000_VF_F_LDTA: Neste conjunto de experiéncias, foi utilizado um limite
estatico com valor 17 e um limite dinamico aplicado ao niimero de nés das arvores.
Este conjunto foi executado para os trés métodos de inicializagao da populagao (Full,
Grow e Ramped Half-and-half).
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O valor 17 para o limite estatico corresponde ao limite utilizado por defeito pelo algoritmo
de PG, enquanto que os valores 30 e 35 foram escolhidos com base em algumas execugoes
realizadas com o limite maximo suportado computacionalmente (de valor 90), em que a
profundidade maxima das drvores da maioria da populacao na iltima geragao variou entre
esse dois valores.

O conjunto PG_1000_VF_F_LD17 foi repetido duas vezes, em que numa delas foi aplicada
uma truncacao ao valor devolvido pelo modelo gerado.

Caso esse valor seja inferior a 0 ou superior a 100 é substituido por 0 ou 100, respetivamente
(equagao 5.3). Essa truncagao é justificada pelos valores normais de consumo dos veiculos

pesados rondarem os 50 litros a cada 100 quilémetros.

0 modelopg < 0
consumo(L/100km) = < modelopc 0 < modelopg < 100 (5.3)
100 modelopg > 100

Assim sendo, mesmo tendo sido realizadas mais experiéncias, nesta seccao sé sao apresen-
tadas aquelas as quais foi aplicada a truncacao. Os resultados das restantes experiéncias

encontram-se no Apéndice B.

5.3.2.2 Resultados

Os resultados da aplicagao de diferentes limites dinamicos a profundidade das arvores

geradas encontram-se na Tabela 5.6.

Conjunto Fitness Erro modelo FErro previsao N° de nés
de experiéncias Inicializacao minimo (%) (L/100km) da solucdo
Full 1 2.2327 1.74% +1.4412 637

Full 2 2.7629 0.01% +1.6671 735

Full 3 2.9800 0.37% +1.4612 552

Grow 1 2.5981 3.35% +2.1546 634

PG_1000_-VF_F_LD17  Grow 2 1.6932 0.46% +2.1570 963
Grow 3 2.5120 0.01% +1.3762 569

R. Half-and-Half 1 1.0677 1.31% +1.3254 779

R. Half-and-Half 2 2.0348 1.68% +1.7186 461

R. Half-and-Half 3 2.1966 3.51% +1.3937 1030

Grow 1 1.2373 1.34% +1.8447 1517

PG_1000_-VF_F_LD30  Grow 2 1.9775 4.70% +1.7513 2362
Grow 3 2.0914 1.97% +1.3399 1150

PG_1000_-VF_F_LD35  Grow 1 1.9131 0.46% +1.4404 1983

Tabela 5.6: Resultados dos conjuntos de experiéncias PG_1000_VF_F_LD17, PG_1000_VF
_F_LD30 e PG_1000_VF_F_LD35 realizados durante a etapa de eliminacao do bloat.

Comparando o primeiro conjunto de experiéncias (PG_1000_-VF_F_DL17) com os resulta-
dos da etapa anterior é notério que o ntimero de nds que compoem as solugoes encontradas
é globalmente inferior. Além disso, os valores de fitness das solugbes e a percentagem de
erro em relagdo ao modelo fornecido sao mais baixos. No entanto, nos graficos da Figura
5.7 é possivel verificar que, mesmo quando é adicionado um limite dindmico aplicado a
profundidade das arvores, continua a existir bloat, onde o valor de fitness se encontra quase
estagnado, em que as melhorias nas ultimas 100 geracoes sao, em média, de 0.87.

Ainda assim, dada a complexidade do problema em anélise, para o qual a profundidade 17
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poderia ser insuficiente para gerar uma solucao étima, foram realizados mais dois conjun-
tos de experiéncias em que o valor do limite estatico foi aumentando para 30 e 35. Esses
conjuntos de experiéncias s6 foram repetidos para o método de inicializacao Grow pois é
aquele que, tal como mostram os graficos centrais da Figura 5.7, gera solugées com um

tamanho e um valor de fitness, em média, mais baixos.

—— PG_1000_VF_F_LD17 Full 1 —— PG_1000_VF_F_LD17 Grow 1 —— PG_1000_VF_F_LD17 R. Half-and-half 1
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—— PG_1000_VF_F_LD17 Full 3 —— PG_1000_VF_F_LD17 Grow 3 —— PG_1000_VF_F_LD17 R. Half-and-half 3
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Figura 5.7: Fitness minimo médio e tamanho médio das arvores do conjunto de ex-
periéncias PG_1000_VF_F_LD17 para os trés métodos de inicializacao da populagao, du-
rante 1000 geragoes.

Com base nos graficos da Figura 5.8 é notdrio que quanto maior é o valor do limite
estatico, maior é o numero de nds que compoem as solucoes encontradas. Assim sendo,
essas solucgoes acabam por ser tao ou mais complexas do que quando ¢é utilizado apenas um
limite estatico com valor 17 ou quando este é conjugado com um limite dindmico aplicado

a profundidade das arvores. Além disso, apresentam o dobro do tempo de execucao.
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Figura 5.8: Fitness minimo médio e tamanho médio das arvores dos conjuntos de ex-
periéncias PG_1000_-VF_F_LD17, PG_1000_.VF_F_LD30 e PG_1000_-VF_F _LD35 para o
método de inicializacao da populacao Grow, durante 1000 geracoes.
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Ainda que o limite dindmico possa aumentar e diminuir durante a execucdo, o que se
verificou é que durante as primeiras geragoes este foi crescendo até atingir o valor maximo
(valor do limite estatico), acabando por excluir alguns modelos durante esse processo.
Desta forma, o limite dinamico forgou o algoritmo a encontrar melhores solugbes mais
rapidamente, atingindo valores de fitness mais baixos durante as geracoes iniciais, porém
necessitou de um elevado poder computacional. Uma prova disso é que para um limite
estatico com valor 35 s6 foi possivel executar o algoritmo para uma das divisoes da va-
lidagao cruzada, devido ao tempo necessario para o processamento (aproximadamente um
meés).

Uma outra abordagem explorada foi a utilizacdo de um limite estatico de valor 17 em
conjunto com um limite dindmico aplicado ao tamanho das arvores (nimero de nés). Os

resultados para este conjunto de experiéncias encontram-se na Tabela 5.7.

Conjunto Fitness FErro modelo Erro previsao N° de nés
de experiéncias Inicializacao minimo (%) (L/100km) da solucdo
Full 1l 1.8957 0.90% +1.4267 689

Full 2 2.8223 3.32% +1.9944 558

Full 3 2.6441 6.75% +1.9935 596

Grow 1 1.8790 2.77% +1.3874 706

PG_1000_-VF_F_LDTA Grow 2 1.4589 1.78% +1.0782 701
Grow 3 2.2139 1.13% +3.9959 593

R. Half-and-Half 1 1.2896 2.42% +1.7904 662

R. Half-and-Half 2 2.1111 4.38% +1.1853 402

R. Half-and-Half 3 2.7557 8.10% +1.2284 388

Tabela 5.7: Resultados do conjunto de experiéncias PG_1000_-VF_F_LDTA realizado du-
rante a etapa de eliminacao do bloat.

Comparando este conjunto de experiéncias com o conjunto PG_1000_VF_F_DL17, é notorio
que nao existem grandes discrepancias nos resultados obtidos, exceto no ntimero de nés que
compoOem as solucoes encontradas. Ao utilizar um limite dinamico aplicado ao tamanho
das arvores, as solucoes encontradas apresentam resultados igualmente bons aos anteriores,
mas sao em média mais pequenas (Figura 5.9).
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Figura 5.9: Fitness minimo médio e tamanho médio das arvores do conjunto de ex-
periéncias PG_1000_VF_F_LDTA para os trés métodos de inicializacao da populagao, du-
rante 1000 geracoes.
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Ainda que nos graficos seja notério um comportamento semelhante no crescimento das
arvores sem melhorias substanciais no valor de fitness (entre as geragoes 900 e 1000 o
fitness baixou, em média, 0.84), em especial para o método de inicializagao Full, esse

crescimento permitiu gerar solucdes com resultados melhores.
5.3.2.3 Pontos-chave

Com base nos resultados obtidos é possivel reter os seguintes pontos-chave:

A aplicagdo dos limites dinadmicos ao algoritmo de PG permitiu reduzir o tamanho

das solugoes encontradas;

e Durante a execugao do algoritmo de PG com limites dindmicos aplicados a profun-
didade das arvores, ainda que o valor maximo de profundidade tenho sido atingido
ainda nas geracoes iniciais e nao tenha voltado a descer, foi possivel reduzir o niimero

de nods das solugoes encontradas e gerar modelos com melhores resultados;

e Um limite maximo para a profundidade das arvores superior a 17 implica um maior
tempo de execugao, onde as melhorias encontradas nao sao proporcionais (valores

de fitness ndo variam em mais de uma unidade);

e A utilizacdo de um limite que permita realizar uma filtragem mais restrita, sendo
aplicado ao numero de nés e nao a profundidade das arvores, apresentou resultados
igualmente bons e solugoes globalmente mais pequenas, porque contrariamente aos
limites dinamicos anteriores, este nao estagna num valor maximo, eliminando um

grande numero de individuos ao longo das varias geracoes.

5.3.3 Conclusoes

Baseado nas experiéncias realizadas durante a 22fase é possivel concluir que para o pro-
blema de previsdo do consumo de combustivel existem diferentes conjuntos de varidveis
que podem gerar modelos semelhantes ao gerado manualmente pela empresa. Das ex-
periéncias realizadas, aquelas que utilizaram o conjunto de variaveis de funcionamento do
veiculo e as forgas de atuacao durante o seu deslocamento apresentaram modelos muito
préximos do modelo fornecido.

Os limites estaticos e dindmicos sao algumas das abordagens mais utilizadas para eliminar
o bloat e reduzir o nimero de nds das solugoes encontradas. A conjugagao de ambos, ainda
que nao tenha conseguido cumprir nenhum desses dois, permitiu melhorar os resultados
obtidos. Além disso, quando o limite dinamico foi aplicado & profundidade das arvores
com um limite estatico de valor superior a 17 apresentou um maior tempo de processa-
mento sem que tenham sido obtidas grandes melhorias. Pelo contrério, o limite dindmico
aplicado ao nimero de nds permitiu encontrar modelos mais pequenos com valores de fit-
ness em média mais baixos. Isto acontece porque este limite tem influéncia durante todo

o processamento do algoritmo, nao estagnando num valor maximo.
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Os modelos que se apresentaram mais préximos do modelo fornecido foram gerados pe-
las experiéncias PG_1000_-VF_F_LD17 Ramped Half-and-half 1 e PG_1000-VF_F_LDTA
Grow 2.

5.4 32Fase

Os modelos resultantes das experiéncias da 2*fase foram gerados com base em entradas
de uma tnica viagem. Para essa viagem existem 878 entradas para as quais o valor de
consumo foi estimado pelo modelo gerado manualmente pela empresa.

Em contexto real, a empresa nao tem equipamentos capazes de medir o nimero de litros
gastos a cada momento do funcionamento do veiculo. Apenas é possivel saber o nimero de
litros abastecidos por cada veiculo, assumindo que esse valor corresponde aos litros gastos
nas viagens realizadas entre o abastecimento anterior e o considerado. No limite, se forem
considerados periodos de abastecimento onde ocorreu apenas uma viagem, o nimero de
litros abastecidos correspondem ao ntumero de litros gastos na viagem.

Para validar os modelos gerados foram escolhidos 45 periodos de abastecimentos que con-
templam apenas uma viagem cada um, tendo sido calculado o consumo acumulativo, em
litros por 100 quilémetros, para cada um deles. As viagens consideradas foram realizadas
por diferentes veiculos pesados.

Para cada uma das viagens foi calculado o erro absoluto entre os diferentes modelos gerados

na 2%fase e o valor real de consumo, dado pela Equacao 5.4.

CONSUMOpG — CONSUMO.
Erro_absoluto(%) = | Pa reall * 100 (5.4)
CONSUMOyeq

onde consumopg € consumore, representam, respetivamente, o consumo dado pelo mo-
delo gerado com PG e o consumo real, ambos em litros por 100 quilémetros. Para cada
um dos modelos, o valor consumopg ¢ dado pela equagao 5.3.

Os resultados obtidos para cada uma das viagens encontram-se na tabela do Apéndice
D.1.

5.4.1 Validagao dos modelos gerados

Na Tabela 5.8 encontram-se as médias dos erros absolutos dos diferentes modelos gerados
na fase anterior para as 45 viagens consideradas, bem como o desvio padrao e o nimero
de nés que compoem cada uma das solugoes.

Os resultados mostram que, para o conjunto de dados utilizado para validagao, 11 dos 31
modelos gerados na fase anterior apresentaram erros absolutos médios mais baixos do que
o erro do modelo fornecido, o que corresponde a 35% dos modelos gerados.

Para o conjunto de experiéncias PG_1000-VF_F, onde o algoritmo de PG nao utiliza qual-
quer limite dinamico, existem dois modelos que se demonstraram melhores do que o modelo

fornecido. No entanto, o modelo com inicializacao Grow 3, ainda que apresente melhorias
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de aproximadamente 6%, tem um desvio padrao superior o que significa que, para algumas
viagens, pode apresentar percentagens de erro maiores. Além disso, é composto por um
elevado nimero de nés, onde grande parte deles podem ser redundantes dada a existéncia
de bloat nas geracao das solucbes para este conjunto de experiéncias, tal como se verificou

na fase anterior.

Conjunto Erro absoluto Desvio N° de nés
de experiéncias Inicializagao médio (%) Padrao da solugao
Full 1 62.65% 43.73% 1180

Full 2 48.63% 42.14% 585

Full 3 47.15% 36.23% 574

Grow 1 61.37% 44.62% 604

PG_1000-VF_F Grow 2 56.22% 43.83% 907
Grow 3 41.44% 38.69% 1018

R. Half-and-Half 1 48.54% 37.57% 624

R. Half-and-Half 2 48.75% 34.73% 1070

R. Half-and-Half 3 47.99% 42.56% 875

Full 1 52.91% 36.64% 637

Full 2 60.02% 34.60% 735

Full 3 32.03% 16.52% 552

Grow 1 64.24% 43.16% 634

PG_1000-VF_F_LD17 Grow 2 48.07% 42.49% 963
Grow 3 52.57% 44.26% 569

R. Half-and-Half 1 55.93% 38.65% 779

R. Half-and-Half 2 39.92% 30.76% 461

R. Half-and-Half 3 68.17% 34.58% 1030

Grow 1 43.13% 24.76% 1517

PG_1000_-VF_F_LD30 Grow 2 44.77% 38.29% 2362
Grow 3 36.76% 21.41% 1150

PG_1000_-VF_F_LD35 Grow 1 53.43% 38.24% 1983
Full 1 59.70% 43.26% 689

Full 2 40.47% 24.34% 558

Full 3 32.87% 16.10% 596

Grow 1 33.59% 28.61% 706

PG_1000_.VF_F_LDTA Grow 2 48.93% 35.88% 701
Grow 3 64.47% 37.91% 593

R. Half-and-Half 1 61.33% 21.45% 662

R. Half-and-Half 2 35.81% 29.04% 402

R. Half-and-Half 3 50.89% 40.00% 388

Modelo da empresa Stratio Automotive 47.35% 26.22% -

Tabela 5.8: Resultados da validagao dos modelos gerados pelos conjuntos de experiéncias:
PG_1000_-VF_F, PG_1000_.VF_F_LD17, PG_1000_-VF_F_LD30, PG_1000_-VF _F_LD35 e
PG_1000_-VF_F_LDTA.

Para os conjuntos de experiéncias em que foi aplicado um limite dindmico & profundi-
dade das arvores (PG-1000-VF_F_LD17, PG-1000-VF_F_LD30 ¢ PG-1000-VF_F_LD35),
5 dos modelos gerados apresentaram resultados melhores em comparagao ao modelo da
empresa. Desses trés conjuntos de experiéncias é de salientar o modelo gerado na ex-
periéncia PG_1000_-VF_F_LD17 Full 3 que apresenta um erro absoluto médio de 32.03%
e um desvio-padrao de 16.52%.

Do conjunto de experiéncias PG_1000_VF_F_LDTA os modelos que se demonstraram me-
lhores que o fornecido apresentam os valores de erro e desvio padrao globalmente mais
baixos.

Os cinco melhores modelos gerados, apresentam valores de erro abaixo dos 40%, apro-
ximadamente 7% abaixo do modelo fornecido, com um desvio padrao a nao exceder os
30%.
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5.4.2 Conclusoes

Depois da fase de validagao dos modelos é possivel concluir que, com a técnica de PG,
foi possivel gerar modelos que se demonstraram semelhantes ou melhores na previsao do
consumo real de combustivel em comparagao com o modelo fornecido pela empresa Stra-
tio Automotive. Além disso, tal como em fases anteriores, as solugoes geradas utilizando
limites dinamicos apresentaram melhores resultados, onde muitos individuos foram eli-
minados durante a execucao do algoritmo, levando a que as solucoes obtidas sejam, em
média, melhores que as restantes.

As solugoes que apresentaram melhores resultados durante a fase de validagao foram re-
sultantes das experiéncias PG_1000_-VF_F_LD17 Full 8 e PG_1000_-VF_F_LDTA Full 3,

com erros de previsao de £26.24 e £25.78 litros por 100 quilémetros, respetivamente.

5.5 Conclusoes gerais

No final das diferentes fases é possivel concluir que, com a técnica de PG, foi possivel cum-
prir o primeiro objetivo estabelecido, gerando um modelo baseado no modelo fornecido,
mas dependente de um numero inferior de varidveis, aproximadamente 45% das varidveis
consideradas inicialmente, umas referentes ao funcionamento do veiculo e outras referentes
as forcas que atuam durante o seu deslocamento.

Das vérias técnicas de pré-processamento de selecao de atributos que foram exploradas,
forgando os modelos gerados a serem constituidos por um menor niimero de varidveis, a
que apresentou melhores resultados foi a que eliminou as varidveis que nao foram cons-
tantemente incluidas nos modelos gerados quando o algoritmo apresentou um nimero de
comparacoes insuficiente. No entanto, sendo fundamental para a empresa a eliminacao
das variaveis das caracteristicas do motor do veiculo devido aos custos da sua obtencao
junto dos fabricantes, foi possivel, em conjunto com os técnicos da empresa, encontrar um
conjunto de varidveis de entrada mais restrito com o qual foram gerados varios modelos,
alguns deles com resultados melhores do que os do modelo fornecido. Essas varidveis sendo
referentes ao funcionamento do veiculo e por isso sem qualquer relacao com a constituicao
do motor, tornam os modelos gerados genéricos.

Com os limites dindmicos nao foi possivel atenuar o bloat na geracao de modelos de pre-
visao do consumo de combustivel. Isto revela que estes mecanismos podem nao ser a
melhor opcao, quando o problema em andlise contiver uma elevada complexidade, onde
a utilizacao de um limite estatico superior a 17 leva a que o algoritmo de PG apresente
tempos de execugdo muito demorados (entre duas semanas a um més por cada divisdo
treino/teste). O que se verificou é que, dado o tamanho populacional e o crescimento
excessivo dos individuos, ao fim de poucas geragoes os operadores genéticos ficam inuti-
lizaveis, uma vez que o processo do calculo do valor de fitness torna-se excessivamente
longo. No entanto, ainda que nada tenha sido pedido por parte da empresa para reduzir o
tamanho dos modelos gerados, a sua utilizacao demonstrou-se uma mais valia na obtengao

de melhores modelos, constituidos por um ntmero mais baixo de nds.
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Ainda que tenham sido encontrados dois modelos em que o erro absoluto médio ronda
os 30%, existem trés motivos para os valores desses mesmos erros nao serem ainda mais
baixos. Em primeiro lugar, todos os modelos foram gerados em aproximacao ao modelo
fornecido pela empresa, criado manualmente em condigoes ideais, com o objetivo de, no
limite, gerar um modelo com um erro semelhante, mas que nao seja dependente de um
certo tipo de varidveis. Em segundo lugar, o conjunto de dado com o qual os modelos
foram gerados nao mapeia em igual proporc¢ao certos comportamentos que se verificam na
maioria dos dados reais, entre eles a existéncia de periodos em que o veiculo continua em
funcionamento e portanto a consumir combustivel, mas nos quais nao existe movimento.
Por fim, dado que os registos nao sao feitos em intervalos de tempo constantes, algumas
vezes o ultimo registo é recolhido ainda o veiculo estd em deslocamento enquanto que
noutras essa recolha acontece quando o veiculo se encontra parado, representando grandes
discrepancias no valor de algumas varidveis.

A fase de validacao revelou-se fundamental na avaliagao do comportamento dos diferentes
modelos gerados perante os dados reais, uma vez que aqueles que durante a 2%fase apre-
sentaram os melhores resultados nao correspondem aos mesmos que obtiveram os erros
absolutos médios mais baixos durante a fase de validacao.

As solugoes que apresentaram melhores resultados na fase de validagao foram as seguintes:
PG_1000_.VF_F_LD17 Full 3 e PG_1000_VF_F_LDTA Full 3, ambas constituidas por apro-
ximadamente 500 nés. Estes modelos, para os dados utilizados para validagao apresentam
erros de previsao entre os 25 e os 27 litros por 100 quilémetros, aproximadamente 8 litros

a menos do que o modelo da empresa.
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Geracao de modelo baseado em

dados reais

Neste capitulo sao apresentadas as experiéncias que tém como objetivo gerar um modelo
que consiga mapear o consumo real de combustivel de veiculos pesados. A abordagem

seguida é composta por duas fases, como mostra a Figura 6.1:

@

> Validagao dos modelos
gerados

Eliminagao do bioat

Geragao de modelos
com dados reais

Figura 6.1: Arquitetura da abordagem da geracao de um modelo baseado em dados reais.

e 12 Fase: Nesta fase foram realizados os conjuntos de experiéncias com os dados

reais. Esta primeira fase encontra-se dividida nas seguintes etapas:

1. Geragao de modelos com dados reais: Nesta etapa foram realizadas ex-
periéncias apenas com variaveis relativas ao funcionamento do veiculo e as forgas
de atuacao durante o seu deslocamento;

2. Eliminacao do bloat: Nesta etapa foram adicionados diferentes limites dinamicos
ao algoritmo de PG, na tentativa de atenuar ou eliminar o bloat presente nas

experiéncias da etapa anterior.

e 22 Fase - Validagao dos modelos gerados: Nesta fase foi realizada uma validagao
dos modelos gerados na fase anterior, aplicando-os a um conjunto de dados diferentes

daqueles que foram utilizados para treino e teste.
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Para os conjuntos de experiéncias realizados foi utilizado o 2° conjunto de dados, tal como

estd descrito em 4.3, e o 4° conjunto na validagdo dos modelos.

6.1 Consideracoes gerais

Nos conjuntos de experiéncias apresentados de seguida a funcao de fitness é novamente o
EQM, desta vez entre o modelo gerado com PG e valor real de consumo (Equagao 6.1).

Quanto menor for esse valor, melhor é o individuo gerado.

n
> (xpgi - xreali)g

_ n=1
EQM = - (6.1)

onde Zpg, € Treq, correspondem, para a viagem ¢, ao ntimero de litros estimados pelo

modelo de PG e ao nimero real de litros gastos, respetivamente.

Na Tabela 6.1 encontram-se as configuragoes que sao transversais a todos os conjuntos de

experiéncias apresentados neste capitulo.

Parametros Valores
Numero de execugoes 30
Tamanho do torneio 3
Tamanho da elite 1
Probabilidade de cruzamento 0.9
Probabilidade de mutacao 0.1
Tamanho minimo das arvores da populagao inicial 4
Tamanho maximo das arvores da populagao inicial 6
Numero de geragoes 1000
Tamanho populacional 1000
Profundidade méaxima das arvores da populacao 17

Tabela 6.1: Configuragoes do algoritmo de Programacao Genética transversais a todos os
conjuntos de experiéncias apresentados no capitulo 6.

O algoritmo de PG é mais uma vez executado 30 vezes, durante 1000 geragOes, para uma
populacao de 1000 individuos. No final dessas execugoes, o melhor modelo gerado é de-
volvido como solugao do problema. Durante a execucao do algoritmo, a populagao inicial
é criada de forma aleatéria por um dos trés métodos de inicializacao considerados, em
que as arvores geradas apresentam uma profundidade entre 4 e 6, podendo aumentar até
ao valor maximo 17 (limite estatico). A cada uma delas é atribuido um valor de fitness,
consoante a sua capacidade para resolver o problema em analise.

Mais uma vez, a probabilidade de cruzamento é de 90% e a probabilidade de mutagao é
de 10%. A selecao é feita por torneio de tamanho 3 e o parametro elitismo tem valor 1.
O conjunto de funcoes manteve-se e o conjunto de simbolos terminais é composto pelas
Constantes Aleatérias Efémeras (CAE) e pelo seguinte conjunto de varidveis: tempo, velo-

cidade média, distancia, altitude, raio, forca de arrasto aerodinamico, energia, rendimento
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de transmissao e niumero de rotacoes do motor. Este conjunto nao inclui a totalidade das
14 varidveis que se encontram descritas na seccao 4.4.2 e que foram consideradas nas ex-
periéncias de aproximacao ao modelo fornecido, uma vez que algumas delas apresentavam
um elevado numero de valores em falta e por isso ndo foram consideradas.

A todas as experiéncias foi aplicada uma truncacao ao valor de saida do modelo, uma vez

que nao existem valores de consumo negativos (Equagao 6.2).

. 0 modelo <0
consumo(Litros) = e (6.2)
modelopc 0 < modelopg

6.2 12Fase

Nesta secgao sao apresentados os resultados das experiéncias realizadas com os dados reais
do funcionamento dos veiculos e as forgas de atuagdo durante o seu deslocamento, bem

como as conclusoes retiradas.

6.2.1 Geracao de modelos com dados reais
A primeira etapa tem como objetivo gerar um modelo de previsdo do consumo de com-
bustivel baseado nos dados reais, utilizando apenas as variaveis para as quais nao existem

valores em falta no 2° conjunto de dados.

Nesta etapa nao existem configuragoes adicionais, além das apresentadas na secgao 6.1.

6.2.1.1 Resultados

Os resultados para o primeiro conjunto de experiéncias encontram-se na Tabela 6.2.

Conjunto Fitness Erro previsao N° de nds
de experiéncias Inicializagao minimo (Litros) da solugao
Full 1 284.35 +36.40 1129

Full 2 307.59 +25.50 1128

Full 3 273.49 +44.99 816

Grow 1 317.06 +30.17 1264

PG_1000-DR Grow 2 210.92 +32.02 837
Grow 3 249.94 +30.10 846

R. Half-and-Half 1 249.57 +84.07 1232

R. Half-and-Half 2 312.40 +268.94 2045

R. Half-and-Half 3 274.23 +33.61 1314

Tabela 6.2: Resultados do conjunto de experiéncias PG_1000_-DR realizado durante a
etapa da geracao de modelos com dados reais.

Perante os resultados é notorio que os valores de fitness e os erros de previsao dos modelos
gerados sdo superiores aos obtidos nas experiéncias do capitulo anterior. Ainda assim, é
de salientar que as solugbes que apresentam os melhores resultados foram geradas com o

método de inicializacao Grow, sendo também aquelas que apresentam um nimero inferior
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de nos. Dessas solugoes é de destacar a gerada pela experiéncia PG_1000_DR Grow 8 com
um erro de previsao de 30 litros, aproximadamente 13.6% da capacidade de um tanque de
combustivel dos veiculos pesados em analise.

Baseado nos graficos da Figura 6.2 é visivel a existéncia de um crescimento constante no
tamanho das arvores ao longo das geracoes, sem que se verifiquem melhorias proporcionais
nos valores de fitness dos individuos a partir da geracao 800. Isto acontece para os trés
métodos de inicializacao, que apresentam resultados muito semelhantes para o valor de
fitness minimo médio e para o tamanho médio das arvores, durante a execucao do algoritmo

de PG.

—— PG_1000_DR Full 1 —— PG_1000_DR Grow 1 —— PG_1000_DR R. Half-and-half 1
—— PG_1000_DR Full 2 PG_1000_DR Grow 2 PG_1000_DR R. Half-and-half 2
—— PG_1000_DR Full 3 —— PG_1000_DR Grow 3 PG_1000_DR R. Half-and-half 3
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Figura 6.2: Fitness minimo médio e tamanho médio das arvores do conjunto de ex-
periéncias PG_1000_DR para os trés métodos de inicializacdo da populagao, durante 1000
geragoes.

6.2.1.2 Pontos-chave

Com base nos resultados obtidos é possivel reter os seguintes pontos-chave:

e Os resultados obtidos para as primeiras experiéncias da geracao de um modelo ba-
seado em dados reais sao piores do que os obtidos na geracao de um modelo baseado
no modelo fornecido, uma vez que existem diversos fatores presentes nos dados de
treino que sao dificeis de mapear (viagens com grandes periodos de funcionamento

sem que haja movimento);

o A semelhancga das experiéncias do capitulo anterior, o método de inicializacao da
populacdo que apresenta maioritariamente melhores resultados foi o Grow, gerando

solugbes mais pequenas e com erros de previsao mais baixos;

e O crescimento constante das arvores ao longo das geracoes sem um melhoramento
proporcional no valor de fitness dos individuos gerados deve-se a uma das limitacoes
da PG, o bloat;
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e Tendo em consideracao os resultados do capitulo anterior, podem ser utilizados limi-
tes dinamicos em conjunto com o limite estatico de valor 17 que, ainda que mais uma
vez possam nao conseguir atenuado o bloat, podem ser uma mais valia na melhoria

dos resultados obtidos.

6.2.2 Eliminacao do bloat

Nesta etapa foram aplicados diferentes limites dindmicos no sentido de atenuar o bloat
existente no conjunto de experiéncias anterior. Assim sendo, foram considerados dois
tipos de limites dindmicos, um aplicado & profundidade das arvores e outro aplicado ao
namero de nds dos individuos, em conjunto com o limite estdtico de valor 17.

De seguida sao apresentados os resultados obtidos e as conclusoes retiradas.

6.2.2.1 Resultados

Os resultados obtidos da aplicagdo dos dois tipos de limites dinamicos encontram-se na
Tabela 6.3.

Conjunto Fitness Erro previsao N° de nos
de experiéncias Inicializagao minimo (Litros) da solugao
Full 1 249.02 +35.22 888

Full 2 272.66 +27.45 989

Full 3 232.91 +38.81 1382

Grow 1 202.56 +67.76 1063

PG_1000-DR_-LD17 Grow 2 155.57 +29.90 3120
Grow 3 159.90 +33.55 1488

R. Half-and-Half 1 199.91 +33.87 2001

R. Half-and-Half 2 257.24 +87.38 1146

R. Half-and-Half 3 104.30 +30.02 2000

Full 1 295.45 +27.19 3395

Full 2 91.73 +32.88 2689

Full 3 117.11 +33.49 3530

Grow 1 164.45 +35.25 869

PG_1000_-DR_-LDTA Grow 2 222.04 +26.59 2339
Grow 3 242.23 +39.37 2133

R. Half-and-Half 1 176.71 +29.90 3003

R. Half-and-Half 2 184.88 +38.36 1869

R. Half-and-Half 3 262.32 +26.60 2738

Tabela 6.3: Resultados dos conjuntos de experiéncias PG_1000_.DR_LD17 e PG_1000_DR
_LDTA realizado durante a etapa da eliminacao do bloat.

Os conjuntos de experiéncias em que foram aplicados limites dindmicos, geraram algumas
solugoes com resultados melhores do que os apresentados na etapa anterior. No entanto,
as solugoes geradas sao compostas por um maior nimero de nés.

O conjunto que apresentou melhores resultados foi aquele que utilizou um limite dindmico
aplicado ao tamanho das &rvores (PG-1000-DR_LDTA). Desse conjunto é possivel salientar
a solucao encontra na experiéncia PG_1000_-DR_LDTA Full 2, com um valor de fitness de
91.73 e um erro de previsao de +32.88 litros.

Para o conjunto de experiéncias PG_1000_-DR_LD17, os graficos da Figura 6.3 mostram

que a utilizacdo de um limite dinamico aplicado a profundidade das arvores da populagao
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nao permitiu atenuar o bloat, porém a sua utilizacdo permitiu mais uma vez gerar solugoes
com melhores resultados, forcando o algoritmo a atingir mais rapidamente valores mais
baixos de fitness.

A utilizagao de um limite dinamico aplicado ao nimero de néds, ainda que também nao
tenha conseguido eliminar o bloat, onde o crescimento das arvores se tornou quase que
exponencial para todos os métodos de inicializagao (Figura 6.4), permitiu gerar as melhores

solugoes encontradas até ao momento para as experiéncias baseadas nos dados reais de

consumao.
= PG_1000_DR_LD17 Full 1 = PG_1000_DR_LD17 Grow 1 = PG_1000_DR_LD17 R. Half-and-half 1
—— PG_1000_DR_LD17 Full 2 —— PG_1000_DR_LD17 Grow 2 PG_1000_DR_LD17 R. Half-and-half 2
—— PG_1000_DR_LD17 Full 3 —— PG_1000_DR_LD17 Grow 3 —— PG_1000_DR_LD17 R. Half-and-half 3
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Figura 6.3: Fitness minimo médio e tamanho médio das arvores do conjunto de ex-
periéncias PG_1000_DR_LD17 para os trés métodos de inicializacao da populacao, durante
1000 geracgoes.
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Figura 6.4: Fitness minimo médio e tamanho médio das arvores do conjunto de ex-
periéncias PG_1000_DR_LDTA para os trés métodos de inicializacdo da populacao, du-
rante 1000 geragoes.
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6.2.2.2 Pontos-chave

Com base nos resultados obtidos é possivel reter os seguintes pontos-chave:

A utilizacao de limites dinamicos ainda que nao tenha sido eficiente na eliminacao do
bloat, permitiu gerar varios modelos com resultados melhores do que os apresentados

na etapa anterior;

e Para o limite aplicado & profundidade das arvores o que se verificou mais uma vez
é que este atinge o seu valor maximo (valor do limite estitico) durante as geragoes

iniciais e nao volta a descer;

e A utilizacdo de um limite dindmico com uma filtragem mais restrita, sendo apli-
cado ao tamanho das arvores, foi o que gerou as melhores solu¢bes, uma vez que
quando o limite maximo da profundidade das arvores é atingido (limite estatico),

estas continuam a crescer horizontalmente;

e Dos modelos gerados, aquele que se destaca é o PG_1000_DR_LDTA Full 2, com um
valor de fitness de 91.73 e um erro de previsao de £32.88 litros, aproximadamente

15% da capacidade total do tanque do veiculo pesado.

6.2.3 Conclusoes

No final da primeira fase é possivel concluir que, de maneira geral, as experiéncias de
regressao realizadas com dados reais tém tendéncia a apresentar piores resultados do que
quando sao realizadas em aproximacao a um conjunto de dados para o qual se sabe que
existe um modelo capaz de os mapear. Isto acontece, em grande parte devido as carac-
teristicas do conjunto de dados de treino que se tornam dificeis de mapear, as mesmas que
foram enunciadas no final do capitulo 5.

A conjugacao de diferentes limites dindmicos com o limite estatico de valor 17 ainda que
nao tenha atenuado o bloat, permitiu atingir valores mais baixos de fitness, em alguns
casos com melhorias de 50%. Dos limites dinamicos considerados, aquele que é aplicado
ao numero de nos foi o que gerou as melhores solugoes.

Até ao final desta fase, o modelo que apresentou os melhores resultados foi gerado pela
experiéncia PG_1000_.DR_LDTA Full 2, com um valor de fitness de 91.73 e um erro de
previsao de 32.88 litros, aproximadamente 15% da capacidade total do tanque do veiculo
pesado. Contudo, é necessario aplicar cada um dos modelos gerados a um novo conjunto

de dados para comprovar a validade dos resultados obtidos.

6.3 22Fase

Com o objetivo de validar os resultados obtidos na fase anterior foram aplicados os modelos

gerados a um conjunto de dados diferentes daqueles que foram usados para treino e teste.
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Assim sendo, foram calculados os erros absolutos entre o numero de litros abastecidos
e a soma dos consumos das duas viagens, estimados por cada um dos modelos. O erro

absoluto é calculado com a Equacao 5.4, onde o valor de consumopg é dado pela Equacao:
CONSUMOp@E = CONSUMOPG, + CONSUMOpG, (6.3)

em que consumopg, € consumopg, correspondem aos consumos (Equagao 6.2), em litros,
estimados para a viagem um e dois, respetivamente.

No entanto, ao considerar periodos de abastecimento com mais do que uma viagem faz
com que os valores da validacao seguinte possam, em algumas situacoes, nao corresponder
a realidade. Por exemplo, se para a primeira viagem a estimativa apresentar cinco litros a
mais do que o que foi realmente consumido e a segunda viagem apresentar uma estimativa
de cinco litros a menos, quando os consumos sao somados esses erros anulam-se.

Para validar os modelos foram utilizados 28 periodos de abastecimento, perfazendo um

total de 56 viagens.

6.3.1 Validacao dos modelos gerados

Na Tabela 6.4 encontram-se as médias dos erros absolutos, os desvios padrao e os nameros
de nés que compdem cada um dos diferentes modelos gerados durante a fase anterior. Os

erros absolutos para cada periodo de abastecimento encontram-se no Apéndice D.2.

Conjunto Erro absoluto Desvio N° de nds
de experiéncias Inicializagao médio (%) Padrao da solugdo
Full 1 69.19% 32.93% 1129

Full 2 76.99% 37.04% 1128

Full 3 74.93% 31.90% 816

Grow 1 74.15% 41.52% 1264

PG_1000-DR Grow 2 80.82% 48.08% 837
Grow 3 91.59% 43.77% 846

R. Half-and-Half 1 79.55% 32.62% 1232

R. Half-and-Half 2 72.80% 41.28% 2045

R. Half-and-Half 3 71.31% 37.98% 1314

Full 1 68.96% 37.65% 888

Full 2 75.60% 51.47% 989

Full 3 87.62% 45.96% 1382

Grow 1 67.62% 37.26% 1063

PG_1000_-DR_LD17 Grow 2 71.53% 44.18% 3120
Grow 3 81.33% 44.38% 1488

R. Half-and-Half 1 74.39% 35.82% 2001

R. Half-and-Half 2 74.59% 37.54% 1146

R. Half-and-Half 3 68.89% 39.11% 2000

Full 1 81.54% 41.32% 3395

Full 2 70.82% 40.03% 2689

Full 3 77.79% 40.97% 3530

Grow 1 81.85% 47.47% 869

PG_1000_.DR_LDTA Grow 2 76.42% 32.34% 2339
Grow 3 73.74% 43.16% 2133

R. Half-and-Half 1 71.14% 44.82% 3003

R. Half-and-Half 2 58.53% 39.93% 1869

R. Half-and-Half 3 79.35% 43.26% 2738

Modelo da empresa Stratio Automotive 72.00% 25.22% -

Tabela 6.4: Resultados da validagao dos modelos gerados pelos conjuntos de experiéncias:
PG_1000_-DR, PG_-1000_-DR_LD17 ¢ PG_1000_-DR_LDTA.
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Para os periodos de abastecimento utilizados para validagao, 9 dos 27 modelos apresen-
taram erros absolutos médios mais baixos do que o erro do modelo gerado manualmente
pela empresa, o que representa 33.33% dos modelos gerados.

Para o conjunto de experiéncias PG_1000_DR, em que nao foram utilizados quaisquer
limites dinamicos, existem dois modelos que apresentam melhores previsoes do que o mo-
delo da empresa, porém tém um desvio padrao superior. Ja os conjuntos de experiéncias
PG_1000_-DR_LD17 e PG_1000-DR_LDTA, em que foram utilizados limites dinamicos apli-
cados a profundidade e ao tamanho das drvores respetivamente, geraram um maior nimero
de solugoes com resultados melhores do que os apresentados pelo modelo fornecido.

O conjunto de experiéncias PG_1000_-DR_LD17, ainda que tenha gerado um maior nimero
de melhores solugoes, foi o conjunto PG_1000_-DR_LDTA que gerou o modelo que apresenta
o erro absoluto médio mais baixo. Esse modelo é resultante da experiéncia PG_1000_DR
_LDTA R. Half-and-half 2 com um erro de 58.53%, aproximadamente 93.05 litros de erro
por cada 100 quilémetros. No entanto, é de frisar que os periodos de abastecimento con-
siderados sao compostos por duas viagens, o que influéncia os resultados obtidos.

As melhorias conseguidas face ao modelo da empresa rondam os 13% , contudo os desvios

padrao apresentados sao superiores.

6.3.2 Conclusoes

Com a PG foi possivel gerar modelos que demonstraram ser melhores na previsao do con-
sumo de combustivel dos veiculos pesados em comparagao ao modelo criado manualmente
pela empresa Stratio Automotive.

Mais uma vez, as experiéncias em que foram utilizados limites dindmicos conseguiram
gerar um maior nimero de modelos com erros absolutos, em média, mais baixos. Isto
deve-se a quantidade de individuos com elevados valores de fitness que foram excluidos
durante as geragoes iniciais.

O modelo que apresentou melhores resultados durante a fase de validacao foi resultante da
experiéncia PG_1000_.DR_LDTA R. Half-and-half 2 apresentando o erro absoluto médio
mais baixo, com erros de previsao mais baixos do que o modelo da empresa em aproxima-
damente 27 litros por cada 100 quilémetros. Contudo, estes dados podem nao corresponder

a realidade, dado o conjunto de dados utilizados para validagao.

6.4 Conclusoes gerais

Com a técnica de PG foi possivel cumprir o segundo objetivo estabelecido, gerando um
modelo com base em dados reais apenas com as variaveis que no capitulo anterior se
demonstraram essenciais. Contudo, algumas dessas variaveis foram excluidas do conjunto
de entrada por apresentarem valores em falta, tendo sido consideradas apenas 9 variaveis,
aproximadamente 25% das varidveis iniciais. Essas varidveis sendo comuns a veiculos

pesados de diferentes marcas e modelos tornam os modelos genéricos.
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A conjugacao dos limites dindmicos com o limite estdtico de valor 17 ndo permitiu atenuar
o bloat, porém gerou solucoes com melhores resultados ainda que com um maior niimero
de nods. Os limites dinamicos aplicados ao tamanho das arvores permitiram gerar solugoes
com valores de fitness, em média, mais baixos e com erros de previsao menores.

A fase de validacdo mais uma vez mostrou-se fundamental, dado que os modelos que
apresentaram melhores resultados durante essa fase nao correspondem aos mesmos que
obtiveram os melhores resultados durante a 12fase. Contudo, ao serem utilizados periodos
de abastecimento compostos por duas viagens, ainda que em algumas situagoes os erros
de ambas as viagens possam anular-se, noutras isso nao se verifica, gerando erros de
previsao superiores do que quando sao utilizados periodos de abastecimento com apenas
uma viagem. Além disso, o conjunto de dados de entrada apresenta comportamentos

dificeis de mapear, os quais ja foram enumerados no final do capitulo anterior.
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Capitulo 7

Incorporacao de variaveis

meteoroldgicas

Neste capitulo sdo apresentadas as experiéncias que tém como objetivo estudar a influéncia
dos fatores meteorolégicos na previsao do consumo de combustivel. A abordagem seguida

encontra-se dividida em duas partes, cada uma com duas fases (Figura 7.1):

Geragdo de modelos
com dados reais
Geragao de modelos adicionando fatores
baseados no modelo Validagao dos modelos meteorologicos Validagdo dos modelos

fornecido adicionando gerados gerados
fatores meteorolégicos

Eliminagao do bloat

Figura 7.1: Arquitetura da abordagem da incorporagao de varidveis meteoroldgicas.

e 1?Fase A - Geracao de modelos baseados no modelo fornecido adicio-
nando fatores meteorolégicos: Nesta fase foram realizados varios conjuntos de
experiéncias gerando modelos baseados no modelo fornecido, incorporando fatores
meteoroldgicos no conjunto de varidveis de entrada, com o objetivo de avaliar a

influéncia que estes tém na previsao do consumo de combustivel;

e 2?Fase A - Validagao dos modelos gerados: Nesta fase foi realizada uma va-
lidacao dos modelos gerados na fase anterior, aplicando-os a um conjunto de dados

diferentes daqueles que foram utilizados para treino e teste;

e 12Fase B: Nesta fase foram realizados varios conjuntos de experiéncias com os dados
reais e com os dados meteoroldgicos, avaliando a influéncia que estes ltimos tém na

previsao do consumo de combustivel. Esta fase encontra-se dividida em duas etapas:
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1. Geragao de modelos com os dados reais adicionando fatores meteo-
rolégicos: Nesta etapa foram realizadas experiéncias com o mesmo conjunto

de variaveis do capitulo anterior, adicionando-lhe as varidaveis meteorolégicas;

2. Eliminacao do bloat: Nesta etapa foram adicionados dois tipos de limites
dindmicos ao algoritmo de PG na tentativa de atenuar ou eliminar o bloat

existente no conjunto de experiéncias da etapa anterior.

e 22Fase B - Validacao dos modelos gerados: Nesta fase foi realizada um va-
lidagao dos modelos gerados na fase anterior, aplicando-os a um conjunto de dados

diferentes daqueles que foram utilizados para treino e teste.

Para as experiéncias realizadas foi utilizado o 1°conjunto de dados na 1?fase A e 0 2° na
12fase B. Os 3° e 4° conjuntos de dados foram utilizados nas 22° fases de validagao A e B,

respetivamente.

7.1 Consideracoes gerais

Nos conjuntos de experiéncias apresentados de seguida a funcao de fitness é novamente o
EQM, tal como mostra a equagao 6.1. Quanto menor for esse valor, melhor é o individuo
gerado.

As configuragoes transversais a todos os conjuntos de experiéncias sao as mesmas que
foram descritas no capitulo anterior e que se encontram na Tabela 6.1.

O conjunto de funcoes foi mantido e o conjunto de simbolos terminais é composto por
Constantes Aleatérias Efémeras (CAE) e pelo seguinte conjunto de varidveis: tempo;
velocidade média; distancia; altitude; raio; forca de arrasto aerodinamico; energia; rendi-
mento de transmissao; nimero de rotagoes do motor; pluviosidade; pluviosidade média;
temperatura maxima, média e minima; pressao atmosférica maxima, média e minima;

velocidade maxima, média e minima do vento e dire¢ao média do vento.

7.2 12Fase A

Nesta fase foram incorporadas as varidaveis meteorolégicas ao conjunto de simbolos termi-
nais das experiéncias que geraram modelos em aproximagao ao modelo fornecido.
Nas seguintes seccoes encontram-se os resultados obtidos e as conclusoes retiradas durante

esta fase.

7.2.1 Geracao de modelos baseados no modelo fornecido adicionando
fatores meteoroldgicos

A primeira etapa desta fase tem como objetivo determinar um modelo, baseado no modelo

fornecido, incorporando fatores meteoroldgicos na sua geracao.
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Nesta etapa nao existem configuragoes adicionais, além das apresentadas em 6.1, e os

resultados das experiéncias realizadas nesta fase encontram-se na Tabela 7.1.

Conjunto Fitness Erro modelo EITO Previsao N° de varidveis
de experiéncias Experiéncia minimo (%) (L/100km) da solugao
Full 1 0.88 0.18% +0.79 572
Full 2 0.53 0.59% +0.59 804
Full 3 0.48 0.12% +1.42 991
Grow 1 0.49 1.53% +0.85 726
PG_1000-VF_F_CM Grow 2 0.54 0.40% +0.68 705
Grow 3 0.60 0.25% +1.29 438
R. Half-and-Half 1 0.52 1.68% +0.89 679
R. Half-and-Half 2 0.47 0.03% +0.69 479
R. Half-and-Half 3 0.67 2.05% +2.26 670

Tabela 7.1: Resultados do conjunto de experiéncias PG_1000_-VF_F_CM realizado du-
rante a etapa da geracao de modelos baseados no modelo fornecido, incorporando fatores
meteoroldgicos.

Os modelos gerados pelo conjunto de experiéncias PG_1000_-VF_F_CM apresentaram valo-
res de fitness muito préximos do valor 6timo (préximos de zero). Além disso, apresentam
percentagens de erro face ao modelo fornecido inferiores a 2% e erros de previsao, em
média, de 0.57 litros por 100 quilémetros o que numa viagem de 100 quilémetros corres-
ponde a 0.26% da capacidade do deposito.

Das solucoes geradas é de salientar a solugao resultante da experiéncia PG_1000_.VF_F_CM
R. Half-and-half 2 que apresenta o valor de fitness, bem como o erro em relagdo ao modelo
e o erro de previsao entre os valores mais baixos atingidos.

Nos graficos da Figura 7.2 é notério que o tamanho das arvores estd quase estagnado
durante as ultimas geragoes, quando ja nao se verificam melhorias no valor de fitness do

individuos.

—— PG_1000_VF_F_CM Full 1 —— PG_1000_VF_F_CM Grow 1 —— PG_1000_VF_F_CM R. Half-and-half 1
—— PG_1000_VF_F_CM Full 2 PG_1000_VF_F_CM Grow 2 PG_1000_VF_F_CM R. Half-and-half 2

—— PG_1000_VF_F_CM Full 3 —— PG_1000_VF_F_CM Grow 3 PG_1000_VF_F_CM R. Half-and-half 3
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Figura 7.2: Fitness minimo médio e tamanho médio das arvores do conjunto de ex-
periéncias PG_1000_-VF_F_CM para os trés métodos de inicializagao da populacao, durante
1000 geragoes.
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7.2.2 Conclusoes

Conjugando os dados do funcionamento do veiculo, as forgas de atuagao durante o des-
locamento e os resumos didrios das condigoes meteorolégicas foi possivel com a PG gerar
modelos muito semelhantes ao fornecido, com valores de fitness muito proximos de zero e
com erros face ao modelo de, no méximo, 2%.

O modelo que apresenta melhores resultados durante a fase de teste foi resultante da ex-
periéncia PG_1000_VF_F_CM R. Half-and-half 2, com erros de previsao a rondar os 0.5
litros por 100 quilémetros.

Dado que o crescimento das drvores se encontra quase que estagnado, nao se justifica a

aplicacao das técnicas de eliminacao de bloat.

7.3 22Fase A

Para validar os modelos gerados na fase anterior estes foram aplicados a um conjunto
de dados reais. O conjunto de dados utilizados foi o mesmo que foi usado na validagao
das experiéncias do capitulo 5, para que seja possivel perceber a influéncia que os fatores

meteoroldgicos tém na previsao do consumo de combustivel.

7.3.1 Validagao dos modelos gerados

Na Tabela 7.2 encontram-se as médias dos erros absolutos, os desvios padrao e o niimero
de nés que compodem cada uma das solucoes encontradas. Os erros absolutos para as 45

viagens encontram-se no Apéndice D.3.

Conjunto Erro absoluto Desvio N° de nés
de experiéncias Inicializagao médio (%) Padrao da solugao
Full 1 69.18% 32.93% 572

Full 2 76.99% 37.04% 804

Full 3 82.76% 18.77% 991

Grow 1 45.58% 38.40% 726

PG_1000_-VF_F_CM Grow 2 79.57% 32.97% 705
Grow 3 43.05% 25.07% 438

R. Half-and-Half 1 31.49% 26.59% 679

R. Half-and-Half 2 56.57% 34.22% 479

R. Half-and-Half 3 62.77% 35.07% 670

Modelo da empresa Stratio Automotive 47.35% 26.22% -

Tabela 7.2: Resultados da validagao dos modelos gerados pelo conjunto de experiéncias
PG_1000_-VF_F_CM.

Os resultados mostram que, para o conjunto de dados utilizados para validagao, 3 dos 9
modelos gerados apresentam erros absolutos médios mais baixos do que o erro do modelo
fornecido, o que corresponde a 33.33% dos modelos gerados.

O modelo que apresenta melhores resultados foi gerado pela experiéncia PG_1000_VF_F_CM

R. Half-and-half 1 com um erro absoluto médio de 31.49%, o que corresponde a um erro
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de 421.04 litros para um viagem de 100 quilémetros, e com um desvio padrao de 26.59%,

semelhante ao do modelo fornecido.

7.3.2 Conclusoes

No final da validacgao é possivel concluir que varios dos modelos gerados demonstraram-se
melhores na previsao do consumo de combustivel dos veiculos pesados em comparacao
com o modelo da empresa.

O melhor modelo foi resultante da experiéncia PG_1000_.VF_F_CM R. Half-and-half 1
com melhorias de aproximadamente 15% comparativamente ao modelo fornecido, o que

corresponde a um erro de previsao inferior em 13.25 litros por 100 quilémetros.

7.4 12Fase B

Nesta fase foram incorporadas as varidaveis meteorolégicas no conjunto de simbolos ter-
minais das experiéncias em que os modelos gerados sao aproximados ao valor real de
consumo.

Nesta seccao encontram-se os resultados dos conjuntos de experiéncias realizadas e as

conclusoes retiradas.

7.4.1 Geracao de modelos com os dados reais adicionando fatores me-
teorolégicos

A primeira etapa desta fase tem como objetivo gerar um modelo de previsdo do consumo

de combustivel, utilizando os dados reais em conjunto com os dados meteoroldgicos.

Nesta etapa nao existem configuracgoes adicionais, além das apresentadas em 6.1.

7.4.1.1 Resultados

Os resultados para o primeiro conjunto de experiéncias encontram-se na Tabela 7.3.

Conjunto Fitness Erro previsao N° de nds
de experiéncias Inicializacao minimo (Litros) da solugao
Full 1 347.75 +29.51 874

Full 2 231.65 +55.42 1165

Full 3 268.48 +34.10 955

Grow 1 198.48 +34.25 953

PG_1000_-DR_-CM  Grow 2 325.36 +51.77 734
Grow 3 314.57 +41.02 652

R. Half-and-Half 1 252.82 +34.30 944

R. Half-and-Half 2 225.38 +32.21 696

R. Half-and-Half 3 218.39 +40.74 717

Tabela 7.3: Resultados do conjunto de experiéncias PG_1000_-DR_CM realizado durante
a etapa da geracao de modelos com dados reais, incorporando fatores meteorolégicos.
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Globalmente, os modelos obtidos apresentam um erro de previsao, em média, de 39 litros
o que corresponde a aproximadamente 18% da capacidade do depdsito.

Dos modelos gerados, aqueles que apresentam os melhores resultados foram gerados com
o método de inicializagdo Ramped Half-and-half, apresentando solugoes com valores de
fitness e erros de previsao, em média, mais baixos. No entanto, além da solucao encontrada
na experiéncia R. Half-and-half 3 é de salientar a experiéncia Grow 1 que apresenta um

valor de fitness inferior e um erro de previsao semelhante.

—— PG_1000_DR_CM Full 1 —— PG_1000_DR_CM Grow 1 —— PG_1000_DR_CM R. Half-and-half 1
—— PG_1000_DR_CM Full 2 —— PG_1000_DR_CM Grow 2 PG_1000_DR_CM R. Half-and-half 2
—— PG_1000_DR_CM Full 3 —— PG_1000_DR_CM Grow 3 PG_1000_DR_CM R. Half-and-half 3
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Figura 7.3: Fitness minimo médio e tamanho médio das &rvores do conjunto de ex-
periéncias PG_1000-DR_CM para os trés métodos de inicializacao da populagao, durante
1000 geragoes.

A semelhanca do que se verificou nas experiéncias dos capitulos anteriores, é visivel um
crescimento constante no tamanho das drvores ao longo das geragoes sem que se verifique
melhorias no valor médio do fitness minimo. Ainda que este crescimento apresente uma
tendéncia para estagnar durante as ultimas geracoes, este mantém-se crescente mesmo
quando ja nao sao se verificam melhorias nos modelos gerados. Este comportamento é
exibido pelos trés métodos de inicializacao da populagao, tal como mostram os graficos da

Figura 7.3.

7.4.1.2 Pontos-chave

Com base nos resultados obtidos é possivel reter os seguintes pontos-chave:

e Com a PG foi possivel gerar modelos com erros de previsao de aproximadamente 39
litros, 18% da capacidade do tanque de um veiculo pesado do qual foram recolhidos

os dados;

e A melhor solugao foi gerada pela experiéncia PG_1000_-DR_CM Grow 1, com um
valor de fitness de 198.48 e um erro de previsao de £34.25 litros;
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e A semelhanca ao que se tem verificado em experiéncias anteriores, a geracdo dos

modelos tem apresentado uma das limitagoes da PG, o bloat;

e O crescimento das arvores demonstrou uma tendéncia para vir a estagnar, em que
durante as ultimas geracoes ja nao existiram quaisquer melhorias nos individuos da

populacao.

7.4.2 Eliminacao do bloat

Nesta etapa foram aplicados diferentes limites dinamicos ao algoritmo de PG. Ainda que
até ao momento nao se tenham demonstrado a melhor abordagem na eliminacao ou ate-
nuacao do bloat, permitem gerar solugoes com resultados globalmente melhores. Além
disso, o interesse da empresa é num modelo que efetue previsdoes o mais exatas possiveis,
nao existindo qualquer restricao quanto ao tamanho do modelo.

Nesta etapa nao existem configuracoes adicionais, além das apresentadas em 6.1.

7.4.2.1 Resultados

Os resultados obtidos da aplicagdo dos dois tipos de limites dindmicos encontram-se na
Tabela 7.4.

Conjunto Fitness Erro previsao N° de nds
de experiéncias Inicializagao minimo (Litros) da solugao
Full 1 282.59 +43.47 1131

Full 2 244.71 +34.42 867

Full 3 215.41 +38.25 878

Grow 1 207.45 +36.94 859

PG_1000_.DR_CM_LD17  Grow 2 223.65 +27.42 4091
Grow 3 172.81 +30.28 2434

R. Half-and-Half 1 277.92 +37.96 813

R. Half-and-Half 2 294.27 +5138.94 906

R. Half-and-Half 3 108.05 +33.64 3347

Full 1 103.88 +35.93 1774

Full 2 240.38 +55.68 1253

Full 3 146.20 +33.36 1194

Grow 1 225.72 +28.14 1041

PG_1000_.DR_CM_LDTA Grow 2 172.01 +39.74 1457
Grow 3 237.51 +31.48 1561

R. Half-and-Half 1 245.04 +34.84 799

R. Half-and-Half 2 201.99 +32.39 1146

R. Half-and-Half 3 216.88 +37.91 1035

Tabela 7.4: Resultados dos conjuntos de experiéncias PG_1000_.DR_CM_LD17 e PG_1000
_DR_CM_LDTA realizado durante a etapa da eliminagao do bloat.

No conjunto de experiéncias em que o algoritmo de PG utiliza um limite dindmico apli-
cado a profundidade das drvores (PG_1000_-DR_CM_LD17) o crescimento do tamanho das
arvores, ao longo das geragoes, demonstrou-se semelhante ao apresentado nas experiéncias
anterior, tal como é notoério nos gréficos da Figura 7.4. Contudo, o limite tende a estagnar
por volta dos 1000 nés, enquanto que no conjunto de experiéncias anterior tende a estag-
nar por volta dos 750.

O erro de previsao obtido para a experiéncia PG_1000_-DR_CM_LD17 R. Half-and-half
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2 ocorre devido a existéncia de um valor discrepante gerado pelo modelo para uma das
previsoes realizadas. Caso esse valor nao existisse o erro de previsao seria de 40 litros, um

valor semelhantes aos dos restantes modelos.

—— PG_1000_DR_CM_LD17 Full 1 —— PG_1000_DR_CM_LD17 Grow 1 —— PG_1000_DR_CM_LD17 R. Half-and-half 1

—— PG_1000_DR_CM_LD17 Full 2 —— PG_1000_DR_CM_LD17 Grow 2 PG_1000_DR_CM_LD17 R. Half-and-haff 2
—— PG_1000_DR_CM_LD17 Full 3 —— PG_1000_DR_CM_LD17 Grow 3 PG_1000_DR_CM_LD17 R. Half-and-half 3
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Figura 7.4: Fitness minimo médio e tamanho médio das &rvores do conjunto de ex-
periéncias PG_1000-DR_CM_LD17 para os trés métodos de inicializacao da populagao,
durante 1000 geracoes.

As solugbes encontradas com o conjunto de experiéncias que consideraram um limite
dindmico aplicado ao tamanho das arvores (PG_-1000-DR_CM_LDTA) apresentam os va-
lores de fitness, em média, mais baixo de todas as experiéncias realizadas durante esta
etapa, ainda que nem sempre apresentem os erros de previsao mais baixos. Além disso, a
aplicacao deste tipo de limite tornou o crescimento das arvores exponencial, onde apenas
uma solucao é composta por menos de 1000 nés, porém é aquela com o maior valor de

fitness para este conjunto de experiéncias (Figura 7.5).

—— PG_1000_DR_CM_LDTA Full 1 = PG_1000_DR_CM_LDTA Grow 1 —— PG_1000_DR_CM_LDTA R. Half-anf-half 1
= PG_1000_DR_CM_LDTA Full 2 PG_1000_DR_CM_LDTA Grow 2 PG_1000_DR_CM_LDTA R. Half-anf-half 2
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Figura 7.5: Fitness minimo médio e tamanho médio das arvores do conjunto de ex-
periéncias PG_1000_-DR_CM_LDTA para os trés métodos de inicializagdo da populagao,
durante 1000 geragoes.
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Dos modelos gerados é de salientar o que foram resultantes das experiéncias PG_1000_DR_
CM_LDTA Full 1 e PG_1000_-DR_CM_LD17 Grow 2 por terem apresentado o melhor valor

de fitness e o erro de previsao mais baixo, respetivamente.

7.4.2.2 Pontos-chave

Com base nos resultados obtidos é possivel reter os seguintes pontos-chave:

e Os limites dinamicos permitiram gerar solugdes com valores de fitness mais baixos

do que aqueles que foram atingidos na etapa anterior;

e No conjunto de experiéncias PG_1000_.DR_CM_LD17 o limite dinamico, tal como
em experiéncias anteriores, excluiu alguns individuos durante as geracgoes iniciais,

mas acabou por atingir o valor maximo e nao voltou a decrescer;

e O conjunto de experiéncias PG_1000_-DR_CM_LDTA gerou as solu¢oes com melhores
resultados, entre eles o modelo resultante da experiéncia PG_1000_-DR_CM_LDTA

Full 1, com um valor de fitness de 103.88 e um erro de previsao de +35.93 litros.

7.4.3 Conclusoes

Mais uma vez foi visivel que as experiéncias realizadas com dados reais tendem a apre-
sentar piores resultados do que quando sao realizadas em aproximacao a um conjunto de
dados, para o qual se sabe que existe um modelo capaz de os mapear. Isto deve-se mais
uma vez as caracteristicas dos dados de treino nao se demonstrarem ficeis de mapear,
mesmo tendo sido incorporados os fatores meteoroldgicos na geragao do modelo de pre-
visao do consumo de combustivel.

Os limites dinamicos, ainda que nao tenham atenuado o bloat, apresentaram resultados, em
média, melhores que os apresentados pelas experiéncias em que estes nao foram considera-
dos, onde o limite aplicado ao tamanho das solucoes foi aquele que gerou modelos com os
melhores resultados, destacando o gerado pela experiéncia PG_1000_-DR_CM_LDTA Full
1. Contudo, é necessario testar cada um deles perante um conjunto de dados diferentes

dos utilizados para treino e teste, para comprovar a validade dos resultados obtidos.

7.5 22Fase B

Nesta fase, os modelos gerados na fase anterior foram aplicados a um conjunto de dados
diferente daqueles que foram utilizados para treino e teste. O conjunto de dados utilizado
foi o mesmo que foi utilizado na validacao das experiéncias do capitulo 6, para que seja
possivel perceber a influéncia que os fatores meteorolégicos tém na previsao do consumo
de combustivel, permitindo comparar os resultados desta fase com os resultados da fase

de validacao do capitulo anterior.
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7.5.1 Validagao dos modelos gerados

Na Tabela 7.5 encontram-se as médias dos erros absolutos, os desvios padrao e os nimeros
de nés que compoem cada uma das solucoes encontradas. Os erros absolutos para os 28

periodos de abastecimentos encontram-se no Apéndice D.4.

Conjunto Erro absoluto Desvio N° de nds
de experiéncias Inicializagao médio (%) Padrao da solugao
Full 1 67.67% 44.23% 874

Full 2 69.84% 33.72% 1165

Full 3 79.44% 31.26% 955

Grow 1 69.46% 33.85% 953

PG_1000_-DR_CM Grow 2 75.65% 39.94% 734
Grow 3 62.19% 41.21% 652

R. Half-and-Half 1 68.90% 43.62% 944

R. Half-and-Half 2 84.81% 37.09% 696

R. Half-and-Half 3 68.99% 40.80% 717

Full 1 67.14% 37.05% 1131

Full 2 90.42% 41.58% 867

Full 3 75.25% 34.49% 878

Grow 1 58.40% 34.00% 859

PG_1000_.DR_CM_LD17  Grow 2 71.13% 37.12% 4091
Grow 3 77.16% 38.96% 2434

R. Half-and-Half 1 77.10% 45.99% 813

R. Half-and-Half 2 77.28% 40.82% 906

R. Half-and-Half 3 76.64% 39.40% 3347

Full 1 74.42% 44.89% 1774

Full 2 76.75% 40.16% 1253

Full 3 68.32% 41.60% 1194

Grow 1 69.79% 36.31% 1041

PG_1000-DR_-CM_LDTA Grow 2 74.17% 41.45% 1457
Grow 3 74.16% 42.28% 1561

R. Half-and-Half 1 65.51% 38.90% 799

R. Half-and-Half 2 67.14% 37.81% 1146

R. Half-and-Half 3 85.49% 46.14% 1035

Modelo da empresa Stratio Automotive 72.00% 25.22% -

Tabela 7.5: Resultados da validagao dos modelos gerados pelos conjuntos de experiéncias:
PG_1000_.DR_CM, PG_1000_-DR_CM_LD17 e PG_1000_DR_CM_LDTA.

Para os periodos de abastecimento considerados, 12 dos 27 modelos apresentaram erros
absolutos médios mais baixos do que o erro do modelo da empresa, o que corresponde a
44.44% dos modelos gerados.

O conjunto de experiéncias em que nao foram utilizados limites dinamicos (PG-1000-DR
_CM) gerou o maior nimero de solugoes com erros inferiores ao modelo de referéncia,
onde 5 dos 12 modelos que apresentaram melhorias foram gerados nas experiéncias deste
conjunto. Além disso, é aquele que apresenta os modelos compostos por um menor nimero
de nés. Contudo, foi o conjunto PG_1000_-DR_CM_LD17 que gerou o modelo com o erro
absoluto médio mais baixo. KEste foi resultante da experiéncia PG_1000_-DR_CM_LD17
Grow 1 com o erro de 58.40%, o que corresponde a uma melhoria de aproximadamente

15% face ao modelo da empresa, porém apresenta um desvio padrao superior.

7.5.2 Conclusoes

Com os dados reais e os fatores meteorologicos foi possivel gerar varios modelos que

se demonstraram melhores na previsao do consumo de combustivel dos veiculos pesa-
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dos em comparacao com o modelo da empresa, onde as experiéncias em que nao foram
utilizados limites dindmicos geraram um maior nimero de modelos com erros absolu-
tos, em média, mais baixos. Contudo, a melhor solucao foi resultante da experiéncia
PG_1000_.DR_CM_LD17 Grow 1, onde um limite dindmico foi conjugado com um limite
estatico de valor 17, apresentado um erro absoluto média de 58.40% o que corresponde a
um erro de 93.28 litros para uma viagem de 100 quilémetros.

As solucbes que apresentaram os melhores resultados em cada um dos conjuntos de ex-
periéncias sao aquelas que sao constituidas por o nimero mais baixo de nés (solu¢oes mais

pequenas tém tendéncia a generalizar melhor [26]).

7.6 Conclusoes gerais

Com a PG foi possivel gerar modelos em que foram incorporados fatores meteorolégicos
que quando comparados aos modelos dos capitulos anteriores permitem determinar se es-
ses fatores tém ou nao influéncia no consumo de combustivel. Na geragao desses modelos
foram utilizadas 21 varidveis, 9 referentes ao funcionamento do veiculo e 12 referentes as
condigoes meteorolégicas. Mais uma vez, as varidveis consideradas sao comuns a todos
os veiculos o que torna os modelos genéricos, podendo ser aplicados a diferentes veiculos
pesados.

As experiéncias em que foram incorporados fatores meteorolégicos na geracao de mode-
los baseados no modelo fornecido, foram as tnicas que nao apresentaram bloat. Ainda
que o melhor modelo gerado em aproximacao ao modelo fornecido e utilizando fatores
meteoroldogicos tenha apresentado um erro absoluto médio mais baixo em comparagao
com o melhor modelo gerado pelas experiéncias do capitulo 5, com um erro de previsao
inferior em aproximadamente 5 litros para uma viagem de 100 quilémetros, este apre-
senta um desvio superior. Assim sendo, é preferivel o modelo resultante da experiéncia
PG_1000_VF_F_LD17 Full 8, uma vez que é dependente de um nimero inferior de varidveis
e é constituido por um menor nimero de nds.

Os limites dinamicos, ainda que nao tenham atenuado o bloat, geraram solugdes com va-
lores de fitness, em média, inferiores. Os erros apresentados na fase de validagao podem
estar associados ao facto de o conjunto de dados utilizado considerar periodos de abaste-
cimento de duas viagens ou ao processo utilizado na recolhida de dados.

Ainda que o melhor modelo gerado com base nos valores reais de consumo e utilizando
fatores meteorolégicos apresente melhores resultados ao nivel do valor do erro absoluto
médio e do desvio padrao em comparagao com o melhor modelo gerado pelas experiéncias
do capitulo 6, as melhorias nao sao muito significativas, uma vez que o modelo depende
de mais do dobro das variaveis. Além disso, a diferente entre os erros de ambos é de 0.23
litros para uma viagem de 100 quilémetros.

Uma vez que nao existe nenhum conjunto de dados sem valores em falta e que nao tenha
sido utilizado na geracao dos modelos de todos os capitulos apresentados nao foi possivel
comparar os modelos gerados com base no modelo fornecido e os gerados com base no

valor real de consumo.
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As pequenas melhorias obtidas durante os conjuntos de experiéncias presentes neste capitulo
demonstram que o fatores meteoroldégicos influenciam o consumo de combustivel, contudo
as melhorias da sua incorporagao nos modelos gerados nao sao substanciais, considerando

que o nimero de variaveis utilizadas é o dobro.
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Conclusao e trabalho futuro

Considerando os objetivos definidos no inicio desta dissertacao, é possivel afirmar que os
mesmos foram cumpridos na sua totalidade. Assim sendo, os modelos gerados encontram-
se prontos a ser entregues a Stratio Automotive para que os seus técnicos consigam ana-
lisd-los com mais detalhe e optar pela utilizacao de algum deles para prever o consumo de
combustivel dos veiculos pesados dos seus clientes.

Ainda que a empresa procure um modelo que consiga prever com a méxima exatiddo o
consumo de combustivel dos veiculos pesados, uma vez que seria importante para a mai-
oria dos seus clientes relacionados a industria de transportes, no limite o fundamental é
que o valor da previsao dado pelo modelo seja perto do valor real consumido para que a
empresa consiga utilizd-lo para aquela que é a sua principal drea de atuacdo, a previsao
atempada de avarias. Assim sendo, um modelo que abranja um maior nimero de veiculos,
que nao dependa de varidveis dispendiosas e que consiga determinar um valor proximo de
consumo real de combustivel pode ser utilizado para identificar avarias, pela comparagao
entre o valor real de consumo e o valor estimado pelo modelo.

Com base nos resultados obtidos, é possivel afirmar que a técnica de PG mostrou-se capaz
de gerar solucoes eficazes quando aplicada a um problema real e complexo de regressao.
Isto, a semelhante do que foi demonstrado nos trabalhos relacionados, reforca a sua elevada
aplicabilidade, ainda mais dada a tendéncia atual para o crescimento de grandes volumes
de dados (Big Data), dos quais é dificil extrair informagoes relevantes de forma manual ou
mesmo com técnicas deterministicas de otimizacao. Assim sendo, esta tese permitiu mais
uma vez reforcar a qualidade das solugoes geradas com este tipo de técnicas.

De todo o trabalho desenvolvido, as conclusoes chaves sao que com um ntmero de varidveis
inferiores & do modelo criado manualmente pela empresa Stratio Automotive, aproxima-
damente 25% das varidveis fornecidas, foi possivel gerar pelo menos um modelo com um
erro de previsao mais baixo comparativamente ao modelo inicial e que os fatores meteo-
rolégicos considerados, ainda que influenciem o consumo de combustivel, as melhorias dos
resultados obtidos nao sao substanciais considerando o aumento do nimero de varidveis.
Por fim, de forma a tentar obter melhores resultados, seria interessante para trabalho

futuro explorar dois caminhos. O primeiro seria colmatar a maioria das limitagbes apon-
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tadas ao conjunto de dados. Para tal, era importante testar uma abordagem em que uma
viagem seria dividida em varias mais pequenas em que os periodos de funcionamento sem
movimento seriam eliminados, avaliando se o erro de excluir esse periodos seria maior ou
menor do que os erros obtidos quando estes sdo considerados. Além disso, seria impor-
tante a definicao do momento da ultima recolha ou a substituicao dos valores de algumas
variaveis por valores médios, com o objetivo de reduzir a variancia nos valores de algumas
varidveis para a ultima recolha. O segundo seria a implementacao de uma abordagem
semelhante a aplicada ao programa Janus Manager (JM) tal como se encontra descrita
nos trabalhos relacionados. Para tal, ao fim do dia, durante o periodo de inatividade dos
veiculos, o modelo atual seria melhorado com a técnica de PG e com os dados recolhidos

nesse mesmo dia.
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Apéndice A

Analise correlacional

Na Tabela A.1 encontra-se a totalidade dos resultados obtidos na andlise correlacional
efetuada ao conjunto de varidveis fornecidas. Cada nimero entre parénteses corresponde

a uma varidvel com base na legenda seguinte:

Legenda: (1) - tempo (s); (2) - aceleracdo (m/s?); (3) - relagio de transmissio; (4) - distancia (m); (4)
- altitude (m); (6) - altura (m); (7) - a (°); (8) - raio (m); (9) - velocidade de derrapagem (km/h); (10) -
; (11) - velocidade média (m/s); (12) - velocidade média (km/h); (13) - C.; (14) - FR (N); (15) - FCTP
(N); (16) - FD(N); (17) - FTCD (N); (18) - FP(N); (19) - E(J); (20) - rendimento de transmissao; (21) -

Th (N.m); (22) - nimero de rotagoes (rpm); (23) - W; (24) - WENCR (J); (25) - Wb (J); (26) -
P el emin) ; (27) - Pmerlelimind; (28) - a; (29) - b; (30) - 5 (31) - PmerfaLomind; (32) - ke (33) -
bsfc (g/kW.h); (34) - mf[V > Viin1al; (35) - mf[V < Viinial; (36) - miftotal (g); (37) - mfac (g); (38) -

dac (m).
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-0.44 -
-0.44  1.00 - - - - - - - - - - - - - -
0.05 0.07 0.07 - - - - - - - - - - - - -
-0.02 -0.02 -0.02 0.03 - - - - - - - - - - - -
0.04 -0.06 -0.06 0.08 0.84 - - - - - - - - - - -
-0.04 0.08 0.08 0.09 -0.12 -0.26 - - - - - - - - - -
0.14 -0.09 -0.09 020 0.13 040 0.18 - - - - - - - - -
0.14 -0.09 -0.09 0.20 0.13 040 0.18 1.00 - - - - - - - -
0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.00 - - - - - - -
0.04 -0.04 -0.04 -0.70 -0.03 -0.11 -0.10 -0.24 -0.24 0.00 - - - - - -
-0.07r -0.07 -0.07 -0.99 -0.03 -0.08 -0.09 -0.20 -0.20 0.00 0.63 - - - - -
-0.17 013 0.13 -0.15 -0.16 -041 -0.12 -095 -0.95 0.00 0.16 0.15 -
0.02 -0.08 -0.08 -0.05 0.05 013 -0.87 -0.12 -0.12 0.00 0.04 0.06 0.10 - - -
0.00 007 0.0r 074 003 010 013 024 024 0.00 -0.75 -0.75 -0.18 -0.12 -
-0.41 099 099 010 0.00 o001 011 o0.07 0.07r 000 -0.07r -0.09 -0.04 -0.09 0.10 -
0.12 -0.07v -0.0r 0.13 011 035 012 081 081 0.00 -0.17 -0.13 -0.71 -0.09 0.17 0.05
0.10 001 0.01 018 0.03 007 028 026 026 000 -0.02 -0.21 -0.28 -0.40 0.30 0.06
0.11 -0.07 -0.07r 022 0.08 031 024 087 087 000 -0.28 -0.22 -0.77 -0.14 0.26 0.06
0.11 -0.07 -0.0r 022 0.08 031 024 087 087 000 -028 -0.22 -0.77 -0.14 0.26 0.06
-0.02 0.02 0.02 -0.09 -0.0r -0.07 -0.71 -0.36 -0.36 0.00 0.08 0.10 034 088 -0.16 -0.04
0.07 -0.04 -0.04 0.15 020 027 027 046 046 0.00 -0.10 -0.16 -0.46 -0.39 0.26 0.03
-0.04 -0.02 -0.02 -0.24 0.00 -0.17 -0.27v -0.64 -0.64 0.00 037 023 042 0.12 -0.29 -0.09
-0.08 001 0.01 -024 -0.13 -0.20 -0.10 -0.33 -0.33 0.00 0.13 027 028 0.09 -0.27 -0.04
0.02 -0.07 -0.0r -0.21 -0.03 -0.13 -0.24 -043 -043 0.00 033 020 0.15 0.09 -0.25 -0.10
0.05 000 000 024 014 029 027 073 073 000 -033 -0.23 -0.52 -0.13 0.28 0.09
-0.06 0.01 o0.01 -0.24 -0.16 -0.31 -0.27 -0.77 -0.77 0.00 033 024 0.58 0.13 -0.28 -0.09
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-0.07 -0.08 0.01 0.010 -024 -0.13 -0.20 -0.10 -0.33 -0.33 0.00 0.13 0.27
0.10 0.10 -0.05 -0.05 027 0.13 020 008 031 031 0.00 -0.15 -0.30
0.10 0.10 -0.05 -0.05 027 013 020 0.08 031 031 0.00 -0.15 -0.30
0.08 0.0r -0.05 -0.05 015 021 028 026 046 046 0.00 -0.10 -0.16
0.01 0.00 -0.07 -0.07r 0.01 -0.05 -0.08 -0.13 -0.29 -0.29 0.00 -0.02 -0.01
0.08 0.0r -0.08 -0.08 0.15 0.17 0.22 017 028 028 0.00 -0.11 -0.16
0.99 099 -0.38 -0.38 0.05 -0.02 0.04 -004 015 0.15 0.00 0.04 -0.06
0.99 1.00 -0.44 -044 0.05 -0.02 0.04 -0.04 0.14 0.14 0.00 0.04 -0.07
(20) (23) (24) (25) (26) (27) (28) (29) (30) (31) (32) (33) (34)
0.19 - - - - - - - - - - - -
0.59 - - - - - - - - - - - -
0.59 - - - - - - - - - - - -

-0.29 -0.31 - - - - - - - - - - -
0.35 0.40 -0.52 - - - - - - - - - -

-0.48 -0.78  0.20 -0.25 - - - - - - - - -

-0.26 -0.34 0.16 -0.54 0.32 - - - - - - - -

-0.39 -0.57 0.12 -0.14 093 0.26 - - - - - - -
0.57 0.89 -0.24 030 -094 -0.34 -0.87 - - - - - -

-0.58 -092 026 -0.32 093 034 083 -0.99 - - - - -

-0.26 -0.34 016 -0.54 032 099 026 -0.34 0.34 - - - -
0.22 035 -0.16 052 -0.35 -0.84 -0.29 036 -0.36 -0.84 - - -
0.22 035 -0.16 0.52 -0.35 -0.84 -0.29 036 -0.36 -0.84 1.00 - -
0.35 0.40 -0.52 099 -0.26 -0.56 -0.15 031 -0.33 -0.56 0.56 0.56 -

-0.20 -0.32 0.06 -0.14 044 023 040 -0.39 039 023 -0.23 -0.23 -0.15
0.23 021 -046 086 -0.01 -0.41 0.07 0.09 -0.11 -041 0.40 040 0.86
0.12 0.12 -0.02 0.0r -0.04 -0.07 0.01 0.06 -0.07 -0.07 0.09 0.09 0.07
0.12 0.11 -0.02 0.07r -0.04 -0.08 0.02 0.05 -0.06 -0.08 0.10 0.10 0.07

Tabela A.1: Tabela dos resultados completos da

andlise correlacional
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Apéndice B

Resultados das experiéncias

realizadas

Nas tabelas seguintes encontram-se os resultados para as experiéncias realizadas com PG.
Na Tabela B.1 encontram-se os resultados das experiéncias realizadas com o 1° conjunto de
dados, baseadas no modelo fornecido. Na Tabela B.2 estao os resultados das experiéncias
realizadas com o 2°conjunto de dados, baseadas nos dados reais. Por fim, na Tabela B.3
estao os resultados das experiéncias realizadas com o 2°conjunto de dados, baseadas no

modelo fornecido pela empresa.
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B.1 Resultados das experiéncias realizadas com o 1°conjunto de dados baseadas no modelo forne-

cido
Conjunto Erro modelo Erro real EITO previsao  N° de nés
de experiéncias Experiéncia  Fitness (%) (%) (L/100km) da solugao
Full 2.98 0.82% 5.90% - 845
PG_500 Grow 5.08 6.49% 0.61% - 391
R. Half-and-half 3.06 0.20% 6.86% - 362
Full 1.09 1.65% 5.13% - 665
PG_1000 Grow 2.74 2.74% 4.11% - 606
R. Half-and-half 3.35 4.79% 2.20% - 586
Full 2.91 0.76% 5.96% - 727
PG_1000_NU Grow 1.95 0.39% 7.03% - 961
R. Half-and-half 2.30 2.38% 4.45% - 726
Full 3.94 1.28% 7.86% - 663
PG_1000_.CORR Grow 5.82 14.99% 7.32% - 1002
R. Half-and-half 2.28 4.20% 2.75% - 525
Full 3.31 4.97% 2.03% - 677
PG-1000_.NU_CORR Grow 2.29 2.50% 9.01% - 943
R. Half-and-half 4.57 2.48% 4.35% - 420
PG.1000.CORR.WITH.DAC Full 1.80 0.13% 6.54% - 723
R. Half-and-half 5.35 3.82% 3.10% - 773
PG.1000.NU_CORR.WITH. DAC Full 4.26 2.66% 2.31% - 769
R. Half-and-half 3.03 2.31% 4.51% - 891
Full 1 2.18 4.43% 2.53% 1.21 327
Full 2 5.10 1.96% 4.84% 2.01 243
PG_1000.E2 (PG_500) Full 3 4.36 6.44% 0.66% 1.66 445
R. Half-and-half 1 6.07 2.48% 8.98% 2.17 335
R. Half-and-half 2 2.88 2.74% 4.11% 1.32 380
R. Half-and-half 3 3.81 2.17% 8.70% 1.85 390
PG_1000_E2 (PG-1000) Full 1 1.83 2.60% 9.10% 1.60 746

g oorpuedy
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PG_1000_E2 (PG_1000)

PG_1000_E2 (PG-1000_NU)

PG_1000_E2 (PG_1000_.CORR)

PG_1000_E2 (PG_1000_-CORR-WITH_DAC)

PG_1000_-VF

PG_1000_VF_F

=)

s}

Full 2
Full 3
Full 1
Full 2
Full 3
Grow 1
Grow 2
Grow 3
Full 1
Full 2
Full 3
Full 1
Full 2
Full 3
Full 1
Full 2
Full 3
Grow 1
Grow 2
Grow 3

. Half-and-half 1
. Half-and-half 2
. Half-and-half 3

Full 1
Full 2
Full 3
Grow 1
Grow 2
Grow 3

. Half-and-half 1
. Half-and-half 2
. Half-and-half 3

1.28
1.28
1.57
2.93
1.94
0.98
2.16
1.14
6.51
3.78
1.73
3.81
4.12
2.31
7.37
5.79
7.13
6.88
6.80
6.32
6.30
6.84
5.54
1.89
3.12
2.23
1.57
2.67
1.79
2.85
2.14
2.88

1.75%
5.99%
2.90%
2.29%
1.39%
2.04%
1.49%
2.60%
0.26%
6.57%
0.43%
8.89%
1.66%
4.79%
1.80%
7.34%
14.03%
10.45%
1.32%
1.17%
2.35%
7.66%
3.42%
0.73%
2.06%
0.57%
2.78%
1.91%
2.64%
5.07%
0.34%
0.20%

5.03%
12.26%
9.38%
8.81%
7.96%
4.77%
5.28%
4.24%
6.43%
0.54%
7.07%
1.63%
8.22%
11.14%
8.35%
13.52%
19.76%
16.42%
7.90%
7.76%
4.48%
13.82%
9.86%
7.35%
4.74%
6.14%
9.26%
8.45%
4.20%
11.40%
6.35%
6.49%

1.26
1.28
1.62
1.57
1.41
1.14
1.52
0.91
2.24
1.65
1.73
1.94
1.65
1.36
2.55
2.54
2.94
2.32
2.57
1.90
2.45
2.29
2.13
1.38
1.44
1.70
1.49
1.78
1.06
2.51
1.15
1.33

597
1027
821
709
967
609
561
453
900
671
1240
755
855
980
658
742
1012
923
999
682
737
832
727
1180
585
574
604
907
1018
624
1070
875
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PG_1000-VF_F_LD17 (sem truncacao 0-100)

PG_1000_-VF_F_LD17

PG_1000_-VF_F_LD30

PG_1000_-VF_F_LD35

PG_1000_-VF_F_LDTA

PG_1000_VF_F

v}

&

R.
R.
R.

Full 1
Full 2
Full 3
Grow 1
Grow 2
Grow 3

. Half-and-half 1
. Half-and-half 2
. Half-and-half 3

Full 1
Full 2
Full 3
Grow 1
Grow 2
Grow 3

. Half-and-half 1
. Half-and-half 2
. Half-and-half 3

Grow 1

Grow 2

Grow 3

Grow 1

Full 1

Full 2

Full 3

Grow 1

Grow 2

Grow 3
Half-and-half 1
Half-and-half 2
Half-and-half 3
Full 1

2.49
2.22
1.83
1.77
2.04
2.93
2.97
2.76
2.90
2.23
2.76
2.98
2.60
1.69
2.51
1.07
2.03
2.20
1.24
1.98
2.09
1.91
1.88
1.46
2.21
1.90
2.82
2.64
1.29
2.11
2.76
6.85

0.67%
0.44%
6.96%
0.22%
1.51%
4.37%
0.76%
0.51%
48.06%
1.74%
0.01%
0.37%
3.35%
0.46%
0.01%
1.31%
1.68%
3.51%
1.34%
4.70%
1.97%
0.46%
2.77%
1.78%
1.13%
0.90%
3.32%
6.75%
2.42%
4.38%
8.10%
2.49%

6.04%
7.08%
0.17%
6.87%
5.26%
2.59%
5.96%
0.51%
51.53%
5.04%
6.66%
7.01%
3.54%
6.24%
6.66%
7.90%
8.23%
3.39%
5.42%
2.28%
8.51%
6.24%
4.09%
5.01%
5.62%
5.83%
9.77%
12.97%
4.41%
2.58%
0.89%
4.35%

1.57
1.69
1.26
2.50
1.24
2.35
1.62
2.13
2.00
1.64
1.67
1.46
2.15
8.44
1.38
1.33
1.72
1.43
2.33
1.75
1.34
1.98
1.39
1.08
4.00
1.48
2.08
3.27
1.79
1.19
1.23
2.40

703
1199
886
672
904
494
1003
1085
358
637
735
552
634
963
569
779
461
1030
1517
2362
1150
1983
706
701
593
689
558
596
662
402
388
729
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PG_1000_-VF_F

PG_1000_-VF_F_CM

Full 2

Full 3

Full 1

Full 2

Full 3

Grow 1

Grow 2

Grow 3

R. Half-and-half 1
R. Half-and-half 2
R. Half-and-half 3

3.49
4.32
0.88
0.53
0.48
0.49
0.54
0.60
0.52
0.47
0.67

0.16%
1.60%
0.18%
0.59%
0.12%
1.53%
0.40%
0.25%
1.68%
0.03%
2.05%

6.82%
8.16%
6.51%
6.12%
6.78%
8.09%
7.04%
6.90%
8.23%
6.70%
8.59%

1.91
1.87
0.79
0.59
1.42
0.85
0.68
1.29
0.89
0.69
2.26

871
715
572
804
991
726
705
438
679
479
670

Tabela B.1: Resultados das experiéncias realizadas com o 1°conjunto de dado baseadas no modelo fornecido.

B.2 Resultados das experiéncias realizadas com o 2°conjunto de dados baseadas nos dados reais

Conjunto Erro previsao N° de nés
de experiéncias Experiéncia Fitness (Litros) da solugdo
Full 1 284.35 36.70 1129
Full 2 307.59 25.50 1128
Full 3 273.49 44.99 816
Grow 1 317.06 96.79 1264
PG-1000_-DR Grow 2 210.92 32.02 837
Grow 3 249.94 30.18 846
R. Half-and-half 1 249.57 84.07 1232
R. Half-and-half 2 312.40 268.94 2045
R. Half-and-half 3 274.23 33.61 1314
Full 1 249.02 35.22 888
Full 2 272.66 27.45 989
PG_1000-DR-LD17
Full 3 23291 38.81 1382
Grow 1 202.56 67.76 1063

sepezifear seUILIadxo Sep SOPBI[NSOY
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PG_1000-DR_LD17

PG_1000-DR_-LDTA

PG_1000.DR_-CM

PG_1000.DR-CM_LD17

R.
R.
R.

j=s}

=

Grow 2

Grow 3
Half-and-half 1
Half-and-half 2
Half-and-half 3
Full 1

Full 2

Full 3

Grow 1

Grow 2

Grow 2

Grow 3

. Half-and-half 1
. Half-and-half 2
. Half-and-half 3

Full 1
Full 2
Full 3
Grow 1
Grow 2
Grow 3

. Half-and-half 1
. Half-and-half 2
. Half-and-half 3

Full 1
Full 2
Full 3
Grow 1
Grow 2
Grow 3

. Half-and-half 1
. Half-and-half 2

155.57
159.90
199.91
257.24
104.30
295.45

91.73
117.11
164.45
222.04
222.04
242.23
176.71
184.88
262.32
347.75
231.65
268.48
198.48
325.36
314.57
252.82
225.38
218.39
282.59
244.71
215.41
207.45
223.65
172.81
277.92
294.27

29.90
33.55
33.87
87.38
30.02
27.19
32.88
33.49
35.25
26.59
26.59
39.37
29.90
38.36
26.60
29.51
55.42
34.10
34.25
51.77
41.02
34.30
32.21
40.74
43.47
34.42
38.25
36.94
27.42
30.28
37.96
5138.94

3120
1488
2001
1146
2000
3395
2689
3530
869
2339
2339
2133
3003
1869
2738
874
1165
955
953
734
652
944
696
717
1131
867
878
859
4091
2434
813
906
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PG_1000.DR-CM_LD17
PG_1000.DR-CM_LDTA

PG_1000.DR-CM_LDTA

R. Half-and-half 3
Full 1

Full 2

Full 3

Grow 1

Grow 2

Grow 3

R. Half-and-half 1
R. Half-and-half 2
R. Half-and-half 3

108.05
103.88
240.38
146.20
225.72
172.01
237.51
245.04
201.99
216.88

33.64
35.93
55.68
33.36
28.14
39.74
31.48
34.84
32.39
37.91

3347
1774
1253
1194
1041
1457
1561

799
1146
1035

Tabela B.2: Resultados das experiéncias realizadas com o 2°conjunto de dados baseadas nos dados reais.

B.3 Resultados das experiéncias realizadas com o 2°conjunto de dados baseadas no modelo forne-

= cido
Conjunto Erro previsao N° de nés
de experiéncias Experiéncia Fitness (Litros) da solugdo
Full 1 13.37 42.68 1185
Full 2 12.27 10.90 1072
PG.1000.VF.F DL17 Full 3 8.73 52.32 1286
Grow 1 17.45 8.64 1249
Grow 2 11.93 13.51 1047
Grow 3 20.64 35.76 761
Full 1 11.72 11.01 3792
PG-1000_-VF_F_DL30 Full 2 9.64 12.80 2053
Full 3 8.56 12.43 3604
Full 1 12.05 10.94 674
PG_1000_VF_F_DLTA Full 2 18.71 9.50 867
Full 3 11.98 13.80 701
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PG_1000_-VF_F_DLTA

PG_1000_-VF_F_.CM_DL17

PG_1000-VF_F_CM_DL30

PG_1000_-VF_F_CM_DLTA

Grow 1
Grow 2
Grow 3
Full 1
Full 2
Full 3
Grow 1
Grow 2
Grow 3
Full 1
Full 2
Full 3
Full 1
Full 2
Full 3
Grow 1
Grow 2
Grow 3

7.75
8.74
9.21
7.09
7.49
8.86
7.75
8.74
9.21
6.62
7.39
6.52
8.86
21.64
9.32
15.53
19.57
16.38

12.10
16.57
19.69
50.70
26.73

4.89
12.10
16.57
19.69

8.82
13.71
16.73
20.97
10.79
12.72
12.84
13.40
17.73

684
506
571
946
1127
974
880
684
775
2008
2250
1915
508
2578
1345
515
557
499

Tabela B.3: Resultados das experiéncias realizadas com o 2°conjunto de dados baseadas no modelo fornecido.
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Apéndice C

Expressao resultante da
experiéncia PG 1000 NU Grow 1

2 x altitude — 2 * altura — bmMePbmep,an * Velderrapagem /((c08(bSfemin + fr)+

(distancia —t)/fr) * (2 xbsfc+ bsfemin — cx x mfac — fd+ fr — mftotal x velocmedia*

(bs femin + cx) + th/velderrapagem + cos(bMeEPbmepman ) — (bsfc — tb) /velderrapagem

— raio/mftotal + wfner/ fd) 4+ cos(cos(aceleracao * fp/cos(bmepomepmas))*

cos(bmeppmepman + €+ D)) + 3% bsfCmin + 2 x cos(bmeppmep,a.) — 4 * cos(mfac/ fr)

— cos((distancia — t)/ fr) — cos((distancia — fd — Nmotor)/ f1) — cos(mfac/nmotor) — cos(((—altitude
+ dac) * cos(bmepsmepma. ) + (aceleracao * (velocmedia + wb + mfac/cx) * (—2 * b+

bmepmenor, .., + distancia — t — velgerrapagem * (rendtrans + wb)/tb)/(c—

(—velderrapagem/ fr + (fd 4+ Nmotor) /altura) /(— fr + mfac + velgerrapagem * (rendtrans

+ wb) /tb) + (—altitude + c + fd + raio — tb)/cos(cos(bs fcps fey., ))) + altura + bsfc

+ fetp/velocmedia + 2 * fr + mfac/(rendtrans = (fr + cos(mfac/fr)) * (a 4+ bsfcmin * cos(altura)/t

femin

— dac + mu + raio + cos(cos(th) /(—bmepmenor, ... + t))) * (altitude + bmepvmep,,a. — ¢/t — cT

+ mfac+ mu) x (bmepomepmas + 0SfCmin + fr + mu + tb + (distancia + mfac) * (raio

+ velocmedia))) — mftotal * velocmedia * (BMePomeprnas + 0SfCmin) + raio — raio/(altitude

+ dac + distancia) + tb/velgerrapagem — (bMePmenor,ero — COS(bMEDmMmenor,ero

— Nmotor)) * (altitude + dac + distancia + cos(t — (fd + velaerrapagem ) /(DS fCmin + f7)))
/((cos((distancia — t)/ fr) 4+ cos(fctp/velocmedia + velderrapagem/mfac + mfac/cx)+

cos(cos(bs femin))) * (cos((—fd + fr+t) * (fetp/velocmedia + Velderrapagem /mfac+ mfac/cx))

— cos(cos(—mu + rendtrans + cos(mfac/ fr))) — mfac/fr) x cos(cx — mu)) — cos(velgerrapagem )

+ cos(velocmedia/ fT) — cos(mftotal — Numotor + raio) + 1 — mfac/ fr — fr/altitude)/(altitude + fr+
mftotal — mfac* (—bsfcmin * ¢ * cos(bMmePmenor,.,.) + cx * (altitude 4+ veldgerrapagem)/mfac)

* (bsfemin * (beCbecbsfcmi" — tb) * (rendtrans + wb) — cos(Nmotor + 1)) * (mftotal + raio+
cos(aceleracao)) * (—altura + distancia — mftotal x raio + nmotor + wb — cos(mfac)) * cos(a + rendtrans)
/(bmepomep,nas * OMEDmenor,ero * € * fT) — mfac * veloCmedia * (—c * cos(distancia) + (altitude

+ velderrapagem) * (distancia +wb)/mftotal) x (bsfcvsfey, pomin * € * T@10 * (rendtrans + wb)

- Cos(nmotor + 1)) * (COS((beC - Uelde'rrapagem)/(velderrapagem * Uelocmedia))
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Apéndice C

~+ cos(velderrapagem )/ (fp — mftotal)) * (bmepmenor, e, — bSfCmin — t) * (M ftotal 4+ raio

+ cos(aceleracao)) * (distancia — mftotal * raio + mu + Nmotor — cos(altura) — cos(fr))

/(bMmePbmepman * UMEDmenor,oro * €% fCEP * fT % Nmotor * (a + fctp x (altitude + bmepomepnas

+ bSfCmin) * cos(fr/t)/(fr * mu x velocmedia) +1))))/(fr + cos((distancia — t)/fr))) + cos(altitude

— altura + 3 * bsfemin — cos((—bsfc + distancia — Nmotor — t)/ f1)) + (distancia — fd + fr + Nmotor

+ (altitude — (altura — bsfemin * ¢ * cos(m ftotal 4+ raio + cos(aceleracao)) + cx * fr/mfac + 2 x distancia
—mfac+ raio+ (=bsfc+ (—b — bmePymep,nan + bMEPmenor, .o — bSfemin)/(altitude x cos(m fac
/bMmePomepmas ) * (altura — mu + rendtrans + velocmedia/ (bmepmenor,.,.. * (aceleracao + cx)))

+ (—cx + 2 x distancia) * cos(raio)) /Nmotor) * (altura + cos((fr + (=bsfc+ (=2 * b+ bmepmenor,ero)
/(altitude x cos(m fac/bmepymep,ma. ))) * (altura — mu + rendtrans + velocmedia /((aceleracao + cx)

* cos(bMePomepmas )))) * (altura — bs femin — bSfcmin * mftotal /cx + mu))))/Nmotor
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Apéndice D

Resultados completos da validacao

dos modelos

Nas tabelas D.1, D.2, D.3 e D.4 estao os erros absolutos entre os modelos gerados durante
as experiéncias realizadas e o consumo real de combustivel, para os diferentes conjuntos

de validacao utilizados.
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D.1 Validagao dos modelos das experiéncias da geracao de modelo baseado no modelo da empresa

PG_1000_VF_F PG_1000_VF_F_LD17

Full 1 Full 2 Full 3 Grow 1 Grow 2 Grow 3 Half 1 Half 2 Half 3 Full 1 Full 2 Full 3 Grow 1 Grow 2
106.30% 106.30% 23.32% 106.30% 106.30%  106.30% 25.41% 20.04% 106.30% 105.51% 41.29% 20.28% 106.30% 106.30%
2.30% 2.30% 0.33% 2.30% 2.30% 2.30% 32.57% 41.54% 2.30% 100.00% 2.30% 42.73% 2.30% 2.30%
22.96% 22.96% 30.43% 22.96% 22.96% 22.96% 29.50% 25.04% 22.96% 22.96% 55.31% 32.81%  100.00% 22.96%
21.99% 21.99% 27.27% 21.99% 21.99% 21.99% 22.29% 30.11% 21.99% 20.66% 66.67% 33.34% 9.20% 21.99%
6.89% 6.89% 36.23% 6.89% 6.89% 6.89% 34.34% 38.63% 6.89% 6.23% 70.77% 43.42% 11.48% 6.89%
29.44% 29.44% 45.53% 29.44% 29.44% 29.44% 15.18% 26.42% 29.44%  100.00% 29.44% 26.64% 29.44% 29.44%
9.11% 9.11% 9.44% 9.11% 9.11% 9.11% 49.15% 36.94% 9.11% 6.80% 71.93% 41.57% 29.70% 3.99%
100.00% 3.26%  100.00% 100.00% 3.26% 49.72% 95.91% 100.00% 3.26% 63.77%  100.00% 61.28%  100.00% 3.26%
21.57% 21.57% 29.28% 21.57% 21.57% 21.57% 21.57% 29.58% 21.57% 1.96% 74.08% 31.54% 21.57% 21.57%
25.66% 35.14% 14.95% 28.33% 35.14% 35.14% 29.88% 21.06% 35.14% 3.19% 65.26% 30.74% 35.14% 35.14%
17.73% 19.65% 17.18% 20.88% 19.65% 2.50% 38.28% 29.32% 19.65% 19.44% 66.40% 35.31% 11.17% 3.41%
100.00% 68.42%  100.00% 100.00% 68.42% 15.63% 95.69% 100.00% 68.42% 40.91% 68.42% 36.76%  100.00% 68.42%
23.91% 23.91% 26.42% 23.91% 23.91% 23.91% 21.87% 26.84% 23.91% 20.98% 67.14% 34.18% 15.78% 23.91%
54.60% 54.60% 11.29% 54.60% 54.60% 54.60% 9.58% 12.36% 54.60% 54.60% 53.51% 16.63% 54.60% 54.60%
40.55% 40.55% 25.49% 20.97% 40.55% 40.55% 4.18% 20.42% 40.55% 48.87% 40.55% 19.49%  100.00% 40.55%
27.41% 27.41% 57.07% 28.98% 27.41% 27.41% 66.19% 59.19% 27.41% 46.72% 27.41% 58.89% 27.41% 27.41%
0.58% 0.58% 41.46% 0.58% 0.58% 0.58% 0.58% 41.17% 0.58% 21.91% 0.58% 42.87% 0.58% 17.22%
100.00% 36.60%  100.00% 100.00%  100.00% 24.21% 96.02% 100.00% 36.60% 52.08%  100.00% 48.67%  100.00% 36.60%
0.85% 0.85% 41.33% 0.85% 0.85% 0.85% 35.96% 41.99% 0.85% 34.45% 0.85% 42.08% 0.85% 0.57%
57.12% 57.12% 11.93% 24.78% 57.12% 57.12% 28.11% 10.94% 57.12% 21.15% 57.12% 12.47% 57.12% 57.12%
100.00% 5.17% 100.00% 100.00% 5.17% 51.16% 96.43% 100.00% 5.17% 66.76%  100.00% 64.33%  100.00% 5.17%
22.19% 22.19% 20.22% 22.19% 22.19% 22.19% 32.10% 28.48% 22.19%  100.00% 22.19% 28.80% 22.19% 22.19%
28.17% 28.17% 23.59% 28.17% 28.17% 28.17% 25.86% 23.62% 28.17%  100.00% 28.17% 4.18% 28.17% 28.17%
100.00% 6.35%  100.00% 100.00%  100.00% 46.24% 96.38% 100.00% 6.35% 62.71%  100.00% 60.16%  100.00% 6.35%
100.00% 33.63% 100.00% 100.00%  100.00% 33.08% 96.39% 100.00% 33.63% 53.10%  100.00% 51.02%  100.00% 33.63%
100.00% 77.26%  100.00% 100.00% 77.26% 6.90% 93.91% 100.00% 77.26% 37.76% 77.26% 36.36%  100.00% 77.26%
100.00% 40.36%  100.00% 100.00%  100.00% 28.12% 93.73% 100.00% 40.36% 50.69%  100.00% 47.62%  100.00% 40.36%

 9o1puady



1¢1

58.14% 58.14% 5.51% 58.14% 58.14% 58.14% 5.95% 7.97% 58.14%  100.00% 58.14% 9.76% 58.14% 58.14%
100.00% 131.49%  100.00% 100.00%  100.00% 23.31% 92.64% 100.00%  131.49% 18.80%  100.00% 12.95% 96.76%  131.49%
100.00% 67.56%  100.00% 100.00%  100.00% 12.48% 95.47% 100.00% 67.56% 41.28%  100.00% 36.98%  100.00% 67.56%
100.00% 36.03%  100.00% 100.00% 36.03% 18.16% 90.29% 100.00% 7.29% 52.32% 36.03% 48.87% 75.89% 17.26%
100.00% 116.25%  100.00% 100.00% 116.25% 26.11%  100.00% 100.00% 116.25% 24.04% 116.25% 18.67% 72.28% 116.25%
100.00% 42.44%  100.00% 100.00%  100.00% 23.32% 96.21% 100.00% 42.44% 50.05%  100.00% 46.46%  100.00% 42.44%
131.27%  131.27% 41.89% 131.27% 131.27% 131.27% 131.27% 45.14% 131.27% 131.27% 21.32% 24.67% 131.27% 131.27%

42.02% 42.02% 13.92% 42.02% 42.02% 42.02% 11.45% 18.01% 42.02% 42.02% 58.52% 20.50% 42.02% 42.02%

12.31% 12.31% 31.10% 12.31% 12.31% 12.31% 12.31% 33.33% 12.31%  100.00% 12.31% 34.73% 12.31% 12.31%
154.79%  154.79% 49.53% 154.79%  154.79%  154.79% 47.96% 49.72%  154.79% 10.23%  154.79% 45.55% 154.79%  154.79%

13.50% 6.35% 48.70% 0.47% 6.35% 6.35% 43.40% 32.22% 6.35% 6.38% 72.67% 43.58% 10.37% 4.76%

6.39% 6.39% 35.78% 6.39% 6.39% 6.39% 6.39% 37.76% 6.39% 10.24% 6.39% 40.02% 6.39% 6.39%
107.45%  107.45% 29.57% 107.45% 107.45% 107.45% 1.03% 25.21% 107.45% 107.45% 40.95% 10.86% 107.45%  107.45%

72.62% 72.62% 0.90% 72.62% 72.62% 72.62% 6.53% 6.17% 72.62% 72.62% 61.68% 1.86% 72.62% 72.62%
118.91% 118.91% 23.70% 118.91% 118.91% 118.91% 23.52% 26.97% 118.91% 118.91% 33.97% 12.07% 118.91% 118.91%
119.52%  119.52% 22.98% 119.52% 119.52% 119.52% 23.13% 27.19% 119.52% 119.52% 26.95% 12.27% 119.52% 119.52%

69.89% 69.89% 4.15% 69.89% 69.89% 69.89% 90.70% 4.30% 69.89% 52.90% 57.711% 9.13% 56.05% 69.89%

93.19% 93.19% 21.45% 93.19% 93.19% 93.19% 18.79% 16.24% 93.19% 59.63% 56.59% 8.28% 93.19% 93.19%

PG_1000_-VF_F_LD17 (cont.) PG_1000_VF_F_LD30 PG_LD35 PG_1000_VF_F_LDTA

Grow 3 Half 1 Half 2 Half 3 Grow 1 Grow 2 Grow 3 Grow 1 Full 1 Full 2 Full 3 Grow 1 Grow 2 Grow 3

106.30%  106.30% 4.77% 33.83% 11.78%  106.30% 48.11% 16.98%  102.50% 44.05% 16.44% 8.71% 16.34% 16.17%

2.30% 2.30% 42.77% 100.00% 45.84% 13.22% 31.31% 2.30% 0.25% 34.86% 45.00% 2.30% 41.76%  100.00%
22.96% 22.96% 22.96% 60.90% 34.86% 22.96% 38.87% 22.96% 22.96% 25.74% 32.51% 43.18% 12.00% 30.18%
21.99% 15.40% 21.99% 62.29% 35.32% 0.07% 22.67% 19.20% 19.04% 28.29% 30.19% 46.32% 22.01% 30.73%
6.89% 0.38% 6.89% 67.11% 43.33% 12.58% 27.99% 6.89% 6.12% 31.90% 38.83% 54.34% 30.70% 39.30%
7.11%  100.00% 66.53% 29.44% 31.53% 0.79% 7.78% 29.44% 26.90% 22.99% 26.28% 29.44% 27.38%  100.00%
9.11% 10.63% 0.29% 71.54% 42.13% 23.05% 45.28% 7.46% 5.65% 29.30% 37.75% 51.68% 31.27% 38.05%
100.00% 61.57% 11.24% 100.00% 83.74%  100.00% 66.58% 84.74%  100.00% 53.47% 61.74% 48.79%  100.00%  100.00%

21.57%  100.00% 47.68% 62.01% 35.04% 10.19% 21.53% 33.45% 12.96% 3.56% 33.30% 48.67% 31.54% 32.61%

22.22% 2.71% 6.06% 59.29% 28.29% 14.51% 2.26% 27.00% 2.91% 32.36% 22.71% 42.33% 16.36% 23.26%

19.65% 19.65% 41.01% 71.98% 36.48% 19.65% 34.51% 4.74% 23.16% 52.27% 35.99% 49.95% 32.54% 35.25%
100.00% 37.50% 44.78% 100.00% 73.47% 64.65% 57.70% 75.12%  100.00% 68.42% 38.21% 12.89% 100.00%  100.00%
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23.91%
54.60%
6.36%
27.41%
0.58%
36.60%
13.53%
57.12%
100.00%
0.26%
5.64%
6.35%
33.63%
100.00%
40.36%
58.14%
131.49%
67.56%
100.00%
100.00%
42.44%
131.27%
42.02%
100.00%
145.40%
8.26%
6.39%
107.45%
43.48%
118.91%
119.52%
69.89%

16.98%
54.60%
100.00%
27.41%
0.58%
48.60%
100.00%
57.12%
66.21%
100.00%
100.00%
60.01%
52.43%
24.48%
51.00%
58.14%
7.61%
38.56%
47.75%
17.83%
44.67%
131.27%
42.02%
100.00%
100.00%
25.54%
6.39%
72.94%
100.00%
118.91%
119.52%
46.90%

23.91%
54.60%
39.87%
60.61%
46.06%
17.42%
55.18%
17.06%
18.49%
71.74%
100.00%
8.58%
14.86%
52.37%
20.65%
16.95%
98.99%
44.04%
9.24%
73.66%
22.44%
17.98%
42.02%
44.11%
15.23%
20.23%
38.63%
94.03%
19.76%
118.91%
119.52%
64.81%

61.39%
50.68%
40.55%
27.41%
0.58%
100.00%
0.85%
57.12%
100.00%
100.00%
100.00%
100.00%
100.00%
100.00%
100.00%
100.00%
100.00%
100.00%
36.03%
116.25%
100.00%
26.46%
55.44%
100.00%
154.79%
69.10%
6.39%
33.87%
47.36%
31.48%
30.74%
53.67%

34.31%
18.06%
25.73%
62.11%
47.44%
78.49%
46.72%
17.43%
85.06%
35.95%
32.15%
83.25%
78.87%
72.08%
77.80%
14.91%
63.55%
73.60%
78.63%
65.98%
77.57%
26.30%
22.48%
38.80%
38.62%
41.86%
42.07%
13.29%

6.23%
13.64%
13.95%
11.76%

1.53%
54.60%
3.57%
46.39%
18.31%
51.94%
23.79%
21.44%
100.00%
8.23%
9.07%
62.58%
33.63%
92.57%
40.36%
58.14%
18.55%
41.06%
62.27%
39.36%
49.86%
131.27%
23.93%
40.18%
154.79%
35.23%
13.02%
48.14%
46.14%
118.08%
119.52%
28.50%

28.44%
5.46%
9.83%

64.28%

32.81%

52.73%

34.08%
2.28%

69.37%

31.02%

31.82%

72.70%

70.02%

49.68%

57.44%

14.56%

47.32%

39.97%

59.63%

50.11%

49.73%

45.74%

29.89%

30.55%

80.22%

45.67%

26.93%

33.16%
0.43%
5.34%

56.41%

20.87%

22.50%
54.60%
40.55%
27.41%
0.58%
79.82%
0.85%
57.12%
85.99%
22.19%
28.17%
84.29%
80.26%
73.81%
79.26%
58.14%
65.80%
75.24%
84.43%
75.25%
78.96%
1.06%
100.00%
12.31%
154.79%
100.00%
27.32%
100.00%
21.39%
118.91%
119.52%
69.89%

21.29%
54.60%
35.97%
39.59%
6.80%
100.00%
3.03%
37.37%
100.00%
22.19%
28.17%
100.00%
100.00%
100.00%
100.00%
58.14%
100.00%
100.00%
100.00%
100.00%
100.00%
114.37%
42.02%
6.05%
154.79%
21.84%
1.98%
81.62%
72.62%
118.91%
119.52%
53.88%

27.95%
11.74%
24.70%
53.01%
45.33%
63.19%
43.03%
18.16%
57.10%
23.97%
21.90%
73.34%
45.13%
17.41%
39.68%
4.23%
39.88%
55.44%
94.06%
84.00%
61.74%
5.91%
15.00%
72.72%
113.96%
36.34%
40.33%
28.83%
72.62%
30.53%
31.87%
5.16%

29.07%
11.43%
23.28%
59.78%
45.06%
48.54%
43.90%
13.11%
65.35%
30.45%
26.30%
61.74%
48.98%
35.49%
49.89%
10.69%
15.18%
39.40%
51.61%
19.92%
47.97%
34.38%
17.89%
36.76%
42.63%
38.67%
40.04%
19.78%

0.63%
23.17%
23.49%

4.47%

45.87%
34.55%
40.55%
27.41%
0.58%
30.08%
0.85%
57.12%
52.05%
22.19%
28.17%
46.92%
33.06%
10.93%
28.30%
58.14%
14.80%
13.67%
36.03%
116.25%
26.31%
1.62%
37.29%
12.31%
154.79%
50.50%
6.39%
14.69%
22.37%
8.27%
5.73%
25.13%

20.30%
3.99%
21.77%
60.14%
41.74%
100.00%
44.18%
9.01%
100.00%
31.59%
27.84%
100.00%
100.00%
100.00%
100.00%
11.04%
100.00%
100.00%
100.00%
100.00%
100.00%
35.69%
3.44%
33.95%
47.24%
33.37%
37.20%
37.92%
0.54%
59.28%
65.92%
4.59%

29.64%
12.22%
100.00%
84.68%
77.96%
100.00%
76.37%
98.23%
100.00%
100.00%
100.00%
100.00%
100.00%
100.00%
100.00%
100.00%
100.00%
100.00%
36.03%
116.25%
100.00%
27.24%
17.58%
100.00%
100.00%
38.28%
61.03%
20.39%
3.86%
22.45%
22.79%
4.98%
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27.01%  100.00% 17.58% 49.13% 0.41% 30.65% 1.11% 74.03% 69.49% 35.48% 1.23% 10.14% 9.18% 5.55%
PG_1000_-VF_F_LDTA (cont.)  Modelo da
Half 1 Half 2 Half 3 Empresa
39.98% 41.13% 8.89% 8.67%
63.46% 29.02% 2.30% 42.54%
75.65% 29.10% 37.33% 36.90%
56.42% 14.38% 41.34% 33.15%
61.55% 24.18% 46.27% 46.39%
56.06% 10.17% 29.44% 35.45%
53.68% 28.32% 44.84% 42.70%
100.00% 3.26%  100.00% 43.49%
60.56% 29.87% 47.92% 42.88%
35.25% 16.90% 42.85% 50.03%
50.32% 30.98% 49.50% 42.25%
100.00% 68.42%  100.00% 19.15%
53.85% 12.82% 43.07% 37.42%
60.45% 20.93% 23.99% 27.57%
49.41% 1.64% 40.55% 37.83%
70.61% 52.97% 27.41% 23.76%
63.15% 30.74% 0.58% 49.14%
75.76% 36.60%  100.00% 75.27%
64.61% 28.41% 0.85% 41.33%
36.15% 4.40% 57.12% 13.99%
100.00% 5.17%  100.00% 37.80%
66.73% 8.62% 22.19% 23.19%
60.94% 11.65% 28.17% 28.34%
82.36% 6.35%  100.00% 94.02%
33.63% 50.53%  100.00% 94.94%
100.00% 77.26%  100.00% 95.12%
40.36% 48.04%  100.00% 93.21%
100.00% 17.58% 58.14% 25.96%
48.87% 101.32%  100.00% 82.47%
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D.2

95.03% 53.50%  100.00% 86.86%
63.39% 73.58%  100.00% 86.83%
62.90% 116.25%  100.00% 81.02%
74.54% 42.44%  100.00% 31.35%
100.00% 37.41% 2.27% 16.14%
54.51% 5.42% 30.34% 25.06%
58.87% 21.79% 12.31% 51.75%
61.31% 115.47% 154.79% 29.42%
45.76% 34.30% 57.82% 37.85%
60.76% 24.77% 6.39% 47.23%
9.30% 40.42% 14.47% 12.05%
56.59% 37.02% 17.00% 1.45%
43.41% 69.63% 4.00% 73.95%
52.90% 77.39% 11.36% 74.61%
35.91% 12.33% 15.46% 76.47%
24.79% 9.01% 11.28% 73.70%

Tabela D.1: Erro absoluto entre os modelos gerados na 2?fase capitulo 5 e o consumo real de combustivel.

Validagao dos modelos das experiéncias da geracao de modelo baseado em dados reais

PG_1000_.DR PG_1000_.DR_LD17

Full 1 Full 2 Full 3 Grow 1 Grow 2 Grow 3 Half 1 Half 2 Half 3 Full 1 Full 2 Full 3 Grow 1 Grow 2
72.29% 98.33% 91.36% 114.21% 117.18% 90.47%  179.13% 81.38%  103.32% 58.29% 78.37% 65.15% 69.58% 75.53%
30.41% 55.85% 50.38% 63.57% 49.69% 118.68% 35.67% 29.98% 27.74% 71.27% 33.68% 53.27% 24.92% 19.70%
93.34% 108.03% 64.04% 99.30% 7.53% 99.38% 81.34% 115.68% 132.75% 84.48%  192.85% 103.96% 119.59% 111.05%
40.94% 8.06% 45.99% 4.30% 25.90% 119.23% 33.71% 16.39% 15.58% 81.69% 19.68% 32.07% 4.93% 7.11%
19.80% 30.75% 41.15% 29.90% 12.14% 15.31% 23.47% 25.89% 23.51% 17.30% 54.45% 1.39% 37.22% 31.56%
23.29% 66.62% 71.53%  111.93% 39.05% 137.90% 64.10% 49.34% 58.13% 45.92% 28.71%  136.23% 57.54% 36.80%
77.89% 48.20% 92.01% 111.71% 83.98% 65.75% 81.72% 59.35% 84.27% 60.70% 20.73%  128.37% 72.09% 62.04%
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71.32% 118.33%  127.48% 61.81% 170.31%  144.20% 87.43% 92.37% 83.80% 118.47% 98.18%  143.78% 5.37% 119.93%
63.91% 50.11% 57.06% 78.23% 81.18% 53.16% 52.40% 74.71% 68.84% 43.93% 31.42% 75.11% 81.02% 60.05%
102.14%  131.30% 88.83% 136.89% 108.62%  159.41% 98.87% 109.44% 126.47% 34.62% 82.89% 121.11% 77.32% 174.64%
78.32% 97.60% 60.87% 40.75% 54.49% 101.78% 71.58%  105.26% 42.99% 52.86% 69.97% T7.17% 70.96% 84.53%
14.30% 6.48% 63.56% 6.21% 3.85% 20.83% 74.27% 1.39% 21.93% 3.62% 7.48% 17.61% 2.28% 1.63%
44.71% 71.84% 34.49% 17.34% 33.74% 66.90% 50.62% 49.85% 25.11% 36.48% 54.25% 65.52% 68.47% 47.42%
44.55% 44.25% 60.99% 10.78% 67.34% 80.15% 75.08% 54.55% 67.32% 49.49% 36.02% 82.06% 70.43% 81.42%
88.50% 43.22%  117.28% 65.47% 0.05% 71.51% 56.10% 111.97% 71.17% 59.94% 25.94% 90.24% 89.60% 115.16%
133.05% 136.09% 149.65% 124.64% 159.49% 194.88% 151.70% 147.77% 109.24% 154.77% 174.98% 149.18% 175.05% 150.02%
82.05% 77.04% 76.34% 76.12%  149.39%  100.22% 83.30% 66.02% 126.47% 58.93% 60.97% 118.91% 91.27% 69.06%
67.10% 121.84% 102.92% 112.69% 124.86% 77.35% 104.04% 118.32% 98.49%  120.09% 95.02% 5.86% 19.47% 25.55%
124.11% 93.55% 68.77% 105.47% 102.87% 134.82% 88.13% 118.47% 99.62% 93.28% 118.19% 131.58% 112.44% 130.28%
57.69% 71.87% 53.83% 49.45% 70.55% 26.46% 68.67% 27.26% 45.38%  144.03% 54.43% 64.80% 62.58% 62.15%
101.90% 149.82% 124.55% 162.72% 135.20% 143.31% 95.92% 158.17% 154.91% 110.91% 109.05% 139.74% 82.15% 104.62%
81.82% 31.48% 54.74% 42.90% 119.71% 83.31% 51.08% 7.42% 58.58% 53.46% 66.62%  199.39% 61.32% 9.39%
78.36% 74.06% 41.58% 69.09% 73.47% 17.43% 75.87% 68.30% 57.95% 63.03% 61.16% 58.24% 40.01% 56.95%
56.73% 64.84% 86.21% 63.99% 66.84% 90.32% 71.64% 38.34% 83.62% 116.19% 195.43% 85.00% 65.14% 61.32%
137.16% 103.71% 131.43% 122.60% 81.64% 81.18% 117.47% 96.07% 91.25% 79.94%  145.53% 82.27% 65.75% 124.64%
19.81% 85.98% 38.05% 62.71% 88.84% 89.71% 81.80% 56.04% 35.79% 52.24% 33.70% 76.67% 92.27% 74.87%
69.68% 75.28% 37.99% 56.79% 113.59% 113.04% 81.74% 91.59% 53.26% 49.18% 95.63% 68.34% 77.39% 51.80%
62.07% 91.21% 64.99% 74.67% 121.55% 67.77% 90.62% 67.05% 29.31% 15.76% 71.40% 80.46% 97.16% 53.57%
PG-1000-DR_LD17 (cont.) PG_1000.DR_LDTA Modelo da

Grow 3 Half 1 Half 2 Half 3 Full 1 Full 2 Full 3 Grow 1 Grow 2 Grow 3 Half 1 Half 2 Half 3 Empresa
78.16% 72.48%  123.23% 65.97% 13.20%  104.28% 99.80% 144.56% 81.84% 95.31% 115.21% 20.44%  118.88% 60.18%
56.61% 70.97% 48.11% 65.76% 86.31% 6.17% 20.43% 61.02% 84.26% 41.42% 41.43% 42.76% 59.70% 99.16%
168.79% 50.16% 83.11% 115.47% 95.00% 31.82% 78.25% 108.42%  115.92% 68.77% 97.44%  169.94% 84.79% 40.08%
28.09% 21.80% 13.02% 17.91% 7.75% 22.28% 34.75% 10.78% 34.93% 17.25% 0.82% 3.65% 68.33% 81.13%
4.34% 13.69% 13.98% 40.97% 30.92% 37.65% 41.19% 0.63% 40.37% 19.25% 24.75% 2.14% 7.64% 73.75%
96.48% 45.29% 54.14% 57.02% 175.76% 43.74% 76.17% 51.56% 79.75%  107.58% 84.11% 58.25% 81.57% 82.16%
66.26% 57.37% 107.30% 64.34% 57.64% 92.90% 106.71%  120.87% 78.25% 59.30% 46.99% 36.29% 112.58% 52.75%
99.23% 113.67% 117.45% 94.44%  139.05% 64.03% 117.07% 151.02% 112.02% 122.00% 116.30% 99.80%  128.95% 63.46%
58.57% 49.17% 62.72% 74.08% 54.11% 53.50% 61.28% 66.02% 47.32% 84.66% 50.39% 62.83% 44.64% 80.10%
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113.62% 87.35% 101.46% 118.26% 102.09% 124.03% 119.68% 125.16% 133.60% 100.89% 3.09% 80.66% 67.14% 29.58%
57.38% 117.52% 113.97% 56.24% 74.24% 45.90% 97.54% 121.99% 35.90% 55.31% 107.36% 78.02% 91.70% 67.64%
68.04% 0.90% 20.68% 6.00% 16.76% 20.45% 6.99% 6.27% 7.85% 0.35% 13.14% 17.07% 5.70% 24.76%
58.21% 58.61% 65.53% 36.36% 45.88% 81.11% 59.12% 80.23% 98.81% 45.91% 94.11% 37.57% 35.78% 80.25%
46.46% 60.56% 49.41% 66.62% 75.87% 81.56% 84.11% 111.00% 106.65% 77.35% 97.09% 59.46%  105.08% 49.34%
10.93% 98.10% 41.50% 86.39% 138.55% 61.08% 47.60% 84.51% 93.42% 51.00% 23.81% 12.45% 92.56% 73.39%

134.25% 174.60% 142.21% 165.00% 158.84% 191.00% 172.00% 185.52% 99.82% 166.73% 143.82% 37.35% 192.49% 13.66%
15.75% 114.07% 82.23% 38.24% 82.28% 76.44%  100.45% 37.69% 67.06% 76.90% 53.82% 19.45%  108.64% 56.98%

121.97% 72.34% 90.09% 72.75% 88.08% 104.32% 134.07% 81.08% 97.84% 133.15% 124.73% 126.19% 14.17% 96.29%

135.65% 111.27% 110.21% 106.76% 113.50% 82.43% 106.27% 134.98% 113.17% 114.12% 114.42% 119.09% 93.85% 98.06%
79.12% 68.76% 17.56% 66.22% 64.16% 48.38% 87.42% 28.84% 41.12% 8.75% 5.26% 83.32% 65.96% 95.16%

154.65% 98.26% 146.71% 166.75% 112.05% 168.14% 126.58% 89.90% 105.64% 122.66% 169.83% 18.39%  151.79% 41.02%
76.29% 60.25% 62.95% 47.67% 60.09% 59.17% 31.94% 8.09% 44.13% 56.03% 40.80% 25.20% 60.02% 99.11%
33.00% 78.51% 70.04% 53.41% 55.90% 58.70% 51.85% 65.98% 65.94% 128.52% 102.16% 75.44% 63.41% 99.48%
78.73% 58.10% 61.44% 50.94% 77.17% 63.20% 79.86% 92.42% 54.91% 28.00% 68.74% 56.44% 38.38% 88.15%

116.09% 71.68% 95.97% 95.74%  108.89% 99.78%  110.19% 110.75% 124.08% 126.91% 89.01% 93.64% 43.32% 99.01%
84.50% 92.72% 48.92% 35.19% 96.94% 68.59% 34.92% 69.58% 72.94% 75.42% 61.00% 64.64% 75.31% 95.30%
79.33%  107.89% 50.59% 22.50% 80.34% 19.21% 89.01% 47.16% 37.01% 49.37% 60.02% 65.15% 132.95% 84.93%

156.70% 56.92% 94.12% 41.84% 71.73% 72.97% 2.85% 95.71% 65.21% 31.85% 42.38% 73.29% 76.47% 91.10%

Tabela D.2: Erro absoluto entre os modelos gerados no capitulo 6 e o consumo real de combustivel.

D.3 Validagcao dos modelos das experiéncias da geracao de modelo baseado no modelo fornecido

adicionando fatores meteorolégicos

PG_1000_VF_F_CM Modelo da

Full 1 Full 2 Full 3 Grow 1 Grow 2 Grow 3 Half 1 Half 2 Half 3 Empresa
99.27% 82.46% 99.95% 46.67%  100.00%  38.89% 55.85% 81.25%  106.30% 8.67%
2.30% 2.30% 82.52% 2.30%  100.00% 0.25% 2.30% 2.30% 2.30% 42.54%

51.33% 13.38% 74.82% 80.32% 22.96%  64.65% 2.09% 22.96% 71.90% 36.90%
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21.99%
6.89%
29.44%
9.11%
3.26%
21.57%
35.14%
19.65%
68.42%
23.91%
90.39%
40.55%
27.41%
0.58%
36.60%
0.85%
57.12%
5.17%
22.19%
28.17%
6.35%
33.63%
77.26%
100.00%
100.00%
131.49%
67.56%
36.03%
61.94%
91.13%
131.27%
42.02%

21.99%
17.40%
100.00%
3.81%
20.75%
21.57%
34.32%
41.44%
29.95%
23.91%
18.47%
7.60%
27.41%
0.58%
4.80%
100.00%
52.93%
25.94%
18.01%
29.79%
18.33%
41.82%
47.28%
40.36%
58.14%
31.03%
23.91%
34.49%
26.28%
24.72%
67.64%
40.79%

80.79%
68.29%
79.72%
58.06%
67.77%
65.37%
49.94%
98.71%
71.15%
78.07%
97.75%
57.25%
100.00%
71.74%
59.01%
82.29%
98.84%
98.36%
57.22%
100.00%
66.46%
74.98%
96.60%
97.44%
97.02%
99.65%
99.09%
71.62%
74.97%
97.21%
98.44%
72.87%

21.99%
17.72%
29.44%
76.99%
20.45%
21.57%
71.43%
74.89%
11.18%
23.91%
100.00%
8.25%
88.38%
0.58%
5.13%
0.85%
37.24%
72.31%
74.35%
71.88%
18.04%
11.82%
26.80%
28.44%
43.95%
9.57%
55.17%
11.90%
48.12%
81.39%
6.04%
6.25%

100.00%
6.89%
100.00%
100.00%
3.26%
100.00%
100.00%
98.80%
68.42%
100.00%
99.35%
40.55%
100.00%
100.00%
36.60%
100.00%
100.00%
5.17%
100.00%
98.72%
6.35%
33.63%
100.00%
100.00%
47.68%
100.00%
100.00%
36.03%
68.82%
99.43%
100.00%
42.02%

19.58%
25.07%
26.84%
47.50%
27.63%

8.81%
34.88%
89.03%
15.48%
21.47%
74.12%

1.59%
84.56%
26.62%

4.33%

1.18%
57.59%
74.31%
41.08%
88.20%
25.46%
32.85%
51.94%
45.69%
33.58%
37.48%
59.63%
32.02%
57.76%
75.53%
37.43%
28.81%

21.99%

6.89%
29.44%

9.11%

3.26%
21.57%
35.14%
19.65%
30.17%
23.91%
21.03%
40.55%
62.09%

2.85%
36.60%

0.85%
57.12%
49.94%
22.19%
32.97%

6.35%
27.63%
32.64%
40.36%
58.14%
39.60%

4.97%
36.03%
34.95%
27.10%

2.29%
19.47%

21.99%
34.18%
29.44%
82.97%
36.42%
21.57%
78.87%
19.65%
68.42%
23.91%
90.24%
11.65%
93.31%
0.58%
15.88%
0.85%
83.92%
90.38%
80.99%
19.87%
34.50%
33.63%
82.16%
81.98%
80.31%
76.00%
84.81%
36.03%
116.25%
90.49%
76.73%
42.02%

21.99%
6.89%
89.51%
9.11%
3.26%
40.18%
35.14%
100.00%
24.44%
23.91%
67.05%
100.00%
100.00%
100.00%
36.60%
100.00%
100.00%
94.57%
22.19%
82.88%
6.35%
39.69%
74.32%
58.92%
58.14%
63.93%
64.40%
33.46%
116.25%
64.53%
67.44%
38.22%

33.15%
46.39%
35.45%
42.70%
43.49%
42.88%
50.03%
42.25%
19.15%
37.42%
27.57%
37.83%
23.76%
49.14%
75.27%
41.33%
13.99%
37.80%
23.19%
28.34%
94.02%
94.94%
95.12%
93.21%
25.96%
82.47%
86.86%
86.83%
81.02%
31.35%
16.14%
25.06%
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D.4

12.31%
154.79%
6.35%
6.39%
107.45%
14.16%
118.91%
119.52%
69.89%
99.09%

12.31%
154.79%
15.22%
6.39%
33.37%
72.62%
40.39%
30.70%
49.63%
70.53%

70.11%
154.79%
98.34%
79.96%
72.93%
64.66%
69.35%
73.62%
97.49%
98.88%

12.31%
154.79%
78.27%
6.39%
107.45%
72.38%
118.91%
119.52%
32.55%
43.17%

100.00%
100.00%
100.00%
100.00%
97.93%
72.62%
97.81%
97.80%
100.00%
100.00%

15.78%
52.89%
77.38%
20.15%
74.96%
52.88%
73.55%
73.47%
54.05%
50.11%

12.31%
154.79%
39.18%
6.39%
48.42%
19.20%
51.59%
52.76%
69.89%
45.50%

12.31%
51.39%
91.28%
6.39%
100.00%
72.62%
100.00%
100.00%
82.92%
82.34%

1.30%
100.00%
74.01%
100.00%
100.00%
55.70%
100.00%
100.00%
76.37%
93.19%

51.75%
29.42%
37.85%
47.23%
12.05%

1.45%
73.95%
74.61%
76.47%
73.70%

Validacao dos modelos das experiéncias da geracao de modelo baseado nos dados reais adicio-

Tabela D.3: Erro absoluto entre os modelos gerados na 12fase A capitulo 7 e o consumo real de combustivel.

nando fatores meteorolégicos

PG_1000.DR_-CM

PG_1000.DR-CM_LD17

Full 1 Full 2 Full 3 Grow 1 Grow 2 Grow 3 Half 1 Half 2 Half 3 Full 1 Full 2 Full 3 Grow 1 Grow 2
88.56% 5.72% 76.82% 64.50% 120.38%  109.49% 0.45% 90.56% 93.64% 80.89%  109.50% 76.15% 62.80% 93.46%
36.12% 45.11% 79.60% 50.88% 84.57% 41.31% 31.56% 67.98% 39.02% 28.35% 48.82% 49.13% 36.92% 56.78%
62.62% 72.66% 78.93% 74.55%  104.74% 79.17% 92.82% 98.69% 117.24% 67.83% 185.56%  109.09% 44.06% 118.41%
32.07% 18.46% 38.15% 18.92% 21.17% 28.69% 6.04% 13.92% 30.64% 6.65% 49.48% 15.62% 8.95% 33.45%
28.17% 23.28% 30.51% 0.48% 31.31% 43.69% 31.52% 13.04% 44.33% 24.15% 35.19% 41.57% 33.50% 9.65%
33.54% 65.87% 66.67% 83.82% 71.74% 19.15% 82.00% 93.40% 55.36% 17.86%  104.69% 72.54% 67.45% 59.76%
64.09% 60.79% 91.09% 70.40% 38.70% 109.16% 63.16%  120.34% 50.12% 67.41% 84.59% 86.82% 79.30% 34.56%
98.47% 98.36% 97.45% 73.31% 121.48% 105.56% 99.80% 73.52% 67.48% 121.90% 104.05% 119.63% 38.12% 116.08%
19.59% 60.92% 87.94% 47.37% 74.94% 59.75% 60.06% 82.37% 54.03% 76.66% 82.21% 57.56% 11.42% 91.65%
67.80% 54.26% 113.84% 128.30% 99.79%  119.53% 84.84% 89.76%  166.16% 85.31% 115.46% 149.15% 5.60% 123.13%
96.68% 101.87% 121.11% 102.76% 77.66% 126.55%  185.49% 69.39% 69.98% 12.39%  128.23% 54.86% 81.83% 44.74%
51.07% 5.75% 15.15% 29.63% 1.35% 49.17% 49.00% 172.92% 15.27% 42.90% 29.64% 30.90% 28.68% 8.78%
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79.56% 49.91% 49.85% 31.97% 29.64% 58.54% 1.73%  124.04% 74.00% 42.97% 86.64% 66.04% 65.06% 36.74%
5.39% 71.53% 43.09% 80.62% 99.56% 93.37% 80.33% 66.75% 4.70% 58.66% 72.06% 68.06% 67.87% 75.53%
114.93% 89.51% 119.25% 80.99% 87.74% 54.90% 76.19% 67.54% 88.66% 79.61% 73.09% 85.20% 88.01% 46.37%
167.44% 103.56% 130.00% 102.80% 175.78%  120.52%  146.50% 97.02%  175.74%  164.46% 155.93% 5.41% 138.43% 128.97%
16.55% 78.07% 47.28% 79.82% 33.73% 8.83% 87.31% 112.27% 13.80% 24.53% 96.18% 28.34% 20.77% 46.92%
97.07% 80.91% 35.23% 110.79% 73.05% 14.89% 112.74% 102.11% 105.31% 110.32% 104.62% 104.73% 72.12% 62.74%
36.72% 93.36% 84.86% 109.07% 63.97% 1.93% 80.77% 115.97% 74.62% 97.04% 97.53% 60.45% 110.27% 118.31%
45.16% 45.12% 53.93% 57.08% 23.37% 33.24% 32.42% 33.20% 48.07% 71.21% 76.93% 66.38% 68.74% 35.49%
191.79% 155.77% 110.77% 126.22% 145.21% 122.73%  147.94% 62.08% 112.19% 93.95% 182.98%  142.67% 18.85% 140.93%
44.20% 75.90% 72.46% 113.31% 83.07% 5.93% 37.94% 81.52% 93.98% 70.32% 51.72% 71.711% 81.93% 41.62%
27.92% 70.25%  106.68% 29.44% 65.00% 75.74% 67.62% 47.10% 25.73% 16.84% 18.92% 82.07% 59.41% 70.14%
55.72% 53.51% 80.97% 22.21% 65.89% 74.24% 68.92% 96.09% 59.46% 92.20% 77.12% 80.71% 101.33% 52.65%
80.55% 119.66% 81.03% 76.59% 116.73% 9.25% 25.50%  146.09% 80.92% 77.28%  143.23%  100.00% 4.87% 118.59%
75.57% 92.03% 81.50% 81.20% 60.67% 68.73% 63.46% 104.01% 66.22% 59.31% 66.45% 75.36% 71.32% 66.01%
127.69% 98.67% 125.13% 53.35% 96.88% 96.81% 58.09% 105.88% 51.10% 94.91% 74.35%  102.84% 81.69% 84.44%
49.69% 64.62% 105.10% 44.37% 50.09% 10.38% 54.96% 27.15% 53.83% 94.11% 76.58%  104.14% 85.84% 75.82%
PG_1000.-DR_-CM_LD17 (cont.) PG_1000.DR_.CM_LDTA Modelo da
Grow 3 Half 1 Half 2 Half 3 Full 1 Full 2 Full 3 Grow 1 Grow 2 Grow 3 Half 1 Half 2 Half 3 Empresa
138.99% 90.13% 104.55%  137.76% 99.60% 74.37% 56.08% 66.13% 52.72%  145.27% 71.06% 131.12% 112.63% 60.18%
23.10% 81.82% 51.40% 39.95% 52.77% 34.08% 53.76% 16.07% 44.07% 83.69% 20.88% 34.34% 0.14% 99.16%
108.80% 79.50% 66.16% 93.48% 123.37% 84.17% 78.13%  102.05% 69.53% 61.77% 30.47% 66.79% 72.05% 40.08%
12.16% 61.54% 20.80% 22.29% 39.51% 70.02% 24.93% 14.64% 14.65% 47.22% 1.06% 36.56% 64.06% 81.13%
28.56% 43.72% 37.81% 12.97% 0.71% 16.46% 27.59% 36.64% 32.77% 25.03% 13.64% 33.29% 58.90% 73.75%
69.79% 26.77% 75.33% 81.72% 6.22% 73.12% 35.88% 35.53% 40.93% 77.87% 18.96%  106.00% 88.77% 82.16%
87.95% 144.46%  105.00% 71.19% 38.11% 64.45% 95.00% 77T % 63.36% 84.21% 54.77% 90.79% 87.13% 52.75%
46.18% 65.52% 94.19% 36.75% 81.55% 85.07% 73.94%  113.52% 39.46% 70.60% 97.70% 124.75% 137.81% 63.46%
67.26% 74.49% 84.91% 59.52% 99.43% 63.60% 26.85% 71.79% 68.58% 70.84% 50.35% 52.44%  108.40% 80.10%
87.96% 167.82% 62.26% 138.17% 137.54% 162.58% 58.59% 107.01% 148.61% 91.29% 116.75% 95.44% 197.75% 29.58%
105.30% 90.79% 101.38% 100.42% 131.16% 100.23% 64.47% 113.78%  102.48% 96.01% 69.02% 107.75% 107.95% 67.64%
7.50% 11.26% 10.89% 13.70% 29.85% 50.87% 17.68%  100.00% 13.77% 12.35% 2.34% 3.00% 12.94% 24.76%
73.97% 28.25% 47.57% 52.14% 66.01% 56.55% 39.35% 30.43% 44.98% 82.32% 35.10% 85.04% 55.41% 80.25%
103.68% 134.96% 115.67% 64.62% 88.45% 35.57%  106.65% 38.45% 84.53% 66.81% 43.06% 60.40%  160.56% 49.34%
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85.03%
147.92%
108.08%

62.93%

57.07%

55.11%
149.71%

48.00%

79.06%

76.04%
137.33%

37.17%

93.65%

62.12%

150.72%
86.49%
42.43%

111.18%

139.95%
88.52%
19.12%
52.71%
97.07%

118.25%
10.02%
36.54%
99.72%

5.05%

81.14%
186.47%
71.82%
116.60%
87.69%
1.55%
168.45%
79.83%
65.29%
49.37%
68.86%
44.95%
93.39%
70.49%

96.90%
122.68%
91.10%
162.94%
113.87%
87.28%
100.44%
70.45%
4.56%
80.26%
95.35%
58.30%
79.50%
57.63%

98.25%
90.37%
6.96%
71.48%
105.71%
55.69%
199.81%
69.87%
63.48%
81.48%
110.99%
60.74%
62.40%
12.21%

85.80%
146.47%
68.91%
110.89%
126.58%
1.73%
131.17%
108.95%
116.47%
51.94%
105.95%
48.36%
8.57%
66.09%

83.04%
158.41%
32.83%
118.81%
190.68%
31.60%
64.80%
51.87%
45.23%
77.58%
79.50%
118.72%
78.37%
22.63%

81.21%
134.98%
65.42%
2.26%
96.24%
55.82%
125.09%
67.34%
43.09%
45.65%
91.11%
43.00%
116.40%
62.82%

111.56%
155.08%
32.92%
133.85%
169.45%
59.92%
95.79%
68.51%
73.34%
67.08%
31.29%
84.38%
63.57%
109.50%

47.01%
157.24%
74.84%
106.90%
30.33%
59.94%
168.01%
8.57%
128.98%
101.81%
91.05%
46.30%
6.54%
33.79%

69.68%
148.79%
88.93%
92.48%
63.99%
61.67%
110.40%
28.97%
78.41%
81.38%
92.55%
91.57%
141.01%
59.15%

42.23%
32.04%
10.49%
2.86%
138.90%
73.74%
73.26%
88.08%
64.17%
67.00%
21.62%
62.14%
65.78%
110.02%

37.29%
121.20%
48.04%
102.63%
60.81%
42.54%
172.66%
75.28%
87.87%
97.09%
114.14%
55.69%
34.74%
79.19%

73.39%
13.66%
56.98%
96.29%
98.06%
95.16%
41.02%
99.11%
99.48%
88.15%
99.01%
95.30%
84.93%
91.10%

Tabela D.4: Erro absoluto entre os modelos gerados na 1*fase B capitulo 7 e o consumo real de combustivel.
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