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Resumo

Hoje, as telecomunicagdes fazem parte da vida das pessoas, empresas e organizagdes. A
conectividade entre os operadores de telecomunicagdoes e os clientes gera uma enorme
quantidade de dados. Esta informagao gerada e armazenada regularmente é de grande
importancia, pois pode revelar conhecimento importante quando analisada com técnicas
avangadas de analise de dados. O principal objetivo deste trabalho ¢ o estudo e
desenvolvimento de uma plataforma com modelos preditivos e descritivos neste contexto. A
plataforma consiste num back-end fornecido na forma de uma API, que recolhe e analisa
dados existentes em outros produtos com o objetivo de extrair conhecimento. Usando
diversas técnicas de data mining, a plataforma desenvolvida é capaz de determinar o perfil de
clientes aderentes e nio aderentes a uma campanha de marketing, prever varios tipos de
consumo e descobrir relagoes de market basket nos servigos subscritos pelos clientes. O
conhecimento extraido pelas funcionalidades fornece uma excelente ferramenta no apoio a
tomada de decisao e avaliacio de resultados. Com o propésito de validar os objetivos e
requisitos propostos, dados reais de um operador de telecomunicagoes foram utilizados neste
trabalho. O trabalho em si, resultou uma plataforma com um conjunto de funcionalidades que
foram desenvolvidas para ajudar os gestores a analisar os dados. Inclui op¢oes de configuragao
e parametrizagao desenvolvidas para integracao nos produtos da empresa.

Palavras-Chave: Analise de dados, Clustering, Data mining, Regras de associacdo, Séries
temporais, Telecomunicagdes
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Abstract

Today, telecommunications are part of the lives of people, companies and organizations. The
connectivity between Telecom operators and customers generates a huge amount of data. This
information generated and stored regularly is of great importance, as it can reveal important
knowledge when analyzed with advanced data analysis techniques. The main objective of this
work is the study and development of a platform with predictive and descriptive models in
that context. The platform consists of a back-end provided in the form of an API, which
retrieves and analyzes existing data in other products with the purpose of extracting
knowledge. Using several data mining techniques, the platform developed is able to determine
the profile of adherent and non-adherent customers to a marketing campaign, predict various
types of consumption, and discover market basket relationships in the subscribed services by
the customers. The knowledge extracted by the functionalities provides an excellent tool in
support of decision making and evaluation of results. For the purpose of validating the
proposed objectives and requirements, real data from a Telecom operator was used in this
work. The work itself resulted in a platform with a set of functionalities that were developed
to help managers analyze the data. It includes configuration and parameterization choices and
it was developed for further integration in the products of the company.

Keywords: Clustering, Data analysis, Data mining, Association rules, Time series,
Telecommunications
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JSON: JavaScript Object Notation
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MA: Moving Average

MAPE: Mean Absolute Percentage Error
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Churn: desisténcia de servico por parte de clientes

Clustering: agrupamento de elementos descritos por um conjunto de atributos

Cluster: grupo de elementos semelhantes apds a aplicacao da técnica de clustering

Grupo de controlo: grupo de clientes em condi¢des de entrar numa campanha, selecionados
aleatoriamente para nao serem incentivados

Lift over grupo de controlo: métrica que mede e avalia o sucesso da campanha, relacionando
a taxa de adesdo dos clientes do publico-alvo (incentivados por notificagdo) com a taxa de
adesdo dos clientes do grupo de controlo (nao incentivados)

Market basket: processo que analisa os itens comprados em conjunto pelos clientes
Waterfall: metodologia tradicional de desenvolvimento de software em cascata

Testes black-box: teste das funcionalidades de um software em fung¢ao do input e output
Testes white-box: teste da estrutura interna de um software
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Capitulo 1

Introducgao

O presente relatério de estagio descreve o trabalho desenvolvido pelo aluno André Miguel
Pereira Pinho, no ambito da unidade curricular de Estagio do Mestrado em Engenharia de
Software, na Universidade de Coimbra. O estagio teve lugar na Altice Labs, empresa com sede
em Aveiro, especializada no desenvolvimento de tecnologia para os operadores de
telecomunicagbes em varios pontos do mundo.

1.1. Enquadramento

Vivemos no mundo das tecnologias de informagao onde os servicos de telecomunicagdes
desempenham um papel fundamental na vida das pessoas, empresas e organizacdes. Hoje,
sem a capacidade de comunicar pelos meios tecnolégicos, a vida das pessoas é impensavel e
nas empresas seria o caos completo. Podemos considerar que estamos em presenca de uma
nova era digital nas comunica¢des mdveis, com impactos significativos para os utilizadores e
operadores.

Esta nova era digital proporciona por um lado, a criagao de novos negbcios, por outro lado o
fim de outros que perdem preponderancia. Neste contexto, os conteudos de streaming e as
aplicagbes de comunicagdo por internet assumem grande importiancia. Estas ultimas
representam 80% do trafego de mensagens e mais de um ter¢co dos minutos de trafego de voz
internacional [1].

Esta nova realidade nas telecomunicagdes, obriga as empresas a possuir e criar ferramentas de
suporte a decisao, que disponibilizem indicadores e informa¢ao em tempo real, por um lado,
das tendéncias e necessidades do mercado, por outro lado, dos recursos de rede disponiveis.
Uma oportunidade relevante ¢ analisar a enorme e valiosa quantidade de dados gerada e
armazenada regularmente com recurso as tecnologias atuais de analise de dados. Este projeto
vem na sequéncia desta nova aposta da empresa e enquadra-se na area de inteligéncia de
negocio.

1.2. Ecossistema NGIN PCC da Altice Labs

Neste contexto a Altice Labs possui o ecossistema Next Generation Intelligent Network -
Policy, Charging and Control (NGIN PCC), solugao de controlo de trafego e cobranca em
tempo real para clientes do operador de telecomunica¢des. Tem como objetivo dar resposta
a estes novos desafios, ao nivel do aumento da procura e consumo de servicos de dados, que
sao colocados aos operadores de telecomunicagoes. Constituido por um conjunto de
aplicagoes integradas, que permitem aos operadores disponibilizar e gerir novos servigos de
uma forma rapida, econémica e que satisfaga as expectativas dos clientes. Dentro deste
existem duas aplicagoes que serdo as fontes de dados deste projeto, o Business Intelligence
Tools (BIT) e o Active Campaign Manager (ACM).

Os BIT siao uma framework de inteligéncia de negdcio, que realiza o processo de recolha,
tratamento, organiza¢ao e analise da informacao de suporte a gestio do negocio. Reporta e



fornece indicadores operacionais e de negbcio, do que estd a acontecer no momento na
atividade de negdcio, nas areas de informacao de clientes, trafego e transagoes.

O ACM ¢ uma plataforma para criar, langar, executar e monitorizar campanhas e promogoes.
Permite aos operadores desenhar e langar campanhas, promog¢oes em tempo real direcionadas
aos seus clientes, contribuindo para o aumento da receita do negdcio e da satisfagao do cliente.
Fornece uma interface intuitiva de desenho do ciclo de vida da campanha, um sistema de
execugao e gestaio da campanha flexivel e ainda um conjunto de relatérios que permitem
acompanhar os seus resultados em tempo real. Um projeto em desenvolvimento neste
produto importante de ser mencionado, consiste na identificagio do publico-alvo a uma
campanha com recurso a classificadores.

1.3. Problema a resolver

As novas funcionalidades a desenvolver neste projeto pretendem contribuir para a resolugao
de um conjunto de problemas. O primeiro problema resulta da forte concorréncia, que
provoca a migracao dos clientes e a quebra nos lucros. Em segundo nas atividades de
marketing, existe uma taxa de adesio de cerca de 5%, originando um desperdicio de
oportunidades de negdcio e recursos financeiros. Finalmente, ocorrem dificuldades
relacionadas com a gestio de rede, sobrecarga ou desperdicio de recursos.

1.4. Objetivo

O estagio tem como finalidade o estudo e desenvolvimento de uma solu¢ao de suporte a
decisdo para alcangar os seguintes trés objetivos:
e Tornecer insights durante as campanhas para identificar com maior precisio o seu
publico-alvo;
e Prever consumos para ajudar no planeamento e gestao de recursos de rede, e fornecer
uma melhoria na qualidade de servigo;
e Extrair relacOes entre servigos subscritos em simultaneo pelos clientes.

A solugao a desenvolver sera uma plataforma com modelos preditivos e descritivos. Esta
consiste num back-end que recolhe e analisa dados provenientes das fontes de dados
existentes, com o proposito de extrair conhecimento. O conhecimento sera disponibilizado
por uma API em formatos de dados que possam ser reconhecidos por outros produtos. Tendo
em conta a recente aposta da empresa nesta area de data mining, este projeto consiste numa
prova de conceito. Baseia-se em abordagens de referéncias internacionais que apoiam as
funcionalidades desenvolvidas.

O trabalho divide-se nas seguintes etapas:

e FEstudo dos conceitos fundamentais e analise do Estado da Arte relacionado ao tema
do trabalho;

e Levantamento e especificacao dos requisitos da plataforma a desenvolver;

e Desenho da arquitetura da solu¢iao que suporte todos os requisitos especificados;
e Desenvolvimento dos médulos da plataforma;

e Experimentagao e desenvolvimento de modelos dos requisitos;

e Testes de validagao a plataforma desenvolvida.



1.5. Contribuigoes

Deste trabalho resultou um artigo, Experimental Comparison and Tuning of Time Series
Prediction for Telecom Analysis, submetido na International Conference on Time Series and
Forecasting (ITISE 2018) a realizar a 19-21 de setembro de 2018, em Granada, Espanha. O
artigo encontra-se no anexo C deste relatorio.

1.6. Estrutura do relatorio

O presente relatério esta dividido em nove capitulos. O capitulo 2 de Gestao de Projeto,
descreve as metodologias de desenvolvimento e ferramentas usadas durante o projeto de
estagio. Segue-se a apresentacado do planeamento das tarefas dos dois semestres e os desvios
ocorridos ao longo do estagio. Por fim apresenta a analise de riscos relacionados com este
projeto. O capitulo 3 de Conhecimento Base, expde o estudo dos conceitos gerais de
telecomunicacdes e de data mining importantes ao desenvolvimento deste projeto. O capitulo
4 de Estado da Arte, apresenta o levantamento e analise dos sistemas de suporte a decisdo
concorrentes, e o estudo de abordagens de implementacao dos requisitos funcionais. Por fim
apresenta o levantamento e comparagao de ferramentas de data mining. O capitulo 5 de
Especificagdo de Requisitos, apresenta a plataforma a desenvolver, os seus requisitos
funcionais, nao funcionais, e suas restricées técnicas e de negécio. O capitulo 6 de Arquitetura,
divide-se em desenho e especificagao detalhada da arquitetura proposta para a plataforma. O
desenho descreve a arquitetura da plataforma com um conjunto de vistas relevantes, que
demostram como os requisitos deste projeto sao suportados. A especificagdo detalhada
descreve os detalhes técnicos dos médulos da plataforma. O capitulo 7 de Experimentagao e
Desenvolvimento de Modelos, apresenta o estudo, analise comparativa e avaliagao de modelos
dos requisitos funcionais. O capitulo 8 de Testes, expoe o plano e os resultados de execugao
dos testes de aceitagao, requisitos funcionais e nao funcionais. Finalmente o capitulo 9 de
Conclusao, apresenta as conclusoes do trabalho realizado, sugestdes para trabalho futuro e o
balango do estagio.






Capitulo 2

Gestdo do Projeto

Este capitulo comeca por descrever as metodologias de desenvolvimento e as ferramentas de
gestao de projeto selecionadas e usadas ao longo do projeto de estagio. De seguida apresenta
o planeamento para o primeiro e segundo semestre. Finalmente a ultima sec¢ao expoe a analise
de riscos deste projeto.

2.1. Metodologia de desenvolvimento

O desenvolvimento deste projeto seguiu uma metodologia baseada em Waterfall (modelo em
cascata) |2], constituida por uma sequéncia linear de fases, em que uma fase apenas comega
quando a anterior for concluida. A escolha desta metodologia, deveu-se a natureza das tarefas
seguirem uma ordem sequencial de execugao e reduzida probabilidade dos requisitos sofrerem
modifica¢des. A Figura 1 ilustra a adaptagao desta metodologia ao desenvolvimento deste
projeto com as seguintes fases:

Estudo dos Conceitos

Base e do Estado da
Arte 1

Especificacdo dos
Requisitos

Desenho da

Arquitetura 1
Implementacdo Wv

Testes

Figura 1 - Metodologia de desenvolvimento Waterfall

A fase de implementagdo seguiu a metodologia iterativa Cross-Industry Standard Process for
Data Mining (CRISP-DM) [3] de forma adaptada. A escolha desta metodologia nesta fase,
deveu-se a necessidade de experimentacao e desenvolvimento de modelos dos requisitos de
data mining, os quais requerem um refinamento iterativo. A metodologia CRISP-DM fornece
uma abordagem estruturada no desenvolvimento destes requisitos, dividindo o seu ciclo de
vida em seis fases como ilustra a Figura 2 [4].
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Figura 2 - Metodologia iterativa CRISP-DM

1. Compreensao do negbcio: consiste na compreensao dos objetivos e requisitos do projeto,
com o propésito de utilizar esse conhecimento na defini¢ao do problema e de critérios de
sucesso [3]. A primeira fase, foi realizada nos estagios iniciais do projeto e nao na fase de
implementagao.

2. Compreensao dos dados: tem por objetivo familiariza-se com os dados que serao usados,
recolhendo informagao sobre os seus atributos e quantidade de dados. Também uma primeira
analise exploratéria nos dados ¢é realizada, com o objetivo de identificar valores em falta,
outliers, e entender a distribuicao dos valores dos atributos [3].

3. Preparacao dos dados: é constituida por um conjunto de atividades que permitem construir
a estrutura de dados de entrada do modelo, a partir do conhecimento adquirido nas fases
anteriores. Inclui as tarefas de limpeza, integracdo e transformacao dos dados [3]. A sec¢io
3.3 deste relatorio, descreve as atividades de preparacao dos dados realizadas nesta fase.

4. Modelagao: inicia-se ap0ds a fase anterior, e consiste na selecao de técnicas e respetivos
algoritmos a usar na resolugao do problema. O método de teste do modelo também ¢ definido
nesta fase [3].

5. Avaliagao dos modelos: comparagao, avaliagaio do desempenho dos modelos e validagao
dos objetivos definidos na primeira fase. Depois disto toma-se uma decisio, se o modelo esta
pronto para a fase seguinte ou necessita de ser revisto numa nova iteracao no processo [3].

6. Deployment: o modelo escolhido ¢é integrado na aplicagao, com a implementacio de um
processo genérico capaz de dar resposta aos pedidos do utilizador ou de outras aplicagoes de
suporte a decisao [3].

Durante o estagio foram realizadas reunides semanais com os Orientadores da empresa e
reunides mensais com o Orientador do Departamento de Engenharia Informatica (DEI). As
reunides semanais tiveram o objetivo de fazer a monitorizacao do progresso do trabalho e dos
riscos, esclarecimento de davidas, discussido das dificuldades encontradas, e valida¢io dos
objetivos de negocio das funcionalidades. As reunides mensais foram agendadas com o
objetivo de discutir os avangos realizados, validar a documentagao produzida e orientar as
préximas tarefas do trabalho.



2.2. Ferramentas

As ferramentas de gestdo de projeto utilizadas ao longo do projeto foram as usadas
internamente na empresa, o Jira e a Wiki. O Jira é uma plataforma de desenvolvimento que
permite fazer o registo e atribuicdo de tarefas. A Wiki serve para o registo de notas, partilha
de conhecimento e documentagao interna do trabalho. Foi utilizado o diagrama de Gantt [5]
no planeamento, calendarizacao das tarefas e para visualizagio do progresso do projeto.
Finalmente utilizou-se o Integrated Development Environment (IDE) Pycharm no
desenvolvimento do cédigo.

2.3. Planeamento

Esta secgao apresenta o planeamento dos dois semestres e os respetivos desvios ocorridos em
relagao ao planeamento inicial. Recorreu-se a técnica de estimagao de esforco das tarefas por
analogia [2], baseada na experiéncia do estagiario em tarefas semelhantes de outros projetos
realizados no curso.

2.3.1. Primeiro semestre

O trabalho do primeiro semestre teve como principal objetivo o estudo dos conceitos
envolvidos e a elaboragdao da proposta de estagio. A Tabela 1 apresenta o planeamento e a
calendarizacao das tarefas do primeiro semestre, com a data de inicio, de fim, e duragio
estimada em dias. A monitorizagao do progresso do trabalho foi realizada semanalmente. O
diagrama de Gantt encontra-se no anexo A.

Tarefa Data de inicio Data de fim Estimativa

Gestiao do projeto 18-09-2017 19-01-2018 -
Conhecimento base 18-09-2017 13-10-2017 20

e Telecomunicacdes 18-09-2017 22-09-2017 5

e Data mining 25-09-2017 06-10-2017 10

° Preparagﬁo dos dados 09-10-2017 13-10-2017 5
Estado da arte 16-10-2017 10-11-2017 20

e Sistemas de suporte a decisao 16-10-2017 20-10-2017 5

concotrtrentes
e Abordagens analiticas em 23.10-2017 07-11-2017 12
telecomunicac¢oes

e Ferramentas de data mining 08-11-2017 10-11-2017 3
Especificagao de requisitos 13-11-2017 24-11-2017 10

e Requisitos funcionais 13-11-2017 17-11-2017 5

e Requisitos nao funcionais 20-11-2017 22-11-2017 3

e Restri¢oes técnicas e de negdcio 23-11-2017 24-11-2017 2
Desenho da arquitetura 27-11-2017 15-12-2017 15
Familiarizacao com as tecnologias 18-12-2017 22-12-2017 5
Inicio do desenvolvimento de modelos 26-12-2017 12-01-2018 13
Detalhes 15-01-2018 19-01-2018 5
Preparacdo da defesa 22-01-2018 26-01-2018 5
Total 18-09-2017 26-01-2018 93

Tabela 1 - Planeamento do primeiro semestre



O trabalho relativo ao primeiro semestre dividiu-se nas seguintes tarefas:

Conhecimento base: estudo de conceitos de telecomunicagoes e de data mining;
Estado da arte: estudo dos produtos existentes na empresa que fornecem dados a
este projeto, e de abordagens analiticas relacionadas com a implementagio dos
requisitos funcionais. Segue-se o levantamento e analise comparativa de sistemas de
suporte a decisao concorrentes e de ferramentas de data mining;

Especificagao de requisitos: inicia-se apos o estudo dos Conceitos Base e do Estado
da Arte, e consiste no levantamento e especificacio de requisitos;

Desenho da arquitetura: inicia-se ap6s a definicio dos requisitos, e consiste em
propor e desenhar uma arquitetura para a plataforma que suporte todos requisitos.
Inclui a escolha de tecnologias e frameworks a usar na fase implementagao;
Familiarizagdo com as tecnologias: tem como objetivo a realizagdo de tutorias de
adaptagao as tecnologias e frameworks selecionadas;

Inicio do desenvolvimento de modelos dos requisitos: inicio da experimentacao
e analise comparativa de modelos do primeiro requisito funcional;

Preparagio da defesa: consiste na preparacao da defesa de estagio intermédia.

O relatorio foi desenvolvido ao longo do semestre, no entanto a ultima semana foi destinada
para a sua revisao.

2.3.2. Segundo semestre

O trabalho do segundo semestre teve como principal objetivo a implementagdo da plataforma
especificada no primeiro semestre. A Tabela 2 apresenta o planeamento e a calendarizagao das
tarefas do segundo semestre. O registo da duragao real das tarefas e a monitorizacio do
progresso do trabalho, foram realizadas semanalmente. O diagrama de Gantt encontra-se no

anexo A.
Tarefa Data de inicio Data de fim Estimativa

Gestao do projeto 30-01-2018 29-06-2018 -
Revisao do projeto 30-01-2018 02-02-2018 4
Implementagao 05-02-2018 18-05-2018 74

° Codjﬁcagﬁo do mddulo 05-02-2018 18-05-2018 -

* [Hxperimentagio e 05-02-2018 18-05-2018 -

desenvolvimento de modelos

e Integracao na plataforma 05-02-2018 18-05-2018 -
Testes 21-05-2018 15-06-2018 20

e Requisitos funcionais 21-05-2018 01-06-2018 10

e Requisitos nao funcionais 04-06-2018 15-06-2018 10
Detalhes 18-06-2018 29-06-2018 10
Preparacao da defesa 02-07-2018 06-07-2018 5
Total 30-01-2018 06-07-2018 113

Tabela 2 - Planeamento do segundo semestre

O trabalho relativo ao segundo semestre dividiu-se nas seguintes tarefas:

e Revisiao do projeto: consiste na revisio geral do trabalho segundo as orientagdes

fornecidas pelos juris na defesa intermédia do estagio;

Implementagido: nesta fase como mencionado anteriormente, seguiu-se a
metodologia iterativa CRISP-DM. Consiste no desenvolvimento dos moédulos da



aplicagdo e na experimentacio ¢ desenvolvimento de modelos dos requisitos
funcionais;

e Testes: plancamento e realizaciao de testes de aceitaciao, aos requisitos funcionais e
nao funcionais. Também inclui a correcao dos defeitos encontrados.

e DPreparagido da defesa: consiste na preparaciao da defesa de estagio final.

O artigo foi desenvolvido durante os meses de maio e junho em simultineo com as outras
tarefas. O relatério, ao longo do semestre e as ultimas duas semanas destinadas para sua
revisao e acerto de detalhes.

2.3.3. Desvios

Durante o primeiro semestre seguiu-se o planeamento sem grandes dificuldades. Apenas
registou-se um pequeno desvio no estudo do Conhecimento Base e de Estado da Arte. Este
desvio deveu-se a especificacao dos requisitos ter sido realizada apds o seu estudo, e terem
surgido alguns novos conceitos de data mining importantes de serem estudados que
inicialmente nao foram planeados por desconhecimento.

O planeamento do segundo semestre foi necessario efetuar alguns ajustes para lidar com
alguns atrasos e questoes. A Tabela 3 apresenta o planeamento final das tarefas do segundo
semestre. O seu diagrama de Gantt encontra-se no anexo A.

Tarefa Data de inicio Data de fim Estimativa

Gestao do projeto 30-01-2018 29-06-2018 -
Revisao do projeto 30-01-2018 02-02-2018 4
Estudo de séries temporais 05-02-2018 09-02-2018 5
Implementacao 12-02-2018 18-05-2018 69

° Codjﬁcagﬁo do mddulo 12-02-2018 18-05-2018 -

* Experimentagio e 12-02-2018 18-05-2018 -

desenvolvimento de modelos

e Integracao na plataforma 12-02-2018 18-05-2018 -
Testes 21-05-2018 15-06-2018 20

° Requisitos funcionais 21-05-2018 05-06-2018 12

e Requisitos nao funcionais 06-06-2018 15-06-2018 8
Detalhes 18-06-2018 29-06-2018 10
Preparacao da defesa 02-07-2018 06-07-2018 5
Total 30-01-2018 06-07-2018 113

Tabela 3 - Planeamento final do segundo semestre

O primeiro desvio registado deveu-se ao estudo de séries temporais importante ao
desenvolvimento do requisito de previsio de consumo, nio ter sido realizado no primeiro
semestre. Este desvio foi colmatado com a redugao do tempo alocado a implementacao em
uma semana. Outro desvio verificado foi na implementa¢ao do primeiro requisito, ter levado
mais tempo que o esperado, devido a necessidade de adicionar algumas restri¢Ges, realizar
algumas corregdes e experimentar novas abordagens no caso da sele¢io de atributos com
maior importancia. Todas estas questdes que surgiram, deveram-se a inexperiéncia do
estagiario no desenvolvimento de um primeiro requisito de data mining. Este desvio foi
colmatado com a alocagdo de esfor¢o adicional. Importa referir que estes desvios ocorridos
nao impediram o projeto de alcangar os objetivos propostos.



2.4. Riscos

Um risco é um evento que quando ocorre pode impactar nos objetivos do projeto [6]. A
presente sec¢ao descreve o processo genérico de gestao de riscos a realizar ao longo de todas
as fases de um projeto. Segue-se a aplicagdo deste processo neste projeto, com a identificagao,
analise, monitorizagao e registo dos riscos verificados.

2.4.1. Processo genérico de gestdo de riscos

O processo de gestio de riscos é constituido por um conjunto de etapas, identificagdo, analise
de exposicao, e monitorizagao dos riscos identificados [2] [6]. A identificagdao dos riscos deve
ser realizada nos estagios iniciais do projeto, tendo em conta os seus objetivos e cronograma.
A analise dos riscos identificados divide-se em duas vertentes de analise, a qualitativa e
quantitativa [6]. A analise qualitativa, avalia os riscos pelo seu impacto e probabilidade de
ocorret.

O impacto de um risco indica a perda ou efeito sobre os objetivos do projeto. Inclui os
seguintes trés niveis:
e Alto: ndo permite alcangar os objetivos do projeto;
e Meédio: permite alcangar os objetivos do projeto, com a alocac¢do de esforgo adicional
a0 projeto;

e Baixo: permite alcangar os objetivos, sem a necessidade de alocar esforgo adicional ao

projeto.

A probabilidade de ocorréncia indica a possibilidade que o risco tem de ocorrer tendo
determinado impacto. Inclui os seguintes trés niveis:

e Alta: previsivel de vir a ocorrer;
e Média: pode vir a ocorret;

e Baixa: ndo ¢é previsivel de vir a ocorrer.

A Tabela 4 apresenta a matriz de exposicao dos riscos, que relaciona o seu impacto e a
probabilidade de ocorrer.

Probabilidade
Baixa Média Alta
Baixo  [NNNBERINN BRI Media
Impacto Médio  [NNNNBARANNN  Mcdia [N
Alto Média Al Ala

Tabela 4 - Matriz de exposi¢ao dos riscos

A analise quantitativa, tem como objetivo priorizar os riscos a partir da analise qualitativa
realizada e pela janela temporal. A janela temporal indica 0 momento que o risco podera vir a
ocorrer, ou que serd necessario lidar com ele. Inclui os seguintes trés niveis:

e Longo prazo: o risco ocorre na fase de testes e validagao do projeto;
e Meédio prazo: o risco ocorre na fase de implementagao do projeto;
e Curto prazo: o risco ocorre nos estagios iniciais do projeto.

Finalmente a etapa de monitorizagao dos riscos identificados, verifica se os riscos identificados
estdo a ser mitigados ou nao com o plano criado, e se novos riscos sao necessarios de analisar
e avaliar.
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2.4.2. Identificagdo e analise de riscos

Os riscos relacionados com o desenvolvimento deste projeto foram descritos utilizando a
seguinte estrutura, nome do risco, a sua consequéncia no caso de vir a ocorrer, 0 seu impacto,
a sua probabilidade de ocorrer e o plano de mitigagao a usar para evitar que o risco se torne
um problema. Tanto o impacto do risco como a probabilidade de o risco ocorrer, foram
classificados pela percegdo do estagiario e orientadores.

ID: R1

Nome: alteracao dos requisitos funcionais
Consequéncia: atraso no projeto

Impacto: alto

Probabilidade: baixa

Plano de mitigagdo: reducao do scope do projeto

ID: R2

Nome: inexperiéncia no uso das tecnologias ou frameworks escolhidas

Consequéncia: atraso no inicio da fase de implementa¢ao do projeto

Impacto: alto

Probabilidade: baixa

Plano de mitigagdo: apos definidas as tecnologias e frameworks a usar, estudar e realizar
antecipadamente tutoriais com o proposito de aprender e estar familiarizado com estas

ID: R3

Nome: compreensio limitada da area de negdcio das telecomunicagoes

Consequéncia: implementagao incorreta dos requisitos funcionais

Impacto: alto

Probabilidade: alta

Plano de mitigagdo: comunicagdo com os elementos da equipa para compreender e
esclarecer duvidas sobre os dados de telecomunicac¢oes

ID: R4

Nome: dificuldade em perceber o modelo de dados dos sistemas fonte dos produtos
Consequéncia: implementagao incorreta dos requisitos funcionais

Impacto: médio

Probabilidade: média

Plano de mitigagdo: alocar tempo para exploracao dos dados dos sistemas fonte, e pedir
ajuda a quem desenvolveu sempre que necessario

ID: R5

Nome: fraca qualidade dos dados

Consequéncia: uma vez que a qualidade dos dados de entrada no modelo tem grande
impacto nos resultados obtidos, a fraca qualidade dos dados pode levar a que um
determinado requisito ndo consiga alcangar os seus objetivos

Impacto: alto

Probabilidade: baixa

Plano de mitigagao: alocar mais esfor¢o a etapa de preparacao dos dados, e alargar as
fontes de dados a outros operadores
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A Tabela 5 apresenta a matriz de exposicao dos riscos identificados, pelo seu impacto e
probabilidade de ocorrer.

Probabilidade
Baixa Média Alta

Baixo |
Impacto Medio RN R4 ]
Alto R1,R2,R5 [

Tabela 5 - Matriz de exposi¢io dos riscos identificados

Depois de identificar e analisar a exposi¢ao dos riscos, segue-se a sua analise quantitativa. A
Tabela 6 apresenta os riscos ordenados pela sua exposi¢ao ao projeto e pela janela temporal,
que pode vir a ocorrer.

Risco Exposigio Janela temporal
R3 Alta Curto prazo
R4 Média Curto prazo
R1 Média Médio prazo
R2 Média Médio prazo
R5 Média Médio prazo

Tabela 6 - Priotizacio dos tiscos identificados

2.4.3. Monitorizagao e registo de riscos

Ao longo do projeto, os riscos identificados foram monitorizados semanalmente. Dos riscos
identificados, no primeiro semestre mitigou-se a ocorréncia do Risco 3, compreensao limitada
da area de negdcio das telecomunicagdes, quando o estagiario comegou a conhecer ¢ a
familiarizar-se com dados que seriam usados na implementagao deste projeto. O risco 4,
dificuldade em perceber o modelo de dados dos sistemas fonte também foi mitigado. Os
planos de mitigacao criados previamente para cada um destes dois riscos, permitiram que estes
fossem efetivamente mitigados. O Risco 1, alteracao dos requisitos funcionais, registaram-se
pequenas alteragoes e corregoes no primeiro requisito funcional no inicio do segundo
semestre, no entanto sem grandes problemas. Quanto aos restantes riscos, a sua probabilidade
de ocorrer foi diminuindo até que deixou de ser um problema, a medida que o estagiario
ganhou experiéncia e conhecimento no dominio em que trabalhou. Concluindo, os planos de
mitigacao criados foram eficazes na mitigagao dos riscos verificados, de modo que estes niao
impediram o projeto de alcangar os objetivos definidos.
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Capitulo 3

Conhecimento Base

Este capitulo apresenta o estudo dos conceitos gerais de telecomunicagoes e data mining. Tem
como objetivo compreender e perceber a sua aplicagio no desenvolvimento deste projeto de
estagio.

3.1. Conceitos gerais de telecomunicagdes

Dada a importancia de compreender alguns dos principais conceitos de telecomunicagdes na
realizacao deste trabalho, esta secciao define e caracteriza os conceitos introdutérios desta
tematica.

3.1.1. Servigo

Os servicos de telecomunicagoes definem-se como o conjunto de capacidades de
comunicac¢ao disponibilizados aos clientes. Atualmente, a induastria de telecomunicagdes
oferece multiplos servicos de comunicagao, tanto locais como de longa distancia, de modo a
proporcionar uma diversidade de servigos. Estes servigos incluem chamadas, mensagens de
texto, internet moével e fixa, televisdao, transmissao de informagio via web. Os servicos
disponibilizados estao subdivididos genericamente em trés tipos de tarifario, o pré-pago paga
um servigo que permite uma utilizagao durante um limite temporal, o pés-pago utiliza e paga
a posteriori, e o hibrido tem um plafond inicial incluido na mensalidade pés-paga e se
eventualmente esgotar pode recarregar e continuar a utilizar o servico em modo Pré-Pago.

3.1.2. Segmentagao de clientes

Atualmente os operadores de telecomunica¢des mantém uma grande quantidade de dados nos
seus sistemas operacionais sobre os seus clientes. A analise destes dados permite desenvolver
e aumentar a eficiéncia e eficacia das suas atividades de marketing. Existem duas estratégias
possiveis de marketing, a do produto e a do cliente [7]. A primeira apesar de menos utilizada
pelo facto de se focar apenas no produto, tem interesse quando a empresa consegue criar um
produto inovador, que crie enorme interesse de compra no mercado. Atualmente, os
operadores de telecomunicagdes adotam a segunda estratégia, que consiste em criar servigos
e campanhas de marketing a medida dos seus clientes (por exemplo oferecer um bénus no
carregamento num determinado periodo temporal). De maneira a conseguir esta estratégia de
marketing direcionada aos clientes, a segmentagao de clientes tem um papel fundamental. A
segmentacao de clientes consiste no processo de dividir os clientes em grupos, de acordo com
as suas caracteristicas e habitos de consumo. Isto permite conhecer os seus clientes,
proporcionando uma atividade de marketing mais eficiente e direcionada para um
determinado publico-alvo. Neste processo de segmentacao de clientes é necessario ter em
conta alguns fatores, nomeadamente a distingao entre clientes normais e empresariais, verificar
se um determinado cliente possui ou N0 o servigo e, se NAo tem atrasos nas suas obrigagdes
contratuais [7].
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3.2. Data mining

Dada a importancia do data mining neste projeto, na compreensao dos habitos de consumo
dos utilizadores, estudo de preferéncias e analises de mercado preditivas, esta sec¢ao apresenta
o estudo deste topico. O data mining define-se como o processo que transforma os dados
provenientes das fontes operacionais em informacdo util no apoio a tomada de decisdo ou
avaliagao de resultados. Constituido por um conjunto de etapas, comegando pela preparagiao
dos dados, extracio de conhecimento com recurso a algoritmos de aprendizagem
computacional, avaliagdo de modelos e finalmente apresentacao ou disponibilizagiao através
de uma aplicagao do conhecimento extraido [§].

O data mining disponibiliza um conjunto de técnicas que permitem extrair conhecimento dos
dados, dividindo-se em dois grupos, as supervisionadas incluem a regressao, classificagao e
selecdo de atributos, e as nao-supervisionadas incluem o clustering e associacao [8]. As
supervisionadas sao usadas para prever um resultado de uma classe-alvo e para calcular a
importancia de atributos (ou features) em relagao a classe-alvo. Necessitam de dados de treino
que contenham esta classe, no entanto apenas a selecao de atributos vai ser aplicada neste
projeto. As nao-supervisionadas nao contém a classe-alvo nos dados de treino, e aplicam-se
na descoberta de relagdes, padrdes e agrupamentos nos dados. O restante desta sec¢ao
descreve a area de aplicagdo, os requisitos e métodos das técnicas de clustering, associagao e
selecdo de atributos. A dltima secgdao apresenta a aplicagdo de métodos de séries temporais a

este projeto.

3.2.1. Clustering

Na industria das telecomunicagoes, o clustering aplica-se na identificacao do perfil de clientes
com maior e menor adesdo a uma determinada campanha de marketing e na dete¢ao de
anomalias de consumo [8]. O clustering baseia-se no principio de agrupar elementos descritos
por valores numéricos em grupos ou clusters, cuja semelhanca entre elementos do mesmo
grupo ¢ elevada e a semelhanca entre elementos de grupos diferentes ¢ baixa. A semelhanca
entre elementos ¢ calculada por uma funcio de proximidade, que recebe dois elementos e
devolve a distancia que os separa, calculada de acordo com a sua similaridade. Duas fungdes
populares usadas no calculo da semelhanga entre dois elementos, é a Euclidean e Manhattan.
A distancia Euclidean [8], calcula a distancia em linha reta entre os atributos de dois elementos,
1= (Xit, Xi2 ... Xin) €] = (Xj1, X2 . .. Xjn), ambos descritos por um conjunto de n atributos, usando
a seguinte férmula:

A0, = [Gr =327 + (i = 2)? + -+ Gtin = 0)?

A distancia Manhattan [8], calcula a distancia em blocos entre dois elementos usando a
seguinte formula:

d@i, j) =[x — Xj1| + |xiz — ij| + -+ |Xin = Xjnl

Dos métodos de clustering existentes na literatura apresenta-se dois dos mais conhecidos e
usados na industria [9], o método de clustering hierarquico e particionamento K-Means.

3.2.1.1. Método hierarquico

O método hierarquico agrupa os elementos em grupos (ou clusters) pela criagao de hierarquias
ou arvores de relacionamentos entre os elementos. Neste método a similaridade entre dois
grupos ¢ medida pela fun¢ao de proximidade, usando o par de elementos mais préximo entre
si pertencentes a grupos diferentes.
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Possui duas versoes do método, a aglomerativa e a divisiva. A abordagem aglomerativa parte
dos elementos isolados, vai recursivamente combinando os elementos ou grupos semelhantes
pela funcio de proximidade. O processo recursivo termina quando todos os grupos
pertencerem a um grande grupo (o topo da hierarquia) ou até satisfazer uma condi¢do
relacionada com o nimero de grupos. A versiao divisiva, comega com um grande grupo
contendo todos os elementos, vai dividindo recursivamente os elementos em grupos menores,
até cada elemento ficar isolado num grupo. As decisdes tomadas pelos métodos hierarquicos
ao longo do processo recursivo de combinagao ou divisio dos elementos sao irreversiveis e
nao podem ser desfeitas ou melhoradas.

3.2.1.2. Método de particionamento

O método de particionamento agrupa os elementos num determinado nimero de grupos (ou
clusters) definido previamente. O agrupamento ¢é realizado com base na similaridade dos
elementos, calculada pela funcdo de proximidade. A fung¢do de proximidade assegura que os
elementos dentro de um grupo sio similares entre si, e heterogéneos em rela¢ao a outros
grupos vizinhos. A maioria das aplicagdes que recorre a este método, usa o algoritmo K-Means
[8]. O K-Means baseia-se no principio de minimizar a distancia de todos os elementos a um
conjunto de k elementos definidos como centros dos grupos. O algoritmo comega por
escolher arbitrariamente k elementos como centros dos grupos. De seguida de forma iterativa
vai atribuindo cada elemento ao grupo mais préximo ou de maior similaridade, baseado nos
valores médios dos elementos do grupo. Em cada iteragao atualiza o calculo do valor médio
dos atributos dos grupos. Depois usando os novos centros dos grupos, os elementos sao
reatribuidos. O processo iterativo termina até que os grupos nao apresentem alteragoes em
relacdo a iteracao anterior [8].

Comparando a complexidade temporal dos dois métodos, o de particionamento K-Means é
superior ao hierarquico sendo capaz de lidar com grandes conjuntos de dados. O método de
particionamento K-Means tem complexidade O(nkt) em que, n representa o numero total de
elementos, k o nimero de grupos, t o numero de iteragdes necessarias no processo iterativo.

O método hierarquico possui complexidade O(n’) [8] [9].

3.2.2. Associagdo

A associagao nas telecomunicagdes aplica-se no estudo e analise de preferéncias de servigos
comprados ou subscritos pelos clientes. Permite encontrar regras nos dados com a forma de
A — B [8], ou seja, se comprar um ou mais itens que constituem o conjunto A, com um
determinado grau de confian¢a também compra um ou mais itens que constituem o conjunto
B. O grau de confian¢a de uma regra ¢ definido por trés parametros, o suporte, a confianga e
o lift. O suporte [8] indica a percentagem de transagdoes que contém os itens de A ¢ B
comprados em conjunto, ou seja, a probabilidade de A reunido com B:

Suporte (A > B) =P (AUB)

A confianga [8] de uma regra A — B, indica a percentagem de transagoes contendo os itens
de A, que também contém os de B, ou seja, a probabilidade condicional de B sabendo que
contém A:

Suporte (A U B)

Confianga (A = B) =P(B14) = —g =0 =55

O lift [8] ¢ uma medida de correlagao capaz de descartar regras de associagao desinteressantes,
cujas medidas de suporte e confianga nao conseguem. O lift entre A e B é calculado usando a
seguinte formula:
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P(AU B)

Llft (A, B) = m

Segundo [8] o valor do lift deve ser superior a um para garantir que os conjuntos A e B estio
correlacionados, ou seja, a ocorréncia de um deles implica a existéncia do outro.

O conjunto de regras geradas na associa¢ao possui um valor maior ou igual aos parametros de
suporte, de confianca e do lift. O restante desta secgao apresenta dois algoritmos que
permitem extrair regras do conjunto de dados, comegando por um algoritmo mais simples, o
Apriori e um segundo mais eficiente que o primeiro, o Frequent Pattern Growth. Ambos
recebem trés parametros de entrada, o conjunto de transagdes, o suporte e a confianga.
Quanto ao parametro do lift, este deve ser definido com o valor de um [8].

3.2.2.1. Apriori

O algoritmo Apriori é constituido por duas fases, a primeira encontra os conjuntos de itens
frequentes e a segunda faz a geracdo de regras. Na primeira fase, o algoritmo a partir do
conjunto de transagoes, seleciona os conjuntos de itens frequentes, correspondentes a
subconjuntos de transagdes juntamente com o seu valor de suporte, ou seja, a percentagem
de transagbes que contém esse conjunto de itens. A selegao destes conjuntos de itens ¢é feita
de forma repetitiva, ou seja, testa com um item, depois dois e dai em diante. Os conjuntos de
itens que possuem valor inferior ao suporte sao descartados. Na segunda fase o algoritmo faz
a geracao das regras a partir dos conjuntos de itens frequentes encontrados na primeira fase.
Para cada conjunto de itens frequente, o algoritmo gera todas as combinagbes de regras
possiveis e calcula o seu valor de confianga. A confian¢a de cada regra gerada é calculada pela
férmula apresentada na sec¢do anterior. Finalmente o algoritmo devolve todas as regras que
satisfagam o valor de confianca recebido como parametro de entrada [8] [10].

3.2.2.2. Frequent Pattern Growth

O algoritmo Frequent Pattern Growth otimiza a geracdo dos conjuntos de itens frequentes
do algoritmo anterior. Constituido por duas fases, a construgao da arvore Frequent Pattern
Tree (FP-Tree) contendo os conjuntos de itens frequentes, ¢ a extracao das regras a partir da
FP-Tree. Na primeira fase de constru¢ao da FP-Tree, o algoritmo percorte o conjunto de
transacOes duas vezes. Na primeira passagem seleciona os conjuntos de itens frequentes
juntamente com o valor de suporte, ou seja, a percentagem de transagoes que contém esse
conjunto de itens, e armazena este conjunto numa lista ordenada por ordem decrescente do
seu valor de suporte. Os conjuntos de itens dessa lista, que possuirem valor inferior ao suporte
sao descartados. De seguida o algoritmo constréi a arvore, com uma segunda passagem no
conjunto de transagdes. Os itens de cada transa¢ao sdo processados pela ordem da lista que
possui o conjunto de itens frequentes e mapeados num caminho da arvore. Quando um
caminho se sobrepde a um existente na arvore, a frequéncia do néd desse caminho ¢
incrementada. Para extrair as regras de associagao, o algoritmo percorre todos os caminhos da
arvore e devolve todos os nos, cujo seu numero de ocorréncias satisfaz o valor minimo de
confianca definido [8] [10].

Comparando os dois algoritmos anteriores, o Frequent Pattern Growth ¢ mais rapido que o
Apriori devido a melhor abordagem usada na primeira fase, de geragao e sele¢ao dos conjuntos
de itens frequentes. O Apriori gera estes conjuntos percorrendo o conjunto de transagdes
multiplas vezes, enquanto o Frequent Pattern Growth utiliza uma FP-Tree necessitando
apenas de o percorrer duas vezes [8] [11].
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3.2.3. Selegao de atributos

A selegdo de atributos (ou de features) num conjunto de dados, consiste em encontrar um
subconjunto de atributos relevantes. Estes atributos tém maior capacidade para discriminar
instancias que pertencem a diferentes classes. A remogao de atributos irrelevantes, torna o
modelo mais eficaz e eficiente no seu processamento.

Dos varios métodos existentes na literatura, o supervisionado de filter model é importante de
estudar neste trabalho. Constituido por duas fases, a primeira para determinar e ordenar a
dependéncia dos atributos em relagdo a classe-alvo baseado numa medida e a segunda de
selecdo do subconjunto de atributos com maior importancia.

Uma medida popular para o calculo da importancia dos atributos em relagdo a classe-alvo na
primeira fase do método filter model, é o ganho de informacao [12]. O ganho de informagao
para um determinado atributo, ¢ a diferenca entre a informacao original e a nova informagao
obtida apds a divisao do conjunto de dados pelo atributo [8]. O seu calculo envolve um
conjunto de trés etapas:

1. A primeira etapa calcula a informacao necessaria (ou entropia) para identificar o valor da
classe-alvo do conjunto de dados (D), a partir da propor¢ao de instancias em cada classe-alvo:

m
Info (D) = — Zpi -log, (pi)
i=1

A variavel pi representa a probabilidade de uma determinada instancia pertencer a classe-alvo,
m o numero de valores distintos da classe-alvo. Apds o calculo da informagido original, o
préximo passo € o calculo da informagao necessaria para cada atributo.

2. A segunda etapa calcula a informagao necessaria para classificar uma instancia no conjunto
de dados, a partir da divisao do atributo (A):

v
Di
Info A (D) = Z%.InfO(Dj)
=1

A divisiao de |Dj|/|D| tepresenta o peso da particio do conjunto de dados.

3. A tultima etapa calcula o ganho de informagdo de cada atributo (A) usando a seguinte
térmula:

Ganho (A) = Info (D) — Info A (D)

Ap6s o calculo do ranking dos atributos ordenados pela sua importancia entra a segunda fase
do método filter model. A segunda fase tem por objetivo a selegao de um subconjunto de
atributos com maior importancia. A sele¢io deste subconjunto, pode ser realizado de dois
modos distintos. O primeiro através de um threshold que seleciona os atributos a partir de
um determinado valor de importancia, e o segundo por geragao e avaliagao de subconjuntos
de atributos a partir do ranking calculado a fim de determinar o ponto 6timo. Comparando
os dois, a selecdo por um threshold é mais eficiente em processamento pelo compromisso da
qualidade do modelo. A selegao por teste de combinagoes favorece a qualidade do modelo.
Por outro lado, é menos eficiente em processamento, porque necessita de gerar e avaliar
iterativamente varios subconjuntos de atributos a fim de escolher o subconjunto 6timo.
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3.2.4. Séries temporais

Em telecomunicag¢oes, a previsao com séries temporais ¢ tipicamente aplicada na previsao de
consumo e também na detecdo de anomalias em tempo real. Os métodos de séries temporais
lidam com a sazonalidade (variagGes que ocorrem em determinados periodos, relacionados
com a época do ano) e sio dependentes do tempo. O restante desta secgao apresenta o
conceito de estacionariedade e dois métodos de séries temporais, o Auto-Regressive
Integrated Moving Average (ARIMA) [13] e o Prophet [14]. Este ultimo foi langado pelo
Facebook em 2017 para permitir o uso por pessoas com menor conhecimento no dominio.

3.2.4.1. Estacionariedade no ARIMA

Um conceito importante na aplicagao do método ARIMA ¢ o de estacionariedade, uma vez
que este modelo apenas pode ser construido com séries estacionarias no tempo. Uma série é
estacionaria, se as suas propriedades estatisticas permanecerem constantes ao longo do tempo.
A existéncia de tendéncia e de sazonalidade sio duas das razoes que levam a série a ser nao
estacionaria [13] [106].

Existem dois métodos que permitem verificar se uma série ¢ estacionaria ou nao. O primeiro
método consiste na visualizagdao grafica da variacao das propriedades estatisticas da série, tal
como a média movel (calculo em cada instante da média dos valores correspondentes ao
ultimo periodo sazonal, tipicamente de doze meses consecutivos) e o desvio padrao mével ao
longo do tempo. Se as propriedades da série nao mudarem ao longo do tempo, entao a série
¢ estacionaria. O segundo método, o teste Dickey-Fuller, assume que a hip6tese nula, é a série
ser nao estacionaria. Este teste calcula o valor do teste estatistico e alguns valores criticos para
diferentes niveis de confianga. Se o valor do teste estatistico for menor que o valor critico,
entao a série ¢ estacionaria [13].

A diferenciagao [13] [16] ¢ uma das técnicas existentes que permite lidar com a sazonalidade
e tendéncia da série temporal, aproximando-a da estacionariedade no tempo. Em cada instante
na série, a diferenciagdo subtrai a observacio original, Yy, a partir do instante anterior, Yy_q,
usando a seguinte férmula:

Y= Y- Y
3.2.4.2. ARIMA

Esta subsec¢ao comega por descrever os modelos Auto-Regressive (AR) e Moving Average
(MA), antes de descrever o método Auto-Regressive Integrated Moving Average (ARIMA).

1. O modelo AR [10] extrai a influéncia dos valores dos periodos anteriores em relagao aos
do periodo atual. Este modelo ¢ desenvolvido usando a seguinte equagao linear.

Vi=c+ @Y1+ o+ @pYip+ e

O parametro p indica a ordem de AR no modelo e representa o periodo de tempo atrasado
da variavel dependente. Os restantes parametros da equagao, @ representa o coeficiente AR,
y o valor observado, € o desvio da série no instante atual, ¢ uma constante [16].

2. O modelo MA [10] extrai a influéncia dos termos de erro do petriodo antetrior no periodo
atual. Este modelo ¢ desenvolvido usando a seguinte equagao linear:

Yt =c+ € + el.et_l — e eq.et_q
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O parametro q indica a ordem de MA no modelo e representa os erros de previsao atrasados.
Os restantes parametros da equacio, 0 representa o coeficiente MA, y o valor observado, € o
desvio da série no instante atual, C uma constante [16].

3. O modelo nao sazonal ARIMA [13] [16] é constituido por trés componentes, AR, Integrated
(D e MA, cada componente representada por um parametro inteiro positivo, p, d e q
respetivamente. Hstas trés componentes sio combinadas na seguinte equagao linear:

Yt =c+ (\Ol'Yd t—1 + ...+ (pp'Yd t-p + e + el.et_l — e eq.et_q

e Componente I [13] [15]: representada pelo parametro d do modelo e indica o numero
de vezes que a série foi diferenciada para aproximar da estacionariedade no tempo.
Tipicamente de ordem um, para uma série nao estacionaria, e de ordem zero para uma
série estacionaria no tempo. Desenvolvida pela férmula de diferenciagao apresentada
na seccao anteriot.

e Componente AR [13] [15]: representada pelo parametro p do modelo, indica a ordem
da componente AR e significa o periodo de tempo atrasado. O seu valor ¢ estimado
pela Autocorrelation Function (ACF), fun¢ao que permite medir a correlagio entre a
série original e a sua versio atrasada de p periodos de tempo.

e Componente MA [13] [15]: representada pelo parametro q do modelo, indica a ordem
da componente MA e representa os erros de previsao atrasados. O seu valor é
estimado pela Partial Autocorrelation Function (PACF), fun¢ao que permite medir a
correlagao parcial entre a série original e sua versdo atrasada.

Importa referir que os parametros p e q sao determinados no momento em que as respetivas
fungoes, ACF e PACFE, cruzam o intervalo de confianga superior pela primeira vez. O intervalo
de confianca das duas funcoes é calculado pela formula, +1.96 /v/n, onde a vatidvel n,
corresponde ao tamanho dos dados de histérico [13] [16]. Finalmente o modelo sazonal
ARIMA [16] estende o modelo anterior, e combina as suas componentes com uma nova de
sazonalidade, que indica o periodo de sazonalidade da série.

3.2.4.3. Prophet

O método de séries temporais Prophet em relagio ao ARIMA ¢ mais automatizado na
configuracao dos seus parametros, devido a sua capacidade de encontrar pontos de inflexao
nos dados originados por mudangas de tendéncia. Uma novidade deste método em relacdo ao
anterior ¢ a possibilidade de acomodar a existéncia de perfodos festivos sazonais. O método
combina trés componentes, a tendéncia, a sazonalidade e os periodos festivos na seguinte
equagao [17]:

y(®) = g(®) + s(t) + h(t) + et

Cada uma destas componentes ¢ modelada por uma fun¢io. A componente de tendéncia,
g(t), é modelada por uma funcio logistica. A componente de sazonalidade, s(t), por séries
de Fourier. Os petiodos festivos, h(t), sio ajustados por parametrizacio no modelo.
Finalmente o termo de erro, €t, representa as mudangas originadas por circunstancias que nao
sao acomodadas pelo modelo [17]. Mais informacdo sobre detalhes da formulacao de cada
uma destas componentes pode ser encontrada em [17].
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3.3. Preparagdo dos dados

A fase de preparagao de dados ¢ fundamental no desenvolvimento de requisitos de data
mining, porque a qualidade dos dados de entrada no modelo tem um grande impacto no seu
resultado [18]. De um modo geral nesta fase tratam-se os valores em falta, removem-se os
outliers e transformam-se os valores dos atributos.

Os valores em falta no conjunto de dados de treino tendem a influenciar a precisio dos
resultados. Enumeram-se de seguida alguns métodos existentes na literatura que permitem
lidar com valores em falta [8] [18]:
e Ignorar o registo que possui pelo menos um valor do atributo por preencher. Método
simples, mas reduz o tamanho do conjunto de dados de treino e consequentemente a
qualidade do modelo;

e Substituir o valor em falta de um atributo pelo valor médio quando o atributo é
numérico ou pelo valor mais frequente quando o atributo ¢ nominal;

e Outra alternativa, substituir o valor em falta usando um valor por omissiao definido
por uma constante.

Os outliers sao valores anémalos que divergem de um padrio dos dados da amostra. A sua
existéncia aumenta a variancia dos valores dos atributos afetando a qualidade do modelo [18].
Alguns métodos existentes na literatura que permitem detetar outliers, sio os métodos
estatisticos e os de clustering. Existem dois métodos estatisticos, o de box-plot por analise
visual ou por distribui¢ao normal. Segundo [8], a partir da distribui¢do normal pode se assumir
para um atributo, que o intervalo de valores correspondente ao valor médio * trés vezes o seu
desvio padrio, contém quase a percentagem total dos valores considerados normais, e os
restantes valores que se encontrarem fora desse intervalo podem ser definidos como outliers
[8]. Os métodos de clustering, assumem que os valores normais pertencem a grandes e densos
clusters, enquanto os outliers pertencem a pequenos clusters [8]. Apds detetados, devem ser
tratados de forma semelhante aos métodos de tratamento de valores em falta.

A transformagao de variaveis envolve a agregacdao e também a conversio dos valores dos
atributos em formatos apropriados, com recurso a operagoes de discretizagao e normalizagiao
[18]. A agregacdo permite obter uma representacao reduzida do conjunto de dados. "Tanto a
discretizagdo como a normaliza¢do tornam o processamento mais eficiente e facilitam a
descoberta e compreensio dos padroes encontrados. A discretizagao transforma os valores
brutos dos atributos numéricos em valores nominais pela divisao dos seus valores em
intervalos, por exemplo a categorizagao dos grupos etarios [18]. O Binning [8] divide os
valores dos atributos distribuindo-os em parti¢coes de igual tamanho ou frequéncia. A
normalizagdo aplica-se aos atributos numéricos num amplo intervalo de valores,
dimensionando-os num intervalo menor, com o objetivo de dar a todos os atributos 0 mesmo
peso e também atenuar o efeito dos outliers. O Min-Max [8] ¢ uma técnica de normalizacao
que transforma os valores de um atributo vi, no intervalo de mins a maxs, para um novo
intervalo de new_maxs a new_min,, usando a seguinte férmula:
Vi — miny

v'j = —— (new_max, - new_min,) + new_miny,
max, — miny
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Capitulo 4

Estado da Arte

Este capitulo apresenta a informagdo recolhida dos sistemas de suporte a decisio reais do
mercado concorrente, de forma a contribuirem com funcionalidades na especificagdo da
solu¢ao pretendida. De seguida, expoe-se o estudo de abordagens de implementagao
semelhantes dos requisitos pretendidos neste projeto, numa revisio da literatura de artigos
publicados nesta area de investigagdo. Dada a importancia do data mining no desenvolvimento
deste projeto, por fim fez-se o levantamento e analise das suas ferramentas.

4.1. Sistemas de suporte a decisdo concorrentes

Esta seccao apresenta a recolha de informacao dos sistemas de suporte a decisao concorrentes
de trés empresas, IBM, Asialnfo e Oracle. Tendo em conta a informagiao limitada
disponibilizada por estas empresas dos seus sistemas, apenas foi possivel obter as
funcionalidades que cada um fornece.

A IBM possui um sistema de suporte a decisio chamado IBM Telecom Analytics [20],
destinado ao mercado das telecomunicagoes. A solugao da IBM a partir do grande volume de
dados proveniente dos sistemas operacionais do operador, permite extrair conhecimento util
ao processo de tomada de decisao e exploragao de novas oportunidades na area de marketing.
O conhecimento extraido é apresentado ao analista num dashboard. Do conjunto de
funcionalidades fornecidas por este sistema, destaca-se a gestao de clientes provaveis de churn,
estimagao do lucro do cliente ao longo do seu tempo de vida provavel no operador, analise
da eficacia das campanhas de marketing. Outra funcionalidade fornecida, é a que analisa e
agrupa os clientes pelos seus interesses e preferéncias, de modo a sugerir-lhes servigos
complementares ou de maior valor acrescentado. A Figura 3 apresenta um dos dashboards
deste sistema com os fatores de churn mais frequentes ao longo do tempo [21].
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Figura 3 - Dashboard do sistema IBM Telecom Analytics
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A Asialnfo no seu portefdlio de produtos possui um sistema de suporte a decisio chamado,
Telecom Business Intelligence [22], desenvolvido especificamente para a industria de
telecomunicagdes. Esta solucio faz a recolha e tratamento de dados estruturados e nao
estruturados com o objetivo de fornecer indicadores, que permitem acompanhar o
desempenho do negdécio. Adicionalmente fornece funcionalidades inteligentes, capazes de
obter conhecimento sobre o comportamento do cliente e sobre o desempenho dos servigos
fornecidos. Destaca-se a previsio de receita e analise do comportamento de consumo do
cliente, a segmentacio de clientes para estudo de preferéncias dos clientes, a fim de melhorar
a eficacia das campanhas de marketing. Na area dos servicos permite estimar o seu consumo,
classificar o seu desempenho com base em indicadores de desempenho, obter uma visiao de
margem de lucro, a fim de poder ajustar o seu preco de venda. Outra funcionalidade
importante, é a analise do desempenho dos canais de venda, para atividades de recarga,
emissao de cartdes e adi¢do de novos assinantes de servigos. A Figura 4 mostra um extrato da
interface deste sistema com os seus indicadores de desempenho [22].
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Figura 4 - Dashboard do sistema Telecom Business Intelligence

A Oracle fornece uma solugio de suporte a decisdao para as telecomunica¢oes chamado TBIDS
[23] com relatérios e analises Online Analytical Processing (OLAP) para analise do negdcio,
do que estd a acontecer no presente e no futuro através de analises preditivas. Das analises
preditivas, evidenciam-se a identificagao de clientes possiveis de deixar um servico, detecao de
uma possivel fraude de subscrigao por parte dos clientes, previsao da utilizagao dos canais de
comunicac¢ao. Além destas existem ainda, a analise de rentabilidade do cliente, a sugestio de
servicos adicionais a clientes (cross-selling) e de servicos de maior valor (up-selling),
configuragiao de campanhas de acordo com as necessidades dos clientes.
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A Tabela 7 resume a informacio recolhida destes sistemas, apresentando a comparagao das
funcionalidades que cada um possui.

Funcionalidade IBM Asialnfo Oracle
Analise OLAP Sim Sim Sim
Analise de churn de clientes Sim Naio Sim
Detecao de fraude de subscricao Nao Nao Sim
Estimacdo da rentabilidade do cliente Sim Sim Sim
Analise de eficacia das campanhas Sim Sim Naio
Estu.do de p‘referéncias e sugestao de Sim Sim Sim
servicos a clientes

Previsao do consumo de servigos/ Nio Sim Sim

utilizacao dos canais de comunicacao
Tabela 7 - Comparacio das funcionalidades dos sistemas concorrentes

A Tabela 6 mostra a existéncia de uma certa semelhanca no conjunto de funcionalidades
fornecido por cada sistema. Destes sistemas importa referir as funcionalidades que podem ser
relevantes e incluidas de forma adaptada neste projeto, que vai ser desenvolvido a medida dos
produtos atualmente existentes na empresa. Destas funcionalidades destacam-se, o estudo de
preferéncias de servigos pelos clientes, previsao de consumo dos servigos, e analise de eficacia
das campanhas. O capitulo 5 do relatério, detalha a especificagao de requisitos deste projeto
com estas funcionalidades e com novas funcionalidades criadas a medida das necessidades ¢
produtos existentes na empresa.

4.2. Abordagens analiticas em telecomunicagdes

Nesta secgao revem-se trabalhos relacionados sobre os requisitos funcionais deste estagio, no
contexto de telecomunicacoes.

Em 2007, o autor Jansen S. M. H prop6s uma abordagem para o problema da segmentacio
de clientes empresariais por perfil de uso de chamadas para a Vodafone, com o objetivo de
encontrar os clientes mais rentaveis e desenvolver estratégias de marketing eficazes e
direcionadas ao publico-alvo [24]. A abordagem seguida neste estudo foi dividida em trés
fases. A primeira fase consistiu em selecionar os dados relevantes para a analise, divididos nas
categorias de dados pessoais e de chamadas. A segunda fase consistiu em agrupar um
subconjunto de clientes representativos correspondente a 3% do total de clientes do operador
pelos seus habitos de uso de chamadas, recorrendo a técnica de clustering. A decisdo neste
estudo de escolher este pequeno subconjunto de clientes, foi tomada para evitar problemas
de desempenho. Os modelos de clustering que obtiveram melhores resultados, foram o Gath-
Geva com quatro grupos e o Gustafson-Kessel com seis grupos. Os clusters alcangados neste
estudo apresentaram diferencas nos habitos de consumo de SMS, chamadas de voz, duragao
das chamadas, chamadas internacionais, diurnas e noturnas. Depois de obtido o conjunto de
clusters, teve inicio a terceira e ultima fase com recurso ao classificador Support Vector
Machines (SVM). O SVM permitiu classificar o perfil de uso de chamadas de um novo cliente,
utilizando os seus dados pessoais com uma precisio de 80.3% para quatro grupos e 78.5%
para seis grupos.

Em 2008, S. T., & Sampaio, R. J. B propuseram um modelo para prever a curto prazo o
consumo de um servigo de telecomunicagdes [25]. Dado que o uso do servigo apresenta um
comportamento nao linear originado pela existéncia de tendéncia e sazonalidade, neste estudo
foram utilizados dois algoritmos de redes neuronais, o Multilayer Perceptron e o Radial Basis
Function (RBF). A escolha destes dois algoritmos teve em conta a sua capacidade de lidar com
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uma relagdo nado linear entre a variavel dependente e independente. No estudo de diferentes
modelos, o conjunto de dados agregado ao més foi dividido em dois conjuntos, o de treino
constituido por um histérico de trés, quatro e seis meses, € o conjunto de teste constituido
por apenas um més a frente. A métrica utilizada na avaliacio dos resultados foi o Mean
Squared Error (MSE). O modelo Multilayer Perceptron apresentou o seu melhor resultado de
previsao para um histérico de seis meses, sendo o seu MSE de 3.91e+5. Enquanto o modelo
RBF apresentou o seu melhor resultado para um histérico de trés meses com um MSE de
8.79e+5. Das experiéncias realizadas para diferentes periodos de histérico, o modelo
Multilayer Perceptron apresentou uma melhor qualidade de previsio, embora com um pior
desempenho computacional.

Em 2015, os autores Wang, M., Wang, Y., Wang, X., & Wei, Z propuseram um modelo
baseado no Auto-Regressive Integrated Moving Average (ARIMA), com o objetivo de prever
o rendimento de um operador de telecomunicagdes [20]. Neste estudo, foram utilizados dados
agregados a0 més no periodo de dois anos e meio. Sendo os dados dos primeiros dois anos
para analise e treino do modelo, e os restantes seis meses para validagaio do modelo. O método
usado para verificar a estacionariedade da série temporal foi a andlise das propriedades
estatisticas, como a média, variancia e coeficiente de correlacdo, verificando se estas
permanecem constantes ao longo do tempo. Neste estudo verificou-se que a série era niao
estacionaria. Para a tornar estacionaria e ser possivel usar o método ARIMA, foi aplicada uma
dupla transformacgao diferencial a série original. De seguida com recurso as fungoes,
Autocorrelation Function (ACF) e Partial Autocorrelation Function (PACF), foram
identificados os possiveis valores dos parametros p e q. Apos a identificagdo dos possiveis
valores dos parametros do modelo, o proximo passo foi avaliar um conjunto de modelos
variando a sua parametrizacao. Dos modelos avaliados foi o modelo ARIMA com a
parametrizacao (p = 1,d = 2, q = 1) que apresentou um melhor resultado. O modelo obteve
um erro médio de 1%, sendo o menor erro de 0.4% no quinto més, e o maior de 1.8% no
terceiro mes.

Em 2017, Hideaki Hayashi comparou o desempenho de dois métodos de séries temporais
num contexto diferente, na previsio do nimero de voos realizados nos EUA [27]. Os dois
métodos utilizados foram o Prophet e 0 ARIMA, este ultimo com os parametros configurados
manualmente e automaticamente com os valores por default. Neste estudo, foi usado um
conjunto de dados agregados mensalmente num periodo de trés anos. A partir deste conjunto,
os primeiros dois anos foram usados para treinar o modelo, e o terceiro para testar o modelo.
A comparacao dos resultados mostra que o Prophet foi inferior ao ARIMA com os
parametros configurados manualmente, e superior ao ARIMA com os parametros
configurados automaticamente com os valores por default. O autor concluiu que o método
ARIMA, ao contrario do Prophet, exige configuragao manual dos parametros do modelo para
ter bons resultados. Isto significa que o método ARIMA requer bastante conhecimento no
dominio para ser configurado manualmente.

Em 2016, os autores Rokhmatul & Hira apresentaram uma abordagem de duas fases para
efetuar uma analise de market basket nas telecomunicag¢des [28]. A abordagem apresentada no
artigo, permite gerar relagoes entre servicos (internet, telefone, televisao, fixo) para atividades
de marketing, como a criagao de pacotes ou sugestao de servicos de valor acrescentado a
clientes. A primeira fase, agrupou em clusters os clientes semelhantes com base na sua
demografia e uso dos servigos, com recurso a0 método de clustering K-Means. Dos clusters
alcangados foi possivel classificar os clientes de acordo com o uso dos servigos, identificar os
mais lucrativos e os provaveis de deixar um determinado servi¢o. Na segunda fase, foi aplicada
uma analise de market basket nos servicos para o cluster de clientes rentaveis para gerar um
conjunto de relacbes entre os servigos. Foi aplicado o algoritmo Apriori da técnica de regras
de associacao, configurado com um valor de suporte de 40% e um valor de confianca de 50%.
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Para um conjunto de seis servigos, o algoritmo foi capaz de gerar vinte relagdes entre os
servicos, com um valor de confianca entre 50.8% e 99.9%.

Em 2017, os autores Iglesias, J. A., Ledezma, A., Sanchis, A., & Angelov, P. propuseram uma
abordagem para analisar os registos de chamadas, com o objetivo de extrair e agrupar
diferentes comportamentos de chamadas e detetar anomalias em tempo real [29]. Neste estudo
foram utilizados os dados correspondentes aos registos de chamadas dos clientes. Para cada
cliente foi criado um perfil diario, que resume o seu comportamento de chamadas nesse dia,
contendo o momento da primeira chamada, a duragao e o nimero de chamadas agregadas por
quatro periodos ao dia (madrugada, manha, tarde e noite), ou seja, das Oh as 6h, das 6h as 12h,
e daf em diante. O estudo propée um método nio supervisionado com recurso a técnica de
clustering para compreender o comportamento de chamadas, e detetar as chamadas que
podem ser consideradas outliers. Pela comparacao do perfil de chamadas recente de um
utilizador com o seu histérico, ¢ possivel examinar a sua consisténcia. Cada observagao
representa o comportamento ou perfil de chamadas de um utilizador durante um determinado
dia. Uma observacio é considerada um outlier, se pertencer a um cluster de baixa densidade
e com uma distancia de similaridade superior a dois ou trés vezes o valor do desvio padrio
em relacio a média do cluster. Esta medida permite determinar se uma observagdo ¢
suficientemente diferente das anteriores.

Em 2016, os autores Yu, Q., Jibin, L., & Jiang, L. propuseram uma abordagem baseada no
método de séries temporais ARIMA, para detetar anomalias no trafego de redes de sensores
sem fios [30]. A abordagem apresentada, comega por construir um modelo com um periodo
de historico fixo, de quinze leituras do trafego. Apds a construcao do modelo, a previsao é
realizada com um passo de cinco seguido do calculo da sua média ponderada. O uso da média
ponderada permite detetar anomalias no trifego num periodo maior para nio detetar
mudangas subitas de trafego causadas pelo equipamento. Em cada itera¢ao, o modelo é
atualizado com o periodo de histérico mais recente disponivel. Para distinguir o trafego
normal do anormal foi definido um threshold com um desvio até 15%. Nas experiéncias
efetuadas foi alcangada uma precisao de 96% na detegao de anomalias.

Os trabalhos [24] e [29] sugerem que a técnica de clustering adequa-se a segmentacdo de
clientes em telecomunicagoes, a fim de extrair insights dos varios perfis de consumo. Os
trabalhos [26] e [27] mostram que o método ARIMA pode ser a melhor escolha para previsao
de séries temporais em telecomunicagoes, e também em outros contextos, mas tém um grande
inconveniente, requerem configuracio manual dos seus parametros. Além disso, neste
trabalho foi importante avaliar dois métodos, o ARIMA e o Prophet, com dados reais de
consumo em telecomunicagoes, e perceber como o modelo pode ser integrado numa
aplicacao. Quanto aos restantes trabalhos, o [29] sugere o algoritmo Apriori, para analise de
relagoes entre servigos subscritos pelos clientes. Finalmente o trabalho [30] sugere também o
método de séries temporais ARIMA, para detetar anomalias de trafego de consumo em
telecomunicacdes.

4.3. Ferramentas de data mining

Atualmente, diversas ferramentas de data mining estao disponiveis no mercado, cada uma
com os seus beneficios e suas limitagdes. Para se efetuar uma analise das ferramentas que
implementam algoritmos nas diversas tarefas de data mining, selecionaram-se quatro
ferramentas. O Waikato Environment for Knowledge Analysis (Weka) [31], o HO [32], o
Python [33] [34] [35], e ainda uma ferramenta lider no quadrante magico da Gartner de 2017
[36], o Rapid Miner [37]. De maneira a fazer uma comparagao entre estas ferramentas definiu-
se o seguinte conjunto de critérios:
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e  Open source, restricao imposta no desenvolvimento deste projeto;
e Suporte, inclui documenta¢io, ampla comunidade e pequenos tutoriais de iniciagao;
e TFornecer funcionalidades para analise exploratéria de dados;

e TFornecer todas as técnicas de data mining (algoritmos de classificacdo, regressio,
clustering, regras de associagdo, selecao de atributos);

e TFornecer métodos de séries temporais;

e Integracdo com fontes de dados, nomeadamente ficheiros e base de dados;
e Capacidade de lidar com grande quantidade de dados;

e TFornecer API para integragdo com linguagens de programacao.

A Tabela 8 resume a comparagao efetuada as ferramentas selecionadas usando os critérios
definidos.

Critério Weka H:O Python Rapid Miner
Open source Sim Sim Sim Sim
Suporte Nao Sim Sim Sim
Analise exploratéria Sim Nao Sim Sim
T(.)d.as as técnicas de data Sim Nio Sim Sim
mining
Metodog de séries Sim Nio Sim Sim
temporais
Integracao com fontes de Sim Sim Sim Sim
dados
Lida com grande N . . N

. N3 S S Nac
quantidade de dados 0 i m a0
API para integra¢ao com . . . .

Sim Sim Sim Sim

linguagens programacao
Tabela 8 - Comparacio de ferramentas de data mining

Ap6s a analise das ferramentas e tendo em considerag¢ao o conjunto de critérios de escolha
apresentados acima, conclui-se que o Weka e o H>O nao sdo escolhas adequadas. O Weka ¢é
uma ferramenta pouco flexivel na criagao de aplicagoes. O H,O é uma ferramenta recente,
disponivel desde 2014, que esta em desenvolvimento e neste momento ainda nao possui todas
as técnicas de data mining nem métodos de séries temporais. Entre as restantes ferramentas,
o Python possui uma ampla comunidade com diversas bibliotecas para visualiza¢ao grafica de
dados e maior flexibilidade na integracdo e otimiza¢ao de um modelo em uma aplicacio em
producao. Além disso o Python permite lidar com grande quantidade de dados com recurso
a nova framework chamada Dask [38]. Esta framework fornece desempenho e escalabilidade
horizontal no processamento, construcao e previsao de modelos em grandes conjuntos de

dados.
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Capitulo 5

Especificagdao de Requisitos

A plataforma desenvolvida com modelos preditivos e descritivos, consiste num back-end
disponibilizado na forma de uma API REST. A plataforma recolhe e analisa dados
provenientes dos produtos existentes na empresa, com o objetivo de extrair conhecimento.
Pretende-se que a aplicacdo tenha a capacidade de ser integrada e fornecer dados num formato
universal e reconhecivel pelos produtos existentes. O utilizador final vai ser um analista, com
fun¢oes diferenciadas nas areas de marketing, gestdo de produtos e operagoes. Este capitulo
descreve os requisitos funcionais e nao funcionais, restricGes técnicas e de negbcio da
plataforma.

5.1. Requisitos funcionais

Os requisitos funcionais foram identificados e definidos a partir do plano de desenvolvimento
dos produtos da empresa (ou seja, ja estavam planeados para este estagio) e dos sistemas de
suporte a decisdo estudados e apresentados no Estado da Arte. Estes foram descritos nesta
secgao utilizando a seguinte estrutura: titulo, descricdo da interagdo entre a plataforma e o
exteriot, e importancia para o operador. Os requisitos levantados foram priorizados utilizando
o método MoSCoW [39]. Este método prioriza os requisitos numa das seguintes quatro
categorias:

e Must: o requisito deve estar implementado na plataforma;

e Should: o requisito se possivel deve estar implementado na plataforma;

e Could: requisito desejavel, mas nao necessario nesta fase;

e Won’t: requisito nao precisa de ser implementado nesta fase, mas importante no

futuro.

ID: RF1 - Perfil de clientes

Titulo: determinar o perfil dos clientes que aderiram e nao a uma campanha

Descrigao: a API REST deve receber os seguintes parametros de entrada:

- Uma campanha existente

- O numero de grupos (ou de perfis) de clientes no intervalo de trés a cinco

Ap6s receber e validar o pedido, deve determinar os perfis dos clientes e devolver um
conjunto de insights e métricas para cada grupo obtido. Os insights dos perfis dos clientes
devem ser representados pelos seus atributos (ou features) relevantes, de consumo e
comportamento no momento do incentivo a campanha. Relativamente as métricas, para
cada grupo, deve devolver a percentagem de clientes aderentes e o valor resultante do
calculo do lift over grupo de controlo

Importincia para o operador: fornecer insights durante a campanha para permitir ao
operador ajustar e identificar com maior precisao o seu publico-alvo

Prioridade: Must

ID: RF2 - Previsao de consumo

Titulo: previsio do consumo de recargas, SMS, e dados de internet

Descrigao: a API REST deve receber como parametro de entrada o tipo de consumo, de
entre trés opgdes possiveis (nimero de recargas usadas nos servigos de telecomunicagoes,
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numero de eventos de SMS ou volume de dados de internet). Apds receber e validar o
pedido, deve prever os trés meses futuros a partir do historico e devolver os valores
previstos

Importiancia para o operador: permite otimizar ou eventualmente reforcar os recursos de
rede e adequar os canais de recarga a sua taxa de utilizacdo

Prioridade: Must

ID: RF3 - Anomalias por grupo

Titulo: dete¢do de anomalias (desvios subitos e acentuados no nivel de trafego) no
comportamento de consumo de um grupo de clientes

Descrigao: a API REST deve receber como parametro de entrada, o tipo de consumo.
Apbs receber e validar o pedido, deve ser capaz de detetar anomalias de consumo no grupo
de clientes do servico Pré-Pago. Finalmente deve devolver a informagao do consumo real
e do previsto. Este tltimo com recurso a um intervalo de confianga para permitir distinguir
o consumo anormal

Importancia para o operador: permite automatizar a dete¢io de anomalias de consumo,
aumentando a rapidez e eficacia da sua detegdo

Prioridade: Should

ID: RF4 - Relagbes entre servicos subscritos

Titulo: descoberta de rela¢Ses nos registos de subscri¢oes de servicos baseada numa analise
de market basket

Descrigdao: a API REST deve receber os seguintes parametros de entrada:

- A data com o ano e o més

- O valor minimo de suporte no intervalo de 0.6 a 1

- O valor minimo de confianc¢a no intervalo de 0.6 a 1

Apbs receber e validar o pedido, deve ser capaz de determinar e devolver um conjunto de
relagoes entre os servigos representadas por regras do tipo A — B, juntamente com o valor
de suporte e confianca

Importancia para o operador: permite estudar preferéncias e criar pacotes de servicos

subscritos em conjunto para potenciar o negocio
Prioridade: Should

ID: RF5 - Autenticacdo

Titulo: mecanismo de autenticacio

Descrigao: a API REST deve receber o login e a password de administrador previamente
definidos para devolver um token de acesso as funcionalidades da API por um determinado
periodo de tempo

Prioridade: Must
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5.2. Requisitos nio funcionais

Os requisitos nao funcionais definem-se como as caracteristicas que o sistema deve possuir
em adi¢do a sua funcionalidade [40]. Foram identificados e considerados importantes para esta
plataforma os seguintes requisitos nao funcionais:

e Interoperabilidade: traduz a capacidade de dois sistemas trocarem informagoes entre
si [40]. A plataforma deve estar preparada para comunicar e fornecer dados num
formato interoperavel e universal a qualquer outra aplicagao.

e Desempenho: é a capacidade do sistema de executar o seu trabalho no tempo
especificado [40]. A plataforma deve ser capaz de responder aos pedidos num
intervalo de tempo que se considere aceitavel.

¢ Robustez: refere-se a capacidade de o sistema continuar em funcionamento na
presenca de eventos que estao além do seu normal dominio de funcionamento [41]. A
plataforma deve fornecer uma API capaz de funcionar corretamente na presenca de
parametros invalidos de entrada e de falhas no acesso a fonte de dados.

As Tabelas 9, 10, 11 e 12 apresentam cenarios que ajudam a descrever os requisitos nao
funcionais descritos acima.

Fonte do estimulo
Estimulo
Ambiente
Artefacto

Resposta

Mensuragao da resposta

Fonte do estimulo
Estimulo

Ambiente

Artefacto

Resposta

Mensurac¢ao da resposta

Fonte do estimulo

Estimulo

Ambiente
Artefacto

Resposta

Mensuragao da resposta

Cenario de interoperabilidade
Exterior a plataforma
Um pedido para troca de informagao a API
Funcionamento normal
A plataforma
A plataforma responde com sucesso ao pedido para troca de
informacio
Percentagem de trocas de informagao processadas com sucesso
Tabela 9 - Cenario de interoperabilidade

Cenario de desempenho
Exterior a plataforma
Chegada de um pedido
Funcionamento normal
A plataforma
Pedido processado dentro do tempo esperado
Pedido respondido com um tempo inferior a sete segundos
Tabela 10 - Cenario de desempenho

Cenario de robustez 1

Exterior a plataforma
Chegada de um pedido com pelo menos um parametro invalido
de entrada
Funcionamento normal
A plataforma
A plataforma verifica os parametros de entrada e devolve uma
mensagem de erro
Percentagem de pedidos negados pela plataforma

Tabela 11 - Cenario de robustez 1
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Cenario de robustez 2

Fonte do estimulo Exterior a plataforma
Estimulo Falha de ligacdo a fonte de dados
: Plataforma em funcionamento normal e fonte de dados
Ambiente . .
indisponivel
Artefacto A plataforma

A plataforma deteta a falha, continua em funcionamento e
devolve uma mensagem de erro

Mensuragdo da resposta A plataforma nao falha

Tabela 12 - Ceniario de robustez 2

Resposta

5.3. RestrigOes técnicas e de negdcio

As restrigdes técnicas e de negocio sao decisdes impostas que devem ser atendidas no desenho
da arquitetura.

A plataforma deve satisfazer as seguintes restricdes técnicas:
e Tecnologias open source: o uso de tecnologias sem custos foi uma restrigdo imposta
pela empresa;

e [stilo arquitetural Representational State Transfer (REST): a arquitetura da plataforma
deve seguir esse estilo, de modo a permitir integracdo ¢ comunicag¢ao com outras
aplicagoes.

O desenvolvimento da plataforma deve ter em conta as seguintes restricoes de negocio:

e Data limite de desenvolvimento: a versao base da plataforma deve estar terminada a
31 de julho de 2018, data que termina o estagio;

e Confidencialidade dos dados: no inicio do estagio foi assinado um acordo de
confidencialidade sobre o uso de dados reais dos operadores de telecomunicac¢oes. O
acesso a estes dados, apenas pode ser feito dentro da rede interna da empresa;

e Dados disponibilizados pelos operadores de telecomunicagoes: os dados utilizados
neste trabalho estdo sujeitos a aprovacao por parte do operador.
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Capitulo 6

Arquitetura

A arquitetura de um software define-se como o conjunto de estruturas necessarias ao seu
funcionamento, os seus componentes e as relacoes entre eles. Este capitulo apresenta a
arquitetura proposta dividindo-se em duas partes, a primeira com o desenho de alto nivel e a
segunda com a especificacido que descreve detalhadamente os médulos da aplicagio.

6.1. Desenho de alto nivel

O desenho da arquitetura tem diversas vantagens tais como, mostrar e comunicar o que esta
desenvolvido aos stakeholders e gerir as suas modificagoes futuras [40]. Com base no C4
model [42], esta sec¢ao apresenta o desenho de alto nfvel da plataforma, utilizando um
conjunto de vistas relevantes que a dividem em multiplas representa¢oes e demostram como
a plataforma suporta os requisitos especificados no capitulo anterior. Inclui a escolha de
tecnologias e frameworks a usar na implementacao.

6.1.1. Diagrama de contexto

A Figura 5 mostra onde a plataforma desenvolvida neste projeto se situa e os produtos
existentes com os quais interage.
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Figura 5 - Diagrama de contexto
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A plataforma desenvolvida neste projeto interage com os produtos existentes atualmente na
empresa, sao eles o Business Intelligence Tools (BIT) e o Active Campaign Manager (ACM).
Além destas aplicagoes, também vai fornecer informacao de suporte a decisao ao utilizador
tinal definido como analista.

6.1.2. Vista de componentes

Uma vez que ja se sabe onde a plataforma se encaixa no ecossistema da empresa, esta sec¢ao
mostra uma visio de alto nivel dos componentes que a compode, e como estes comunicam
entre si. A Figura 6 apresenta o diagrama de vista de componentes.

............................................................................

! Légica | ! Dados 5
E E s Leé dados de chentes, E 3 @ E
E | trifezo e transacOe: | |
Data Warehouse
' ' ' da aplicacdo BIT '
S S Lz dados de E % " E
S Aplicacio de data | campanhas | i
i minin; ] 1 - |
| | | .23
s $ E i Sistema ficheiros s
; T HTTP / REST | ! | da aplicacio ACM | !
' ' 1 e |
1 : | | : |
5 9% E b 3
| o) N : : |
E “ > ! ] Base de dados |
1 \.\- ! ! de campanhas !
: o : : |
S ‘ Outros produtos !
Legenda:

b A 3

| | & 4] & 3

..... C. ;_;: 3;2. o ~ Componente 5 Componente Intesface Interface Conector

daz empresa 2 desenvolver fomecida requinida

Figura 6 - Vista de componentes

A camada de dados ¢é responsavel por fornecer dados a aplicagdo de data mining e por
auxiliar no processo de preparagao dos dados provenientes dos ficheiros. Constituida pelas
fontes de dados existentes, o Data Warchouse da aplicagao BIT, os ficheiros de dados
exportados da aplicagao ACM, e pela base de dados de campanhas que vai conter os dados
dos ficheiros.

O Data Warehouse possui dados limpos e transformados, sobre os quais é aplicado o processo
ETL (Extract, Transform, Load) nos dados brutos de um operador de média dimensao.
Constituido por trés data marts, que possuem indicadores operacionais e¢ de cada cliente,
referente ao perfodo de até quatro anos. O data mart de clientes, contém informagao sobre os
clientes, nomeadamente o saldo e a associacao de clientes aos seus servicos subscritos. O data
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mart de transagoes, contém informacdo sobre as subscricoes e recargas. Na tabela de
subscri¢Oes, cada registo representa um cliente, contendo a data de registo da subscrigao,
ativagao, desativagao, mudancas de estado. As tabelas de recarga, contém agregados a hora,
dia e més por cliente e por grupo de clientes, contendo o nimero, o montante de recargas e o
saldo antes da recarga. O data mart de trafego, contém a informagdo agregada a hora, dia e
més por cliente e por grupo de clientes. As tabelas de trafego, contém o registo de eventos de
chamadas de voz, SMS e dados de internet, nomeadamente o numero de chamadas, duracio,
valor tarifado.

Os ficheiros exportados do ACM possuem dados de campanhas de um operador de média a
grande dimensao. A informacao dos clientes encontra-se agregada ao més no momento do
incentivo a uma campanha, referente aos seus dados de cartdo, comportamento, consumo e
sua rentabilidade para o operador. Também, contém informagao das transi¢cdes de estado dos
clientes ao longo do ciclo de vida de cada campanha, para que seja possivel identificar os
clientes que aderiram e nao a uma campanha.

A criacdo da base de dados de campanhas foi criada apenas para estudo e desenvolvimento
do primeiro requisito funcional deste projeto com dados estaticos. Além disso, justifica-se pela
necessidade de integrar uma grande quantidade de dados provenientes dos ficheiros
exportados do ACM, para que estes possam ser selecionados, limpos e preparados para a
aplicacao de técnicas de data mining. A sec¢ao 6.2.1 do relatério descreve o modelo de dados
deste componente.

A camada légica ¢ onde se situa a aplica¢ao de data mining. Esta aplicacio ¢ responsavel por
recolher, preparar e analisar os dados provenientes das fontes de dados existentes, a fim de
criar modelos que permitam extrair conhecimento. Além disso, recebe e responde aos pedidos
provenientes do extetior.

Os componentes apresentados acima comunicam da seguinte maneira:

e A comunicagao entre a aplicagdo de data mining e o exterior, vai ser feita por API
REST usando o protocolo Hypertext Transfer Protocol (HTTP). A escolha da
tecnologia REST permite satisfazer o requisito nao funcional de interoperabilidade e
a restricao técnica referente ao uso do estilo arquitetural REST.

e Aligacao entre a aplicagao de data mining e as bases de dados é feita por conector.
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6.1.3. Vista l6gica da aplicagdo

Nesta secgdao fez-se zoom-in ao componente da aplicagio de data mining. A Figura 7
decompoe este componente num conjunto de médulos que o constitui. De seguida para cada
moédulo descreve-se as suas responsabilidades e como interagem entre si.

Acesso a —p Perfil de clientes

Leé dados EF' dados

Previzio de | Relagdes entre
CONSUMo | | zervigos subscritos

Interface de ')

integ‘ragﬁo Interface fornecida ao exterior

Legenda:

< > O

Ligacio entre Interfzce
Madulo modulos formcedida

Conector BD

Figura 7 - Vista logica da aplicacao

O moédulo de acesso a dados, é responsavel por conectar e recolher os dados das fontes de
dados existentes. Também tem a fun¢do de integrar e carregar os dados dos ficheiros
exportados do ACM na base de dados de campanhas. Os médulos de perfil de clientes,
previsido de consumo c relagGes entre servigos subscritos correspondem aos requisitos
funcionais. Cada um destes médulos é responsavel por um requisito funcional, com o seu
processo de preparagdao dos dados e com as suas técnicas de data mining especificas a utilizar.
Os modelos dos requisitos sao criados em tempo real para responder aos pedidos recebidos,
e de seguida eliminados. O moédulo da interface de integragao, fornece um conjunto de
endpoints com parametros configuraveis através de uma API REST. A integra¢ao por API
com outras aplicagdes, minimiza o acoplamento e a dependéncia entre componentes,
necessitando apenas que estes mantenham uma certa consisténcia entre si [44]. Além de
fornecer a API, recebe pedidos do exterior, valida e deteta parametros invalidos de entrada.
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Comunica com os médulos dos requisitos funcionais com o objetivo de obter a informagio
de acordo com o pedido recebido e em seguida responde ao pedido. Cada um destes modulos
encontra-se detalhado na secc¢ao 6.2 do relatorio.

6.1.4. Escolha de ferramentas e tecnologias

No desenvolvimento do componente de aplicagdio de data mining optou-se pelo Python
(versao 3.6). O Python é uma ferramenta flexivel que disponibiliza um conjunto de bibliotecas
para o estudo e analise comprativa dos modelos dos requisitos, e permite a implementacio de
mecanismos de parametrizacio dos modelos para integracio numa aplica¢ao de suporte a
decisdo. As principais bibliotecas necessarias ao desenvolvimento desta plataforma foram as
seguintes: sklearn [33] com métodos de clustering e de selegao de atributos, mlxtend [34] com
regras de associagdo, e statsmodels [35] com métodos de séries temporais. O moédulo de
interface de integracao, implementou-se com recurso ao Flask [43], framework web usada na
implementacio de uma API REST com um conjunto de endpoints disponibilizados por
HTTP. O JavaScript Object Notation (JSON) é o formato de dados utilizado para troca de
informacdo com o exteriof. E um formato de intercimbio de dados, universal, interoperavel
e lightweight, constituido por uma colegao de pares chave-valor [44]. No componente de base
de dados de campanhas, optou-se por um motor de base de dados PostgreSQL [45]. Este
permite auxiliar no processo de integracao e preparagdao dos dados exportados do ACM.
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6.2. Especificagdo detalhada

Esta sec¢ao descreve o modelo de dados da base de dados de campanhas e os médulos do
componente de aplicagao.

6.2.1. Modelo de dados da base de dados de campanhas

Os dados das campanhas exportados da aplicagao Active Campaign Manager (ACM) foram
integrados e inseridos na base de dados de campanhas, pelo médulo de acesso a dados para
que estes possam ser processados. Importa referir que estes dados sdo estaticos, cujo seu
processo de ETL (Extract, Transform, Load) esta em desenvolvimento e nao faz parte do
estagio. A Figura 8 apresenta o modelo de dados deste componente constituido por trés
tabelas, Cliente, Transicdo da campanha, e Mapeamento entre a tabela de cliente e transigao
de estado de campanha.

Cliente
codUnicoCartao =zpi>= Decimal (10 =M=
antiguidadeCartao Decimal (10)
categoriaCartao Decimal (10)
familiaTarifario Decimal (10)
segmentoMercado Decimal (10)
tarifario Decimal (10)
tarifarioComCarregamentoObrigatorio Decimal (10)
:;EE?{;:HMEESSES ggg:mz: E:}ggi MapeamentoClienteTransicao
escalaocConsumo Decimal (10) Possui | idMapeador <pi> Serial <M=
escalaoConsumoUmMes Decimal (10) codCa!'tao ) Dec!mal (10) <M=
escalaoValar Decimal {10) codUnicoCliente Decimal (10) <M=
escalaoValortUmMes Decimal (10) idMapeador <pi=
valordcumuladoRecarga Decimal (10.2)
duracaoVfoz Decimal (10)
duracaoVozORM Decimal (10)
duracaoVozRF Decimal (10) Possui
valorVoz Decimal (10.2)
valoVozORM Decimal (10.2)
valorVozRF Decimal (10.2)
quantidadeTrafegoSMS Decimal (10) ’
valorSMS Decimal (10.2) : : Transicaof i il
tetaConsumo Decimal (10) idTransicag Zpi= Serial =M
escalaoSegmentoSaldo Decimal (10) codCampanhaACM Van_able characters (100)
freqCarregamentales Decimal (10.2) codCartao Decimal (10)
mediaConsumoTresMeses Decimal (10.2) grupaControlo Dacimal (10)
mediaDiasEntreCarregamentos Decimal (10.2) codEstadoAnterior ‘u’ar!able characters (20}
mediaValorCarregadoSeisMeses Decimal (10.2) codEstadoAtual Variable characters (20)
mediaValorCarregadoTresMeses Decimal (10,2) idTransicao <pi>
numeroDiasEntreCarregamentos Decimal (10,2)
quantidadeCarregamentosSeisMeses Decimal (10)
saldoMedioAntesRecarga Decimal (10,2)
valorMaximoRecarga Decimal (10,2)
valorMinimoRecarga Decimal (10,2)
desvioCarregamentoSeisMeses Decimal (10,2)
desvioCarregamentoMensal Decimal (10,2)
desvioDiasCarregamento Decimal (10,2)
desvioDiasCarregamentoSeisheses Decimal (10,2)
codUnicoCartao  <pi

Figura 8 - Modelo de dados da base de dados de campanhas

De seguida descreve-se a informagao que cada uma das tabelas do modelo acima contém:

e C(liente: contém um cédigo de identificacio e um conjunto de atributos que definem
o perfil de cada cliente nas categorias de dados de cartao, consumo, rentabilidade e
valor para o operador. Os valores dos atributos dos clientes ja se encontram agregados
a um, a trés ou a seis meses, dependendo do seu tipo.

e TransicioCampanha: representa as transi¢oes dos clientes no ciclo de vida da
campanha, permitindo identificar os clientes que aderiram e nao.

e MapeamentoClienteTransi¢ao: contém um conjunto de pares de identificadores que
permitem ligar os clientes as suas transicdes de estado na campanha. O atributo
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nomeado grupo de controlo, indica se o cliente foi selecionado para pertencer a esse
grupo de clientes que nao recebe notificagao do incentivo.

6.2.2. Mo6dulo de perfil de clientes

Este médulo é responsavel pelo primeiro requisito funcional, de determinar o perfil de
clientes. Recorreu-se a técnica de clustering, usada no mesmo tipo de problema numa das
abordagens analiticas estudadas e apresentadas no capitulo de Estado da Arte [24]. As
experiéncias realizadas com o objetivo de escolher e configurar o modelo deste requisito,
encontram-se descritas na sec¢ao 7.1 do relatério.

A implementag¢ao deste requisito dividiu-se em duas fases. A primeira fase, de segmentacio
de clientes com o objetivo de extrair insights dos perfis de clientes que aderiram e ndo a uma
campanha. A segunda fase, de calculo do lift over grupo controlo (GC) em cada um dos
grupos (ou clusters) obtidos. Esta métrica relaciona os clientes pertencentes ao publico-alvo
(PA), incentivados, com os do grupo de controlo (GC), nao incentivados, a fim de medir e
avaliar o sucesso que a campanha esta a ter em cada perfil obtido. A Figura 9 apresenta as
etapas de cada uma destas duas fases.
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Figura 9 - Diagrama de etapas para determinar o perfil de clientes

A primeira fase determina o perfil de clientes que adere e nao a uma campanha, com o objetivo
de separar tanto quanto possivel os clientes aderentes e nao aderentes em grupos diferentes.
Constituida pelas seguintes cinco etapas:

1. Sele¢ao de um conjunto de dados equilibrado: comeg¢a por selecionar os clientes que
aderiram a uma campanha num dado més na base de dados de campanhas. Dado que o
nimero de clientes aderentes a uma campanha ¢ significativamente inferior ao de nao
aderentes, aplicou-se a técnica de undersampling que permite melhorar os resultados em
problemas com classes desequilibradas segundo [8]. Consiste na sele¢io aleatoria de um
numero igual de clientes ndo aderentes para permitir a criagao de um conjunto equilibrado.
2. Preparacao de dados: nesta etapa sao automatizadas as seguintes tarefas:

e Os valores numéricos dos atributos em falta, sao identificados e preenchidos pelo
valor médio do atributo. Quanto aos valores nominais, sio preenchidos pelo valor
mais frequente do atributo;

e Os atributos nominais como respostas “‘sim/nao”, sio convertidos em valores
numéricos, requisito exigido pelos métodos de clustering;
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e Os atributos numéricos com um nudmero de casas decimais superior a dois, sao
arredondados a duas casas decimais;

e Os valores dos atributos sao normalizados pelo método Min-Max [8];
e Finalmente cria a estrutura de dados de entrada no modelo.

A Tabela 13 ilustra a estrutura de dados utilizada nas tarefas de data mining. Cada cliente esta
associado a um conjunto de atributos numéricos que caracteriza o seu perfil, juntamente com
a classe-alvo que identifica se aderiu ou nao a campanha.

Valores dos atributos que definem o perfil do cliente Classe
Cliente 1 7.16, 105, 1.49, 10 Aderiu
Cliente N 21.88, 330, 18.79, 22 N2o aderiu

Tabela 13 - Estrutura de dados de entrada no modelo dos perfis

3. Selecao de atributos relevantes de forma dinamica para cada campanha, divide-se no
seguinte conjunto de tarefas:

e Calculo do ranking da importancia dos atributos pelo método filter model, chamado
SelectFromModel na biblioteca do Python [19];

e Geragao de subconjuntos de atributos de dois em dois atributos (os dois, os quatro,
seis primeiros até ao total de atributos);

e Avaliacado da precisio (métrica descrita na seccao 7.1.2) de varios modelos de
clustering K-Means com diferentes subconjuntos de atributos gerados;

e Escolha do nimero de atributos 6timo no modelo, ou seja, que maximiza a precisao;

e Remocio dos atributos irrelevantes.

4. Construcao do modelo de clustering para um determinado numero de grupos (ou de petfis)
recebido como parametro de entrada a partir da interface de integragao.

5. Extracao dos perfis de clientes: consiste no calculo dos valores do centro de cada grupo,
que resumem e fornecem insights do perfil dos clientes.

Apbs a primeira fase inicia-se a segunda fase, do calculo do lift over GC por grupo, usando a
seguinte férmula fornecida pela empresa:

Taxa de adesdo do PA — Taxa de adesdo do GC
Taxa de adesao do GC

Lift over GC (%) =

A métrica de lift over GC relaciona a taxa de adesdo dos clientes do publico-alvo (PA),
incentivados, com a taxa de adesao dos clientes do grupo de controlo (GC), nao incentivados
que poderiam aderir, a fim de medir e avaliar o sucesso da campanha. Constituida pelas
seguintes etapas:

0. Selecao dos clientes pertencentes a0 PA e ao GC: nesta etapa seleciona o conjunto todo de
clientes pertencentes ao PA e também dos pertencentes ao GC.

7. Preparacao de dados: aplica as mesmas transformacoes descritas na segunda etapa e remove
os atributos nao selecionados na terceira etapa.

8. Atribuicao dos clientes do PA e do GC ao modelo criado: consiste na atribuicao ao modelo
construido na quarta etapa de todos os clientes pertencentes ao PA, e dos pertencentes ao
GC, ambos de forma independente.

9. Calculo do lift over GC: comega por calcular a taxa de adesdo por grupo para os clientes
pertencentes PA e para os pertencentes ao GC. Ap6ds o calculo da taxa de adesdo destes dois
conjuntos de clientes por grupo, o préximo passo € o calculo do lift over GC usando a férmula
apresentada acima, para cada grupo obtido e no conjunto total de clientes incentivados.
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No final este médulo devolve insights do perfil de clientes que adere e ndo a uma campanha,
representados pelo valor médio dos atributos de todos os elementos pertencentes a um grupo
(ou cluster). Devolve também o valor percentual de clientes aderentes e o valor do lift over
GC ambos por grupo, e o lift over GC no conjunto total de clientes que foram incentivados.

6.2.3. Mo6dulo de previsdao de consumo

O presente médulo ¢ responsavel por fazer uma previsao aproximada do nimero de recargas
usadas nos servicos de telecomunicacdes, eventos de SMS ou volume de dados de internet.
Na previsao utilizou-se o método de séries temporais Auto-Regressive Integrated Moving
Average (ARIMA) sazonal. Esta escolha teve em conta dois motivos. O primeiro, as
experiéncias realizadas e apresentadas na seccdo 7.2 do relatério, deram vantagem a este
método. Em segundo, o ARIMA ¢ um método popular e usado em varias abordagens de
previsao em telecomunicagdes [26] [30]. O diagrama da Figura 10 apresenta as etapas de
implementacao deste requisito por este modulo.

Selecio de dados de consumo

.

Preparacio de dados

v

Escolha dos parametros do modelo
- 3

.

Construcao do modelo de previsio

4
Previsao do consumo dos meses
seguintes 5

Figura 10 - Diagrama de etapas para previsao de consumo

1. Selecao de dados, extracdo e agregaciao por més de um perfodo de histérico de quatro anos
do Data Warchouse da aplicacao Business Intelligence Tools (BIT), relativo aos dados que se
pretende prever.

2. Preparacido de dados, subdivide-se em trés tarefas. A primeira converte o formato da data
original no formato exigido pelo modelo. A segunda constrdi a estrutura de dados de entrada
no modelo de previsio com duas colunas, como ilustra a Tabela 14.

Data Valor do tipo de consumo
2015-01-01 1000
2017 -12-01 2000

Tabela 14 - Estrutura de dados de entrada no modelo de previsao

A terceira aplica uma transformagao logaritmica exigida pelo método para atenuar a tendéncia
da série temporal [13].

3. Escolha dos parametros do modelo: testa e avalia diversos modelos a fim de escolher o
modelo com o menor erro de previsao nos dados de histérico.

39



Nesta etapa, todas as combinagoes dos parametros p, q e d sio geradas. Os primeiros dois
podem ser zero, um ou dois e o parametro d pode ser zero ou um. O intervalo de valores
definido teve em conta os testes de parametrizacdio manual, apresentados e discutidos na
secgao 7.2 do relatério e também uma certa flexibilidade para adaptar a dados futuros. O
parametro de sazonalidade esta definido com o valor de doze, correspondente ao periodo
sazonal. Apods a geracao das combinagdes de parametros, cada modelo instanciado é testado
com valores historicos. A estacionariedade da série temporal é um requisito para a aplicagdo
do método ARIMA. Assim sendo, quando o modelo ¢ construido com uma série nao
estacionaria, a combinacao de parametros testada nesta iteragao ¢ descartada, e o teste avanga
para a combinacao de parametros seguinte. A abordagem apresentada nesta etapa, permite a
integracao do modelo na aplicacio, ajustando automaticamente os parametros a mudangas no
comportamento da série, sem a necessidade de configuragdo manual.

4. Constru¢ao do modelo de previsio: apds a escolha dos parametros, o modelo de previsao
¢ construido com um periodo de histérico de trés anos recente (ou seja, do més passado ou
anterior até trés anos atras) e com os parametros identificados na etapa anterior.

5. Previsao do consumo dos meses seguintes: inicia-se apos a construc¢ao do modelo escolhido,
e consiste em prever os trés meses seguintes. Os valores previstos sao convertidos de volta a
escala dos valores originais, com a realizacio de uma transformac¢ao exponencial (operagao
inversa da transformacdo logaritmica). Finalmente os valores previstos sao devolvidos ao
moédulo da APLL

6.2.4. Mo6dulo de relagdes entre servigos subscritos

Responsavel por extrair regras de associa¢ao nos servigos que estao subscritos pelos clientes
numa data selecionada. Recorreu-se ao algoritmo de associagio Apriori, usado numa
abordagem analitica apresentada no capitulo de Estado da Arte [28]. A Figura 11 apresenta o
conjunto de etapas deste requisito.

Selecio de dados de sermicos

.

Preparacio de dados

v

Construcao do modelo

.

Extracio das relacoes entre os servicos
’ ) 4

Figura 11 - Diagrama de etapas para extrair rela¢Oes entre servigos subscritos

1. Sele¢ao de dados de servigos: consiste em extrair aleatoriamente dez mil clientes do tipo
Pré-Pago, seguido dos seus servigos subscritos de telemovel, de internet no estado ativo e
também servigos complementares no Data Warehouse da aplicagao Business Intelligence
Tools (BIT).

2. Preparacao de dados: os indentificadores dos servigos de cada cliente selecionados na base
de dados, sdo convertidos para o nome do servigo por cruzamento de chaves primarias. Apos
este passo ¢ criada a estrutura de dados de entrada no modelo como ilustra a Tabela 15, cada
linha contém a lista de servigos subscritos por um cliente.
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Servigos subscritos
Cliente 1 Servico A, Servico B

Cliente N Servico A, Servico C
Tabela 15 - Estrutura de dados de entrada no modelo

3. Construgao do modelo: aplica o algoritmo Apriori de associagdao parametrizado com o valor
de suporte e confianga recebido por parametro de entrada. O valor do lift esta definido para
ser maior ou igual a um segundo a referéncia [8].

4. Extracao das relagbes entre os servigos: apds a etapa anterior, as regras de relacionamento
entre os servicos sao geradas e devolvidas as que possuirem um valor de confian¢a maior ou
igual ao recebido por parametro.

6.2.5. M6dulo de interface de integragido

Responsavel por fornecer uma API REST com quatro endpoints, um para autenticagao e os
restantes para as funcionalidades.

6.2.5.1. Endpoint de autenticagiao

Com o objetivo de proteger os recursos da API de acessos nao autorizados, recorreu-se ao
protocolo de autenticagio OAuth 2.0 utilizando o JSON web token do Python [46]. Este
mecanismo permite dar acesso aos recursos fornecidos pela API a outra aplicagao externa,
através da atribui¢ao de um token de acesso (codigo de hash que associa o login e password
do utilizador ao timestamp).
A API possui o seguinte endpoint de autenticagao:

e Endpoint: /login

e Método HTTP: POST

Recebe como parametro de entrada o login e a password de administrador previamente
definidos e devolve o token de acesso as funcionalidades. O token deve ser usado pela
aplicagao externa que pretende aceder a recursos, no cabegalho HTTP de cada pedido. Sempre
que a aplicagao recebe um pedido a recursos protegidos, o token é validado. No caso de este
ser valido o pedido ¢ processado, caso contrario uma mensagem de erro com o codigo 401 ¢é
enviada.

6.2.5.2. Endpoints das funcionalidades

A API devolve uma mensagem constituida por objetos JSON com duas sec¢oes:

e Meta: contém o codigo HTTP de trés digitos. O cddigo enviado é 200 se tudo
funcionou corretamente, 400 se receber um pedido invalido (por exemplos
argumentos invalidos), 401 se receber um pedido de acesso a recursos nao autorizado,
500 se ocorrer um erro interno (por exemplo falha no acesso a base de dados).

e Response: contém um conjunto de objetos contendo os resultados especificos de cada
pedido. Os objetos que constituem a response, podem ser do tipo number (nimero),
string (cadeia de carateres), list (lista) ou dict (dicionario).

O endpoint de perfil de clientes, devolve informacao do perfil de clientes que aderiu e nao
aderiu a uma campanha

e Endpoint: /petfil/ {campanha} / {nGrupos}
e Mcétodo HTTP: GET
e Autenticagdo: requerida com OAuth 2.0
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A Tabela 16 apresenta os parametros de entrada recebidos e de saida devolvidos pelo método.

Parametros Nome Tipo Descrigao
campanha String O nome da campanha
O numero de grupos (ou de
Entrada nGrupos String  perfis) de clientes. O valor deve
estar entre 3¢ 5
tokenAcesso String A chave OAuth do consumidor
Contém uma lista por grupo,
perfis Dict contendo os valores médios dos

respetivos atributos
percentagemClientesIncenti List Contém a percentagem de
Resposta vadosAderentesGrupo clientes aderentes por grupo
liftGrupo List Contém o calculo do lift over
grupo de controlo por grupo
O calculo do lift over grupo de
controlo no conjunto total
Tabela 16 - Parametros do endpoint de perfil de clientes

liftGlobal Number

A Figura 12 apresenta um exemplo da mensagem em JSON devolvida pelo método.

'meta': {
'status': 200,
'msg': 'Ok’
}I
'response': {
'perfis': {
'perfil 1': {
'arpuTresMeses': 5.73,
'mediaDiasEntreCarregamentos': 34.32,
'quantidadeCarregamentosSeisMeses': 4.24,

'saldoMedioAntesRecarga’': 1.68
e
'perfil 2': {...},
'perfil 3': {...},
'perfil_4': ...}
}!
'percentagemClientesIncentivadosAderentesGrupo': [
11.2,
4.8,
4.37,
2.93
1r
'liftGrupo': [
12.23,
104.2¢,
1z4.21,
-46.73
1,
'1iftGlebal': 45.82

Figura 12 - Exemplo do formato JSON devolvido pelo primeiro método

O endpoint de previsio de consumo, devolve os valores previstos a trés meses de acordo com
o tipo de consumo recebido no pedido.

e Endpoint: /previsao/ {tipoConsumo}
e Método HTTP: GET
e Autenticagdo: requerida com OAuth 2.0
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A Tabela 17 apresenta os parametros de entrada recebidos e de saida devolvidos pelo método.

Parametros Nome Tipo Descrigao
Indica o tipo de consumo que se
pretende prever. Pode ser o

Entrada tipoConsumo String numero de recargas, SMS ou
volume de dados de internet
tokenAcesso String A chave OAuth do consumidor
datasHistorico List As datas do histérico utilizado
valoresHistoricos List Os valores do historico utilizado
datasPrevistas List As datas dos trés meses previstos
Resposta valoresPrevistos List OS, vglores pArevistos para os
préximos trés meses
O menor erro de previsao obtido
erroPrevisao String nos testes de escolha dos

parametros do modelo com dados
histéricos
Tabela 17 - Parametros do endpoint de previsio de consumo

A Figura 13 apresenta um exemplo da mensagem em JSON devolvida pelo método.

'meta': {
'status': 200,
'msg': 'Ok’

}s

'response': {

'datasHistorico': [
'2015-01-01",
'2015-02-01",

- r
'2017-11-01°,
'2017-12-01"

]l

'valoresHistorico': [
121%291,

1095724,
-r

715025,

509964

1,

'datasPrevistas': [
'2018-01-01",
'2018-02-01",
'2018-03-01"

]l

'valoresPrevistos': [
730300,

680607,
745042
1,
'erroPrevisao': 'RMSE = 36942.77 , MAPE = 3.71°

Figura 13 - Exemplo do formato JSON devolvido pelo segundo método

O endpoint de relagGes entre servigos subscritos, devolve um conjunto de regras de acordo
com o grau de confiang¢a recebido por parimetro.

e Endpoint: /relacoesSetvicos/ {ano}/{més} /{suporte} / {confianca}
e Mcétodo HTTP: GET
e Autenticagdo: requerida com OAuth 2.0
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A Tabela 18 apresenta os parametros de entrada recebidos e de saida devolvidos pelo método.

Pardametros Nome
ano
meés

supotrte
(de A — B)

Entrada

confianca
(de A — B)

tokenAcesso

regras
Resposta 5

(do tipo A — B)

Tipo
String
String

String

String

String

Dict

Descrigdao
O ano em valor numérico
O meés em valor numérico
Indica a percentagem de clientes
que possui os servicos A e B. O
seu valor deve estar entre 0.6 2 1.0
Indica a percentagem de clientes
que subscreveu o servigo A, que
também subscreveu o servico B.
O seu valor deve estar entre 0.6 a
1.0
A chave OAuth do consumidor
Conjunto de regras, cada uma com
quatro atributos, o antecedente, o
consequente, o valor de suporte e
de confianca

Tabela 18 - Parametros do endpoint de relagdes entre servigos subscritos

A Figura 14 apresenta um exemplo da mensagem JSON devolvida pelo método.

'meta': {
'status': 200,
'msg': 'ok'
b
'response': {
'regra_l': {
'antecedente': [
'Servigo A'
]!
'consequente': [
'Servigo B'
1.
'suporte': 0.94,
'confianca': 0.79
b
'regra_Z': {
'antecedente': [
'Servigo C'
]!
'consequente': [
'Servigo B'
1r
'suporte': 0.93,
'confianca': 0.81
b
'regra_ 3': {
'antecedente': [
'Servigo B',
'Servigo C'
]!
'consequente': [
'Servigo A
]!
'suporte': 0.79,
'confianca': 0.95

Figura 14 - Exemplo do formato JSON devolvido pelo terceiro método
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Capitulo 7

Experimentacdo e Desenvolvimento de Modelos

Este capitulo apresenta o estudo e analise comparativa de modelos dos requisitos funcionais
em diferentes configuragdes e conjuntos de dados, com o objetivo de encontrar o modelo que
melhor se adapta ao problema. No estudo de modelos seguiu-se a metodologia Cross-Industry
Standard Process for Data Mining (CRISP-DM) [3], e teve-se como ponto de partida as
abordagens estudadas e apresentadas no capitulo de Estado da Arte.

7.1. Petfil de clientes

Pretende-se construir um modelo que determine o perfil dos clientes que aderiu e nao a uma
campanha para um numero de grupos (ou clusters) fixo de trés a cinco. Um grupo (ou cluster)
¢ constituido por clientes com atributos semelhantes dentro do mesmo agrupamento. No
desenvolvimento de modelos avaliou-se a sele¢ao de atributos com maior importincia, a
precisao de dois métodos de clustering e verificou-se se o modelo é generalizavel utilizando
quatro campanhas.

7.1.1. Abordagem

Como referido anteriormente, recorreu-se a técnica de clustering para determinar o perfil dos
clientes que aderiu e ndo a uma campanha. Esta técnica foi usada num problema semelhante,
numa das abordagens analiticas estudadas e apresentadas no capitulo de Estado da Arte [24].
As varias experiéncias aos modelos deste requisito, pretendem avaliar qual a configuragao que
melhor separa os clientes aderentes e nao a uma campanha em diferentes grupos.

7.1.2. Métricas de avaliacdo de resultados

As métricas usadas na avaliacao dos modelos foram a precisao e o coeficiente de Silhouette.
A precisao indica a capacidade de o modelo conseguir separar os clientes que aderiram e nao
a campanha em diferentes grupos. O calculo desta métrica ilustra-se no seguinte exemplo com
os dados da Tabela 19.

Grupo N° de clientes N°de clientes N°de clientes Classificagdo

aderentes nio aderentes do grupo
Grupo 1 40 30 10 Aderente
Grupo 2 30 20 10 Aderente
Grupo 3 20 5 15 Nao aderente
Grupo 4 10 0 10 Nio aderente

Tabela 19 - Dados de exemplo para ilustrar o calculo da métrica de precisao

Precisdo = (precisao nos grupos aderentes * % de clientes nos grupos de aderentes) +
(precisio nos grupos nao aderentes * % de clientes nos grupos de nao aderentes)
= ((30 + 20) / (40 + 30) * 0.7) + ((15 + 10) / (20 + 10) * 0.3)
= 0.75 * 100%
=75%

O coeficiente de Silhouette [8] foi usado para medir a qualidade dos grupos (ou clusters)
alcangados, ap6s a realizacdo de experiéncias que permitiram otimizar a métrica de precisao.
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Este coeficiente mede a distancia de separagao entre os grupos, indicando a proximidade de
cada elemento atribuido num dos grupos, em relacao aos seus grupos vizinhos. O seu valor
varia no intervalo de [-1, 1], em que o coeficiente de 1 indica que o elemento esta longe dos
grupos vizinhos, o coeficiente de 0 indica que o elemento esta no limite entre dois grupos, e
o coeficiente de -1 indica que o elemento esta perto de elementos em outro grupo vizinho,
podendo ter sido atribuido ao grupo errado.

7.1.3. Setup experimental

A Tabela 20 mostra o nimero de clientes existente nos dados de cada uma das quatro
campanhas usadas nas experiéncias. O universo de teste corresponde aos dados equilibrados,
ou seja, metade de clientes que aderiram e a outra metade por clientes que nao aderiam. O
universo total corresponde aos dados com todos os clientes incentivados a campanha. Os
atributos dos clientes estiao especificados no modelo de dados da secgao 6.2.1.

Campanha Universo de teste (equilibrado) Universo total (incentivados)
15 14.058 122.028
87 2.514 123.340
28 1.336 72.986
75 1.246 13.106

Tabela 20 - Numero de clientes no conjunto de dados de cada campanha

O processo de selegao, preparagao de dados, escolha de atributos esta automatizado pelo
modulo de determinar o perfil de clientes, descrito na secgao 6.2.2 deste relatorio.

Uma vez que os clientes da classe maioritaria sao escolhidos aleatoriamente (universo de teste,
com classes equilibradas), em cada experiéncia fez-se uma série de dez testes, e calculou-se a
média e o desvio padrio das medi¢oes.

7.1.4. Resultado

A titulo de exemplo a Figura 15 apresenta graficamente os perfis dos clientes representados
pelos valores médios dos atributos relevantes normalizados (para facilitar a sua visualizacdo),
para quatro grupos na campanha 15. Cada perfil esta representado por uma linha de cor
diferente. Na legenda do lado direito do grafico indica para cada grupo, o valor percentual da
taxa de clientes aderentes e o lift over GC (%).

Perfis obtidos para 4 grupos - Campanha 15

—— Grupo 1 (Taxa de adeséo = 16.48%, Lift over GC (%) = 32.80)

Grupo 2 (Taxa de ades: 4.49%, Lift over GC (%) = -62.21)
—— Grupo 3 (Taxa de adesdo = 7.14%, Lift over GC (%) = 162.50)
—— Grupo 4 (Taxa de adesao = 3.09%, Lift over GC (%) = 175.89)

Valor do atributo normalizado
o o
~ I
S i}

°

ArpuTrésMeses MédiaDiasEntreCarregamentos QuantidadeCarregamentosSeisMeses saldoMédioAntesRecarga
Atributo

Figura 15 - Grafico de petfis de clientes obtidos na campanha 15 para quatro grupos
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Grupo 1 2 3 4
Atributos de perfil de cliente

ARPU a trés meses 62.58 24.51 11.41 5.76

Média de dias entre 5.02 9.74 18.39 34.25

carregamentos

Quantidade de 41.0 19.61 9.49 4.26

carregamentos a S€1S meses

Saldo médio antes da 1.68 235 301 308

recarga ' ' ' '
Métricas da campanha

Taxa de adesio 88.08% 75.14% 51.66% 35.26%

(universo de teste)

Taxa de adesao 16.48% 4.49% 7.14% 3.09%

(universo total)
Lift over GC no universo total (global) = 45.82%
Lift over GC 32.8% -62.21% 162.5% 175.89%

Tabela 21 - Perfis de clientes e métricas para a campanha 15 para quatro grupos

A partir dos grupos descritos no grafico da Figura 19 e Tabela 21 consegue-se extrair a seguinte
informacao:

Os perfis obtidos ficaram bem separados entre si, variando na sua forma que sugere
que os clientes tém um diferente comportamento de consumo.

O grupo 1 representa o perfil de clientes mais aderente a campanha com uma taxa de
adesao de 16.48%. Neste perfil os clientes possuem um elevado valor de Average
Revenue Per User (ARPU), de 62.58 euros, e também efetuam uma quantidade elevada
de carregamentos, 41 a cada seis meses.

O grupo 2 representa os clientes com valores de consumo relativamente altos.

O grupo 3 representa o perfil com uma taxa de adesio média a campanha. Estes
clientes tém wvalores medianos nos atributos de ARPU, média de dias entre
carregamentos, quantidade de carregamentos nos dltimos seis meses ¢ saldo médio
antes da recarga.

O grupo 4 representa o perfil de clientes menos aderente a campanha com uma taxa
de adesao de 3.09%. Neste perfil os clientes possuem um baixo valor de ARPU, de
5.76 euros, e efetuam uma baixa quantidade de carregamentos, cerca de 4 a cada seis
meses. Além disso estes clientes possuem o maior saldo no seu cartio antes de
efetuarem um carregamento.

Dado que o valor do lift over GC global (universo total) é de 45.82%, a partir dos
grupos obtidos verifica-se que os grupos 3 e 4 obtiveram um lift over GC bastante
superior ao global, de 162.5% e 175.89% respetivamente. Isto significa que estes dois
grupos representam os clientes que mudaram mais o seu comportamento fase ao
grupo de controlo, ou seja, os clientes dependentes do incentivo. Os restantes grupos
representam os clientes independentes do incentivo, ou seja, que poderiam aderir a
campanha sem a necessidade de gastar recursos no seu incentivo.

Os resultados das restantes campanhas encontram-se no anexo B.1.5.

7.1.5. Experiéncias e avaliagao de resultados

Nas experiéncias realizadas comparou-se a precisio do modelo para trés, quatro e cinco
grupos variando o subconjunto de atributos selecionados, os métodos de clustering e a fun¢ao
de distancia que calcula a similaridade entre elementos. Comegou-se por comparar a precisao
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do modelo com todos os atributos e com subconjuntos de atributos relevantes (ou de maior
importancia). Os atributos relevantes foram selecionados de duas formas. A primeira com um
threshold definido pelo método. A segunda por teste de subconjuntos de atributos, ou seja,
os dois, quatro, seis primeiros do ranking ordenado pela sua importincia. Apés a selegiao dos
atributos, experimentaram-se dois métodos de clustering e duas fun¢bes de distancia.
Finalmente fez-se a analise de Silhouette para verificagdo da separagao dos grupos obtidos
entre si. As sec¢Oes seguintes apresentam e analisam os resultados das experiéncias realizadas.

7.1.5.1. Experimentagdo com o algoritmo de selecao de atributos relevantes

Nesta experiéncia usou-se o método supervisionado de filter model, chamado
SelectFromModel na biblioteca do Python [19] como candidato a sele¢ao e calculo do ranking
dos atributos de maior importancia em relagao a classe-alvo (aderiu ou nao aderiu). A Figura
16 apresenta graficamente a importancia de cada atributo em relagao a classe-alvo, nas quatro
campanhas selecionadas.

—
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Figura 16 - Importincia dos atributos em relacdo a classe-alvo de cada campanha
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Os resultados mostram que a importancia dos atributos varia de campanha para campanha.
Deste modo a selegao de atributos foi feita de forma dinamica para cada campanha de dois
modos distintos, com o objetivo de avaliar qual deles consegue um melhor resultado.

O primeiro modo, através de um threshold definido internamente no método que define o
ponto de corte no ranking dos atributos. Nesta configuracao, de um total de 32 atributos, o
método selecionou onze atributos para a campanha 15, dezanove atributos para a campanha
87, quinze atributos para a campanha 28, e dezassete atributos para a campanha 75. A lista de
atributos selecionados em cada campanha pelo threshold do método encontra-se na Tabela
34 do anexo B.1.1.

O segundo modo baseia-se em procura exaustiva. Apos o calculo do ranking dos atributos
ordenado pela sua importancia pelo método, sao realizados testes de subconjuntos de
atributos. Os testes de subconjuntos, foram realizados iterativamente de dois em dois
atributos, ou seja, com os dois, quatro, seis primeiros do ranking até ao numero total de
atributos. Para cada subconjunto ¢ criado um modelo de clustering K-Means e avaliada a sua
precisao. O modelo com maior precisdao e o seu subconjunto de atributos, é entao escolhido
em cada campanha. Nesta configuragio o nimero de atributos selecionados foi inferior a
configuracao anterior. Nas experiéncias realizadas, os atributos selecionados variaram entre
quatro e dezasseis dependendo da campanha e do nimero de grupos, sendo a combinagao
com os quatro primeiros atributos a mais frequente. A lista de atributos selecionados em cada
campanha nesta configuragao encontra-se na Tabela 35 do anexo B.1.1.

7.1.5.2. Validagdo da importincia da selegdo de atributos relevantes

Nesta segunda experiéncia compara-se a precisio do modelo quando se utiliza todos os
atributos e cada uma das alternativas que selecionam o subconjunto de atributos relevantes
(ou maior importancia) por threshold e procura exaustiva. A Figura 17 apresenta a precisio
do modelo com cada uma destas trés alternativas. Mais detalhe dos resultados das medicSes
encontra-se no anexo B.1.2. Na realiza¢do desta experiéncia utilizou-se o método K-Means
com as configuracSes pré-definidas na sua biblioteca [47].
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Figura 17 - Precisio dos modelos com os atributos todos e com os relevantes
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Os resultados obtidos nas campanhas testadas mostram que os modelos constituidos por
todos os atributos sao os que apresentam menores valores de precisio, ou seja, 0s grupos sao
menos discriminatérios em relagao a classe-alvo. Comparando os modelos com os atributos
selecionados pelo threshold definido no método e por procura exaustiva, a segunda
configuracio apresentou-se superior em todos os testes realizados. Apds esta experiéncia
optou-se pelos modelos com os atributos escolhidos por procura exaustiva do subconjunto
de atributos com maior importancia.

7.1.5.3. Comparagio da precisdo de diferentes métodos de clustering

Na terceira experiéncia avaliou-se a precisio do modelo nas quatro campanhas selecionadas,
por dois métodos de clustering com o subconjunto de atributos relevantes selecionado por
procura exaustiva. Os métodos disponibilizados pelo Python e avaliados foram o K-Means e
o hierarquico aglomerativo. O método hierarquico aglomerativo foi experimentado com duas
fungoes de distancia, a Euclidean e Manhattan, de maneira a verificar qual delas se adapta
melhor aos dados. No método K-Means foi utilizada a func¢ao de distancia Euclidean (Gnica
disponibilizada neste método) [48]. Os restantes parametros foram os pré-definidos nas
respetivas bibliotecas destes dois métodos [47] [49]. A Figura 18 compara a precisio dos
modelos para cada campanha com os dois métodos selecionados e as duas fungdes de
distancia. Mais detalhe das medicées encontra-se no anexo B.1.3.
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Figura 18 - Precisdo dos modelos em diferentes métodos

Os resultados apresentados na Figura 18 mostram de um modo geral que o modelo do K-
Means obtém uma maior precisio nas quatro campanhas. Do mesmo modo, verifica-se que
no intervalo de grupos testados, a precisaio do modelo aumenta com o numero de grupos.
Uma das possiveis razoes para o método hierarquico apresentar piores resultados, pode estar
relacionado com as fusdes dos elementos realizadas nos passos intermédios nao poderem ser
desfeitas ou melhoradas. Por outro lado, o K-Means iterativamente minimiza a distancia de
todos os elementos aos centros dos grupos. Analisando os resultados do método hierarquico
aglomerativo com as duas fun¢oes de distancia, verifica-se que a fungao Euclidean foi superior
a de Manhattan. Isto pode ser explicado pelo nimero de atributos distribuidos numa escala
de valores ser muito maior que o nimero de atributos discretos num conjunto fixo de
possiveis valores. Apos a realizagdo desta experiéncia optou-se pelos modelos K-Means.
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7.1.5.4. Analise de Silhouette variando o numero de grupos

Os graficos da Figura 19 apresentam a analise de Silhouette para a campanha 15 para trés,
quatro e cinco grupos com o método K-Means e com os atributos selecionados por procura
exaustiva. Os graficos das restantes campanhas encontram-se no anexo B.1.4.
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Figura 19 - Analise de Silhouette da campanha 15

No intervalo de grupos testados os resultados mostram que, quanto maior o nimero de
grupos, menor o coeficiente de Silhouette médio de todos os elementos no conjunto de dados.
Ou seja, maior o nimero de elementos, que podem ter sido atribuidos ao grupo errado e
menor a distancia média de separacao entre os grupos.

7.1.6. Sumario

As experiéncias realizadas permitiram verificar que o modelo fica mais eficaz, quando
construido com os atributos relevantes. Numa primeira fase é calculada a importancia de cada
atributo pelo método de filter model, chamado SelectFromModel. De seguida por procura
exaustiva sdo realizados diversos testes a subconjuntos de atributos. O subconjunto
selecionado ¢ o que tiver maior valor de precisio no modelo. Dos dois métodos
experimentados, verificou-se que os modelos do K-Means foram superiores ao hierarquico
aglomerativo. Entdo, escolheu-se este modelo que teve melhores resultados e foi capaz de
generalizar nas experiéncias realizadas nas quatro campanhas.

51



7.2. Previsao de consumo

Neste requisito pretende-se desenvolver modelos capazes de fazer uma previsao aproximada
a trés meses dos varios tipos de consumo. No seu desenvolvimento, avaliou-se o erro de
previsao com dois métodos de séries temporais, o sazonal Auto-Regressive Integrated Moving
Average (ARIMA) e o Prophet. Importante também avaliar a capacidade de generalizacdo do
modelo nas suas previsoes variando o trimestre do ano.

7.2.1. Abordagem

Das duas abordagens a este requisito apresentadas no capitulo de Estado da Arte, uma baseada
em modelos de redes neuronais [25] e a outra baseada no método ARIMA de séries temporais
[26] [27], seguiu-se esta ultima. Esta escolha teve em conta a capacidade dos métodos de séries
temporais serem dependentes do tempo e conseguirem lidar com a sazonalidade e tendéncia
existente nos dados.

7.2.2. Métricas de avaliacdo de resultados

A precisio dos modelos criados foi avaliada usando duas métricas, o Root Mean Squared
Error (RMSE) e a Mean Absolute Percentage Error (MAPE). O RMSE [50] permite medir a
magnitude média do erro, atribuindo um maior peso aos erros maiores e um menor pPeso a0s
erros menores. Calcula-se usando a seguinte formula:

Na férmula, a variavel yi representa o valor observado, Xi o valor previsto, n o nimero de
valores previstos.

A métrica alternativa MAPE [51] ¢ mais intuitiva e facil de interpretar por utilizadores nao
técnicos, e permite comparar resultados entre diferentes dados. O MAPE calcula o erro médio
em percentagem usando a seguinte féormula:

n
MAPE — 100% Z lyi — x|
n Vi

I=1

As variaveis nesta férmula tém o mesmo significado da férmula do RMSE.

52



7.2.3. Visualizagdo da variagdo dos consumos

As Figuras 20 e 21 apresentam graficamente a varia¢ao do consumo mensal de recargas (usado
nos servicos de telecomunicagoes), SMS e dados de internet ao longo dos anos de 2014 a 2017,
para verificar a existéncia de tendéncia e de sazonalidade nos dados. Importa referir que os
graficos apresentam os valores de consumo normalizados para facilitar a sua visualizagao

grafica.
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Figura 20 - Variacdo de consumo de cada um dos quatro anos
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Figura 21 - Variagao de consumo ao longo dos quatro anos
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Pela analise dos graficos anteriores observa-se ao longo do tempo, uma tendéncia decrescente
no consumo de recargas, crescente no consumo de dados de internet e ambas no consumo de
SMS. A sazonalidade verifica-se pelos temporarios aumentos e decréscimos no consumo em
certos meses do ano. Na série de recargas, existe um baixo consumo nos meses de fevereiro,
outubro e novembro, e um consumo mais elevado nos meses de janeiro, agosto e dezembro.
A sazonalidade verificada na série de SMS, ¢ muito semelhante a de recargas. Finalmente a
série de dados de internet, apresenta um consumo mais elevado e também crescimento no
meés de dezembro de cada ano.

7.2.4. Setup experimental

Cada conjunto de dados foi dividido em conjunto de treino e de teste. Devido a existéncia de
sazonalidade e tendéncia, utilizou-se um histérico para treino do modelo de trés anos (trinta
e seis meses), € 0s trés meses seguintes para teste. Utilizou-se os quatro conjuntos de dados
apresentados na Tabela 22 para teste dos modelos, sendo o lado esquerdo da tabela o periodo
de treino e o lado direito o periodo de teste.

Treino Teste / Previsdo
Janeiro de 2014 - dezembro de 2016 Janeiro de 2017 - marco de 2017
Abril de 2014 - marco de 2017 Abril de 2017 - junho de 2017
Julho de 2014 - junho de 2017 Julho de 2017 - setembro de 2017
Outubro de 2014 - setembro de 2017 Outubro de 2017 - dezembro de 2017

Tabela 22 - Conjuntos de dados utilizados nas experiéncias

O processo de selecao, preparacao de dados esta automatizado pelo médulo de previsao de
consumo, descrito na sec¢ao 6.2.3 deste relatorio.

7.2.5. Analise das séries temporais e parametrizagao dos modelos

O desenvolvimento do modelo ARIMA divide-se em duas etapas, uma de andlise da série
temporal e uma segunda de desenvolvimento de modelos variando a sua parametrizagao.
Dado que o método de séries temporais ARIMA lida apenas com séries estacionarias no
tempo, a primeira etapa consiste em verificar se a série é estacionaria ou nao com recurso a
dois métodos. O primeiro de visualizacao grafica das propriedades estatisticas da série
temporal, a média movel (calculo em cada momento da média dos valores correspondentes
ao ultimo periodo sazonal) e o desvio padrio mével. O segundo método com recurso ao teste
estatistico de Dickey-Fuller. Caso a série seja ndo estacionaria, é necessirio torna-la
estacionaria com a realizacio de uma transformacao de diferenciacio. Em cada instante da
série temporal subtrai a observagdo original com a do instante anterior [13]. Apds a
transformagao realiza-se novo teste de estacionariedade, e este processo repete-se até a série
se aproximar da estacionariedade. O parametro d do modelo corresponde ao numero de
diferenciagdes necessarias até estacionar a série. Segue-se a segunda etapa, de estimacao dos
parametros p e q com recurso aos graficos Autocorrelation Function (ACF) e Partial
Autocorrelation Function (PACF) respetivamente. O parametro p indica a ordem da
componente AR do modelo e representa o periodo de tempo atrasado. O parametro q indica
a ordem da componente MA do modelo e representa os erros de previsao atrasados. Em
seguida sdo testadas e avaliadas varias combinagdes destes dois parametros do modelo. Nesta
secgdo apresenta-se a série temporal de consumo do numero de recargas usadas nos servigos
de telecomunicag¢oes. Dado que as séries de SMS e de dados de internet seguem o mesmo
processo, estas sao apresentadas no anexo B.2.1 e B.2.2 respetivamente.
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A Figura 22 apresenta o teste de estacionariedade da série temporal com dois métodos. A
figura de cima apresenta a visualizagao grafica das propriedades estatisticas da série ao longo
do tempo, média movel e desvio padrio mével. Ambos foram configurados com o valor de
doze [13], correspondente ao perfodo ou ciclo sazonal. A figura de baixo mostra o teste
estatistico de Dickey-Fuller.
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Results of Dickey-Fuller Test:
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p-value 0.694740
#lags Used &.000000
HNurker of Observations Used 29.000000
Critical Value (1%) -3.679060
Critical Value (5%) -2.967882
Critical Value (10%) -2.623158

Figura 22 - Teste de estacionariedade da série temporal de recargas original

Pela analise do grafico anterior verifica-se um claro decréscimo da média movel ao longo do
tempo. Esta variacao ao longo do tempo, indica que a série é ndo estacionaria no tempo. O
resultado do teste estatistico apresenta um valor maior que o valor critico com um nivel de
confianc¢a de 95% (-1.149969 > -2.967882), indicando também que a série é ndo estacionaria
no tempo. De seguida aplicou-se uma transformacao de diferenciacio de primeira ordem para
tornar a série temporal estacionaria no tempo. A Figura 23 apresenta o teste de
estacionariedade da série apos a transformagao.
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Propriedades estatisticas da série temporal de recargas
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Figura 23 - Teste de estacionariedade da série temporal de recargas apds a transformacio

Pela analise do grafico anterior verifica-se que as propriedades estatisticas da série temporal
tornaram-se aproximadamente constantes ao longo do tempo. O resultado do teste estatistico
¢ menor que o valor critico para um nivel de confianca de 95% (-4.815318 < -2.992216),
indicando também que a série temporal se aproximou da estacionariedade. Entdo o parametro
d do modelo ¢ igual a um, ou seja, o nimero de diferenciagdes que permitiram aproximar a
série da estacionariedade.

O proximo passo é determinar os valores dos parametros p (ordem da componente AR do
modelo) e q (ordem da componente MA do modelo) do ARIMA. Para estimar estes dois
parametros recorreu-se as func¢des de Autocorrelation Function (ACF) e Partial
Autocorrelation Function (PACF). A Figura 24 apresenta os graficos destas duas fungoes.
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Figura 24 - Graficos das fun¢des ACE e PACF da série temporal de recargas

O grafico do lado esquerdo da ACF permite estimar o valor do parametro p, que corresponde
a0 momento em que a fungdo cruza o intervalo de confianca pela primeira vez, ou seja no
grafico acima isso acontece entre p = 0 e p = 1. O outro grafico do lado direito da PACF
permite estimar o valor do parametro g, pelo cruzamento da fun¢do com o intervalo de
confianga, ou seja no grafico acima isso acontece entre ¢ = 0 e ¢ = 1. De seguida fez-se os
testes com as quatro combinagdes de parametros no modelo, (p =0,d=1,q=0), (p=1,d
=1,q9=0,p=0,d=1,q=1)e(p=1,d=1,q=1). O parametro de sazonalidade foi
configurado com o valor de doze, correspondente ao periodo sazonal. Os testes a0 modelo
com estas combinag¢oes de valores dos parametros encontram-se na Tabela 43 do anexo B.2.3.

O modelo Prophet foi mais simples de desenvolver que o ARIMA devido a sua capacidade
de encontrar automaticamente pontos de inflexdo nos dados, ou seja, onde existe mudangas
de tendéncia [20]. Na parametriza¢ao deste modelo configurou-se o periodo de sazonalidade
da série temporal com o valor de doze.

7.2.6. Experiéncias e avaliagdo de resultados

As Tabelas 23, 24 e 25 mostram a compara¢ao do erro de previsao (RMSE e o MAPE) usando
o ARIMA e Prophet, escolhendo o melhor resultado do modelo ARIMA. Quatro previsdes
foram usadas, correspondendo aos quatro trimestres do ano. As tabelas mostram o valor
médio, desvio padrio e valor maximo dos erros dos quatro testes realizados.

Consumo de recargas

Método e Mlers

Média Maximo Média Miaximo
ARIMA 3.69e+4% 1.31e+4 4.97e+4 3.71 £ 1.25 5.01
Prophet 7.63e+4 £ 5.93e+4 1.05e+5 7.82 + 254 11.08

Tabela 23 - Resultado dos modelos de previsio do numero de recargas
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Consumo de SMS

: RMSE MAPE

Método : . . ;
Média Miaximo Média Maximo

ARIMA 7.95e+5 + 5.5¢+5 1.66e+6 4.67 + 3.09 9.43

Prophet 2.7e+6 + 2.82¢+6 4.54e+6 14.25 £ 8.76 27.4

Tabela 24 - Resultado dos modelos de previsio do nimero de SMS
Consumo de dados

Método . RMSE - - MAPE '
Média Maiaximo Média Maiaximo

ARIMA 2.59e+13 £1.48e+13  5.12¢+13 6.99 + 5.79 17.0

Prophet 4.67e+13% 4.18¢+13  6.35e+13 8.11 £ 3.39 13.26

Tabela 25 - Resultado dos modelos de previsao do volume de dados

Os resultados mostram que os modelos ARIMA foram sempre melhores que os Prophet
(menor erro médio, quase metade) em todas as séries. Importa referir que, enquanto para as
séries de recargas e de SMS o erro maximo foi sempre menor para o ARIMA, no caso da série
de consumo de dados um dos trimestres teve um erro mais elevado para o ARIMA e o erro
médio foi pouco melhor que o Prophet. No entanto, isto foi uma excegdao, porque Os
resultados do ARIMA foram consistentemente superiores em todas as séries. Uma das
possiveis razées podera estar relacionada com a natureza dos dados, em que o método
ARIMA se adaptou melhor aos dados de telecomunica¢oes. A Figura 25 mostra graficamente
os resultados de previsao do modelo ARIMA, comparando os valores reais e previstos, nos
quatro testes de previsao. Os resultados de forma grafica das séries de SMS e de dados de
internet, sdo apresentadas no anexo B.2.1 e B.2.2 respetivamente.

Previséo do consumo de recargas Previséo do consumo de recargas

—— Previsto —— Previsto
1400000 4 Real 1400000 4 Real

1300000 1300000 1

1200000
1200000 4

1100000 4
1100000 -

1000000 4

Numero de recargas
Ntmero de recargas.

1000000 4
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800000 T T

Jan 2014 Jan 2015 Jan 2016 Mar 2017 Abr 2014 Abr 2015 Abr 2016 Jun 2017
Tempo (meses) Tempo (meses)

Previsao do consumo de recargas Previs&o do consumo de recargas

—— Previsto —— Previsto
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1000000

NuUmero de recargas
NUmero de recargas

1000000
900000

900000
800000 /

800000 1
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Jul 2014 Jul 2015 Jul 2016 Set 2017 Out 2014 Out 2015 Out 2016 Dez 2017
Tempo (meses) Tempo (meses)

Figura 25 - Previsdo de recargas a trés meses

Os graficos das previsGes a trés meses, mostram que conseguiram uma previsao aproximada
boa em comparacio com os valores reais. Outro teste realizado com o mesmo modelo
ARIMA de previsao a trés meses fol a previsao a doze meses a partir do histérico. A Figura
26 apresenta de forma grafica o resultado deste teste.
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Figura 26 - Previsio de recargas a doze meses

O grafico da previsao a doze meses, mostra que o modelo ¢ capaz de lidar bastante bem com
a tendéncia e a sazonalidade dos dados. Neste teste conseguiu-se um valor de RMSE de
3.99¢+4 ¢ um MAPE de 4.19%.

7.2.7. Sumario

Nas experiéncias realizadas verificou-se que os modelos ARIMA apresentaram melhores
resultados sobre o Prophet nas trés séries temporais de consumo, e capazes de lidar com a
sazonalidade e tendéncia dos dados. Importa referir que as trés séries de consumo,
necessitaram de apenas uma diferenciacio de primeira ordem para se aproximarem da
estacionariedade no tempo. No entanto a parametrizacao dos modelos das trés séries
apresentaram variacio nos parametros p € q.
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7.3. Relagbes entre servigos subscritos

Esta sec¢ao apresenta um exemplo do resultado das regras de associagao geradas pelo médulo
de relagoes entre servicos subscritos desctrito na seccao 6.2.4 deste relatorio. A Tabela 26
apresenta as regras geradas na fotografia de subscrigdes no primeiro més de 2017 para um
valor minimo de suporte e confian¢a de 0.65. Importa referir que os nomes reais dos servigos
foram substituidos por um nome genérico para manter o nome do operador confidencial e
ocultar os detalhes do negocio.

Antecedente Consequente Suporte Confianga

Servico de carregamento em qualquer Servico de dados 0.68 0.7

lugar moveis ' '

lServ;go de carregamento em qualquer Servico de chamadas 0.83 0.85

uga

Servico de saldo para chamadas urgentes = Servico de chamadas 0.83 0.84

Servico de notificacdo de saldo, Servico Servico de dados 0.68 0.7

de carregamento em qualquer lugar moveis ' '

Servico de notificacio de saldo, Servico Setvico de chamadas 0.82 0.85

de carregamento em qualquer lugar

Servico de carregamento em qualquer .

. S de dad

lugar, servico de saldo para chamadas crvico © ados 0.67 0.7
méveis

urgentes

Servico de carregamento em qualquer

lugar, servico de saldo para chamadas Servigo de chamadas 0.83 0.86

urgentes

Servico de carregamento em qualquer

lugar, servico de saldo para chamadas Servigo de chamadas 0.82 0.85

urgentes

Servico de carregamento em qualquer Sel’rvi(;.o de dados 0.68 0.96

lugar moéveis

Servico de notificacio de saldo SC?VIQ.O de  dados 0.67 0.96
moveis

Servigo de saldo para chamadas urgentes SC%’VIQ.O de  dados 0.66 0.96
méveis

Tabela 26 - Regras de associa¢ao geradas

As regras geradas permitem descobrir o grau de confianca de relacionamento entre os diversos
servicos do operador. Para um conjunto de cinco servigos do Pré-Pago, foram geradas onze
relacdes entre os servicos com um valor maximo de confianca de 96%. O resultado mostra
que alguns dos servigos estao frequentemente subscritos a0 mesmo tempo pelos clientes. Esta
informacao vai ser util na criagao de pacotes com servicos agregados.
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Capitulo 8

Testes

Este capitulo apresenta o plano e resultados de execucdo dos testes de aceitagdo, requisitos
funcionais e nao funcionais a plataforma desenvolvida. Os testes aos requisitos funcionais nao
incluem os testes a qualidade dos modelos, dado que estes foram apresentados e analisados
no capitulo anterior.

8.1. Aceitagio

Os testes de aceitagdo verificam se o projeto satisfaz as necessidades do cliente. Os requisitos
funcionais foram apresentados aos Orientadores da empresa a medida que foram
implementados e experimentados para validar se estes cumprem os objetivos definidos. A
Tabela 27 mostra o resultado dos testes de aceitacio.

Requisito funcional Implementado Resultado

Perfil de clientes Sim Aceite
Previsiao de consumo - Recargas Sim Aceite
Previsao de consumo - SMS Sim Aceite
Previsao de consumo - Dados Sim Aceite

Anomalias de consumo por grupo Nao Nao aplicavel
Relacoes entre servicos subscritos Sim Aceite
Autenticacao Sim Aceite

Tabela 27 - Testes de aceitacio

A tabela anterior mostra que os requisitos implementados foram de encontro aos objetivos
pretendidos pela empresa. Todos os requisitos com grau de prioridade maximo, segundo as
necessidades da empresa foram desenvolvidos. De notar que o requisito de Anomalias de
consumo por grupo de utilizadores nao foi implementado por falta de tempo e prioridade a
outras tarefas, no entanto este nao era dos mais prioritarios.

8.2. Requisitos funcionais

O plano de testes aos requisitos funcionais é constituido por testes unitarios e manuais. Os
testes unitarios de black-box abrangem os testes a API juntamente com os médulos da
aplica¢ao. Uma vez que este sistema nao ¢ critico, os testes nao abrangem os de white-box ao
cédigo fonte [41]. Os testes manuais sio realizados ao mecanismo de parametrizagao
automatico do modelo de previsao de consumo, de modo a verificar se este encontra o modelo
com menor erro de previsao.

8.2.1. Unitarios

Os testes unitarios tém o objetivo de garantir que a API esta protegida contra parametros
invalidos de entrada, acessos nao autorizados a recursos e validar o resultado do pedido. Na
realizagao de testes unitarios definiram-se casos de teste para cada requisito funcional com os
seus valores de entrada e o resultado esperado. Os casos de teste definidos tiveram em conta
a fronteira entre os valores validos e invalidos em fun¢do do dominio de valores aceite por
cada variavel de entrada. A comparagio entre o resultado esperado e o obtido ¢ realizado com
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assercoes. De maneira a automatizar a sua execucao recorreu-se a Framework unittest do

Python [52].

A Tabela 28 apresenta o planeamento e resultados dos casos de teste realizados ao primeiro
requisito de perfil de clientes. De notar que na coluna chamada Saida, o c6édigo 200 significa
que tudo funcionou corretamente, 400 recebeu um pedido invalido, 401 recebeu um pedido
nao autorizado. Os testes aos pedidos realizados com sucesso (coédigo 200), validaram-se os
dados devolvidos pelo método com recurso a asser¢oes:

e Perfis: verifica se o numero de perfis corresponde ao nimero de grupos recebido por
parametro.

e Percentagem de clientes incentivados aderentes por grupo: verifica se esta lista esta
preenchida e contém o numero de elementos igual a0 numero de grupos recebido por
parametro.

e Lift por grupo: verifica se esta lista esta preenchida e contém o nimero de elementos
igual a0 nimero de grupos recebido por parametro.

e Lift global: verifica se este valor esta preenchido e ¢ diferente de zero.

Foi ainda verificado por observa¢ao a coeréncia entre os valores de lift por grupo e o valor do
lift global em reunido com os orientadores.

Requisito 1 - Perfil de clientes

Pardmetros de entrada Saida (codigo)

Teste [glsa’rsr;l’);sr:?;] n([};’uglos Token Observagoes Esperado | Obtido Resultado
1 15 2 valido = nGrupos invélido 400 400 Passou
2 15 3 valido nGrupos valido 200 200 Passou
3 15 4 valido nGrupos valido 200 200 Passou
4 15 5 valido nGrupos valido 200 200 Passou
5 15 6 valido = nGrupos invélido 400 400 Passou
6 « « valido campanha ¢ 400 400 Passou

nGrupos vazios
7 “ 4 valido campanha vazia 400 400 Passou
8 15 “ valido nGrupos vazio 400 400 Passou
9 87 4 valido campanha valida 200 200 Passou
10 75 4 valido campanha valida 200 200 Passou
11 100 4 vlido campanha 400 400 Passou
invalida
12 15 4 invalido token invalido 401 401 Passou

Tabela 28 - Testes unitarios ao requisito de perfil de clientes

A Tabela 29 apresenta o planeamento e resultados dos casos de teste realizados ao segundo
requisito de previsao de consumo. Os casos de teste realizados com sucesso (codigo 200),
validaram-se os dados devolvidos pelo método com recurso a asser¢oes:

e Datas de historico: verifica se esta lista esta preenchida e contém um nimero de datas

igual a trinta e seis (perfodo de histérico utilizado).

e Valores historico: verifica se esta lista esta preenchida e contém um nimero de valores
igual a trinta e seis do tipo de consumo recebido por parametro.

e Datas previstas: verifica se esta lista esta preenchida e contém um nimero de datas
que foram previstas igual a trés (periodo de previsao).

e Valores previstos: verifica se esta lista esta preenchida e contém um nimero de valore
igual a trés do tipo de consumo previsto.

e Erro de previsao: verifica se este campo esta preenchido.
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Requisito 2 - Previsdo de consumo

Parametros de entrada Saida (codigo)
tipoConsumo &
Teste lirecargas, Token Observagdes Esperado Obtido Resultado

SMS, dados]

1 recargas valido tipoConsumo valido 200 200 Passou

2 SMS valido tipoConsumo valido 200 200 Passou

3 dados valido tipoConsumo valido 200 200 Passou

4 chamadas valido | tipoConsumo invalido 400 400 Passou

5 ? valido tipoConsumo vazio 400 400 Passou

6 SMS invalido token invalido 401 401 Passou

Tabela 29 - Testes unitarios ao requisito de previsao de consumo

A Tabela 30 apresenta o planeamento e resultados dos casos de teste realizados ao terceiro
requisito de determinar relagGes entre servigos subscritos. Em cada caso de teste, validaram-
se os quatro atributos de cada uma das regras de associacio devolvidas pelo método, foram
preenchidos corretamente com recurso a assergoes.

Requisito 3 - Relag6es entre servicos subscritos

Pardmetros de entrada Saida (codigo)
Teste ano més sup. conf. Observagées ) Resultado
[2017] [L12] [0.610] [0.61.0] Loke™ Esperado  Obtido

1 2017 0 0.75 0.75 valido = més invalido 400 400 Passou

2 2017 1 0.75 0.75 valido tudo valido 200 200 Passou

3 2017 2 0.75 0.75 valido tudo valido 200 200 Passou

4 2017 3 0.75 0.75 valido tudo valido 200 200 Passou

5 2017 12 0.75 0.75 valido tudo valido 200 200 Passou

6 2017 13 0.75 0.75 valido | més invalido 400 400 Passou

7 2017 1 0.59 0.75  valido suporte 400 400 Passou
invalido

8 2017 1 0.60 0.75 valido tudo valido 200 200 Passou

9 2017 1 1.0 0.75 valido tudo valido 200 200 Passou

10 2017 1 1.01 0.75  valido suporte 400 400 Passou
invalido

11 2017 1 0.75 059  valido ~ confianca 400 400 Passou
invalido

12 2017 1 0.75 0.6 valido  tudo valido 200 200 Passou

13 2017 1 0.75 1.0 valido = tudo valido 200 200 Passou

14 2017 1 0.75 101 valido ~ confianca 400 400 Passou
invalido

15 « « « « vilido =~ Parametros 400 400 Passou
invalidos

16 2017 13 0.5 075 invalido  oken 401 401 Passou
invalido

Tabela 30 - Testes unitarios ao requisito de relagdes entre servicos subscritos

Importa referir que os testes realizados nao passaram todos na primeira tentativa, mas apos
varias iteragoes com correcdes efetuadas conseguiu-se passar todos os casos de teste. Quanto
a validagdo dos dados lidos do sistema fonte do Data Warehouse, utilizados no segundo e
terceiro requisito, decidiu-se nao os fazer, uma vez que sobre estes ¢ aplicado o processo de
ETL (Extract, Transform, Load). O ETL ¢ da responsabilidade de outros projetos da empresa
consistindo na realizagdo das tarefas de limpeza e tratamento de valores em falta ou sem
sentido.
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8.2.2. Validagao ao mecanismo de parametrizagdo automatico do ARIMA

Esta se¢ao apresenta os resultados de validacio do mecanismo de parametrizacao automatica
do modelo ARIMA descrito na secao 6.2.3. A Tabela 31 mostra o erro de cada combinacao
testada pela abordagem de pesquisa exaustiva na previsao de trés meses, para as trés séries de
consumo testadas.

A abordagem de configuragao de parametros por pesquisa exaustiva avalia os erros de previsio
para todos os casos e, em seguida escolhe aquele com o menor erro, mostrado em negtito.
Em todos os testes verifica-se que o mecanismo implementado foi capaz de encontrar
automaticamente a combinagdo de paraimetros que minimiza o erro de previsao nos dados
historicos.

Os parametros escolhidos pela abordagem automatica para as trés séries (recargas, SMS e
dados de internet) foram sempre consistentes com os encontrados nas experiéncias de
configuracio manual (discutido e exemplificado na sec¢do 7.2). De notar que a abordagem
manual envolve inspe¢do humana iterativa, executando o teste Dickey-Fuller ou inspe¢ao
visual, depois diferenciando e testando sucessivamente com os dois testes anteriores até que
os limites de decisio sejam atingidos. A pesquisa exaustiva simplesmente substitui esse
processo manual pela versio automatizada, com bons resultados para estes conjuntos de
dados e objetivos de previsio.

ARIMA Recargas SMS Dados

P, d, q) RMSE MAPE RMSE MAPE RMSE MAPE
(0,0,0)  Discarded Discarded Discarded Discarded Discarded Discarded
(0,0,1)  Discarded Discarded Discarded Discarded Discarded Discarded
0,0, 2) Discarded = Discarded = Discarded Discarded = Discarded = Discarded

(0,1,0)  3.87c+4 3.99 7.95e+5 4.67 3.98+¢l3 9.05
0,1,1)  3.69e+4 3.71 8.82¢+5 5.19 4.02+¢13 9.08
0,1,2)  3.75e+4 3.83 1.02¢+6 6.63 3.84+¢13 8.52

(1,0, 0) Discarded = Discarded = Discarded = Discarded = Discarded = Discarded
(1,0,1)  Discarded Discarded Discarded Discarded Discarded Discarded
(1,0, 2) Discarded = Discarded = Discarded = Discarded | Discarded = Discarded

(1,1,0)  3.86e+4 3.96 8.34e+5 4.89 4.18e+13 9.65
(1,1,1)  3.77e+4 3.84 1.71e+6 9.24 2.59¢+13 6.99
(1,1,2)  3.75¢+4 3.83 1.04e+6 5.88 2.84e+13 7.17

(2,0,0)  Discarded Discarded Discarded Discarded Discarded Discarded
(2,0,1)  Discarded Discarded Discarded Discarded Discarded Discarded
(2,0,2)  Discarded Discarded Discarded Discarded Discarded Discarded

2,1,0) 3.76e+4 3.85 9.66e+5 5.30 3.94e+13 8.94
2,1,1) 3.88e+4 4.05 1.08e+6 6.02 3.55e+13 8.94
2,1,2) 6.58e+4 7.15 1.35e+6 8.01 3.96e+13 10.02

Tabela 31 — Valores dos parimetros encontrados por procura exaustiva

Embora o mecanismo funcione corretamente para os conjuntos de dados testados, a sua
execucao leva cerca de seis segundos como mostram os resultados apresentados na sec¢iao
8.3.1. Entao ¢ importante desenvolver uma abordagem mais eficiente para parametrizag¢ao do
modelo. Portando, identificou-se como trabalho futuro a possibilidade de melhorar o
mecanismo de parametriza¢ao do modelo com a aplicagao de heuristicas para reduzir o espago
de procura.
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8.3. Requisitos nio funcionais

Esta secgao apresenta os testes de avaliagido e validagao aos requisitos nao funcionais de
desempenho, robustez e interoperabilidade descritos no capitulo 5 de especificagao de
requisitos.

8.3.1. Desempenho

O desempenho da plataforma desenvolvida foi avaliado pelo tempo de execugdao com recurso
a framework unittest do Python [52]. Neste teste, mediu-se o tempo de resposta no
processamento de cada pedido recebido, desde o momento que o pedido ¢ recebido até
receber a resposta. Relembrando o cenario de desempenho descrito na sec¢ao 5.2 do relatorio,
espera-se um tempo maximo de sete segundos. A Tabela 32 apresenta o tempo médio e
maximo que leva a responder a cada requisito em dez execugdes. De notar que no teste ao
requisito de previsao, comparou-se 0 mecanismo de parametriza¢do automatico com um
unico teste (modelo estudado na sec¢ao 7.2 usado para referéncia de comparacio). O teste foi
realizado em uma maquina de desenvolvimento com as seguintes caracteristicas:

e Sistema operativo: Windows 8 de 64 bits
e Processador: i5 de 2.50 GHz

e Memodria RAM: 8.00 Gb

e Disco HDD: 297 Gb

Requisito funcional i Temp © (S) ) Resultado
Médio Maiaximo

Perfil de clientes - campanha 15 3.66 £ 0.19 3.86 Passou
Perfil de clientes - campanha 87 3.46 = 0.18 3.79 Passou
Perfil de clientes - campanha 75 1.31 £ 0.36 1.98 Passou
Previsio de consumo recargas (automatico) ~ 6.38 £ 0.11 6.57 Passou
Previsiao de consumo SMS (automatico) 0.32 = 0.31 6.94 Passou
Previsao de consumo dados (automatico) 6.21 £ 0.39 6.92 Passou
Previsio de consumo recargas (inico) 0.30 £ 0.16 0.55 Passou
Previsiao de consumo SMS (tinico) 0.14 £ 0.04 0.19 Passou
Previsao de consumo dados (Gnico) 0.61 £0.03 0.66 Passou
RelacOes entre servicos subscritos 3.86 + 0.24 3.94 Passou

Tabela 32 - Testes de desempenho

O resultado dos testes de desempenho mostra que os requisitos atingiram tempos de execugao
aceitaveis dentro do objetivo definido. Analisando o tempo de execugao dos requisitos de
previsao usando o mecanismo de procura exaustiva, estes levam cerca de seis segundos
ficando préoximo do limite, devido ao nimero significativo de alternativas necessarias a serem
testadas e avaliadas. Apresentou-se o tempo de execugao deste requisito em reunido, e foi
aceite pelo Orientador do projeto. No entanto para trabalho futuro, propde-se uma
possibilidade de melhoria.

8.3.2. Robustez

Os testes de robustez foram realizados ao nivel funcional e ndo funcional, tendo em conta os
dois cenarios descritos na secgao 5.2 de requisitos nao funcionais. Ao nivel funcional foi
avaliado se a plataforma esta protegida contra parametros invalidos de entrada. Estes testes
foram realizados juntamente com os testes unitarios descritos na sec¢io 8.2.1. Ao nivel nio
funcional foi avaliado o tratamento de exce¢Oes da plataforma na presenca de dois tipos de
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falhas, de rede e de ligacdo a base de dados. Para simular a primeira falha, desligou-se o cabo
de ligacdo a rede. Para simular a segunda falha, alteraram-se os dados de acesso a base dados
no ficheiro de configuracao. Importa referir que na presenca destas falhas, a plataforma tenta
ligar-se de novo a fonte de dados e na ocorréncia de uma segunda falha desiste. Em ambos os
cenarios foi avaliada a capacidade da plataforma continuar em funcionamento e devolver uma
resposta adequada. A Tabela 33 apresenta os resultados dos testes destes dois cenarios de
falha.

Requisito funcional Falha simulada Saida (c6digo) Resultado
- Rede 500 Passou
Previsao de consumo —
Ligacdo a base de dados 500 Passou
RelagOes entre servicos Rede 500 Passou
subscritos Ligacao a base de dados 500 Passou

Tabela 33 - Testes de robustez

Os resultados mostram que a plataforma esta protegida contra os parametros de entrada
invalidos, falhas de rede e de ligacdo a base de dados, sendo capaz de as detetar, continuar em
funcionamento e devolver uma resposta adequada.

8.3.3. Interoperabilidade

A interoperabilidade da plataforma desenvolvida é suportada pela tecnologia REST, projetada
para este requisito especifico [41]. Neste projeto, foi criada e documentada (na sec¢ao 6.2.0)
uma interface de integracio REST com um conjunto de endpoints disponibilizados por

HTTP. A interface utiliza o formato de dados JavaScript Object Notation (JSON),
interoperavel e universal da industria para devolver informacao.
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Capitulo 9

Conclusao

O trabalho desenvolvido ao longo do estagio resultou numa prova de conceito que sera a base
das funcionalidades futuras dos produtos da empresa na area de Inteligéncia no Negocio.

9.1. Trabalho realizado

O relatério apresentou todas as fases do desenvolvimento do trabalho ao longo do estagio. O
primeiro semestre permitiu estudar a aplicacao de técnicas de data mining e métodos de séries
temporais aos dados reais de telecomunicagdes, com o objetivo de integrar numa aplicacdo de
suporte a decisao. Com base no plano de desenvolvimento dos produtos da empresa e na
informacao recolhida dos sistemas de suporte a decisio do mercado concorrente, fez-se a
especificacao de requisitos e o desenho da plataforma. Relativamente ao segundo semestre,
desenvolveram-se os moédulos da plataforma em conjunto com o estudo e experimentagao de
modelos dos requisitos funcionais com dados reais de telecomunicagdes. Apds a fase de
implementacio realizou-se o planeamento e execug¢ao dos testes de validagao a plataforma.

Deste trabalho resultou uma plataforma desenhada para a interoperabilidade com as
funcionalidades especificadas e com mecanismos automaticos. Os mecanismos
desenvolvidos, permitem ajustar automaticamente os modelos e o uso das funcionalidades
numa aplicagao de suporte a decisao sem a necessidade de ajuste manual. Do ponto de vista
cientifico, concluiu-se a vantagem de usar alguns métodos em relacdo a outros no contexto
das telecomunicagdes. Os resultados das experiéncias realizadas deram vantagem ao método
de clustering K-Means na segmentac¢ao de clientes e a0 método de séries temporais ARIMA
na previsao de consumo. Na perspetiva da empresa a plataforma desenvolvida permitira
integrar com a ferramenta de Business Intelligence (BIT) do NGIN PCC para, a partir dos
dados que a propria ferramenta disponibiliza, passar a fornecer previsio de consumo. No
Active Campaign Manager (ACM), a partir dos dados de clientes e campanhas permitira
apresentar sugestoes de melhoria do publico-alvo a uma campanha com o objetivo de
melhorar a assertividade e poupar recursos no incentivo dos clientes.

9.2. Trabalho futuro

Como trabalho futuro é necessario integrar os requisitos implementados com as ferramentas
de visualizagdio de resultados usadas nos produtos da empresa. Para os requisitos
implementados, existe sempre a possibilidade de os seus resultados serem melhorados com
recurso a novas abordagens e métodos. Em particular no requisito de previsio de consumo,
pretende-se desenvolver um mecanismo de parametrizagdo automatica do modelo mais
eficiente que o desenvolvido neste trabalho, aplicando heuristicas que reduzam o espago de
procura. Finalmente seria importante desenvolver o requisito de dete¢ao de anomalias de
consumo de um grupo de utilizadores, que atualmente é realizado de forma manual tendo
como consequéncia a ocorréncia de erros e um elevado custo para o operador.

67



9.3. Balango

A realizagdao do estagio integrado num contexto empresarial foi muito gratificante tanto ao
nivel pessoal como académico. As competéncias pessoais foram potenciadas ao nivel do
trabalho em grupo, autonomia e gestao do tempo. No aspeto académico permitiu usar muitos
conhecimentos e competéncias adquiridas num projeto e para resolver problemas concretos
dos operadores de telecomunicagoes. Este objetivo foi conseguido com a aplica¢ao de técnicas
de data mining na analise de dados reais de telecomunicagdes. A sua aplicacio demostrou
enorme potencial na area de telecomunica¢oes por duas razoes. A primeira pela enorme
quantidade e qualidade de dados disponiveis, a segunda pela inovagao e valor acrescentado
que fornece as ferramentas de suporte a decisdao usadas pelos operadores.

A complexidade e abrangéncia desta area de analise de dados num contexto real, a limitagao
temporal, a curva de aprendizagem ingreme e alguma inexperiéncia do estagiario nao
permitiram a implementac¢ao de todas as funcionalidades. No entanto conseguiram-se as mais
importantes e prioritarias que permitem dar resposta a alguns problemas dos clientes da Altice
Labs. O principal desafio encontrado no desenvolvimento das funcionalidades foi torna-las
generalizaveis, de modo a adaptarem-se a novos dados e poderem ser usadas numa aplicagao
de suporte a decisao sem a necessidade de ajuste manual.
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Anexo A

Gestao do Projeto

As Figuras 27 e 28 deste anexo apresentam os diagramas de Gantt do planeamento do
primeiro e segundo semestre respetivamente, descrito no capitulo 2 do relatério. A Figura 29

apresenta o diagrama de Gantt final do segundo semestre.
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Figura 27 - Diagrama de Gantt do primeiro semestre
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Anexo B

Experimentacido e Desenvolvimento de Modelos

Este anexo apresenta os resultados detalhados das experiéncias dos requisitos descritos no
capitulo 7 do relatério, com o valor médio e desvio padrao das dez execugoes em cada teste.

B.1. Petfil de clientes

Esta sec¢ao contém os resultados das experiéncias do requisito de, determinar o perfil de
clientes, apresentadas na secgao 7.1 do relatério.

B.1.1. Selegao de atributos

A Tabela 34 apresenta a lista de atributos selecionados pelo threshold do método que calcula
a importancia dos atributos em relagio a classe-alvo.

Campanha N atributos Atributos

Saldo médio antes da recarga, quantidade de carregamento
a seis meses, média de dias entre carregamentos, ARPU a

15 11 trés meses, média de consumo a trés meses, valor
acumulado de recarga, desvio de carregamento mensal,
numero dias entre carregamentos, ARPU a um meés, desvio
de carregamento a seis meses, valor de SMS
ARPU a trés meses, média de consumo a trés meses, valor
de SMS, ARPU a um més, valor voz, saldo médio antes da
recarga, média de dias entre carregamentos, valor voz
ORM, quantidade de carregamento a seis meses,

87 19 quantidade de trafego SMS, duracao voz ORM, duracao
voz, escalao valor, valor acumulado de recarga, valor voz
RF, wvalor minimo de recarga, numero dias entre
carregamentos, duragdo voz RF, desvio de dias no
carregamento a seis meses
Média de dias entre carregamentos, escalao valor a um meés,
valor voz, média de consumo a trés meses, numero dias
entre carregamentos, escalao valor, valor acumulado de

28 15 recarga, saldo médio antes da recarga, valor de SMS, valor
voz RF, desvio de dias no carregamento a seis meses,
quantidade de carregamentos a seis meses, duragio voz
ORM, ARPU a trés meses, duracao voz RF
Saldo médio antes da recarga, valor acumulado de recarga,
média de consumo a trés meses, duracao voz, ARPU a um
més, ARPU a trés meses, valor voz, quantidade de trafego

75 17 SMS, desvio de carregamento a seis meses, média de dias
entre carregamentos, quantidade de carregamento a seis
meses, valor voz ORM, escalio valor, duracio voz ORM,
valor minimo de recarga, nimero de dias entre
carregamentos, valor SMS

Tabela 34 - Atributos selecionados pelo threshold do método
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A Tabela 35 apresenta a lista de atributos selecionados por procura exaustiva, depois de obter
o ranking de atributos ordenados pela sua importancia e de testar diversos subconjuntos.

Campanha  Grupos N atributos Atributos

3 4 Saldo médio antes da recarga, quantidade de
15 4 4 carregamento a seis meses, média de dias

5 4 entre carregamentos, ARPU a trés meses,
ARPU a trés meses, média de consumo a trés
4 3 meses, valor de SMS, ARPU a um més, valor
voz, saldo médio antes da recarga, média de

dias entre carregamentos, valor voz ORM
ARPU a trés meses, média de consumo a trés
3 16 meses, valor de SMS, ARPU 2 um més, valor

87 voz, saldo médio antes da recarga, média de
dias entre carregamentos, valor voz ORM,
quantidade de carregamento a seis meses,
quantidade de trafego SMS, duracio voz

5 16 ORM, duracio voz, escalio wvalor, valor
acumulado de recarga, valor voz RF, valor
minimo de recarga, numero dias entre
carregamentos, duracao voz RF

3 4 Média de dias entre carregamentos, escalao

28 4 4 valor 2 um més, valor voz, média de

5 4 consumo a trés meses

3 4 Saldo médio antes da recarga, valor

75 4 4 acumulado de recarga, média de consumo a
5 4 trés meses, duracao voz

Tabela 35 - Atributos selecionados por procura exaustiva

B.1.2. Precisao dos modelos com os atributos todos e com os relevantes

A Tabela 36 compara a precisao do modelo K-Means com todos os atributos e com apenas
os relevantes, para as quatro campanhas. Dentro dos atributos relevantes existem duas
versoes, a primeira com selegao dos atributos pelo threshold definido pelo método, o segundo
com teste de combinag¢des de atributos para encontrar o ponto étimo.

Precisao (%)

Campanha  Grupos Todos Relevantes Relevantes
(threshold) (ponto 6timo)

3 55.92 £ 0.44 61.79 £ 0.99 63.82 £ 1.01

15 4 56.71 £ 1.68 63.87 £ 0.32 066.26 = 2.51
5 57.32 £ 2.06 64.80 = 0.44 66.77 £ 0.73

3 53.10 £ 0.93 54.43 + 2.04 57.53 £ 0.33

87 4 52.91 £ 0.84 55.93 £ 0.98 57.59 £ 0.23
5 54.30 £ 0.41 55.33 £ 0.94 58.19 £ 0.54

3 52.20 £ 1.10 56.98 £ 0.62 62.48 £ 0.71

28 4 53.66 £ 0.97 58.33 £+ 0.62 62.85 = 1.01
5 53.30 £ 1.01 58.15 £ 0.45 63.15 £ 0.68

3 56.29 £ 1.61 56.54 £ 0.21 59.66 + 1.52

75 4 56.50 £ 1.04 56.95 £ 0.62 59.34 + 1.63
5 57.24 £ 1.15 57.51 £ 0.38 61.82 = 1.32

Tabela 36 - Precisao dos modelos com os atributos todos e com os relevantes
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B.1.3. Precisio dos modelos em diferentes métodos

As Tabelas 37, 38, 39 e 40 comparam a precisio do modelo K-Means com a funcao de
distancia Euclidean, e do modelo hierarquico aglomerativo com a fun¢io Euclidean e
Manhattan.

Campanha 15
Método Grupos Precisio (%)
3 63.82 = 1.01
K-Means 4 66.26 £ 2.51
5 66.77 £ 0.73
Hierarquico 3 62.38 £1.23
aglomerativo 4 64.15 £ 1.97
(Euclidean) 5 65.25+ 2.13
Hierarquico 3 57.53 £ 2.31
aglomerativo 4 57.53 £ 2.31
(Manhattan) 5 57.92 + 1.34
Tabela 37 - Precisdo dos modelos da campanha 15 variando o método
Campanha 87
Método Grupos Precisdao (%)
3 57.53 £ 0.33
K-Means 4 57.59 £ 0.23
5 58.19 £ 0.54
Hierarquico 3 56.64 = 0.07
aglomerativo 4 57.29 £ 0.47
(Euclidean) 5 57.61 £ 0.19
Hierarquico 3 56.29 £ 0.38
aglomerativo 4 56.32 £ 0.39
(Manhattan) 5 56.83 £ 0.59
Tabela 38 - Precisao dos modelos da campanha 87 variando o método
Campanha 28
Método Grupos Precisdo (%)
3 62.48 £ 0.71
K-Means 4 62.85 + 1.01
5 63.15 £ 0.68
Hierarquico 3 62.15+ 1.10
aglomerativo 4 62.15+ 1.11
(Euclidean) 5 62.68 = 1.09
Hierarquico 3 56.19 + 2,51
aglomerativo 4 56.56 + 2.26
(Manhattan) 5 59.28 + 1.18

Tabela 39 - Precisao dos modelos da campanha 28 variando o método

Campanha 75
Método Grupos Precisao (%)
3 59.66 £ 1.52
K-Means 4 59.34 £ 1.63
5 61.82 £ 1.32
3 59.44 £ 1.58
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Hierarquico 4 59.93 + 1.90

aglomerativo 5 59.98 + 1.88
(Euclidean)

Hierarquico 3 57.19 + 0.57
aglomerativo 4 57.70 £ 0.80

(Manhattan) 5 59.44 + 1.84

Tabela 40 - Precisao dos modelos da campanha 75 variando o método

B.1.4. Analise de Silhouette variando o nimero de grupos

Os graficos da Figura 30, 31 e 32 apresentam a analise de Silhouette para as restantes
campanhas com o método K-Means e com os atributos selecionados por procura exaustiva,
para trés, quatro e cinco grupos.
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Figura 30 - Analise de Silhouette da campanha 87
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Figura 31 - Andlise de Silhouette da campanha 28
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Figura 32 - Analise de Silhouette da campanha 75
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B.1.5. Resultados

As Figuras 33 e 34 e Tabelas 41 e 42, apresentam os perfis dos clientes representados pelos
valores médios dos atributos relevantes para quatro grupos na campanha 87 e 75
respetivamente.

Perfis obtidos para 4 grupos - Campanha 87

—— Grupo 1 (Taxa de ades&o = 2.23%, Lift over GC (%) = 1615.38)
Grupo 2 (Taxa de adesdo = 0.95%, Lift over GC (%) = 1800.0)

—— Grupo 3 (Taxa de adesdo = 0.86%, Lift over GC (%) = 405.88)

— Grupo 4 (Taxa de adesao = 0.71%, Lift over GC (%) = 222.73)

ArpuUmMés ArpuTrésMeses Valorvoz ValorVozORM ValorsMs MédiaConsumoTré ¢diaDiasEntreCarr & tesRecarga
Atributo

Figura 33 - Grafico de perfis de clientes obtidos na campanha 87 para quatro grupos

Grupo 1 2 3 4
Atributos de perfil de cliente
ARPU 2 um més 4.92 52.2 4.28 11.94
ARPU a trés meses 5.08 49.94 4.27 12.81
Valor voz 1.82 8.71 1.77 2.27
Valor voz ORM 1.98 14.37 1.92 2.52
Valor SMS 1.08 8.64 1.07 2.06
Média de consumo a trés 504 5237 482 1111
meses
Media de dias entre 35.3 9.8 70.42 15.8
carregamentos
Saldo médio antes da 386 383 732 291
recarga
Métricas da campanha
Taxa de adesiio 45.65% 76.74% 40.79% 60.79%
(universo de teste)
Taxa de adesdo 2.23% 0.95% 0.86% 0.71%

(universo total)
Lift over GC no universo total (global) = 920%
Lift over GC 1615.38% 1800.0% 405.88% 222.73%

Tabela 41 - Perfis de clientes e métricas para campanha 87 para quatro grupos

Nesta campanha o lift over GC global foi de 910%, a partir dos grupos obtidos no grafico da
Figura 33 e da Tabela 41, verifica-se que o grupo 1 e 2, representam o perfil de clientes que
mudaram mais o seu comportamento fase ao grupo de controlo, ou seja, os clientes
dependentes do incentivo. Os restantes grupos representam os clientes indiferentes ao
incentivo.

81



Perfis obtidos para 4 grupos - Campanha 75

—— Grupo 1 (Taxa

Grupo 2 (Taxa
—— Grupo 3 (Taxa
—— Grupo 4 (Taxa

adesao = 2.82%, Lift over GC (%) = -24.19)
ift over GC (%) = 294.74)
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Figura 34 - Grafico de perfis de clientes obtidos na campanha 75 para quatro grupos

Grupo 1 2 3 4
Atributos de perfil de cliente

Valor acumulado na recarga 71.7 279.98 105.87 116.76
Duragio voz 575.07 1132.39 938.74 5221.06
Média de consumo a trés 3.97 26.42 11.99 19.56
meses
Saldo médio antes da 0.88 204 229 315
recarga

Métricas da campanha
Taxa de adesao 43.51% 74.19% 55.61% 72.20%
(universo de teste)
Taxa de adesao
(universo total)
Lift over GC no universo total (global) = 84.82%
Lift over GC -24.19% 294.74% 24.59% 225.44%

Tabela 42 — Perfis de clientes e métricas para campanha 75 para quatro grupos

2.82% 8.25% 6.03% 9.21%

Uma vez que o valor do lift over GC global desta campanha ¢é de 84.82%, a partir dos grupos
obtidos no grafico da Figura 34 e da Tabela 42, verifica-se que o grupo 2 ¢ 4 apresentam um
valor do lift superior ao global.

Ou seja, representam o perfil de clientes que mudaram mais o seu comportamento fase ao
grupo de controlo, ou seja, clientes dependentes do incentivo. Os restantes, representam o
perfil de clientes indiferentes ao incentivo.
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B.2. Previsiao de consumo

Esta secgao apresenta a analise das séries temporais de consumo de SMS e de dados de
internet. Finalmente a ultima sec¢do, apresenta os resultados dos modelos ARIMA descritos
na sec¢ao 7.2 do relatério variando a sua parametrizagao.

B.2.1. Analise da série temporal de consumo de SMS

A Figura 35 apresenta o teste de estacionariedade da série temporal de consumo de SMS com
recurso a dois métodos. O primeiro por visualizagio grafica das propriedades estatisticas da
série, a média moével e o desvio padrio. O segundo através do teste estatistico de Dickey-
Fuller [13].

1e7 Propriedades estatisticas da série temporal de SMS

2.00 4 —— Original
— Média
1.75 { —— Desvio padrao

1.50

1.25 A

Valor

1.00 A

0.75

0.50

0.25 A

——

Jan 2014 Jan 2015 Jan 2016
Tempo

Results of Dickey-Fuller Test:

Teat Statistic -2.602418
p-value 0.0524498
#lags Used 0.000000
HNurker of Observations Used 35.000000
Critical Value (1%) -3.632743
Critical Value (5%) -2.948510
Critical Value (10%) -2.613017

Figura 35 - Teste de estacionariedade da série temporal de SMS original

A partir do grafico apresentado verifica-se uma clara variagao da média ao longo do tempo.
O resultado do teste estatistico apresenta um valor maior que o valor critico com um nivel de
confianc¢a de 95% (-2.602418 > -2.948510), indicando também que a série é nao estacionaria
no tempo. Para tornar a série estacionaria aplicou-se uma diferenciacao de primeira ordem. A
Figura 36 apresenta o teste de estacionariedade apods a transformagao.
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Propriedades estatisticas da série temporal de SMS

0.3
—— Original
— Média
—— Desvio padrao
0.2
0.1 A N
5
s
0.0 4
_01 4
rrrrrrrrrrrrrrrr rrrrrrrr 1+ &+ & & & rrrr T
Jan 2014 Jan 2015 Jan 2016
Tempo
Results of Dickey-Fuller Test:
Teat Statistic -6.167324e+00
p-value 6.939140e-08
#lags Used 1.000000e+00
HNurker of Observations Used 3.300000e+01
Critical Value (1%) -3.648135e+00
Critical Value (5%) -2.954127=+00
Critical Value (10%) -2.6815968e+00

Figura 36 - Teste de estacionariedade da série temporal de SMS apés a transformagao

O grafico anterior mostra que as propriedades estatisticas da série temporal tornaram-se
constantes ao longo do tempo. O teste estatistico ¢ menor que o valor critico para um nivel
de confianga de 95% (-6.167324 < -2.954127), indicando que a série se aproximou da
estacionariedade. Uma vez que se estimou o parametro de diferenciagio, o proximo passo ¢
determinar os parametros p (ordem da componente AR do modelo) e q (ordem da
componente MA do modelo) do ARIMA, com recurso as fun¢cdes ACF e PACF. A Figura 37

apresenta os graficos destas duas fungdes.

Funcéo de auto correlacéo Funcéo de auto correlac&o parcial
1.0 1 1.0 1
0.8 - 0.8 4
0.6 0.6 -

PACF

Figura 37 - Graficos das fungées ACF e PACF da série temporal de SMS
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O grafico da funcao de auto correlacao apresentada do lado esquerdo da Figura 37, permite
estimar o valor do parametro p, no momento em que cruza o intervalo de confianga, ou seja,
entre p = 0 e p = 1. O outro grafico, da fun¢do de auto correlagdao parcial do lado direito,
permite estimar o valor do parametro g, no momento em que cruza o intervalo de confianga,
ou seja, entre = 0 e q = 1. A Tabela 44 do anexo B.2.3 contém os testes deste modelo com
as varias combina¢Oes dos parametros p e q. O parametro d foi configurado com o valor de
1, e o de sazonalidade com o valor de doze, ou seja, o perfodo de sazonalidade estudado. A
Figura 38 apresenta os resultados de previsio do modelo ARIMA de forma grafica,
comparando os valores reais e previstos para a melhor combinacao de parametros encontrada.

167 Previsée do consumo de SMS 167 Previsdo do consumo de SMS

2.0 { —— Previsto 2.04 —— Previsto
Real Real

NUmero de SMS
=
o
Numero de SMS
-
S

Jan 2014 Jan 2015 Jan 2016 Mar 2017
Tempo

1e7 Previsdo do consumo de SMS

—— Previsto
Real

Abr 2014 Abr 2015 Abr 2016 Jun 2017
Tempo

1e7 Previsao do consumo de SMS

—— Previsto
Real

Nimero de SMS
= -
o o
Numero de SMS
- -
o S

Jul 2014 Jul 2015 Jul 2016 Set 2017
Tempo

out 2014 out 2015 Out 2016 Dez 2017
Tempo

Figura 38 - Previsao de SMS a trés meses

Os graficos das previsdes a trés meses, mostram uma previsao aproximada boa
comparagdao com os valores reais.

em
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B.2.2. Analise da série temporal de consumo de dados de internet

A Figura 39 apresenta o teste de estacionariedade da série temporal de consumo de dados de
internet.

1e14 Propriedades estatisticas da série temporal de dados

—— Original
— Média
—— Desvio padrao
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2.5 A

2.0

Valor

1.5+

1.0

0.5 4

.———’_‘/—’—\‘\/

0.0 L L L L L L L L L L L L AL N O B O B B B B

" Jan 2014 Jan 2015 Jan 2016
Tempo

Results of Dickey-Fuller Test:

Teat Statistic 2.8927481
p-value 1.000000
#lags Used &.000000
Number of Cbserwvations Used 29.000000
Critical Value (1%) -3.679060
Critical Value (5%) -2.967882
Critical Value (10%) -2.623158

Figura 39 - Teste de estacionariedade da série temporal de dados original

Os resultados mostram que a série temporal é nao estacionaria no tempo. A Figura 40
apresenta o teste de estacionariedade apds a aplicacao da transformagao de diferenciagdo de
primeira ordem.

Propriedades estatisticas da série temporal de dados

0.25
—— Original
— Média

0.20 —— Desvio padrao
0.15 1
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Results of Dickey-Fuller Test:

Test Statistic
p-value
#lags Used

Hurker of Observations Used

Critical Value (1%}
Critical Value (5%)
Critical Value (10%)

.150455e+00
.583087e-08
.000000e+00
.5300000e+01
.675060e+00
.967882e+00
.623158e+00

Figura 40 - Teste de estacionariedade da série temporal de SMS ap6s a transformacio

Os resultados mostram que a série temporal estd estacionaria no tempo. As funcoes
apresentadas nos graficos da Figura 41, permitem estimar os valores dos parametros p (ordem
da componente AR do modelo) e q (ordem da componente MA do modelo) do ARIMA.

Funcao de auto correlacao

1.0 A

0.8

0.6 -

0.4

F
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_0.4 -

Funcao de auto correlacao parcial

1.0~

0.8 1

0.6 1

0.4

0.2 1

0.0

_0.2 -

_0.4 -

15

Figura 41 - Graficos das fun¢des ACF e PACF da série temporal de dados

Os graficos mostram que os valores dos parametros p e q estao entre 1 e 2. A Tabela 45 do
anexo B.2.3 contém os testes deste modelo com as varias combinag¢des destes dois parametros.

O parametro d foi configurado com o valor de

1, e o de sazonalidade com o valor de doze,

ou seja, o periodo de sazonalidade. A Figura 42 apresenta os resultados de previsio do modelo
ARIMA de forma grafica comparando os valores reais e previstos para a melhor combinagdo

de parametros encontrada.
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Figura 42 - Previsao de dados a trés meses

Também aqui, os graficos das previsoes a trés meses, mostram uma previsao aproximada boa

em compara¢ao com os valores reais.

B.2.3. Comparagio do erro dos modelos ARIMA variando a sua parametrizagao

As tabelas 43, 44 e 45 mostram o RMSE e MAPE obtido usando o ARIMA com as varias
combinag¢oes de valores dos parametros p e q, estimados usando os graficos das fun¢des ACF

e PACF.
Consumo de recargas
ARIMA RMSE MAPE
P, d, q) Média Maximo Média Miaximo
©,1,0) 3.87e+4 + 1.57e+4 5.62¢+4 3.99 £ 1.54 5.65
(1,1, 0) 3.86e+4+ 1.47e+4 5.29e+4 3.96 = 1.42 5.21
0,1,1) 3.09¢+4+ 1.31e+4 4.97e+4 3.71 + 1.25 5.01
1,1,1) 3.77e+4% 1.19¢+4 4.99e+5 3.84 £ 1.01 4.94
Tabela 43 - Comparagio dos modelos ARIMA de previsao de recargas
Consumo de SMS
ARIMA RMSE MAPE
P, d, q) Média Maximo Média Miaximo
©,1,0) 7.95e+5 + 5.5¢+5 1.66e+6 4.67 = 3.09 9.43
(1,1, 0) 8.34¢+5 + 4.82¢+5 1.62e+06 4.89 £ 2.65 9.18
0,1, 1) 8.82e+5 + 4.37e+5 1.59¢+6 519+ 23 8.95
1,1,1) 8.18e+5 * 4.6e+5 1.49¢+6 471 £ 2.63 8.45
Tabela 44 - Comparagio dos modelos ARIMA de previsao de SMS
Consumo de dados
ARIMA RMSE MAPE
P, d, 9 Média Maximo Média Miaximo
(1,1,1) 2.59¢+13 + 1.48e+13 5.12e+13 6.99 + 5.79 17.0
2,1,1) 3.55e+13 £ 2.18e+13 7.2e+13 8.94 + 6.81 20.52
(1,1,2) 2.84e+13 £ 1.37e+13 5.0le+13 7.17 £ 5.03 15.6
2,1,2) 3.96e+13 £+ 1.99¢+13 6.57e+13 10.02 £+ 6.34 20.23

Tabela 45 - Comparagiao dos modelos ARIMA de previsao de dados
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Anexo C

Artigo: Experimental Comparison and Tuning of Time
Series Prediction for Telecom Analysis

Este anexo mostra o artigo submetido na International Conference on Time Series and
Forecasting (ITISE 2018).
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Experimental Comparison and Tuning of Time Series
Prediction for Telecom Analysis

André Pinho (apinho@student.dei.uc.pt), Helena Silva (lena@alticelabs.com),
Pedro Furtado (pnf@dei.uc.pt), Ricardo Filipe (ricardo-a-filipe@alticelabs.com)

University of Coimbra, Altice Labs, Portugal

Abstract. Prediction of consumption is fundamental in telecommunications, for
efficient management of network resources, and for guaranteeing quality of
service. In this work we investigate the use of time series models to forecast
consumption. Two time series forecasting algorithms are compared, Auto-
Regressive Integrated Moving Average (ARIMA) and Prophet, launched by
Facebook in 2017. We also developed a simple automated parameterization
solution for ARIMA, which is important in practical deployments. The work
described was developed in the context of tool development effort within Altice
Labs that provides actual software to associated Telecom operators, in
collaboration with University of Coimbra. To validate results we used real data
from a Telecom operator. The forecast results showed that ARIMA was better
than Prophet with a Mean Absolute Percentage Error (MAPE) of 3.71% in the
three-month forecast and 4.14% in the twelve-month forecast.

Keywords: ARIMA, Forecasting, Prophet

1 Introduction

Currently, telecom operators face competition from other operators and from new
services made available through the internet. Operators need to be one step ahead of
competition, and they need to offer reliable services to avoid migration of customers
and a fall in profits. One important opportunity is to create tools to analyze the huge
and valuable data that they collect using data science techniques, with great potential
for decision support. In this context, consumption forecasting is critical to provide
information that helps the operator efficiently plan and manage network resources and
provide an improvement in quality of service.

Consumption forecast in telecommunications presents its challenges, as it is
necessary to deal with seasonality, trends, and with the variation of the number of
clients. Taking into account these challenges, this work developed at Altice Labs in
collaboration with University of Coimbra had two objectives. First, to compare two
time series forecasting models, ARIMA and Prophet, in order to verify which one best
fits the context of telecommunications. Since ARIMA was superior and since it requires
manual parameterization of the model, the second objective was to create an automatic
parameterization mechanism. This mechanism consists of a set of steps, selection,

adfa, p. 90, 2011.
© Springer-Verlag Berlin Heidelberg 2011
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transformation, parameterization by exhaustive search, and application of the model
chosen in forecasting. With the choice of model and the automated parameterization,
the approach is ready to be integrated in decision support tools to be used by managers
that do not need to know any details of the forecasting model to use it. Instead, they
simply view charts with the forecasts they desire, and the approach adjusts
automatically the parameterization to changes in behavior of the data series. In terms
of software details, the tool was developed in python, and in particular using its time-
series libraries statsmodels [1] and fbprophet [2], containing the ARIMA and Prophet
methods respectively.

This paper is divided into 7 sections. Section Il presents state of the art. Section 111
discusses how to apply time series forecasting in the context of telecommunications,
reviewing the relevant details of ARIMA and Prophet. In section IV we describe the
need for manual parameterization of the time series model, and in section V proposes
an automatic parameterization approach for ARIMA using exhaustive search. Section
VI reports and analyses our experimental results. Finally, section VII concludes and
discusses future work.

2 State of the art

In this section we review works on time-series forecasting in the context of
Telecommunications that are most related to ours.

In 2008, S. T., & Sampaio, R. J. B proposed a model to predict short-term
consumption of a telecommunications service [3]. Since service consumption presents
a non-linear behavior caused by the existence of tendency and seasonality, the authors
used two neural network algorithms, the Multilayer Perceptron and the Radial Basis
Function network (RBF). The per-month dataset was divided into two sets, training set
consisting of a history of 3, 4 and 6 months, and test set consisting of only 1 month
ahead. The metric used in the evaluation of the results was Mean Squared Error (MSE).
From the experiments performed for different historical periods, the Multilayer
Perceptron model presented better prediction quality, although with worse
computational performance.

In 2015, Wang, M., Wang, Y., Wang, X., & Wei, Z proposed a model based on the
Auto-Regressive Integrated Moving Average (ARIMA), with the objective of
predicting performance in telecommunications [4]. In this study they used monthly
aggregated data corresponding to periods of two and a half years. The data of the first
two years was used for analysis of the time series and for training the model, and the
remaining six months were used for validation of the model. The method used to verify
the seasonality of the time series was the analysis of the statistical properties, mean,
variance and correlation coefficient, verifying if they remain constant over time. In our
study it was verified that the series was non-stationary, so it had to be adapted using the
typical manual procedure we describe later. The model obtained by [4], had an average
error of 1% for five months.

In 2017, Hideaki Hayashi compared the performance of Prophet and ARIMA in the
different context of prediction of number of flights in the United States [5]. Prophet
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was inferior to ARIMA with the parameters configured manually, and superior to
ARIMA with the parameters configured automatically with the values by default. The
author concluded that the ARIMA method, unlike Prophet, requires manual
configuration of the model parameters in order to have good results. This means that
the ARIMA requires a lot of knowledge in the domain to be configured manually.

The two works [4] and [5] do show that ARIMA could be the best choice for time-
series analysis and forecasting in Telecom and other contexts, but has the big drawback
that it requires manual configuration, which is undesirable for integration into a
managerial decision support tool as we desired. Furthermore, in our work it was
important to evaluate the two alternatives (ARIMA and Prophet) in the context of real
Telecom consumption data, and to devise which to integrate into a decision support tool
and how to automate its use.

3 Application of time series forecasting in the context of
telecommunications

In telecommunications, time series forecasting is typically applied in the forecast of
consumption and also in the detection of anomalies in real time. The remainder of this
section reviews the concepts of stationarity, the Auto-Regressive Integrated Moving
Average (ARIMA) [6] [7] and Prophet [2]. The later was launched by Facebook in 2017
to allow its use by people with less knowledge in the field, since ARIMA requires
manual tuning of fundamental parameters.

3.1  Stationarity in ARIMA

An important concept in the application of the ARIMA method is stationarity, since the
model can only be constructed with stationary time series. A series is stationary if its
statistical properties remain constant over time. The existence of trend and seasonality
are two of the reasons that lead the series to be non-stationary [6] [7].

There are two methods that allow you to check whether a series is stationary or not.
The first method consists in the graphical visualization of the variation of the statistical
properties of the series, such as the moving average (calculation at each instant of the
average of the values corresponding to the last seasonal period, typically of twelve
consecutive months) and the moving standard deviation over time. If the properties of
the series do not change over time, then the series is stationary. The second method, the
Dickey-Fuller test, assumes that the null hypothesis is that the series is non-stationary.
This test calculates the value of the statistical test and some critical values for different
levels of confidence. If the value of the statistical test is less than the critical value, then
the series is stationary [6].

Differentiation [6] [7] is one of the existing techniques that allows us to deal with
seasonality and trend of the time series, bringing it closer to stationarity in time. At each
instant in the series, differentiation subtracts the original observation, Y, from that of

the previous instant, Y;_1, using the following formula:
Yi= Y~ Yiq
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3.2 Time series forecasting with ARIMA and with Prophet

This subsection begins by describing the Auto-Regressive (AR) and Moving Average
(MA) models, before describing the Auto-Regressive Integrated Moving Average
(ARIMA) method.

1. The AR model [7] extracts the influence of the values of the previous periods from
those of the current period. This model is developed using the following linear equation.
Vi=c+ @Y+ ot @pYept+ e
The parameter p indicates the AR order in the model and represents the delayed time
period of the dependent variable. The remaining parameters of the equation, ¢ which
represents the AR coefficient, y, which is the observed value, e the deviation of the

series at the current instant, c is a constant [7].

2. The MA model [7] extracts the influence of the error terms from the previous period
in the current period. This model is developed using the following linear equation:
Vi=c+ e + 0.6 — .— 05804
The parameter g indicates the MA order in the model and represents the delayed
forecast errors. The remaining parameters of the equation, 6 which represents the MA
coefficient, y, the observed value, e the deviation of the series at the current instant, ¢
is a constant [7].
3. The non-seasonal ARIMA model [6] [7] consists of three components, AR,
Integrated (1) and MA, each component represented by a positive integer parameter, p,
d and g respectively. These three components are combined in the following linear
equation:
Ye=c+ @YV po1+ oot @p. Yy 1pt+ e+ 0160 — .— B4
I component [6], represented by parameter d and indicating the number of times the
series has been differentiated to approximate stationary in time; AR component [4] [6],
represented by parameter p means the delayed time period, estimated by
Autocorrelation Function (ACF); MA component [4] [6] represented by parameter g
indicates the order of the MA component and represents the delayed forecast errors,
estimated by the Partial Autocorrelation Function (PACF).
It should be noted that parameters p and g are determined when the respective functions,
ACF and PACF, cross the upper confidence interval for the first time. The confidence
interval of the two functions is calculated as +1.96 /+/n, where the variable n,
corresponds to the size of the historical data [6] [7]. Finally, seasonal ARIMA [7]
extends the previous model, combining its components along with the seasonal
component.
Time series forecasting with Prophet is more automated, due to its ability to find
automatically inflection points in the data originated by changes in trend. A novelty of
this method in relation to the previous one is the possibility of accommodating the
existence of seasonal festive periods. The method combines three components, the
trend, the seasonality and the festive periods, each modelled by some function [8]:
y(t) = g(t) + s(t) + h(t) + et
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The trend component, g(t), is modelled by a logistic function. The seasonality
component, s(t), by a Fourier series. The festive periods, h(t), are adjusted by
parameterization in the model. Finally, the error term, &t, represents the changes
originated by circumstances that are not accommodated by the model [8]. Further
information on the formulation details of each of these components can be found in [8].

4 Manual Parameterization of the Time Series

Figure 1 shows real data from a Telecom company graphically. It includes the
variation of the number of recharges (used in telecommunications services), and the
volume of internet data consumed (data) over the period from 2014 to 2017. There is a
tendency of recharge decrease and data consumption increase. Seasonality exists there
as temporary increases and decreases in certain months of each year. In the series of
recharges, there is a lower consumption in the months of February, October and
November, and a higher consumption in the months of January, August and December.
First 3 years were used for analysis and training, the fourth year for prediction testing.

Figure 2 shows the stationary test of the time series of recharges using 2 methods.
The figure above shows graphical visualization of moving average and deviation. The
second, shows Dickey-Fuller statistical test presented below the figure.

Fig. 1. Consumption variation over 4 years Fig. 2. Stationarity test of time series
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Results of Dickey-Fuller Test: Numker of Observations Used 29.000000
Test Statistic -1.149969 Critical Value (1%) -3.673060
p-value 0.694740 Critical Value (5%) -2.967882
#lags Used £.000000 Critical Value (10%) -2.623158

We can see a decrease of the average over time. This variation over time indicates
that the series is non-stationary. The result of the statistical test has a value greater than
the critical value with a confidence level of 95% (-1.149969> -2.967882), also
indicating that the series is non-stationary in time. Then a first-order differentiation
transformation was applied to make the time series stationary in time. Figure 3 presents
the stationary test of the series after this transformation.

Fig. 3. Stationarity test of the transformed time series
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Statistical properties of the time series
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From the analysis of the previous graph, it is verified that the statistical properties of
the time series have become approximately constant over time. The result of the
statistical test is also less than the critical value for a 95% confidence level (-4.815318
<-2.992216), also indicating that the time series approached stationarity. Then the
parameter d of the model is equal to one, which is the number of differentiations that
allowed the series to become approximately stationary.

The next step is to determine the values of the parameters p (order of the AR
component of the model) and q (order of the MA component of the model) of ARIMA.
To estimate these two parameters, we used the functions Autocorrelation Function
(ACF) and Partial Autocorrelation Function (PACF). Figure 4 shows the graphs of
these two functions.

Fig. 4. Graphs ACF and PACF
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The graph on the left side of Figure 4, representing the ACF function, allows
estimation of the value of parameter p, by looking at the position where the function
crosses the confidence interval for the first time. In the graph this happens between p =
0 and p = 1. The graph on the right side is the PACF function, which allows to obtain
the value of parameter g, also by crossing the function with the confidence interval. In
the graph above, it happens between g = 0 and g = 1. In the experimental section we
will compare the performance achieved by the forecasting model for this dataset using
each of four possible parameter combinations (p=0,d=1,q9=0),(p=1,d=1,q=0),
(p=0,d=1,g=1)and (p=1,d=1,g=1).
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Note that Prophet is much simpler to use than ARIMA, because of its ability to
automatically find inflection points in the data, that is, points where trend changes [6].

5 Automation of the ARIMA model using exhaustive search

Automatic parameterization of the seasonal ARIMA model is important to allow its
integration in a tool that can be used by managers without requirement of manual
configuration or even knowledge of the details. It also accommodates changes in the
behavior of the series. The proposed approach follows the steps shown in Figure 5.

Fig. 5. Consume Forecasting Steps
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1. Selection of data, extraction and aggregation by month of a three-year historical
period, related to the data that is intended to be forecasted.

2. Data preparation, subdivided into three tasks. The first converts the original date
format to the format required by the template. The second constructs the input data
structure in two-column model with date and the data consumption. The third applies a
logarithmic transformation required by the method, which allows to attenuate the trend
of the time series [6].

3. Choice of model parameters: This step aims to test and evaluate several models in
order to choose the one that minimizes the forecast error. In this step, all combinations
of values for parameters p, g and d are generated. The first two parameters can be zero,
one or two, and parameter d can be zero or one [6]. This defined range of values takes
into account manual parameterization tests as the ones presented in our experimental
results, and also a certain flexibility to adapt to future data. The seasonality parameter
is defined as 12 (yearly), corresponding to the seasonal period. After generating the
combinations of parameters, each model instantiated is tested with historical values.
The stationarity of the time series is a requirement for the application of the ARIMA
method. Therefore, when the model is constructed with a non-stationary time series,
the combination of parameters tested in this iteration is discarded, and the test advances
to the next parameter combination.

4. Construction of the forecast model: after the choice of parameters, the forecast
model is constructed with a recent three-year history, and with the parameters identified
in the previous step.
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5. Forecast of consumption of the following months: starts after the construction of
the chosen model and consists of predicting the following months. The expected values
are converted back to the scale of the original values by performing an exponential
transformation (reverse operation of the logarithmic transformation).

6 Experimental Analysis

In the experiments presented in this section, we used real telecommunication data to
compare the accuracy of seasonal ARIMA and Prophet methods when forecasting
Telecom data, and to validate the parameterization mechanism of the proposed model.

6.1  Experimental Setup

The data used in this evaluation comes from a medium-sized telecommunications
operator. Data was aggregated by month for a time period of four years. It consisted of
consumption data, recharges (used in telecommunications services) and the volume of
internet data consumed (data). Those are the same datasets already described in section
IV. For both datasets we used the first three years for training and the fourth for testing
the model.

The performance test (evaluation of execution time) was performed on a
development machine with the following characteristics:

. Operating system: Windows 8 de 64 bits

. Processor: i5 de 2.50 GHz

. Memory RAM: 8.00 Gb

. Disk HDD: 297 Gb

6.2  Comparison between ARIMA and Prophet on Recharge dataset

Table 1 shows the RMSE and MAPE obtained using ARIMA with different
combinations of parameter values, and Table 2 compares the forecasting errors of
ARIMA and Prophet, choosing the best ARIMA result.

Tab. 1. Comparison of ARIMA errors on Recharges, 12 months

ARIMA (p, d, ) RMSE MAPE
0,1,0) 4.08e+4 4.28
1,1,0 4.04e+4 4.24
0,1,1) 3.99e+4 4.19
1,11 3.96e+4 4.14

Tab. 2. ARIMA versus Prophet on Recharges, 12 months
Method RMSE MAPE

ARIMA (1, 1,1) 3.96e+4 4.14

Prophet 5.59¢e+4 6.3
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From these results we can see that parameter configuration in ARIMA improves the
error (RMSE or MAPE), and that ARIMA forecasting errors are much lower than
Prophet for the Recharge dataset. Figures 6 show the forecast results graphically,
comparing real to predicted values.

Fig. 6. Recharges Forecasting with ARIMA
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From visual inspection of the results graphs we can see that both methods are able
to deal effectively with both seasonality and trends. It is also clear that ARIMA
outperforms Prophet for this dataset.

6.3  Comparison of various configurations

Table 3 presents the results of forecasting 12 months of internet data consumption using
ARIMA and Prophet.

Tab. 3. ARIMA vs Prophet on Data Consumption, 12 months

Method RMSE MAPE
ARIMA 3.99e+13 8.50
Prophet 2.23e+13 9.88

Table 4 shows the comparison results for recharges and for data consumption
(consume) over 3 months. In this case the training data was a whole year and the
forecasting covered the next 3 months. Four forecasting runs were used, corresponding
to the 4-year trimesters, the tables show the average and standard deviation of the errors
over the four runs.

Tab. 4. ARIMA vs Prophet on Recharges and Data Consumption, 3 months

Method RMSE ' MAPE
Mean Maximum Mean Maximum
ARIMA - Recharges 3.69e+4 4.97e+4 3.71 5.01
Prophet - Recharges 7.63e+4 1.05e+5 7.82 11.08
ARIMA - Data 2.59e+13 5.12e+13 6.99 17.0
Prophet - Data 4.67e+13 6.35e+13 8.11 13.26

We can see from the tables that Data consumption was slightly more challenging
than Recharges for both methods (higher average error). ARIMA was always better
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than Prophet (lower average error, almost half for both datasets), although ARIMA
results have a higher standard deviation when compared with Prophet. Note that while
for Recharges the sum of average error plus standard deviation or the maximum error
were always smaller for ARIMA, in the case of Data Consumption one of the trimesters
had the highest error for ARIMA, maximum error = 17% against 13% for Prophet, and
the average error plus standard deviation is slightly higher for ARIMA. This was
however an exception, as we could see by the results ARIMA was consistently better
than Prophet for all other 12 and 3 months forecasting cases for both datasets.

6.4  Validation of automated ARIMA configuration

This section presents the validation results of the automatic parameterization
mechanism of the ARIMA model described in section V. Table 5 shows the error of
each combination tested by the exhaustive search approach regarding the 3-month and
12-months forecast, for both datasets tested. The exhaustive search parameter
configuration approach obtains these errors for all cases and then chooses the one with
lowest error, which is shown in bold. In all the tests it is verified that the implemented
mechanism was able to automatically find the combination of parameters that
minimizes the prediction error in the historical data.

The parameters chosen by the automatic approach for these 4 cases (Recharges and
Data Consumption, 12 and 3 months forecasting) were always consistent with the
established manual parameter configuration found (discussed and exemplified in
sections 111 and V). Note that the established manual approach involves iterative
human inspection, running the Dickey-Fuller test or choosing visually, then
successively differentiating and again testing using Dickey-Fuller or visual inspection
until the decision thresholds are met. The exhaustive search simply replaces that tedious
process with the automated version, with good results for these datasets and forecast
objectives.

Another relevant issue is the runtime of the exhaustive search procedure, since it has
to test a significant number of alternatives. We test the procedure runtime next.

Tab. 5. Automated parameter values finding by exhaustive search, 3 and 12 months

ARIMA Recharges (RMSE) Data consumption (RMSE)
(p, d, q) 3 months 12 months 3 months 12 months
(0,0,0) Discarded Discarded Discarded Discarded
(0,0,1) Discarded Discarded Discarded Discarded
(0,0,2) Discarded Discarded Discarded Discarded
0,1,0) 3.87e+4 4.08e+4 3.98+e13 5.67e+13
0,1,1) 3.69e+4 3.9%e+4 4.02+e13 4.82e+13
0,1,2) 3.75e+4 4.03e+4 3.84+e13 5.89e+13
(1,0,0) Discarded Discarded Discarded Discarded
(1,0,1) Discarded Discarded Discarded Discarded
(1,0,2) Discarded Discarded Discarded Discarded
(1,1,0) 3.86e+4 4.04e+4 4.18e+13 5.13e+13
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(1,1,1) 3.77e+4 3.96e+4 2.59%e+13 3.99e+13

1,1,2) 3.75e+4 4.03e+4 2.84e+13 5.55e+13
(2,0,0) Discarded Discarded Discarded Discarded
(2,0,1) Discarded Discarded Discarded Discarded
(2,0,2) Discarded Discarded Discarded Discarded
(2,1,0) 3.76e+4 4.06e+4 3.94e+13 6.48+e13
(2,1,1) 3.88e+4 3.97e+4 3.55e+13 7.36+e13
(2,1,2) 6.58e+4 4.01le+4 3.96e+13 1.19e+14

Table 6 shows the runtime of the automatic procedure (testing a significant set of
parameter values alternatives) and compares it to the runtime of a single test as a ground
truth. Note that the single test run is only used here for comparative reference, because
running a single test automatically is not sufficient to configure the parameters, it must
be done by a user inspecting the result, and most of the times, as happened for the
datasets tested in this experimental section, will require further iterations of
differentiating and running the test again.

Tab. 6. Runtime of parameter configuration by automated exhaustive search

Time (s)
Approach Mean Maximum
Recharges Forecast (automated) 6.38+0.11 6.57
Data consumption (automated) 6.21 +0.39 6.92
Single test 0.30+0.16 0.55
Single test 0.61 +0.03 0.66

These results show that the exhaustive search for parameter configuration takes
about 6 secs, which is perfectly acceptable for the practical purposes of the decision
support tool we were developing. The user has to wait for only 6 secs before the
forecasting model does the forecast, since it is searching for the correct parameters.
Nevertheless, we note that, although the procedure works fine for the sizes of datasets
that our tool works with, it is important to develop improved parameter finding
approaches in the future, to be able to handle much bigger datasets. Therefore, we
identify as future work the possibility of improving the automated parameter
configuration procedure. A simple way to scale to large datasets would involve
sampling, to reduce the dataset to a size that is tractable by exhaustive search, the other
alternative would be to apply heuristics to reduce the search space, and a third
alternative would involve both. We reserve this study for future work.

7 Conclusion and future work

In this work we studied the application of time series forecasting methods ARIMA and
Prophet to real Telecom data, with the aim of integrating the best performing one in a
practical tool for decision support. The two methods were presented along with their
parameterization processes. These two methods were compared in the forecast of
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consumption using real telecommunications data. Since the ARIMA model requires a
great deal of knowledge in its parameterization, an automatic parameterization
procedure was proposed and validated. This allows the approach to do every step of the
data forecasting pipeline automatically. This way the approach was integrated into a
tool used by managers to view the forecasts without requiring any knowledge of the
data preparation and parameterization process for ARIMA forecasting.

This work also showed that, despite the great variation of consumption during the
year, due to the existence of seasonality and trends, it is possible to make approximate
forecasts with consumption data in the telecommunications area. From the results
obtained and the comparison of the two time series methods, it was possible to obtain
a minimum MAPE of 3.71% in the three-month forecast and of 4.14% in the twelve-
month forecast. Of the two methods tested, the ARIMA model presented better
prediction results in relation to Prophet.

For future work we intend to develop models of the Holt-Winters time-series method
and compare with the methods studied in this work. In addition, we intend to investigate
alternatives that improve the exhaustive search method in the automatic
parameterization of ARIMA, using heuristics.
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