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Resumo

A quantidade de resíduos eletrónicos gerados, anualmente, a nível mundial
tem vindo a aumentar drasticamente preocupando a comunidade científica. No
caso dos telemóveis, as suas pequenas dimensões facilitam a sua deposição in-
correta em aterros ou o recurso à incineração, com consequências ambientais e
económicas nefastas para a sociedade. Para contornar isso, vários autores, re-
colhem e desmontam telemóveis obsoletos e trituram as suas placas de circuito
impresso (PCBs) até ficarem em pó fino, procedendo a uma separação magnética
e eletrostática, juntamente com uma análise do tamanho das partículas para clas-
sificar os materiais presentes. No entanto, este método não permite a recuperação
de nenhum dos componentes para uma possível reutilização. Assim, identificar
a composição dos materiais dos telemóveis e recuperá-los é a maior e mais emer-
gente área de investigação nos domínios da reciclagem e sustentabilidade uma
vez que, os PCBs são dispositivos com várias camadas de polímeros e metais, ali-
ando esta complexidade ao tamanho reduzido das suas componentes e à elevada
variabilidade de modelos de telemóveis que se reflete, por exemplo, nas cores de
fundo dos PCBs e na sua geometria.

Por forma a tentar ultrapassar as referidas dificuldades, foram aplicadas técni-
cas de visão por computador. Mais concretamente a aplicação do algoritmo de
deep learning YOLO-v7 para proceder à deteção e classificação das componentes
presentes nos PCBs, a partir de dados RGB. A decisão de quais os componen-
tes de interesse para uma desmontagem seletiva baseada em robôs é baseada em
termos de valor material. Assim sendo, começou-se por avaliar o desempenho
da fase de treino na aprendizagem das características, utilizando as imagens do
conjunto de dados sem qualquer pré processamento, tratando a placa como um
todo, comparando com a performance recorrendo a técnicas de aumentos de da-
dos, centralizadas no tamanho reduzido. De seguida, aplicaram-se esses resulta-
dos a PCBs diferentes, provenientes de outro conjunto de dados, onde as placas
possuem tamanhos maiores e a PCBs de telemóveis de vários modelos.

Os resultados apresentados, ainda que não possam ser comparados com os da
literatura existente, evidenciam uma taxa de reconhecimento das componentes,
para o caso dos telemóveis, de 75%, sustentado a possibilidade de recuperação
das componentes. O estudo realizado permite ainda propor alternativas de me-
lhoria por forma a aumentar a quantidade de componentes reutilizados e recicla-
dos.

Palavras-Chave
Visão por Computador, Classificação, Deep Learning, Componentes de PCBs, Lixo
Eletrónico, Reciclagem, Reutilização, Sustentabilidade.
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Abstract

The quantity of electronic waste generated annually worldwide has been in-
creasing dramatically, causing concern within the scientific community. In the
case of mobile phones, their small dimensions make it easy for them to be im-
properly disposed of in landfills or incinerated, with detrimental environmental
and economic consequences for the society. To fight this issue, several authors
collect and disassemble obsolete mobile phones, grind their printed circuit bo-
ards (PCBs) into fine powder, and perform magnetic and electrostatic separation,
along with particle size analysis to classify the materials’ components. However,
this method does not allow the recovery of any components for possible reuse.
Therefore, identifying the composition of mobile phone materials and recovering
them is the largest and most emerging area of research in the fields of recycling
and sustainability, as PCBs are devices with multiple layers of polymers and me-
tals. This complexity is combined with the small size of their components and
the high variability of mobile phone models, that is reflected, for example, in the
background colors of PCBs and their geometry.

In order to overcome the mentioned difficulties, computer vision techniques
were applied. Specifically, the YOLO-v7 deep learning algorithm was used to de-
tect and classify the components present on the PCBs, using RGB data. The deci-
sion on which components are of interest for selective robot-based disassembly is
based on material value. Therefore, we started by evaluating the performance of
the training phase in learning the features using the dataset images without any
preprocessing, treating the board as a whole, and comparing it with the perfor-
mance when using data augmentation techniques, focusing on the smaller size.
Next, these results were applied to different PCBs from another dataset, where
the boards are larger, and to PCBs from various models of mobile phones.

The presented results, although they cannot be compared with those in existing
literature, demonstrate a component recognition rate of 75% for mobile phones,
supporting the possibility of component recovery. The study also allows to pro-
pose improvement alternatives to increase the quantity of components that can
be reused and recycled.

Keywords
Computer Vision, Classification, Deep Learning, PCB Components, Electronic
Waste, Recycling, Reuse, Sustainability.
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Capítulo 1

Introdução

1.1 Motivação e Enquadramento

Devido à crescente inovação tecnológica e ao facto do tempo de vida útil dos
produtos ser cada vez menor, existe uma quantidade significativa de resíduos
produzida quando os vários dispositivos eletrónicos são descartados. Embora
seja difícil fornecer uma estimativa precisa da produção de resíduos devido a fa-
lhas nos dados e, em alguns casos, à inexistência dos mesmos, a ONU estima que
a produção global de resíduos dos equipamentos elétricos e eletrónicos (WEEE)
seja de 20 a 50 milhões toneladas por ano [Arshadi et al., 2018; Hadi et al., 2015;
Hao et al., 2020]. No entanto, para 2030, prevê-se que atinja perto de 75 milhões
de toneladas por ano [Liu et al., 2022]. As placas de circuito impresso (PCBs)
são a base dos referidos dispositivos, dado que são a plataforma sobre a qual
componentes micro-eletrónicos são montados e conectados. Por isso, são consi-
derados por vários autores o tipo de e - waste economicamente mais valioso dado
que possuem até 60 % de metais raros e preciosos devido à sua excelente con-
dutividade [Abdelbasir et al., 2018; Hadi et al., 2015; Hao et al., 2020]. Assim
sendo, a sua reciclagem eficaz ocupa um lugar de destaque por duas razões prin-
cipais: estes contém materiais tóxicos que podem causar danos ambientais se não
forem tratados adequadamente e são constituídos por uma fração significativa
de metais (cerca de 30-40% em média [Hao et al., 2020; Kaya, 2016]) que ao se-
rem recuperados, torna-se algo simultaneamente económico e ecológico. No caso
específico dos PCBs que integram os telemóveis, estes possuem na sua consti-
tuição aproximadamente 53.1% de metais base (ferro, cobre, alumínio e níquel),
1.87% de metais críticos (chumbo), 0.0187% de metais preciosos (prata, ouro e pa-
ládio) [Udayakumar et al., 2022], alguns plásticos e cerâmicas [Pramerdorfer and
Kampel, 2015a]. Embora aparentem ser quantidades muito pequenas, o aumento
do preço desses metais e o número total de telemóveis produzidos (mais de 1,2
bilhões anualmente em todo o mundo) e descartados (mais de 100 milhões [Ya-
mane et al., 2011]) torna o seu valor bastante considerável [Hadi et al., 2015]. Por
conseguinte, os resíduos eletrónicos podem ser considerados como uma fonte de
matéria prima artificial ou secundário e utilizado como incentivo económico.
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Capítulo 1

Desta maneira, os resíduos eletrónicos proveniente dos PCBs podem ser trata-
dos diretamente, o que inclui aterros e incineração, ou recorrendo a reciclagem
por vários tipos de tecnologias. De acordo com a Agência de Proteção Ambien-
tal, apenas 15-20% do lixo eletrónico foi reciclado, enquanto o restante foi para
aterros e incineradores [Udayakumar et al., 2022]. Por exemplo, a incineração
de PCBs é um dos métodos inadequados uma vez que liberta gases tóxicos de
cádmio (Cd), chumbo (Pb), arsénico (As) e crómoio (Cr) que tendem a poluir a
atmosfera circundante e afetam a saúde humana. Ainda que as pequenas dimen-
sões dos telemóveis incentivem a sua deposição incorreta nos resíduos sólidos
urbanos, comparado com os referidos tratamentos diretos, a sua reciclagem é
mais favorável não simplesmente devido à redução de resíduos, mas pela reutili-
zação de recursos com uma melhor viabilidade económica e menor impacto am-
biental [Ning et al., 2017]. Outra alternativa, atualmente, para ao tratamento de
resíduos de telemóveis à escala industrial consiste no pré-tratamento através de
desmontagem manual e trituração, seguido de separação de materiais com base
em diferentes propriedades (dimensões, densidade, comportamentos magnéticos
e eletrostáticos, etc.) e finalmente, a recuperação do material através da extração
de ácidos ou da purificação do concentrado metálico. A desmontagem é geral-
mente efetuada manualmente, uma vez que a elevada variabilidade do design
dos artigos dificulta a rentabilidade da desmontagem automática. Neste caso, a
saúde dos operadores encarregados do desmantelamento dos componentes pode
ser afetada também, principalmente devido ao risco carcinogénico derivado aos
metais pesados, já enunciados, que os constituem. Posto isso, a Comissão Eu-
ropeia lançou a Diretiva 2002/96/EC, conhecida como Diretiva dos WEEE, que
entrou em vigor em 13 de fevereiro de 2003, com o objetivo de alcançar até 70-
80% de recuperação dos equipamentos elétricos e eletrónicos [Ning et al., 2017].
Desde 2015 que vários países em redor do mundo (como a China, o Brasil, o Ca-
nadá, os Estados Unidos e o Reino Unido) seguem as mesmas tendências legis-
lativas e desenvolveram leis e diretrizes relacionadas com o WEEE. A Comissão
Europeia adotou recentemente o Regulamento de Execução (UE) 2019/290, que
se centra na restrição do uso de substâncias perigosas em equipamentos elétri-
cos e eletrónicos equipamento na Diretiva REEE de 2003. A evolução das leis e
regulamentos demonstra um avanço em relação aos impactos que a eliminação
inadequada da eletrónica materiais que podem ter sobre o meio ambiente, assim
o desenvolvimento de projetos nesta linha de a investigação reflete positivamente
as atuais questões de sustentabilidade da indústria. Atualmente, a incineração, a
deposição em aterro e a exportação para o estrangeiro são proibidas para a gestão
de resíduos eletrónicos devido às leis mais rigorosas que são aplicadas nos países
desenvolvidos, onde se incluem a União Europeia, os Estados Unidos, a Austrá-
lia e o Japão [Abdelbasir et al., 2018]. Assim, as preocupações ambientais e a e
a presença de metais ou componentes reutilizáveis provocam a necessidade de
recuperar metais pesados e preciosos dos resíduos eletrónicos, antes de os elimi-
nar no ambiente. Contudo, as consequências ambientais e a elevada procura de
energia são as principais limitações que impedem a sua utilização em grande es-
cala. No entanto, dada a continuidade da avassaladora produção, prevê-se num
futuro próximo, algo mais rigoroso como uma legislação que exija que todos os
equipamentos referidos sejam desenvolvidos com a condição de desmontagem
englobando as suas pré-produção, produção e pós-produção [Hadi et al., 2015].
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Atualmente, devido à diversidade de materiais e componentes existentes nos
PCBs a sua separação e consequente reciclagem torna-se um processo complexo e
dispendioso. Pelo que, até então, a separação dos metais é realizada mecânica ou
quimicamente por processos destrutivos. As linhas de reciclagem existentes não
utilizam informações dos PCBs e o fluxo de entrada é fragmentado em pequenas
partículas das quais os metais podem ser extraídos [Pramerdorfer and Kampel,
2015a]. Contudo, com o constante avanço tecnológico, os telemóveis são, simulta-
neamente, um dos dispositivos eletrónicos mais populares entre os consumidores
e com um tempo de vida útil menor, tornando-se num dos maiores contribuin-
tes para os fluxos de WEEE pelo que, a sua reciclagem é um dos problemas que
mais rapidamente deve ser resolvido [Liu et al., 2022]. Ainda assim, a mão de
obra disponível torna-se cada vez mais escassa e, consequentemente, mais dis-
pendiosa. No entanto, visto que nos encontramos perante milhões de toneladas
de equipamentos, o processo manual resulta em algo ineficiente.

1.2 Objetivos

Por forma a contornar estes desafios, surge o projeto RECY-SMART - Sustainable
approaches for recycling and re-use of discarded mobile phones da Faculdade de Enge-
nharia da Universidade do Porto em colaboração com o Instituto de Sistemas e
Robótica do Departamento de Engenharia Eletrotécnica e Computadores e com
o Laboratório de Robótica Colaborativa do Departamento de Engenharia Mecâ-
nica, ambos da Universidade de Coimbra. A primeira encontra-se responsável
pelo tratamento das componentes dos PCBs, de telemóveis, utilizando processos
químicos sustentáveis. Os, onde esta dissertação se enquadra, têm como objetivo
o design e implementação de uma unidade de desmontagem robótica para a au-
tomatização do processo de reciclagem que contenha um sistema de classificação
baseado em inteligência artificial e um robô que realize as tarefas de separação
dos elementos. Como os PCBs dos telemóveis possuem um tamanho pequeno
quando comparados aos dos restantes equipamentos e são fabricados em várias
formas e camadas dependendo do modelo ao qual se referem a sua reciclagem e
consequente recuperação dos materiais que os constituem é um dos maiores de-
safios da engenharia na atualidade [Hadi et al., 2015]. Por isso mesmo, um dos
requisitos que o referido projeto pretende alcançar é a sua aplicabilidade a este
tipo específico de PCBs. Dado o seu tamanho, também se pretende identificar as
componentes com a maior precisão possível uma vez que essa informação será
transmitida ao robô de desmantelamento que extrairá as componentes. Desta
forma, pretendem-se implementar algoritmos de inteligência artificial por serem
uma matéria bastante atual com resultados bastante favoráveis em áreas de reco-
nhecimento e identificação mas também por existir um conteúdo muito pequeno
que a associe ao reconhecimento das componentes de PCBs, tornando assim o
projeto simultaneamente inovador e promissor.

Assim sendo, o trabalho descrito nesta dissertação de mestrado propõe uma al-
ternativa mais eficiente para o reconhecimento dos vários componentes de PCBs
de telemóveis, bem como a identificação precisa da sua posição, utilizando da-
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dos RGB processados recorrendo a visão por computador e inteligência artificial.
Sendo, os resultados posteriormente utilizados como input no processo de des-
montagem automatizada (Fig. 1.1).

Figura 1.1: Esquema do Processo de Reconhecimento e Classificação a
desenvolver na dissertação, incluindo todo o projeto Recy-Smart.

1.3 Estrutura da Dissertação

A presente dissertação contém encontra-se divida por capítulos. Inicialmente,
tem-se a Introdução onde são descritos a motivação, os objetivos, o enquadra-
mento e a estrutura. De seguida, é apresentado o Estado da Arte, onde se realiza
a revisão da literatura existente e do contexto teórico do projeto. No terceiro capí-
tulo, são descritos os Métodos utilizados: sistema para a a obtenção das imagens
dos PCBs usando câmeras RGB, forma de processamento das mesmas usando
visão por computador e os modelos de inteligência artificial para a classificação
dos componentes. No capítulo 4 encontrar-se-ão os Resultados bem como alguns
Comentários e Discussões. Por fim, serão apresentadas as Conclusões do projeto
e o possível trabalho futuro.
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Capítulo 2

Estado da Arte

A presente dissertação visa o desenvolvimento de algoritmos para a deteção
e identificação de componentes das placas de circuito impresso, de telemóveis,
com recurso a métodos de visão por computador.

Para isso, é necessário a obtenção de imagens dos referidos PCBs. Dado o seu
tamanho, para além da componente RGB conseguida com as câmaras 2D, é neces-
sário avaliar qual o tipo de sensor a utilizar para obter as imagens dos telemóveis.
No entanto, para o treino do modelo pode-se recorrer a um conjunto de imagens
de PCBs já existentes. Para além disso, dado que os métodos que se pretendem
seguir exigem aprendizagem, antes de elaborar o algoritmo propriamente dito, é
necessário identificar e classificar previamente alguns dos componentes presen-
tes nos PCBs.

Assim, para cumprir as várias fases supra descritas torna-se imperativo elabo-
rar um estado da arte, onde se analisem os conjuntos de dados existentes e os
métodos associados à deteção e identificação de componentes, por forma a de-
senvolver os algoritmos pretendidos. Deste modo, ao longo deste capítulo serão
apresentados os conhecimentos base e as abordagens já existentes, de modo a
facilitar a compreensão do projeto. Começam-se por apresentar e explorar os da-
tasets de PCBs existentes e os tipos de sensores para a obtenção das imagens de
modo a compreender os principais cuidados a ter e, se necessário, reproduzir o
método. Posto isto, são apresentadas e discutidas as técnicas de processamento
de imagens utilizadas na deteção dos componentes. Ou seja, na seleção de áreas
de interesse para, posteriormente, atribuir um rótulo de classificação. Por fim, se-
rão explorados os algoritmos já existentes para a classificação dos componentes
no âmbito da visão por computador e da inteligência artificial.

2.1 Dados e Datasets

A primeira etapa do projeto consiste na aquisição de imagens de PCBs. Para
isso, torna-se imperativo o conhecimento dos datasets existentes por forma a faci-
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litar o estudo associado aos métodos que englobam visão por computador.

Não existem muitos datasets de PCBs disponíveis para o estudo que se pre-
tende desenvolver no projeto e nenhum deles contém só PCBs de telemóveis.
Desta forma, alguns dos datasets publicados encontram-se relacionados com a
deteção de defeitos nos PCBs ([Huang and Wei, 2019; Huang et al., 2020; Lu et al.,
2020; Mahalingam et al., 2019; Tang et al., 2019]). Dado que essa não é a abor-
dagem pretendida na dissertação, apenas se considerou o tipo de sensor para
a aquisição das imagens. Os dois primeiros foram obtidos recorrendo a charge
coupled device e um microscópio digital, respetivamente e os restantes utilizam
câmaras DSLR (digital single-lens reflex). Outros, tais como os desenvolvidos por
[Herchenbach et al., 2013; Li et al., 2013, 2014; Soomro et al., 2022; Zhao et al.,
2022], não são de acesso público e os primeiros carecem de informações detalha-
das sobre as características do conjuntos de dados que apresentam. Ainda assim
o conjunto de imagens PCB-DSLR (Tabela 2.1) é uma versão sucessora de outro
dos mesmos autores ([Pramerdorfer and Kampel, 2015b]) que ficou indisponível
por conter imagens de baixa qualidade que se tornam inadequadas para a análise
ao nível das componentes que se pretende reconhecer e classificar.

Desta forma, de seguida na tabela 2.1, encontram-se apresentados e explici-
tados os datasets, públicos, mais recentes que têm por base o uso de câmaras,
devolvendo imagens RGB.

Tabela 2.1: Resumo de alguns dos datasets existentes para o estudo de PCBs,
utilizando câmaras.

Identificação
do

dataset

#
Imagens

Características
das

Imagens

Tipo
de

Sensor

Resolução
(pixels/cm)

Artigo
Correspondente

PCB DSLR
165 PCBs diferentes
3 a 5 imagens em cada
748 no total

Identificação de 1 componente
Classificação de 1740 objetos
Imagens de diferentes orientações

Câmera DSLR
Nikon D4 lente f/2.8 60mm
Uso de filtro de polarização

87.4 [Pramerdorfer and Kampel, 2015a]

PCB-METAL
123 PCBs diferentes
8 imagens em cada um
984 no total

Identificação de 4 componentes
Classificação de 12 231 objetos
Imagens obtidas de 4 graus de rotação

Câmera DSLR
Canon EOS 5D Mark II - [Mahalingam et al., 2019]

PCB-WACV 47 PCBs diferentes
Identificação de todas as componentes
Identificação de texto
Classificação de 7914 objetos

Câmera DSLR não especificada
e
Câmeras industriais

191.0 [Kuo et al., 2019]

FICS-PCB 31 PCBs diferentes
9912 imagens no total

Identificação de 6 componentes
Classificação de 77 347 objetos

Câmera DSLR
Nikon D850 lente 105 mm 118.0 [Lu et al., 2020]

De notar que, embora seja o mais antigo, o PCB DSLR foi desenvolvido uti-
lizando PCBs provenientes de reciclagem, pelo que se torna compatível com o
projeto que se pretende desenvolver. O seu conjunto de dados é o que possui
um número maior de PCBs em estudo, no entanto só possui identificação com
caixas delimitadoras para identificar todos os chips. Uns anos mais tarde, [Maha-
lingam et al., 2019] elaboraram um novo dataset, com imagens de elevada quali-
dade para o desenvolvimento de algoritmos de deteção de 4 componentes (chips,
condensadores, resistências e indutores), contendo até algumas imagens de PCBs
provenientes de telemóveis. Importante referir que, ambos os datasets possuem
imagens orientadas de forma arbitrária, garantindo aleatoriedade para a aplica-
ção de métodos na fase de deteção dos componentes. No entanto, de acordo com
os referidos autores, quando comparadas as performances dos dois datasets na
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deteção de componentes verificam-se piores resultados utilizando o PCB-DSLR,
uma vez que se verifica inconsistência na captura das placas, ou seja, estas são
rodadas em ângulos fora do padrão (0◦, 90◦, 180◦, 270◦). O dataset mais recente,
foi desenvolvido por [Lu et al., 2020], onde o sistema experimental para além da
câmara DSLR possui uma segunda montagem que utiliza um microscópio digital
para a obtenção de imagens, algo que para o presente trabalho não é exequível
de reproduzir, no entanto, este método garante uma elevada precisão e aplica-
bilidade a diferentes tipos de condições experimentais. Para além das compo-
nentes já referidas, o conjunto de dados permite detetar díodos e transístores, ou
seja, componentes cada vez mais pequenas, algo bastante aplicável na deteção de
componentes de PCBs de telemóveis.

Em [Herchenbach et al., 2013] os autores utilizam uma combinação de uma
câmara RGB e de um sensor de profundidade para proceder à deteção de com-
ponentes. O sensor utilizado foi o Kinect da Microsoft, sendo este uma alterna-
tiva às câmaras RGB convencionais uma vez que permite o acesso a informações
detalhadas das imagens. No entanto, para o estudo que se pretende realizar, a
resolução das imagens obtidas não garante bons resultados na segmentação de
componentes.

2.2 Deteção e Classificação dos Componentes

Embora existam muitos métodos de análise de PCBs, que utilizam processa-
mento de imagem, visão por computador, e machine e deep learning, o estudo das
placas é complexo e cada vez mais evolutivo, por isso são necessárias adaptações
nas técnicas existentes para ultrapassar os problemas emergentes. Assim sendo,
na presente secção serão apresentados e analisados alguns dos métodos/traba-
lhos existentes para, posteriormente, se construir o modelo mais adequado ao
caso em estudo.

Os métodos existentes baseados em inteligência artificial, normalmente, evi-
denciam um desempenho superior aos métodos tradicionais de visão por com-
putador e análise de imagens. Contudo, requerem frequentemente mais dados,
possuem baixa explicabilidade e podem ser difíceis de implementar quando os
modelos são bastante diferentes entre si. Para superar estes desafios, os métodos
de visão por computador podem ser combinados com os de inteligência artifi-
cial. Em particular, os algoritmos de visão de interpretação humana, tais como os
que extraem a cor, forma e características de textura aumentam a garantia de ex-
plicabilidade do PCB. Isto permite incorporação de conhecimentos prévios, o que
reduz efetivamente o número de parâmetros necessários para o desenvolvimento
do algoritmo e, portanto, a quantidade de dados necessários, para alcançar uma
alta precisão ao treinar ou re-treinar o modelo, diminui [Zhao et al., 2022].
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2.2.1 Métodos de Processamento de Imagem

Após a apresentação dos datasets existentes, por forma a analisar os fatores re-
lacionados com sistemas de aquisição de imagem que podem afetar significativa-
mente o desempenho da deteção de componentes desenvolvidos, passa-se para a
etapa seguinte que consiste na análise das imagens propriamente dita.

Recentemente, [Zhao et al., 2022] dedicaram-se à deteção e identificação dos
componentes de PCBs usando métodos de processamento de imagem. No refe-
rido trabalho, procederam à comparação entre métodos de extração de informa-
ções de cor, forma e textura para imagens de PCBs. Para o primeiro, os autores
confrontaram os três métodos principais: Red, Green, Blue (RGB), hue, saturation,
value (HSV) e lightness, green/red, yellow/blue (LAB). A representação RGB é a mais
comum e simples e encontra-se evidente na figura 2.1. O seu princípio consiste
na sobreposição das cores primárias vermelho, verde e azul para a reconstrução
das restantes cores. No entanto, o referido espaço de cor é mais orientado para o
hardware, que é normalmente usado em sistemas de obtenção de imagem e vi-
sualização, e raramente é utilizado em processamento das mesmas. As cores do
referido modelo podem ser afetadas pela luminosidade, dado que as três com-
ponentes se encontram fortemente correlacionadas. Ou seja, quando uma das
componentes de cor muda, afetará também os restantes. Assim, utilizando a ci-
tada abordagem, torna-se desafiante, por exemplo, a distinção entre resistências
e indutores dos PCBs.

Figura 2.1: Exemplo de imagem no espaço de cor RGB de um PCB utilizado.

Por outro lado, o modelo HSV (figura 2.2a), representa a tonalidade (H), satu-
ração (S), e valor (V). Cada atributo deste espaço de cor corresponde diretamente
ao conceito básico de cor (quantidade de pigmento, vivacidade e intensidade,
respetivamente) o que o torna conceptualmente mais simples e fácil de compre-
ender. Assim, pode ser utilizado para eliminar a influência da intensidade nas
cores uma vez que, quando a iluminação externa flutua ligeiramente, os valores
de tonalidade variam menos do que os valores RGB. Por exemplo, duas cores
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de vermelho podem ter valores de tonalidade comparáveis, mas valores de RGB
muito diferentes. Assim, quando se pretende diferenciar componentes idênticos
num PCB em condições de iluminação variáveis, o HSV pode devolver resultados
melhores. Uma grande desvantagem centra-se no facto de que o branco, o preto
e o cinzento não têm uma distinção de cromaticidade e consequentemente, estas
cores são tratadas como singularidades, o que as torna difíceis de detetar. Assim,
componentes, tais como, resistências, indutores, díodos poderão ser difíceis de
distinguir com a utilização deste espaço de cores.

(a) Exemplo de imagem no espaço de
cor HSV do mesmo PCB da figura 2.1..

(b) Exemplo de imagem no espaço de
cor LAB do mesmo PCB da figura 2.1.

Figura 2.2: Comparação dos Espaços de Cor.

O último espaço de cor analisado foi o LAB, onde as suas componentes repre-
sentam, respetivamente, a luminosidade, e as gamas de cores do vermelho ao
verde e do amarelo ao azul (confrontar com a figura 2.2b). Este, permite a com-
paração e a análise direta de diferentes cores usando a distância geométrica e,
por isso, devolve a cor exata, independentemente do dispositivo. Certos tipos
de componentes nos PCB não possuem diferenças evidentes a olho nu, como os
condensadores e as resistências. Assim, o espaço mencionado pode ser usado de
forma eficaz para medir ligeiras diferenças de cor. A geração do mesmo, é re-
lativamente complicada e torna-se menos natural e compreensível para os olhos
humanos como o RGB ou outra perspetiva de cores. Este espaço de cor possui
a mesma questão de singularidade que foi discutida nas limitações do espaço de
cor do HSV. Para além das características de cor acima supra referidas, aferiram
acerca das propriedades da forma e da textura que permitem a deteção mais efi-
ciente dos componentes dos PCBs.

Para a inspeção da forma, os autores discutem os métodos mais significativos
para a extração das características das imagens. Começaram pelo determinante
de Hessian, que deteta binary large objects (blob) usando uma matriz através do
cálculo dos máximos. O resultado dessa aplicação pode ser observado na figura
2.3a. Este tipo de objetos são geralmente brilhantes em regiões escuras ou escuros
em regiões brilhantes de uma imagem. Este método utiliza filtros de caixa em vez
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do método de convolução que eliminam a dependência de tamanhos. Quaisquer
componentes curvos independentemente de serem ou não circulares, tais como
transístores e díodos são facilmente detetados usando este método. O referido
algoritmo, no entanto, não será capaz de detetar pequenos blobs com precisão,
algo que o torna inadequado ao projeto devido às dimensões dos componentes
dos PCBs de telemóveis.

Uma outra abordagem necessária é a deteção de cantos ao nível do subpixel,
para garantir a delimitação dos componentes e, consequentemente, a sua loca-
lização. Podem-se representar os vértices como os pontos dos pixel com grande
variação de intensidade de todas direções. Este método é independente da escala,
dos graus de rotação e da iluminação circundante. Todavia, consome mais espaço
de memória para processar o algoritmo devido a redundâncias e não garante a
mesma eficiência para uma imagem complexa, por exemplo, a imagem de um
PCB com uma alta densidade de componentes. Resta, então, a identificação dos
limites do componente, ou seja, as arestas. O processo consiste em detetar pontos
consecutivos onde se verifique uma mudança súbita no brilho que forma o con-
torno da imagem. Para isso, na maioria das vezes, utiliza-se o algoritmo canny
devido à sua adaptabilidade a variações presentes nas imagens aliada à possibi-
lidade de deteção de linhas. Assim, é possível identificar componentes indepen-
dentemente do seu tamanho, sendo esta uma característica fortemente apreciada.
No entanto, a identificação das extremidades porque evidenciar desvios para li-
nhas horizontais e verticais, existindo uma probabilidade de aproximação errada
na simetria das rotações, algo comummente verificado na maioria dos PCBs.

Embora as características associadas à forma desempenhem um papel signifi-
cativo na extração das características das imagens, elas não são, por si só, sufici-
entes para identificar e detetar de forma única os componentes no PCB. A textura
indica a distribuição espacial dos pixels, que, juntamente com a forma e a cor, po-
dem melhorar a precisão da deteção do PCB componentes. Por isso, abordar-se-à
em detalhe alguns métodos para alcançar as características da textura.

O primeiro, consiste na aplicação do filtro de Gabor, e pode ser observada na
figura 2.3c. Este, é um filtro linear que analisa a existência de frequências es-
pecíficas na imagem, em direções pertencentes à zona circundante da região de
análise. Para descrever a frequência local o núcleo do filtro adiciona uma função
de janela ao sinal. Este é insensível a mudanças de luz e invariante à rotação, para
um certo grau de rotação e distorção da imagem, pode mesmo devolver melhores
resultados. Uma limitação é o facto de não ser ortogonal, o que resultará em di-
ferentes proporções para características redundantes. Além disso, motivado pela
presença de altas frequências, podem surgir artefactos em forma de anel, algo
que gera problemas para análise de imagem e identificação dos componentes.

De seguida, menciona-se a abordagem denominada por matriz de co-ocorrência
de níveis de cinzento, associada à figura 2.3d. Foi proposta por Haralick et al. em
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1973, e apresenta uma forma simples de descrever texturas através do estudo da
distribuição de diferentes níveis de cinzento correspondentes a diferentes textu-
ras no espaço. Ou seja, avalia a correlação espacial em imagens em escala de
cinzentos e possui uma forte adaptabilidade e robustez. As suas características
podem ser produzidas para quaisquer orientações. No entanto, por ser um mé-
todo estatístico possui menos correlação com modelos visuais humanos e carece
da utilização de informação global. Para além disso, exige um elevado nível com-
putacional associado a longo tempo de execução. Esta técnica não é adequada
para distinguir entre diferentes fontes de texto e é por isso que esta característica
enfrenta dificuldades na deteção de marcações de referência para componentes
de um PCB.

A última técnica centra-se no estudo dos padrões binários locais e encontra-se
evidente na figura 2.3b. Define-se um janela como operador e, para avaliar o seu
pixel central, efetua-se a comparação com os valores de pixel dos seus vizinhos.
Assim, as posições circundantes serão atribuídas como 0 ou 1, de acordo com a
referida comparação. Obtém-se, então, um número binário de 8 bits, que será
convertido para um número decimal, utilizado para devolver a informação sobre
a textura da área. De notar que, à medida que a imagem roda, a posição do pixel
muda, e o valor do pixel também mudará em conformidade, consequentemente,
os valores das características dadas serão muito diferentes. Para contornar isso,
Maenpaa et al. desenvolveram uma estratégia para alcançar a invariância com
a rotação, que consiste na rotação continua da imagem para obter os valores ini-
ciais possíveis e considerar o valor mínimo. O tempo de cálculo está correlacio-
nado com o número de pixel na imagem. Além disso, o ruído, e qualquer outro
efeito perturbador como, por exemplo, os artefactos têm impactos notáveis no
desempenho do método. Assim, é necessário garantir que as imagens utilizadas
se encontram desprovidas desses efeitos.

Tendo em conta a integridade do que foi descrito anteriormente e os resultados
publicados em [Zhao et al., 2022], infere-se que os métodos baseados no estudo
das cores são mais rápidos na sua execução e mais precisos na detecção de compo-
nentes de PCB. Embora a extração da forma e textura se verifiquem abordagens
geralmente mais lentas e menos precisas, revelam uma maior eficácia aquando
da classificação dos componentes propriamente dita. Ainda assim, devido à sua
sensibilidade para com a iluminação e a resolução das imagens, devem ser imple-
mentados anteriormente algoritmos de pré processamento por forma a garantir a
pretendida generalidade.

Do mesmo modo, [Li et al., 2013] também utilizaram métodos de segmentação
com base na cor e na forma para identificar chips. Utilizaram também um mé-
todo de pré-processamento (unsharp masking) para enfatizar as linhas finas dos
limites do dispositivo impresso com o objetivo de melhorar o contraste e com-
pensando alguma possível falta de homogeneidade na iluminação. De notar que,
tendo por base os métodos de deteção das delimitações dos componentes, por ve-
zes existem candidatos que efetivamente não são componentes que evidenciam
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estruturas semelhantes, tais como, por exemplo, etiquetas de texto. Para supri-
mir esse acontecimento, elabora-se a análise da textura da região local, através
dos métodos já descritos. Evidentemente, os componentes possuem característi-
cas diferentes de textura, quando comparados a etiquetas. Aplicando às imagens
de PCBs que disponho o resultado obtido foi a imagem original com alterações
quase impercetíveis (figura 2.3d). Outro método, centra-se na execução de uma
avaliação hierárquica que descreve a probabilidade de um candidato ser efetiva-
mente uma extremidade de um componente. O processo inverso também pode
ser implementado, ou seja, o reconhecimento de texto evidente nos componen-
tes ou em etiquetas de identificação, tal como proposto em [Li et al., 2014]. Até
mesmo para a verificação da orientação dos próprios componentes, por forma
a facilitar a sua remoção. Outro inconveniente acontece na presença de artefac-
tos que, em algumas situações, provoca a deteção múltipla, devido à sobreposi-
ção dos mesmos com as fronteiras reais. Para o remover, os autores sugerem a
aplicação do método non maximum suppression. Para além disso, a semelhança
entre as cores da base do PCB e do componente, para a maioria dos algoritmos
de segmentação conduz a resultados pouco satisfatórios. Desta forma, [Li et al.,
2013] propõem uma análise baseada nos máximos de distribuições (Ridge-based
analysis). Ou seja, as distribuições podem ser determinadas para cores diferen-
tes, mesmo que aparentem apenas ligeiras diferenças ou uma elevada variação
na iluminação e, consequentemente, cores com a mesma distribuição aparecerem
fundidas. A superfície dos PCB é, então, separada em regiões de acordo com as
distribuições de cores. Através do histograma de valores de tonalidade definidos
recorrendo ao espaço HSV, a cor de fundo é selecionada como a cor dominante
valores no histograma, resolvendo a questão da similitude.
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(a) Exemplo de deteção de blobs,
identificados a vermelho, para o

mesmo PCB da figura 2.1.

(b) Exemplo da aplicação da técnica de
estudo dos padrões binários locais,

para o mesmo PCB da figura 2.1.

(c) Exemplo de aplicação do filtro de
Gabor para um comprimento de onda
de 90 pixeis/ciclo para a imagem do

mesmo PCB da figura 2.1.

(d) Exemplo de aplicação da matriz de
co-ocorrência de níveis de cinzento
para a imagem do mesmo PCB da

figura 2.1.

Figura 2.3: Técnicas de Processamento de Imagens, aplicadas aos PCBs.
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2.2.2 Métodos de Classificação

Com o avanço tecnológico, a variabilidade de modelos de PCBs aumenta dras-
ticamente e aliada à diminuição do tamanho das componentes, tornam o desem-
penho dos algoritmos de processamento de imagem por si só menos eficientes.
Mais detalhadamente, os componentes dos PCB mostram-se semelhantes entre
classes e apresentam baixa distinção dentro da mesma classe, o que dificulta a
sua classificação. Alguns dos componentes são muito pequenos em tamanho o
que dificulta, ainda mais, a sua deteção. Além disso, podem ser da mesma cor
que o próprio PCB, tornando o uso de recursos de cores desafiador juntamente
com o facto, tal como já foi discutido, que alguns conjuntos de dados têm uma
alta variação em termos de iluminação, resolução, artefatos de imagem, etc. Im-
portante referir também que os PCBs são fabricados por diferentes empresas em
vários tipos de formas e cores, daí, a sua aparência, tamanhos relativos e funci-
onalidades variarem muito. Assim, para extrair características de alto nível em
objetos cada vez menores é imperativo o uso de métodos de deep learning [Li et al.,
2022]. Estes, aplicados à deteção de objetos foram explorados e analisados ao de-
talhe por forma a melhor o poder computacional pelos autores [Kaushal et al.,
2018] e [Pathak et al., 2018].

Tal como foi referido para os métodos que usam processamento de imagem,
a identificação dos caracteres de texto que se encontram nos componentes pode
ser útil, embora não seja o objetivo proposto. Assim, utilizando uma Efficient-
Net, [Gang et al., 2021] realizaram uma análise detalhada para proceder a essa
classificação. Esta foi desenvolvida em 2019 e possui velocidade de computação
e precisão suficientes para a referida aplicação, apesar da velocidade de apren-
dizagem ser um pouco menor quando comparada com os métodos previamente
existentes.

Por outro lado, os algoritmos de deteção de objetos podem ser divididos em
dois grupos: os que recorrem apenas a uma fase (de regressão) e os que são exe-
cutados por meio de duas etapas (de classificação). A deteção de objetos usando
os primeiros devolve diretamente a probabilidade de pertencer a determinada
categoria e valores de coordenadas da posição dos componentes e tem-se, por
exemplo, os modelos you only look once (YOLO), single-shot multibox detector (SSD),
e corner network, que realizam diretamente a tarefa de regressão considerando a
imagem como um todo. Para os de duas fases é necessária a existência, a priori,
de propostas de possíveis regiões de estudo com informações sobre a localização
do componente e, posteriormente, a classificação das zonas candidatas em dife-
rentes grupos. Para representar estes algoritmos, podem-se considerar, as várias
region convolutional neural network (R-CNN) e spatial pyramid network [Zeng et al.,
2022]. Para a classificação de componentes previamente detetados, os métodos
mais comuns centram-se no uso de support vector machine (SVM) e k-nearest neigh-
bors (KNN).
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Mais detalhadamente, o YOLO é um algoritmo que permite a deteção de dife-
rentes classes, simultaneamente, presentes numa imagem, tratando a imagem de
forma global executando, por isso, o algoritmo apenas uma vez e utilizando uma
única CNN para prever a deteção das componentes. A ideia geral é que uma
única rede neuronal divide a imagem em regiões e depois prevê várias caixas
de delimitação para cada região [Silva et al., 2021]. Os objetos são classificados
com base nas suas características distintas, tais como a sua forma, tamanho e cor.
Como a atribuição de uma classe aos múltiplos objetos acontece juntamente com
a previsão da sua localização este método devolve uma velocidade de execução
superior, acabando por simplificar o problema evitando canais complexos como
acontece na aplicação das R-CNN [Arya and Rawat, 2020]. Estas últimas, especi-
ficando, começam por selecionar na imagem cerca de duas mil zonas de interesse
(não incluindo regiões de fundo) e, de seguida, por meio das CNN ocorre a extra-
ção de características, onde cada área candidata é analisada verificando se se en-
quadra numa das classes a atribuir. Foi proposto inicialmente por [Girshick et al.,
2014], onde apresentam o processo dividido em quatro etapas: (1) Extração das
regiões a ser alvo de estudo, ou seja, áreas candidatas a identificação; (2) Extração
de características para cada região candidata recorrendo à referida CNN; (3) A
característica é enviada para cada classe do classificador SVM para determinar
se efetivamente pertence a essa classe e (4) aplicação de uma bounding box regres-
sion para reduzir o erro de localização dos componentes, refinando as regiões de
interesse. Este método combina uma regional recommendation network com uma
CNN. No entanto, as R-CNN não são suficientemente rápidas no que concerne
à deteção em tempo real, uma vez que o algoritmo necessita de processar cada
operação da CNN para cada área proposta para um possível objeto. Assim, sur-
gem as Fast R-CNN, por [Girshick, 2015], que perfazem uma adaptação do mé-
todo anterior mas que executa de forma mais rápida e eficiente o proposto, uma
vez que realiza os cálculos necessários numa ínica operação utilizando multi-task
loss. Mais tarde, são desenvolvidas ainda as Faster R-CNN que consiste numa
Proposal Network, que partilha características provenientes das CNN com a dete-
ção a jusante da rede neuronal para permitir a deteção em tempo real com um
menor esforço computacional. Este tipo de método acaba por se tornar lento,
comparativamente aos de regressão, uma vez que executa previsões e extração
de características para cada região pré selecionada, e algumas destas podem não
corresponder efetivamente a um objeto de interesse, ou seja, o tempo de com-
putação despendido, nesses casos, foi irrelevante [Manojkumar et al., 2023; Zou,
2019]. É evidente também, a dificuldade em encontrar uma solução globalmente
ótima devido à separação das fases de geração de propostas, extração de carac-
terísticas e classificação de regiões em componentes distintos que não podem ser
otimizadas em conjunto.

Em [Li et al., 2021], os autores aplicaram uma estrutura de rede neural convolu-
cional de deep learning SSD à deteção de elementos PCB. Começam por apresentar
a estrutura e descrever a CNN utilizada. Entretanto, elaboram a comparação en-
tre outros métodos de redes de aprendizagem profunda para evidenciar as van-
tagens dos diferentes algoritmos no processo de inspeção de imagem PCB. No
entanto, os métodos aos quais foi comparado não são os mais utilizados na área
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Figura 2.4: Esquema representativo da estrutura do modelo RCNN.

Figura 2.5: Esquema representativo da estrutura do modelo YOLO.

que se pretende desenvolver na presente dissertação.

Em 2022, [Lu et al., 2022] recorreram ao algoritmo YOLO-v3 para treinar o con-
junto de dados que os próprios produziram e classificar os componentes eletró-
nicos dos PCBs em categorias específicas. De notar que, no estudo desenvolvido
pelos autores, os componentes eletrónicos são obtidos através da desmontagem
manual de PCBs de vários eletrodomésticos. De forma semelhante, [Huang et al.,
2019] utilizaram o mesmo algoritmo, no entanto combinado com uma mobilenet,
para a promoção de equilíbrio entre a precisão da deteção e a sua velocidade de
execução. Esta última é baseada numa arquitetura otimizada que utiliza redes
neuronais profundas e leves. Importante referir que, nos dois estudos anterio-
res, os componentes são classificados isoladamente algo que diverge do objetivo
deste projeto, uma vez que este pretende eliminar a desmontagem manual e, con-
sequentemente, analisar a placa de circuito impresso como um todo.

Em [Silva et al., 2021] é utilizado o dataset apresentado na literatura [Pramer-
dorfer and Kampel, 2015a], para avaliar a viabilidade económica da reciclagem de
circuitos integrados (IC). Mais detalhadamente, o método proposto pode ajudar a
decidir se se deve desmantelar o PCB antes do processo de reciclagem, recorrendo
a uma estimativa da área IC que conduzirá ao cálculo do seu peso utilizando a
densidade superficial e, consequentemente permite estimar a quantidade de me-
tal que pode ser recuperada através da reciclagem. Para, então, estimar a área
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utiliza-se o método YOLO-v3. O melhor resultado foi obtido recorrendo à divi-
são da análise de cada imagem através de uma janela deslizante, criando assim
novas imagens de dimensões menores. Neste caso, verifica-se apenas a fiabili-
dade de um algoritmo YOLO na deteção da referida componente e mais algum
detalhe sobre os metais que a constituem.

De notar que, na literatura o desempenho, a memória e a previsão do algoritmo
de segmentação YOLO-v5 são testados para as necessidades de deteção, classifi-
cação e segmentação de PCBs de microcontroladores [Glučina et al., 2023]. Em-
bora seja utilizado um dos algoritmos YOLO mais recente, a classificação centra-
se ao nível dos modelos de microcontroladores algo que diverge do que preten-
demos desenvolver, uma vez que propomos a classificação das componentes pro-
priamente ditas. No entanto, na literatura diferente existe a utilização YOLO-v5
combinado com um algoritmo proposto de classificação baseado na hierarquia
[Chen et al., 2022]. O objetivo da implementação centra-se na validação e avalia-
ção do desempenho do modelo desenvolvido pelos autores na deteção e classifi-
cação de componentes de PCBs, embora que não sejam de telemóveis.

Utilizando os mesmos algoritmos, [Naito et al., 2021] desenvolveram um sis-
tema completo de reciclagem de PCBs desde a classificação até à recuperação dos
componentes. As placas, no caso, de computadores portáteis são divididas em
pequenas peças que se deslocam através de um tapete rolante. Para o reconheci-
mento de componentes, treinaram e comparam o desempenho de duas CNN. A
câmara implementada deteta cada componente do PCB e classifica-o numa das
cinco classes de acordo com a informação proveniente do algoritmo de deep le-
arning. Com base nas informações da câmara é comunicada uma informação ao
manipulador robótico que extrai e separa as componentes. As peças são classi-
ficadas em recipientes separados. No entanto, os autores reconhecem a necessi-
dade de aumentar a precisão do desempenho. Embora esta seja a literatura que
apresenta uma maior proximidade com o objetivo global do projeto, nas classes
identificadas não constam apenas componentes. Ou seja, constam PCBs comple-
tos, 3 componentes e a identificação de metal propriamente dita, algo que diverge
do que se pretende classificar. E de salientar que o facto de serem componentes
de computadores portáteis o tamanho das componentes será bastante diferente
do que se pretende estudar. Ainda assim é um trabalho realizado com vista à
reciclagem dos PCBs.

Ainda que a exatidão dos dos algoritmos R-CNN seja satisfatória, estes reque-
rem um esforço de computação elevado, o que leva a uma baixa velocidade de
deteção quando se utilizam computadores ditos normais. Como resultado da
exploração de arquiteturas de redes neuronais profundas eficientes, os autores
[Li et al., 2023] apresentaram o PCBDet, uma attention condenser network que for-
nece taxa de transferência de última geração, alcançando desempenho de detec-
ção de componentes de PCB elevados em comparação com outras arquiteturas.
Encontramo-nos perante um algoritmo de apenas uma fase que engloba um pro-
cesso mais eficiente de deteção quando comparados com métodos de duas fases.
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Apresenta ainda um desempenho aumentado quando comparada com SSD ou
YOLO, também já referidos. Os modelos foram treinados e testados utilizando as
imagens do conjunto de dados anteriormente apresentado FICS-PCB [Lu et al.,
2020].

Recentemente, o interesse pela deteção de pequenos componentes (não só de
PCBs) encontra-se refletido número de publicações na área, [Hu et al., 2018; Li
et al., 2017, 2019; Lin et al., 2017; Liu et al., 2018, 2019]. De notar que, na literatura
[Tong et al., 2020] é apresentado e discutido o estado da arte associado à deteção
de pequenos componentes. Uma das estratégias mais aceites na comunidade ci-
entífica centra-se na utilização de algoritmos de Feature Pyramid Networks (FPN)
que permitem a deteção de objetos de tamanho reduzido e ainda com diferentes
escalas, sendo possível a sua adaptação a alguns dos algoritmos já referidos an-
teriormente. O formato de pirâmide surge devido à sensação de que a mudança
de escala de uma imagem é compensada pela deslocação ao longo dos níveis da
pirâmide. O referido método tem por base o modelo featurized image pyramid que
utiliza uma pirâmide de imagens para construir uma pirâmide de resultados. Es-
tes, são calculados para cada uma das escalas de imagens de forma independente
conduzindo a um algoritmo bastante lento. Posto isto, surgiu a implementação de
CNN como se fosse a pirâmide de imagens mas na verdade apenas necessita de
uma imagem de entrada, tornando o algoritmo mais rápido. Além disso, a forma-
ção de CNN de ponta a ponta numa pirâmide de imagens é inviável em termos de
memória, o que cria uma inconsistência entre a inferência do tempo de teste. Por
estes razões, modelos R-CNN optam por não utilizar pirâmides de imagem sob
configurações padrão. Assim, o surge o algoritmo proposto por [Lin et al., 2017]
que combina as duas etapas supra descritas mas acrescentando alguma precisão,
permitindo a sua adaptação aos algoritmos que utilizam Region Proposal Network
(RPN) para a geração de propostas de caixas de delimitação para a identificação
de zonas de estudo e em R-CNN para a deteção de objetos atribuindo diferentes
regiões de interesse para a cada nível da pirâmide. Para complementar o referido
método, [Li et al., 2019] desenvolveram uma trident network. Assim, os autores
pretendem reduzir a quantidade de imagens de treino necessárias e diminuir a
probabilidade de ocorrência overfitting para cada escala.

Muito recentemente, mantendo o esquema de pirâmide, os autores [Mantra-
vadi et al., 2023] desenvolveram uma rede neural leve e inovadora Dilated Involu-
tional Pyramid Network (DInPNet), para a classificação dos componentes de PCB
no conjunto de dados FICS-PCB anteriormente referido [[Lu et al., 2020]]. DInP-
Net faz uso de involuções substituindo convoluções. Desenvolveram a dilated
involutional pyramid (DInP), que possui como objetivo a transformação do mapa
de recursos de entrada para um mapa de baixa dimensões para diminuir o custo
computacional, seguido por um par fusão piramidal de involuções dilatadas que
reabastecem o mapa de recursos inicial, por forma a reduzir consideravelmente
o número de parâmetros. De notar que, foi realizada uma abordagem ao nível de
componentes com a utilização de 7 classes, algo que se assemelha à abordagem
que se pretende seguir.
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Para além da variabilidade entre os tamanhos das componentes outro aspeto
também a considerar aquando do estudo dos PCBs, é a diferente disposição dos
mesmo na placa propriamente dita. Mais detalhadamente, estão em locais da
imagem arbitrários, de diferentes escalas, dentro de diferentes categorias, e o seu
número pode varia entre diferentes imagens. A maioria dos métodos ainda se
concentra no reconhecimento de objetos separadamente. Os algoritmos baseados
em R-CNN têm na sua maioria uma estrutura de rede simples e regular não sendo
garantida a sua eficácia na presença das irregularidades referidas. Para fazer
face à evidente aleatoriedade, os autores de [Hu et al., 2018] desenvolveram um
algoritmo denominado relation networks.

Em sequência,[Kuo et al., 2019] pretendem resolver as limitações que surgem
ao usar técnicas de análise de processamento de imagem na identificação de com-
ponentes de PCBs, motivadas pela variação na resolução das imagens e pelas di-
ferentes condições de iluminação que tornam difícil a generalização da aplicabi-
lidade desses métodos perante a distribuição altamente aleatória do tipo de com-
ponentes, a sua elevada semelhança entre si, a variedade de modelos de PCBs
e devido ao esforço de rotular manualmente as componentes. Por outro lado,
pretende diminuir a quantidade de dados necessários para treino das redes neu-
ronais, mantendo a elevada precisão. O modelo proposto encontra-se dividido
em 3 fases: class-agnostic regional proposal network, similarity prediction network e
graph network. A primeira tem como objetivo a deteção dos objetos sem saber a
que classe pertencem. Ou seja, propõe uma possível localização para os compo-
nentes, delimitando-os. De seguida, acontece o cálculo do grau de semelhança
através da comparação com componentes de PCBs de teste. Assim, é devolvida
uma probabilidade de semelhança entre cada par. Para isto, são utilizados algo-
ritmos low-shot que permitem classificar novos dados quando apenas se possuem
alguns elementos de treino e a triplet loss que usa a lógica de reduzir a diferença
entre objetos semelhantes e aumentá-la para objetos diferentes. Na última etapa,
a informação da fase anterior é otimizada através da verificação da dependência
entre dados do mesmo PCB. Cada nó do grafo contém a característica associada
a um dado componente e, dessa forma, cada par de nós relaciona a semelhança
entre componentes.

Por último, focando em projetos aplicados concretamente a telemóveis, os au-
tores [Li et al., 2022] estudaram um método de identificação de grandes compo-
nentes de telemóveis (como por exemplo, bateria, câmara, PCB e parafusos) que
combina processamento de imagem e o algoritmo YOLOv5m. Outros autores su-
geriram uma adaptação do algoritmo SSD de modo a detetar, tal como a literatura
anterior, as diferentes partes do telemóvel [Huang et al., 2021]. Assim, propõem
um Cross Stage Partial com melhoria da estrutura da rede, utilizando informação
de fluxo gradiente, utilizando a desconvolução e a transformação multi-escala.
No entanto, torna-se evidente que no projeto que pretendemos desenvolver pro-
curamos uma análise ao nível de outro tipo de componentes.
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De seguida apresenta-se uma tabela for forma a facilitar a comparação entre
a diversa literatura existente e a verificar como se enquadra no projeto que se
ambiciona desenvolver.

Tabela 2.2: Resumo dos artigos mais relevantes apresentados no estado da arte.

Artigo
Sustentabilidade

e/ou
Reciclagem

Modelo YOLO
Classificação

de Componentes
de PCBs

Relacionado
com

Telemóveis
[Li et al., 2023] não

não sim não[Kuo et al., 2019] não
[Naito et al., 2021] sim

[Mantravadi et al., 2023] sim
[Li et al., 2022] sim

sim

não sim
[Glučina et al., 2023] não não

não[Silva et al., 2021] sim sim (apenas ICs)
[Chen et al., 2022] sim sim

Tendo em vista o que foi apresentado anteriormente verifica-se efetivamente
que existe uma preocupação com a sustentabilidade e com a quantidade de lixo
eletrónico produzido e a necessidade de procurar uma solução para os compo-
nentes de qualquer tipo PCBs. No entanto, é bastante evidente que a aplicabi-
lidade aos telemóveis ainda não é o principal foco dos grupos de investigação
algo que se pode relacionar com o tamanho reduzido que apresentam. Ainda
assim, as tendências apresentadas na literatura atual indicam um crescimento no
interesse pela deteção e classificação de pequenos objetos, tais como os PCBs de
telemóveis. Aliado ao tamanho, existe ainda a elevada semelhança entre as dife-
rentes classes de componentes daí que se reconheça a necessidade de continuar
a investigação nesse sentido, por forma a otimizar todo o processo e a garantir
elevada precisão. Dito isto, o projeto onde se encontra inserido esta dissertação
possui a oportunidade de se tornar pioneiro na implementação de um algoritmo
que permita resolver a questão associada à reciclagem de um dos dispositivos
eletrónicos que mais contribui para o aumento do lixo eletrónico atualmente.
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Metodologia

No capítulo que se segue serão descritos os métodos e as técnicas utilizadas no
desenvolvimento do projeto. Apresenta-se o dataset utilizado para proceder ao
treino do modelo uma vez que o número de telemóveis recolhidos foi insuficiente
para a elaboração. São divulgadas as formas de obtenção das imagens dos PCBs
dos telemóveis e a arquitetura do modelo utilizado para a classificação dos seus
componentes.

3.1 Dataset

Como já foi referido, não existem conjuntos de dados que integrem PCBs de
telemóveis, pelo que, foi necessário utilizar os conteúdos disponíveis para se pro-
ceder à aprendizagem do modelo.

Assim, começou-se por verificar em detalhe os datasets existentes, supra apre-
sentados. Utilizou-se, então, para proceder ao treino do modelo desenvolvido,
o PCB-WACV [Kuo et al., 2019] que possuía imagens com componentes de ta-
manho reduzido e também uma identificação bastante detalhada de tudo o que
constituía a placa, incluindo todo o texto, o modelo e tipo de componentes. No
total, o referido conjunto de dados, possuí apenas 28 imagens de PCBs, algo que
será discutido no final deste capítulo.

3.1.1 Definição das classes

Para o estudo que se pretende realizar, a quantidade de itens identificados,
tal como é evidente na imagem anterior, é inviável. Mais detalhadamente, todo o
texto presente nas imagens estava identificado, algo irrelevante para o projeto que
se pretende desenvolver e, existiam componentes também classificados que não
se encontram presentes nos PCBs de telemóveis. De notar que, dada a especifici-
dade da marcação do dataset, a uma dada cor, na maioria das vezes, corresponde
uma classe diferente, associada a um modelo de componente ou texto, acabando,
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Figura 3.1: Exemplo de imagem do dataset escolhido com as respetivas
identificações, referente ao PCB DuetWIFI.

assim, por se repetirem as cores para diferentes classes. Indicar o número de clas-
ses é uma tarefa difícil já que, para todos os componentes, as classificação eram
realizadas ao nível do tipo de componente e da sua referência, por exemplo, "text
R146", "text C138", "resistor R97", "connector P39", etc. Acabando por existir uma
atribuição de cores que não corresponde necessariamente a classes iguais, ou seja
existem vários tipos de componentes com a mesma cor (confrontar com a figura
3.1). Posto isto, foi necessário realizar uma triagem e, consequentemente, adaptar
a identificação das componentes, fazendo uma seleção das mesmas e recriando
as classes existentes.

Mesmo os projetos mais recentes desenvolvidos na área de reciclagem de re-
síduos eletrónicos apresentam, quase na totalidade, como método base a frag-
mentação dos equipamentos seguida de separação magnética e eletrostática ou a
utilização de técnicas relacionadas com a área da química. Assim sendo, os re-
sultados associados à constituição não correspondem ao nível das componentes
integrantes do PCB, mas para a placa como um todo. A maioria das publicações
sobre o tema, devolvem ainda percentagens generalizadas dos vários elementos
químicos presentes em PCBs, sem referência qualquer referência ao equipamento
correspondente [Abdelbasir et al., 2018; Andrade et al., 2022; Gorewoda et al.,
2020; Rocchetti et al., 2018; Tantawi and Hua, 2021; Udayakumar et al., 2022]. No
entanto, os estudos desenvolvidos nas literaturas [Wu et al., 2022] e [Lu et al.,
2022] apresentam as percentagens de elementos químicos presentes na constitui-
ção das várias componentes. Apesar de não constar que são PCBs de telemóveis
é a abordagem mais próxima do que pretendemos desenvolver. A tabela 3.1 que
se segue é uma adaptação da informação que se encontra nos referidos artigos.
Importante reforçar que, dada a existência de diferentes modelos de cada compo-
nente, o conjunto de metais que a constitui varia, tal como é evidente na referida
tabela.

Desta maneira, é possível observar que se encontram presentes alguns metais
precisos como o ouro e a prata pelo que a recuperação e reciclagem desses com-
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Tabela 3.1: Percentagens dos vários metais que constituem as diferentes
componentes dos PCBs.

Componentes Elementos químicos constituintes das componentes
50% 50-20% 20-1% 1%

condensador Al Ta ou
Ba ou

Fe, Zn ou
Fe, Sn, Ni ou

Fe, Ni, Ti, Pb, Ag, Cu, Sn, Nb ou
Mg, Fe, Sn, Cu, Si

Sn, Cu, Ni ou
Ag, Mn ou

Au, Bi, Pd, Al, Mn ou
Zn, Ni, Pb, Ag, Sb

circuito integrado Al Fe, Si Cu ou
Sn, Ni, Al, Pb, Ag

Au, Ag, Pd, Pt, Pb,
Ni, Fe, Al, Cr ou
Mg, Zn, Cu, Sb

transistor Cu Al, Fe, Sb Zn, Sn, Cu, Ni, Pb ou
Al, Zn, Sb

Mg, Si, Ag ou
Au, Ag, Sn, Pb

indutor Cu Fe Al, Si Sn, Ni, Pb, Ag, Mg, Zn

led Fe Cu, Ni, Pb, Au,
Ag, As, In, Ga

resistência Ni Cu ou
Al2O3

Al, Sn, Si ou
Sn, Cu, Fe

Mg, Fe, Zn, Pb, Ag, Sb
Cr

ponentes acrescia de vantagens económicas. No entanto, é evidente também a
presença de chumbo e níquel que, por serem um metais pesados, apresentam,
em grande escala, riscos para a saúde e para o ambiente sendo, por isso, igual-
mente importante a sua reutilização.

Tendo isto referido, a seleção de componentes a identificar pelo modelo desen-
volvido contempla não só os 6 explícitos na tabela 3.1 mas também os conectores
uma vez que se encontram presentes em grande número no dataset mencionado
no início deste capítulo e nos telemóveis.

Figura 3.2: Exemplo de imagem com a identificação das 7 componentes
escolhidas, referente ao PCB DuetWIFI. De notar que, a cada classe foi atribuída

uma cor. Legenda: Cor de Rosa - circuitos integrados; Vermelho - conectores;
Amarelo - condensador; Verde- resistência; Roxo - transístor; Laranja - indutor;

Azul - led.
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Assim sendo, foi necessário remarcar, individualmente, as classes de todas as
imagem de PCBs que constituíam o dataset escolhido e eliminar todas as marca-
ções de texto. Ou seja, encontram-se identificadas apenas as 7 classes sendo que,
para cada imagem, a uma dada cor encontra-se associada efetivamente uma só
classe, tal como é evidente na figura 3.2. O resultado é público e encontra-se dis-
ponível em https://universe.roboflow.com/yolov7-0fxiu/pcb-components-ifux1.
Finalmente, o ficheiro proveniente do conjunto de dados inicial onde as anotações
de cada imagem se encontravam registadas não era compatível com o algoritmo
YOLO, pelo que foi necessário realizar a conversão recorrendo ao software Make-
Sense.ia.

3.2 Aquisição de Imagens

Para realizar o estudo pretendido, foi então necessário recolher telemóveis e
desmontá-los por forma a obter unicamente o PCB, por forma a adicionar ima-
gens ao dataset inicial. Posto isto, realizou-se a captura das imagens dos mesmos.

Com esse intuito, construiu-se um suporte para a câmara e utilizou-se um mini
estúdio fotográfico que garante uma iluminação constante e um fundo uniforme
por forma a evitar ruído.

Figura 3.3: Montagem experimental para a aquisição de imagens desenvolvido
no laboratório.

O modelo de câmara utilizado para obtenção das imagens foi o Intel REAL-
SENSE depth camera D405 ao invés do Intel REALSENSE depth camera D435i
também disponível no laboratório. Apesar do último apresentar uma resolução
RGB superior para um mesmo número de frames por segundo (1920 × 1080 vs
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1280 × 720), o alcance ideal para o modelo escolhido compreende-se em 7 a 50cm
contrastando com o intervalo 0,3 a 3m da outra câmara. Dito isto e considerando
a reduzida dimensão e o elevado detalhe das placas que se pretendiam fotografar
fica sustentada a referida utilização.

3.3 Classificação das componentes

Tendo em consideração tudo o que foi referido no capítulo 2, é necessário de-
finir a estratégia a implementar na presente dissertação, tendo por base estudos
que se dedicaram à comparação da performance dos algoritmos já referidos. De
notar que, neste trabalho a deteção das componentes acontece offline no entanto,
o objetivo global do projeto RECY-SMART, tal como se pode verificar no esquema
da figura 1.1, centra-se na utilização da localização das componentes como en-
trada para um sistema robótico com a finalidade da extração das mesmas. Desta
maneira o que foi dito, aliado ao interesse da reciclagem e recuperação de com-
ponentes, faz com que a deteção dos mesmos deva acontecer em tempo real, pelo
que o algoritmo escolhido deve considerar esse facto. Portanto, analisou-se a
velocidade e precisão de deteção para os vários modelos anteriormente descri-
tos. Vários resultados experimentais demonstram que YOLO é o algoritmo mais
adequado para realizar deteções em tempo real. Quanto à questão referente à
velocidade de deteção, é transversal na literatura que o modelo YOLO é o mais
rápido: pode conseguir-se cerca de 1000 vezes mais rápido do que o algoritmo
R-CNN e 100 vezes mais rápido do que o Fast-CNN [Arya and Rawat, 2020; Kim
et al., 2020; Neethidevan and Anand, 2021; Srivastava et al., 2021; Tan et al., 2021].
Aliada à maior velocidade de treino e deteção, como a informação global da ima-
gem é tida em consideração durante a previsão existe uma redução dos erros de
background. Ainda assim, o YOLO impõe, ocasionalmente, restrições espaciais
às previsões de localização uma vez que, quando existe um elevado número de
classes e objetos numa parte da imagem, alguns podem não ser detetados [Zou,
2019]. No entanto, apesar de, nestas situações, não ser tão preciso, quanto falamos
em problemas de tempo real, abdica-se de uma precisão um pouco mais elevada,
para a implementação de grandes melhorias na velocidade. Tendo isto dito, o
YOLO será o algoritmo utilizado no desenvolvimento do referido projeto. Desta
maneira, considerando as diversas versões do modelo, torna-se imperativo ave-
riguar as características em que diferem e conhecer a evolução do mesmo. Estas
variantes têm como objetivo resolver algumas das limitações do algoritmo YOLO
original, tais como melhorar a precisão, reduzir a complexidade computacional e
aumentar ainda mais a velocidade de deteção.

O YOLO-v1 foi lançado em 2016 e foi o primeiro modelo de deteção de objetos
em tempo real a atingir uma elevada precisão, no entanto eram evidentes alguns
erros de localização. Um ano depois, surge a versão 2 que introduziu uma nova
arquitetura para a CNN com menos camadas que a anterior, tornando assim o
modelo mais rápido e eficiente, melhorando a previsão da localização dos obje-
tos e a etapa de treino. Todavia não era capaz de detetar objetos de pequenas
dimensões. A versão seguinte introduziu ainda uma nova CNN com a finalidade
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de melhorar a deteção, mais profunda e mais poderosa que a anterior. Utilizou
FPN para para detetar objetos a diferentes escalas, melhorando ainda mais a pre-
cisão. Ainda assim, apresentava baixa precisão na deteção de objetos de médio
e grande tamanho. O YOLO-v4 introduziu novas técnicas para aumentar a efici-
ência e a precisão aliada à deteção de objetos de diferentes escalas, aumentando
ainda a estabilidade na etapa do treino do modelo. No entanto, tornou-se difícil
de implementar devido ao elevado esforço computacional. A versão 5 foi de-
senvolvida por uma empresa de software de inteligência artificial, não sendo um
lançamento oficial dos criadores originais do YOLO. Esta foi concebida para ser
mais rápida e mais precisa do que a anterior. O YOLO-v6 introduziu várias no-
vas funcionalidades, incluindo a utilização de mecanismos de auto-atenção para
melhorar a precisão da deteção. O YOLO-v7 foi desenvolvido pela comunidade
e introduziu a utilização de arquiteturas baseadas em transformadores para a de-
teção de objetos, antecipando menos falsos positivos [Nazir and Wani, 2023].

3.3.1 YOLO V7

A arquitetura YOLO-v7 é notável pela sua eficiência e precisão na identifica-
ção de objetos em tempo real. Para o presente projeto, compreender a estrutura
é fundamental para inferir sobre o seu funcionamento e contribuição para a vi-
são computacional. A arquitetura YOLO-v7 é dividida em três etapas principais,
tal como se pode observar na figura 3.4, Backbone, Neck e Head, cada uma de-
sempenhando um papel crucial no processo de deteção. A primeira fase é res-
ponsável por extrair as características importantes da imagem. É através de uma
rede neural convolucional profunda (no caso, Extended Efficient Layer Aggregation
Network (E-ELAN)) que realiza várias camadas convolucionais e de Max-pooling
para capturar as informações relevantes da imagem. De seguida, essas caracte-
rísticas extraídas são processadas para criar pirâmides de características, no Neck.
Este é responsável por aumentar a resolução das características extraídas na etapa
anterior e pode estar envolvido na fusão de informações de diferentes imagens
usando a operação UPSample. Essas pirâmides consistem em várias escalas de
características, permitindo que o modelo detete objetos de diferentes tamanhos
e resoluções na imagem, algo que ajuda a melhorar a capacidade de deteção, es-
pecialmente para objetos pequenos. A parte final da rede, a Head, é responsável
por gerar as deteções finais. É composta por camadas convolucionais adicionais
que mapeiam as características da pirâmide por forma a definir as caixas deli-
mitadoras e atribuir as classes de objetos correspondentes. Ou seja, produz as
previsões finais de deteção de objetos na imagem. No entanto, ainda se encontra
intimamente ligada ao cálculo da função de perda (Loss), sendo esta uma medida
que quantifica o quão bem as previsões do modelo correspondem efetivamente
às classes dos dados de treino. Por outras palavras, calcula a diferença entre as
previsões do modelo e os valores reais esperados. O objetivo do treino da rede
neural é minimizar essa perda, ajustando os pesos das conexões entre as camadas
para melhorar a precisão das previsões.
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Mais detalhadamente, no módulo denominado ConvModule (confrontar com
o Apêndice A) a convolução é combinada com a batch normalization (BN). Esta
última é uma técnica comumente usada em redes neurais para estabilizar e ace-
lerar o processo de treino. Envolve a normalização das ativações de uma camada
usando a média e a variância. No entanto, quando o modelo treinado é usado
para fazer previsões nos novos dados, usar as estatísticas anteriores para a nor-
malização pode não ser ideal. No módulo apresentado a BN é integrada nesse
processo. Assim, a média e a variância calculadas durante o treino são incor-
poradas nos parâmetros da camada convolucional [Shankar and Muthulakshmi,
2023].

Figura 3.4: Arquitetura da rede associada ao modelo YOLO-v7.

Ainda na etapa da Backbone, encontra-se presente a E-ELAN que é uma abor-
dagem utilizada para otimizar e melhorar a rede YOLOv7. A rede atinge sempre
um estado de equilíbrio, independentemente do gradiente, da direção do gradi-
ente, do comprimento do caminho e do número total de operações básicas cons-
tituintes da uma arquitetura de rede neural. Isto é, em todos os casos acontece a
otimização da rede para que esta alcance uma configuração onde a perda durante
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o treino é minimizada e os pesos dos parâmetros convergem para valores adequa-
dos, sendo fundamental para o seu bom desempenho. No entanto, esses estados
de equilíbrio podem ser destruídos e a utilização dos parâmetros principais será
reduzida se a combinação de operações não for adequada. O algoritmo E-ELAN
utiliza a expansão, a codificação aleatória e a e a fusão de cardinalidades para
melhorar continuamente a capacidade de aprendizagem da rede sem destruir o
caminho original do gradiente, e também para orientar os diferentes grupos de
blocos computacionais para aprender as características. Ou seja, é uma estratégia
que permite a um modelo aprender e convergir de forma mais eficiente [Patel
et al., 2022].

Além disso, o max-pooling (representado na figura 3.4 por MPConv) é uma ope-
ração usada nas camadas convolucionais da rede para reduzir a dimensionali-
dade da saída, mantendo as características mais importantes. Ou seja, à medida
que a rede neural processa dados através das várias camadas convolucionais, as
dimensões dos mapas de características tendem a aumentar, conduzindo a um
elevado número de parâmetros e aumento da carga computacional. Desta forma,
o max-pooling ajuda a reduzir as dimensões, tornando a rede mais eficiente. Opera
em janelas retangulares que percorrem os mapas de características. Para cada ja-
nela, a referida operação seleciona o valor máximo. Uma das vantagens do max-
pooling é sua invariância a pequenas translações nas entradas. Isso significa que,
se um objeto numa dada imagem se move um pouco, a saída não muda drastica-
mente, uma vez que o valor máximo ainda será detetado dentro da mesma janela.
Também pode ajudar a tornar a rede mais resistente a ruído. Selecionar o valor
máximo na janela tende a preservar as características mais dominantes e reduzir o
impacto de ruídos ou informações menos importantes, focando as características
mais importantes e reduzindo o risco de overfitting.

Passando para a etapa do Neck, é evidente a operação Upsample. Esta envolve
o aumento da resolução espacial do mapa de características, muitas vezes recor-
rendo a técnicas como interpolação para preencher valores entre os existentes.
Isso é frequentemente usado para restaurar detalhes espaciais perdidos, especi-
almente para permitir a fusão ao transmitir informações de uma fase anterior da
rede para uma posterior. Tal como é demonstrado na figura 3.4, a referida opera-
ção geralmente é usada em conjunto com outras que ajudam a fundir informações
de resoluções diferentes, permitindo que a rede capture detalhes finos e contex-
tos mais amplos. Isso é útil para integrar informações de diferentes resoluções ou
para gerar saídas finais com a mesma resolução das entradas.

A sigla SPPCSPC corresponde efetivamente a dois processos: SPP (Spatial Py-
ramid Pooling) e CSPC (Cross Stage Partial Connection). A primeira é uma técnica
que divide o mapa de entrada em várias regiões ou sub-regiões e aplica operações
de max-pooling para cada uma delas, por forma a que a rede capture informações
contextuais em diferentes escalas, sem a necessidade de redimensionar as entra-
das originais. O SPP tem como objetivo melhorar a capacidade de captura de
contexto em várias resoluções. A CSPC envolve a conexão cruzada de informa-
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ções de fases anteriores da rede com estados posteriores, para melhorar o fluxo
de informações através da rede e melhorar a qualidade das representações [Yu
and Shao, 2023].

Ainda no Neck, tem-se a convolução reparametrizada (representada por Rep
na figura 3.4) que consiste no ajuste da operação de convolução de uma forma
específica, para melhorar o desempenho da rede neuronal. A convolução tradi-
cional, já discutida anteriormente, utiliza um conjunto fixo de parâmetros, que
são aprendidos durante o treino da rede. A ideia por trás desta maneira de im-
plementar a convolução é modificar ou ajustar os parâmetros de uma maneira
específica. No caso do YOLO-v7, verifica-se o uso funções de ativação personali-
zadas, ou seja, em vez de aplicar uma função de ativação padrão (como a ReLU),
utilizou-se SiLU com o objetivo de melhorar a precisão do modelo.

3.3.2 Pré Processamento

Por forma a aumentar a precisão e velocidade dos modelos de deep learning,
por vezes recorre-se à implementação de um tratamento prévio das imagens e ao
aumento dos dados.

No projeto desenvolvido, começou-se efetivamente por eliminar a moldura de
fundo circundante do PCB, proveniente do método de captura das imagens, re-
correndo ao uso da biblioteca OpenCV. Desta forma, para todas as imagens uti-
lizadas foi recortado o excesso de fundo, ou seja, apenas era representado o PCB
na sua totalidade, evitando a sobrecarga da rede neuronal com detalhes que não
teriam qualquer utilidade no objetivo pretendido, tal como é evidente na figura
3.5.

(a) Imagem original do PCB, capturada
pela forma apresentada em 3.3.

(b) Imagem do mesmo PCB depois do
recorte da moldura de fundo.

Figura 3.5: Diferença entre as imagens de um PCB de telemóvel antes e após a
aplicação de pré processamento.

Tal como foi referido, outra das técnicas bastante utilizadas é o aumento de
dados. O seu objetivo principal centra-se no aumento da diversidade e da quan-
tidade de dados para treinar a rede neuronal. Um vez que, tal como já foi referido,
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o conjunto de dados utilizado possui um número bastante reduzido de imagens,
existe a necessidade de implementar alguns métodos para ampliar artificialmente
o número de imagens. No caso, o aumento de dados pode ser especialmente
vantajoso, uma vez que não é necessária a aquisição de mais amostras e realizar
a anotação das classes, ou seja as técnicas de aumento permitem gerar diversas
instâncias de treino a partir dos dados já existentes.

A resolução do problema da insuficiência de dados de treino é crucial, uma vez
que os dados estão no centro de qualquer modelo. A falta de exemplos suficien-
tes é frequentemente responsável por maus desempenhos na deteção de objetos,
conduzindo a perda de generalidade. Assim sendo, existem 3 categorias para re-
alizar o aumento de dados: transformações geométricas e fotométricas e oclusão
aleatória. As primeiras são responsáveis pela alteração da posição do pixel da
imagem e incluem rotação, redimensionamento, inversão, corte, preenchimento,
etc. Por outro lado, as transformações fotométricas alteraram valores de intensi-
dade em vez de posições de pixel. São baseadas na mudança dos componentes
de cor de uma imagem e incluem mudanças no brilho, contraste, saturação e
ruído da imagem. Por último, um bom modelo de deteção de objetos deve ser
indiferente às oclusões presentes na imagem. Ou seja, deve ser capaz de detetar
objetos corretamente, mesmo que alguma parte do objeto ou da imagem não seja
visto ou esteja obstruído. As técnicas de oclusão mais comuns passam por apagar
aleatoriamente, recortar e ocultar frações da imagem.

A aplicação destas técnicas para aumentar o número de dados de treino vai de
encontro a vários objetivos. Mais detalhadamente, o aumento de dados permite
uma exposição do modelo a uma gama mais alargada de variações e cenários,
conduzindo ao aumento da generalidade. Ao aplicar transformações como ro-
tações, translações e variações de escala, os dados passam a simular variações
reais que o modelo pode encontrar durante a sua execução. Assim, este apren-
der características mais robustas e variadas, levando a um melhor desempenho
para os diversos dados de teste. Consequentemente, reduz a possibilidade da
existência de overfitting. Isto é, situações em que o modelo se torna demasiado
especializado nos dados de treino e não consegue generalizar para os de teste.
Ao introduzir variações, o modelo aprende a ser mais robusto e menos sensível a
pequenas pequenas alterações nos dados de entrada. Por outro lado, o aumento
de dados expande efetivamente o tamanho do conjunto das imagens de de treino
sem exigir esforços adicionais de anotação manual.

Para efetuar comparações de resultados foram geradas várias versões do con-
junto de dados primário, recorrendo às ferramentas de pré processamento e au-
mento de dados do Roboflow. Assim inicialmente utilizaram-se as imagens com-
pletas e sem nenhuma alteração, apenas uma divisão de 80% para treino e 20%
para teste, correspondendo a 20 e 8 imagens, respetivamente. Posto isto, foi ne-
cessário ter em atenção o tamanho reduzido das componentes que se pretendiam
detetar para aplicar as técnicas de pré processamento mais adequadas, por forma
a melhorar a precisão de deteção de objetos pequenos Assim, dividiu-se cada
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imagem em blocos, em forma de grelha 9x9 e aplicou-se a técnica denominada
mosaico, onde se combinaram frações de imagens diferentes numa só, técnica re-
presentada na figura 3.6. Foi ainda adicionado aleatoriamente ruído Gaussiano,
provocando desfoque na imagem, por forma permitir ao modelo uma menor re-
sistência à qualidade do foco da câmara. Como resultado, o conjunto de dados
era composto por 10386 imagens de treino e 2428 para validação.

Figura 3.6: Exemplo de um resultado da aplicação da técnica de mosaico em
frações de imagens do dataset utilizado.

Por fim, referir que para a deteção, por forma a avaliar efetivamente a capaci-
dade do modelo para o objetivo proposto, foram usadas 8 imagens do conjunto
de dados PCB-DSLR já referido na tabela 2.1 e 11 imagens de telemóveis de dife-
rentes modelos, recolhidos e desmantelados manualmente no laboratório para o
âmbito do projeto.
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Resultados e Discussão

No presente capítulo serão apresentados os resultados do modelo descrito ao
longo da dissertação, bem como a discussão dos mesmos. Desta forma, inici-
almente serão apresentadas e explicadas as métricas de avaliação deste tipo de
modelos e posteriormente, a divulgação dos resultados das fases de treino e vali-
dação, acompanhados da sua interpretação.

4.1 Indicadores de desempenho

Para avaliar a eficácia do modelo é necessário compreender os parâmetros pro-
venientes do treino do mesmo. Assim, nesta subsecção serão definidas as seguin-
tes métricas: mean average precision (mAP@0.5, mAP@0.5:0.95), precisão, recall e
F1-score.

Mais detalhadamente, a mAP é um desses parâmetros usados como uma me-
dida de desempenho do modelo de visão computacional, dado pela área da curva
da relação precisão-recall, ou seja:

AP =
∫ 1

0
Precision × Recall dr (4.1)

O resultado final é igual ao valor médio das métricas de precisão média de to-
das as classes individualmente. Por outro lado, as curvas de treino de mAP@0.5
e mAP@0.5:0.95 permitem a avaliação da capacidade do modelo na deteção de
objetos com diferentes graus de limiares de Intersecção sobre União (IoU). A
mAP@0.5 centra-se principalmente na capacidade de deteção do modelo com um
limiar de IoU de 0,5, enquanto o mAP@0.5:0.95 calcula a média da precisão média
numa gama de limiares de IoU de 0,5 a 0,95, fornecendo assim uma visão geral
abrangente do desempenho do modelo. Sendo,

IoU
(

A, A′) = |A ∩ A′|
|A ∪ A′| , (4.2)

onde A corresponde à área da previsão da caixa delimitadora e A′ caixa delimi-
tadora real. Entenda-se por caixa delimitadora a identificação propriamente dita
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da localização do componente. Desta forma, um valor elevado de IoU indica que
as previsões do modelo têm uma sobreposição significativa com as identificações
verdadeiras, o que é um indicador positivo de precisão na deteção. Um valor
baixo de IoU, contudo, sugere que as previsões do modelo têm pouca sobrepo-
sição com a realidade. É usado para determinar se uma deteção é verdadeira ou
falsa e é comummente usado como critério para considerar se uma deteção é vá-
lida. A relação entre mAP e IoU reside no facto de que o IoU é frequentemente
usado como parte do processo de avaliação para determinar se uma deteção é
verdadeira ou falsa. Durante o cálculo da mAP para uma classe específica, só se
considera uma deteção como correta se o IoU entre a caixa delimitadora prevista
e a verdadeira exceder um limite de IoU específico, isto significa que, para calcu-
lar a precisão da classe, se usa o IoU como critério para decidir se a deteção é um
verdadeiro positivo (IoU ≥ limite) ou um falso positivo (IoU < limite).

Por outro lado, a precisão avalia a percentagem de quantos dos objetos dete-
tados se encontram efetivamente bem identificados em relação a todas as atri-
buições de classes realizadas e a recall determina a proporção de deteções que o
modelo identifica com sucesso, relativamente a todos as identificações teorica-
mente bem realizadas. A precisão mede, então, a qualidade das identificações
realizadas associadas efetivamente a componentes do PCB e o recall mede a ca-
pacidade do modelo identificar todas as componentes presentes. De igual forma,
são calculados tendo por base valores de IoU. Desta forma, para os valores com-
preendidos entre 0.5 e 0.7 está associado um verdadeiro positivo (TP) e a um IoU
menor que 0,3 corresponde um falso positivo (FP). As expressões associadas ao
cálculo dessas grandezas são as seguintes:

Precisão =
TP

FP + TP
(4.3)

Recall =
TP

FN + TP
, (4.4)

sendo que por FN se entendem falsos negativos. Importante referir que quanto
maiores (mais próximo de 1) forem estes valores, melhor será o desempenho do
modelo. Importante referir que, para o caso em estudo, por TP se entendem as
classificações totalmente corretas, a FP correspondem os casos em que a classe
atribuída a um componente não é a correta, por outro lado, os FN acontecem
quando não existia nenhum tipo de componente e mesmo assim lhe foi atribuída
uma classe e, por fim, quando o modelo distingue corretamente o fundo do PCB
não lhe atribuindo nenhum componente tem-se os TN.

Posto isto, é ainda necessária a avaliação dos diferentes tipos de valores de
perda, que desempenha um papel fundamental na avaliação e melhoria do mo-
delo. Essencialmente, esse tipo de funções quantificam a disparidade entre as
previsões do modelo e os valores reais, sendo que uma perda menor significa um
melhor desempenho do modelo. Além disso, analisando estes valores, podemos
deduzir se o modelo é suscetível de sobreajuste. Uma evidência clássica de so-
breajuste é observado quando, após um declínio contínuo no valor da perda, se
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atinge um ponto em que a perda começa a estabilizar ou mesmo a aumentar. Isto
indica que, embora o modelo possa ter um desempenho excecionalmente bom
nos dados de treino, a sua eficácia em dados com pequenas diferenças nos da-
dos de validação pode ser comprometida, levantando assim preocupações sobre
o seu poder de previsão e generalização. Por conseguinte, a análise destas perdas
pode esclarecer até que ponto o modelo está a aprender bem e onde podem ser
feitas melhorias. Neste estudo, foram considerados três tipos de perdas, cada um
dos quais abordando diferentes aspetos do desempenho do modelo, proporcio-
nando assim uma avaliação abrangente da avaliação abrangente da eficácia da
aprendizagem do modelo.

Começando pela perda associada às identificações das localizações dos compo-
nentes com o retângulo delimitador (box−Loss). O objetivo deste tipo de regressão
centra-se em corrigir e ajustar as coordenadas dos retângulos delimitadores para
corresponder o mais possível às coordenadas da identificação real. No contexto
da deteção de objetos uma forma comum de medir o erro associado a essa di-
ferença é utilizar o erro quadrático médio (MSE). O MSE calcula a média das
diferenças quadráticas entre os valores previstos e os valores reais. Suponhamos
que as coordenadas do retângulo delimitador efetivo sejam (xi, yi, wi, hi) e as co-
ordenadas da caixa delimitadora prevista (x̂i, ŷi, ŵi, ĥi). Aqui, (x, y) representam
o centro e (w, h) representam a largura e a altura, respetivamente. A expressão de
cálculo seria então:

N

∑
i=0

[
(xi − x̂i)

2 + (yi − ŷi)
2 +

(√
wi −

√
ŵi

)2
+

(√
hi −

√
ĥi

)2
]

(4.5)

Esta medida fornece o valor da diferença entre as identificações previstas e as
verdadeiras. O objetivo é minimizar essa perda para melhorar a precisão das
previsões.

O segundo tipo é a perda de classificação (cls−loss), é usada para medir o quão
bem o modelo classifica os objetos depois de os identificar, ou seja, avalia se
as classes atribuídas correspondem efetivamente ao componente. A decisão da
classe tem por base um vetor de comprimento igual ao número de classes, com
um 1 para a classe a atribuir e um 0 para as restantes. O objetivo é prever uma
distribuição de probabilidades entre essas classes que seja tão próxima quanto
possível da distribuição real. A perda logarítmica é frequentemente utilizada
para esta tarefa uma vez que mede a diferença entre as referidas distribuições, da
seguinte forma:

L(y, ŷ) = −
N

∑
i=1

[yi log (ŷi) + (1 − yi) · log (1 − ŷi)] , (4.6)

sendo y o vetor binário onde apenas a classe verdadeira é 1, e todas as outras são
0 e ŷ o vetor de probabilidades previstas pelo modelo para cada classe.
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Finalmente, perda relacionada com os objetos (obj−loss), é uma componente
adicional da função de perda nos modelos YOLO, e é usada para equilibrar a de-
teção de objetos em relação a regiões sem objetos (fundo). Isso ajuda o modelo
concentrar-se na deteção precisa de objetos em vez de prever retângulos delimita-
doras em regiões vazias onde não há componentes. Esta pode envolver cálculos
específicos, dependendo da arquitetura do modelo, mas geralmente centra-se em
penalizar a previsão de caixas delimitadoras que não contém realmente objetos.

4.2 Resultados

Na etapa de treinar o modelo recorrendo ao YOLO-v7, tal como já foi referido,
foram combinadas várias técnicas de pré processamento e de aumento de dados
para se proceder à comparação dos resultados de cada uma, por forma a obter a
maior qualidade na deteção de componentes possível.

4.2.1 Treino e Validação

Para o caso em que não existiu qualquer tipo de processamento a quantidade
de imagens utilizadas era bastante reduzida para o tipo de abordagem que se
pretendia realizar e por isso a qualidade dos resultados que se esperava era fraca.

Tendo em que consideração a matriz de confusão apresentada na figura 4.1
verifica-se que os indutores, os LEDs e os transístores não são identificados em
nenhuma das imagens, acabando sempre por serem considerados como fundo,
correspondendo, por isso, na sua totalidade a falsos negativos. Das restantes
classes de componentes os circuitos integrados (ic) são os que evidenciam uma
percentagem considerável de deteções corretas. Para além disso, são evidentes,
ainda que com valores pouco significativos, bastantes falsos positivos para um
mesmo componente, algo que revela a indecisão do modelo em relação ao tipo de
componente que lhe é apresentado, motivado pelo reduzido número de imagens.

Por outro lado, aplicando pré processamento focado no aumento de dados, os
resultados da matriz correspondente (figura 4.2) melhoram significativamente e
o aspeto geral da mesma aproxima-se de uma matriz diagonal, onde se locali-
zam todos os verdadeiros positivos, revelando um desempenho correto na iden-
tificação do tipo de componente. O número de falsos negativos, por sua vez,
também diminui refletindo uma maior assertividade na atribuição das classes.
Embora essa quantidade apresente valores menores, ainda demonstra que existe
uma quantidade significativa de componentes presentes no PCB que não conse-
guem ser detetados, no entanto são consideramos como fundo e não como outra
classe, algo que, ainda assim, pode ser preferível. Isto pode acontecer devido ao
reduzido número de placas de circuito impresso presente no conjunto de dados
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Figura 4.1: Matriz de confusão para o treino do conjunto de dados, sem
processamento.

Figura 4.2: Matriz de confusão para o treino do conjunto de dados, com
aumento de dados.
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inicial traduzindo num menor número de exemplos utilizados para o modelo ex-
trair as características das classe, como é o caso dos indutores e dos transístores.

Nas duas matrizes é ainda expressivo a não existência de verdadeiros negati-
vos, sendo evidente que na maioria das vezes o fundo é associado a um conden-
sador (capacitor) ou a uma resistência (resistor). Isto pode encontrar-se associado
ao facto dos dois componentes referidos serem os de tamanho mais reduzido e a
placa onde estes se encontram soldados possuir um fundo heterogéneo, podendo
partes dele serem então confundidas como essas componentes de tamanho infe-
rior. Para resolver esta questão, poder-se-ia considerar nas classes do modelo a
identificação de fundo, por forma a extrair as características associadas que se-
riam efetivamente diferentes.

O que foi dito encontra-se refletido nas métricas que avaliam o desempenho
do modelo. Na tabela 4.1 encontram-se os resultados provenientes do treino do
modelo e onde é possível proceder à comparação entre os conjuntos de dados
utilizados.

Tabela 4.1: Apresentação dos resultados do desempenho do modelo para os
diferentes conjuntos de dados.

mAP@0.5 % mAP@0.5:0.95 % Precisão % Recall % box_loss % cls_loss % obj_loss %
Sem

Processamento 21.67 11.58 53.17 26.67 6.56 0.72 1.51

Aumento
de

Dados
59.97 32.14 79.97 55.67 1.55 0.17 1.19

Assim, para fazer o paralelismo entre as matrizes de confusão e os indicadores
de performance do modelo é necessário atentar nos valores da precisão e da recall
uma vez que, essas grandezas avaliam a quantidade de deteções corretamente
realizadas considerando todas as outras. Verifica-se, desta forma, que recorrendo
ao aumento de dados os valores das mesmas aumentam mais de 25%, evidenci-
ando efetivamente que nesse caso existe um maior número de deteções e classifi-
cações corretas, algo também verificado na aproximação da matriz de confusão a
uma matriz de diagonal, tal como já foi referido.

Por outro lado, para validar as localizações dos componentes previstas com o
retângulo delimitador, devem observar-se as duas primeiras colunas da mesma
tabela. Posto isto, é extremamente evidente que para o conjunto de dados origi-
nal as percentagens são muito inferiores (menos de metade), traduzindo numa
fraca validação dos resultados de treino, ou seja, as identificações realizadas não
correspondem à realidade, pois quanto maior for o valor da mAP, maior será a
sobreposição das deteções. Visualmente, o que isto pode traduzir-se num deslo-
camento do retângulo limitador, não considerando a componente na sua totali-
dade ou este ser maior que a mesma podendo até incluir um outro componente
mais próximo.

38



Resultados e Discussão

Passando agora, às questões relacionadas com a função de perda não há dúvi-
das que, mais uma vez, a utilização de pré processamento manifesta uma maior
aproximação do modelo à realidade visto que, para os 3 parâmetros de avaliação
os seu valores são menores, tal como se pretende. Assim sendo, a qualidade de
aprendizagem do modelo e a consequente qualidade na deteção para PCBs novos
é deveras confiável.

4.2.2 Deteção

Passando, agora, para a etapa da deteção propriamente dita onde as condições
do modelo pré treinado foram aplicadas em placas completamente novas, ou seja,
que não foram utilizadas na fase de treino. Tal como foi dito anteriormente, co-
meçaram por se utilizar placas maiores de um conjunto de dados já existente para
verificar o desempenho do modelo e, posteriormente, com base nesses resultados
transitou-se, efetivamente, para as placas de telemóveis.

Após a análise dos resultados obtidos para o treino das imagens onde não exis-
tiu qualquer tipo de processamento, as qualidade e quantidade de deteção espe-
radas não eram muito elevadas, o que de facto se verificou. Para os PCBs maiores,
realizando a média para as 8 placas referidas, a taxa de reconhecimento apresen-
tou um valor de 34.53%, onde na maioria das vezes a classe atribuída não era
correta refletindo a existência relevante de falsos positivos existente na matriz de
confusão 4.1. Para o caso dos 11 telemóveis a mesma taxa possuir um valor médio
inferior a 10%.

(a) PCB maior, proveninete do conjunto
de dados PCB-DSLR. (b) PCB de um telemóvel Samsung.

Figura 4.3: Exemplos de resultados para a deteção de componentes, onde para o
treino do modelo não existiu pré processamento.

Tal como se pode verificar pela figura 4.3 o número de deteções conseguidas e a
percentagem de confiança são bastante reduzidas, o que direciona para a atribui-
ção errada de classes. Ainda assim, algo ainda evidente é o facto dos retângulos
delimitadores, em algumas situações, não integram somente a componente pela
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sua fronteira, traduzindo o que foi discutido na fase de treino associado aos bai-
xos valores de mAP.

Por outro lado, quando se recorre ao uso de pré processamento já ficou de-
monstrado que a eficiência do modelo melhora consideravelmente. Mais detalha-
damente, para o mesmo número de PCBs mencionado, a taxa de reconhecimento
aumentou para 89.60% para os PCBs de maiores dimensões e para 75.02% para o
caso dos telemóveis. A tabela 4.2 apresenta mais algum detalhe sobre essas taxas
para alguns PCBs a título de exemplo.

Tabela 4.2: Taxas de reconhecimento de componentes em diferentes PCBs.

Identificação
do

PCB

Taxa de Reconhecimento
(%)

PCBs maiores figura 4.4a 92.40
figura 4.4b 87.27

PCBs
de

telemóveis

figura 4.5 88.69
figura 4.7 78.57
figura 4.8 75.51
figura 4.6 71.43

Para as placas maiores, de um modo geral, as classes atribuídas correspondem
verdadeiramente ao componente descrito, onde as probabilidades de confiança
visíveis demonstram uma maior confiabilidade nesse aspeto. No entanto, obser-
vando mais atentamente as imagens da figura 4.4 são evidentes duas situações.
A primeira, centra-se na deteção dos indutores, isto é, nas imagens 4.4b e 4.4a
a componente ou é classificada como sendo um condensador (capacitor) ou não
lhe é atribuída qualquer classe. Isto pode estar relacionado com a quantidade de
indutores presentes no conjunto de dados original. Porque, importante referir,
embora se tenha recorrido ao aumento de dados para facilitar a deteção das com-
ponentes mais pequenas e para colocar alguma aleatoriedade nas características,
o número de exemplos dessa componente não deixa ser bastante reduzido. De
notar que, inicialmente o número total de imagens de PCBs era 28, onde a quan-
tidade de componentes de cada classe não era, de todo, uniforme. A segunda
questão centra-se em torno de, por vezes, componentes da mesma classe serem
visualmente semelhantes e nuns casos são corretamente identificadas e noutros
não lhes é atribuída nenhuma classe sendo, por isso, considerados TN. A origem
deste cenário pode estar em diferentes contextos. Mais detalhadamente, o con-
junto de dados de treino utilizado pode não ser representativo o suficiente em
termos de variedade de objetos da mesma classe, havendo um desequilíbrio. Se
o modelo for treinado principalmente em exemplos de objetos específicos den-
tro de uma classe, este pode não ser capaz de generalizar bem para outros casos.
Por exemplo, no conjunto de imagens utilizado, na maioria dos casos, os conden-
sadores são componentes de forma retangular inseridos na placas, todavia são
apresentados, ainda que em muito menor quantidade, outros de forma cilíndrica.
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Assim, nesses últimos, o modelo nem sempre é capaz de os identificar, mesmo
sendo visualmente semelhantes a outros que identificou corretamente. Por outro
lado, dado que as imagens, inicialmente, foram anotadas na totalidade pelos au-
tores das mesmas apenas tendo sido realizada uma triagem das classes, podem
existir erros de anotação e por isso existir confusões na deteção de objetos seme-
lhantes. Ainda no exemplo anterior, os condensadores de forma cilíndrica podem
ser perfeitamente trocados por indutores e, por isso, existir uma dificuldade do
modelo em compreender as características dos mesmos. Importante referir que
esta geometria para as componentes referidas apenas se encontra nos PCBs de
maiores dimensões, não sendo aplicada na questão dos telemóveis.

(a) (b)

Figura 4.4: Identificação e classificação de componentes de PCBs de maiores
dimensões.

Passando para a análise das placas de telemóveis propriamente ditas, verifica-
se que existem, tal como acabou de ser referido, componentes visualmente seme-
lhantes que não são igualmente detetados em todos os casos detetados. Ainda as-
sim, o motivo para este sucedido pode ser ligeiramente diferente. Ou seja, pode
acontecer devido ao facto do modelo não ter sido treinado recorrendo a placas
de telemóveis e, por isso, o tamanho das componentes nas duas fases passar a
ser uma questão bastante considerável, levando à avaliação dessas componentes
como fundo da placa. No entanto, é importante destacar que em alguns dos te-
lemóveis, onde a câmara dos mesmos se encontra na imagem, esta é classificada,
erradamente, como sendo um conector. Verifica-se, de igual forma, a questão de
componentes visualmente semelhantes não serem sempre detetadas. Para além
do que foi discutido e sugerido, existe uma outra técnica que pode ser uma pos-
sível solução para a melhoria dessa dificuldade de deteção, que se centra na uti-
lização exclusiva das componentes, ou seja, cada componente é individualmente
recortado ficando o número de imagens do conjunto de dados igual à quantidade
de componentes identificadas e cada imagem corresponde a um exemplo. No en-
tanto, o tempo de computação irá aumentar consideravelmente. Ainda assim, a
maioria das componentes encontra-se corretamente identificada indo ao encontro
das elevadas taxas de reconhecimento.
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Para finalizar é importante referir algumas considerações sobre as condições
computacionais segundo as quais o modelo foi implementado. Desta forma, para
a implementação em tempo real, que será a finalidade do projeto, começa-se por
explicitar a questão do hardware onde o modelo foi executado. No caso, escolheu-
se a Graphics Processing Unit (GPU) ao invés da Central Processing Unit (CPU)
por forma a acelerar significativamente o processo de deteção de objetos, uma
vez que é capaz de realizar um maior número de cálculos em simultâneos de
forma mais eficiente. A implementação na CPU pode ser mais desafiante devido
à intensidade computacional do algoritmo. Por outro lado, existem hiperparâme-
tros que podem ser ajustados desempenhando um papel crucial no desempenho
e na eficácia do modelo. Um dos parâmetros considerados é o tamanho do lote
(Batch Size) que indica quantas amostras de dados são processadas em cada ite-
ração de treino, afetando a eficiência e a utilização de recursos computacionais.
Foi utilizado, em todas os ensaios, um lote de tamanho de 16. Outro dos hiper-
pâmetros considerados foi o número de épocas (iterações completas através do
conjunto de treino) que o modelo deve passar durante a fase de aprendizagem,
afetando o tempo de treino e a capacidade de ajuste aos dados, compreendendo
as características. Para este caso existiu um equilíbrio entre a precisão que se
pretendia e o tempo de execução, fazendo varia o número de épocas entre 80 e
200. Tem-se ainda os pesos que se referem aos parâmetros treinados da rede neu-
ral que são usados para fazer previsões durante a deteção de objetos nas novas
imagens e, durante o treino, são ajustados para minimizar a função de perda e
melhorar o desempenho do modelo, sendo essenciais uma vez que codificam o
conhecimento das características adquirido. No versão do YOLO utilizada, exis-
tem pelo menos 6 combinações de pesos que podem ser utilizadas tendo sido
realizados testes com todos os eles, verificando a precisão e o esforço computaci-
onal. O melhor resultado foi conseguido utilizando o conjunto denominado por
yolov7−training.pt, na publicação oficial da referida versão.

Figura 4.5: Identificação e classificação de componentes de PCBs de telemóveis,
modelo Samsung.
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Figura 4.6: Identificação e classificação de componentes de PCBs de telemóveis,
modelo Alcatel.

Figura 4.7: Identificação e classificação de componentes de PCBs de telemóveis,
modelo Samsung.

43



Capítulo 4

Figura 4.8: Identificação e classificação de componentes de PCBs de telemóveis,
modelo InnJoo.
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Conclusão

O principal objetivo da presente dissertação consistia na classificação de com-
ponentes de PCBs de telemóveis recorrendo a técnicas de visão por computador,
por forma a automatizar e otimizar todo o processo de reciclagem e, consequente,
reutilização. Neste ponto do projeto é possível concluir, então, que o referido ob-
jetivo foi alcançado, aumentando de forma impactante a forma de interpretar o
problema do tratamento do lixo eletrónico proveniente dos telemóveis.

Assim sendo, tendo em conta os resultados já apresentados no Capítulo 4 é
possível obter conclusões importantes sobre a forma de resolver a questão inicial
recorrendo à estratégia apresentada. Começar por inferir que, para uma forma
pioneira de abordar a questão principal, as percentagens conseguidas são um
bom ponto de partida, indo de encontro ao esperado, revelando sucesso na ex-
trapolação da fase de treino do modelo para a fase de deteção, descartando a
existência de sobreajuste. Ou seja, utilizando PCBs que não foram visto inicial-
mente pelo modelo, durante a aprendizagem das características, este conseguiu
generalizar de forma eloquente. No entanto verificou-se que o modelo é mais ca-
paz de identificar componentes para PCBs de tamanho semelhante àqueles que
foram utilizadas para o treino (Tabela 4.2).

Começando pela questão da seleção do conjunto de dados de treino, verificou-
se que existem poucos com imagens aplicáveis ao estudo que se pretendia reali-
zar. Mais detalhadamente, ou os datasets não eram públicos ou não se encontra-
vam com as componentes identificadas (ou apenas só uma classe), direcionando
o procedimento para a utilização de PCBs maiores para depois aplicar os resulta-
dos de aprendizagem ao caso dos telemóveis, recorrendo às imagens utilizadas.

Relativamente à fase de treino, verifica-se efetivamente que a utilização de téc-
nicas de pré processamento confere uma melhoria bastante significativa na apren-
dizagem das características, algo que também se enquadra no esperado, uma vez
que o número de imagens inicial, por si só, era altamente reduzido. Ainda nessa
etapa, é relevante entender que o número de exemplos dos vários componentes
não é homogéneo ao longo das imagens utilizadas, pelo que, pode influenciar
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também a qualidade da deteção. Tendo em conta o que foi dito nos últimos dois
parágrafos é possível concluir que, a elaboração de um conjunto de imagens de
telemóveis devidamente anotadas, pode ser uma solução para implementar uma
melhoria das taxas de reconhecimento. Resultando, assim, numa maior seme-
lhança entre os tamanhos das componentes na fase de treino e deteção e numa
distribuição de exemplos de componentes mais próxima da finalidade necessá-
ria.

No que diz respeito à assertividade da classificação foram exploradas as várias
questões associadas, na subsecção 4.2.2. É possível observar que os ICs e os co-
nectores são bastante bem detetados, com confiança elevada, resultando da sua
presença em número expressivo no conjunto de dados de treino e da sua redu-
zida variabilidade entre os PCBs, no geral. Todavia, tendo em consideração as
imagens representativas dos PCBs de telemóveis verifica-se que existe uma vari-
abilidade significativa entre os modelos dos PCBs, por exemplo, na cor do fundo,
na geometria e na forma das componentes. Assim sendo, percebe-se que é im-
portante a consideração nas imagens de treino de identificação de fragmentos
do fundo do PCB, por forma as componentes de tamanho reduzido não serem
consideradas como tal.

Estabelecendo, agora, o paralelismo com o objetivo principal do projeto RECY-
SMART, que visa à extração das componentes detetadas. Assim, verifica-se que
a quantidade e qualidade das classificações realizadas como um bom ponto de
partida para iniciar o processo de reutilização das componentes. É, de facto, im-
portante garantir um valor o mais baixo possível (próximo de 0) para o parâmetro
box−loss e o mais elevado (próximo de 1) para a métrica mAP, por forma ao robô
conseguir planear a abertura da sua garra de forma mais precisa. Se o retângulo
de identificação se encontrar desalinhado com a componente a probabilidade da
extração se concretizar acabar por ser reduzida. Algo também a diminuir é a
existência de falsos negativos, com o objetivo de evitar ações inúteis por parte do
robô.

Em suma, conclui-se que o objetivo principal da dissertação foi alcançado de
forma satisfatória, com os recursos disponíveis. No entanto, reconhecem-se for-
mas de melhoria e apresentam-se possíveis alternativas de resolução das questões
que surgiram aquando da execução do projeto.

5.1 Trabalho Futuro

Todos os modelos computacionais podem ser melhorados tornando-os mais
eficazes e especializados e, o apresentado neste projeto, tal como já foi defendido,
também pode. Começando pela recolha de um número considerável de telemó-
veis com vista à criação de um conjunto de imagens dos seus PCBs e proceder à
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identificação das suas componentes e de porções de fundo das várias placas. No
entanto, seria um processo realizado por humanos e, consequentemente, manual.

Outra melhoria, pode centrar-se na implementação da versão mais recente do
algoritmo de classificação, YOLO-v8, que surgiu quando este projeto se encon-
trava em desenvolvimento, no entanto ainda não se fazia acompanhar de litera-
tura suficiente para a sua compreensão.

É importante ainda, redirecionar as classificações realizadas com o objetivo fi-
nal do projeto que se centra na extração das componentes, previamente selecio-
nadas, por um robô. Considerando este aspeto, é fundamental, como já foi refe-
rido, que as características das componentes sejam corretamente conhecidas, por
forma ao braço robótico conseguir planear a força e a trajetória corretas. Assim
sendo, por forma a obter informações mais detalhadas da posição e profundidade
de encaixe das componentes, pode ser considerar-se a integração de um mapa de
profundidade captado, de igual forma, com os sensores da Intel, referidos na sec-
ção 3. Ainda assim, a profundidade dos PCBs pode não ser significativa para a
sua deteção dada a reduzida espessura dos telemóveis a que estamos familiari-
zados.

Desta forma, todas essas melhorias transformariam a implementação em algo
mais complexo e mais especificado no casos dos telemóveis.
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Apêndice A

Detalhes da Arquitetura YOLO-v7

Figura A.1: Detalhes da arquitetura do modelo YOLO-v7, para complementar a
imagem 3.4
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